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1. Wprowadzenie

Wiele metod statystycznych, rozpoznawania wzorców (pattern recognition) i uczenia maszynowego stosuje się do klasyfikacji danych. Metody AI i NN również się do tego nadają. Przy pomocy odpowiednio zaprojektowanej  sieci neuronowej możemy wyznaczyć przynależność danych do poszczególnych klas lub podjąć odpowiednią decyzję. Podobnie jest z metodami, które wywodzą się bezpośrednio z sieci neuronowych. Taką metodą jest klasyfikacja przy pomocy k najbliższych sąsiadów (k – NN). 

Celem klasyfikacji jest przyporządkowanie obiektowi fizycznemu, zdarzeniu lub zjawisku jednej z wcześniej wyspecyfikowanych klas. Ludzie zadania te wykonują od początku swojej egzystencji pomimo braku formalnej teorii postrzegania i klasyfikacji obrazów. 

W procesie zwanym adaptacją systemu lub uczeniem ustalane są pewne parametry danego klasyfikatora. Dla sieci neuronowej jest to optymalny, pod względem pewnej funkcji kosztu, dobór wag łączących neurony. Dla sytemu k – NN jest to wyznaczenie optymalnej liczby sąsiadów branych pod uwagę w ocenie prawdopodobieństwa przynależności nieznanej próbki do wszystkich możliwych klas. Systemy te generują na swoich wyjściach pewne wartości, na podstawie których po odpowiedniej interpretacji możemy określić kategorię danego obrazu. Sieć neuronowa mająca m wyjść oraz rozpoznająca m klas może być najbardziej wzbudzona na wyjściu o takim numerze, które wskazuje kategorię. Najbardziej wzbudzona może oznaczać przekroczenie pewnego progu wzbudzenia. System k-NN daje konkretne wartości prawdopodobieństw przynależności obrazu do każdej z klas. Wybierana jest ta, która ma największą wartość. 

Praca dotyczy sprawdzenia efektywności poprawek a posteriori [1] w różnych systemach klasyfikujących dane, ich wpływu na prawdopodobieństwa klasyfikacji i granice decyzji klasyfikatorów. Poprawki a posteriori polegają na wprowadzeniu dodatkowych parametrów, które skalują prawdopodobieństwa wyjściowe klasyfikatorów według pewnych zasad. Dobór optymalnych parametrów odbywa się w drodze optymalizacji liniowej. Zadaniem jest odpowiedź na pytania: w jaki sposób dodatkowe parametry wpływają na system klasyfikacyjny? Czy wprowadzenie współczynników poprawia jakość klasyfikacji?

W rozdziale drugim przedstawiony jest przedmiot badań, jakim są prawdopodobieństwa generowane przez klasyfikator. Zdefiniowane są między innymi takie pojęcia jak: poprawność klasyfikacji oraz próbka. Formalnie opisane są decyzje klasyfikatora.

Rozdział trzeci dotyczy wpływu współczynników skalujących na architekturę systemów klasyfikacyjnych. Omówiony jest wpływ na granicę decyzji wyznaczaną przez perceptron ciągły, następnie wpływ dodatkowego parametru na zmianę w systemie k-NN. Wprowadza się pojęcia efektywnej liczby wektorów referencyjnych, okazuje się, że liczba takich wektorów może być liczbą rzeczywistą. Dalej badany jest wpływ na komitet klasyfikatorów, a w ostatnim kroku wpływ na sieć FSM.

W rozdziale czwartym znajduje się porównanie jakości klasyfikacji dla różnych systemów, oraz dla systemów FSM oraz k-NN z optymalizacją prawdopodobieństw. Wyniki na danych rzeczywistych pokazują, że metoda poprawia jakość klasyfikacji i daje wyniki, które znajdują się w czołówce.

Rozdział piąty dotyczy ogólnego projektu aplikacji wykorzystywanej w badaniach. Omówione zostały etapy projektowania aplikacji, język UML służący do obiektowego modelowania systemów. W dalszej części omówiony został obiektowy model aplikacji wykorzystanej w badaniach.
2. Decyzje klasyfikatora jako przedmiot badań

W momencie, gdy stajemy przed problemem klasyfikacji danych musimy zdecydować jakiego sposobu użyjemy. Do dyspozycji mamy metody łatwe i trudne w zastosowaniu, szybkie i stosunkowo wolne. Metod klasyfikacji jest wiele, jak i narzędzi, które je wykorzystują. Nam jednak, nie będzie zależało na wszystkich cechach charakterystycznych i algorytmach postępowania, wynikiem których jest klasyfikacja zbioru próbek. Zajmiemy się ogólnym modelem klasyfikatora, przyjmiemy metodę klasyfikacji, jako „czarną skrzynkę”. Jedynie w próbie określenia wpływu metody optymalizacji na elementy danego klasyfikatora zajrzymy do „wnętrza” metody. Jedynym produktem klasyfikatora, jaki będzie nas interesować będą prawdopodobieństwa przynależności do każdej klasy poszczególnych próbek poddawanych klasyfikacji. Prawdopodobieństwa te będą korygowane za pomocą poprawek, które mogą wpłynąć na jakość klasyfikacji. Wynika z tego, że naszym celem będzie badanie wpływu naszych transformacji na klasyfikację, oraz przyjrzenie się tym zmianom od strony systemu klasyfikującego – wpływu na stosowane w nim metody.

Żeby można było przekształcać produkt klasyfikatora, przyjrzyjmy się dokładniej co jest przedmiotem naszych badań.

2.1 Przygotowanie danych do klasyfikacji

Ogólnie możemy przyjąć, że mamy do rozwiązania następujący problem. W wyniku jakiegoś doświadczenia – badania, może to być np. badanie psychologiczne określające zdolność jednostki do wykonywania pewnej czynności, mogą to być pomiary zjawiska fizycznego – otrzymujemy zespół parametrów określających dane zjawisko. W przypadku badań fizycznych mogą być to kąty rozpraszania cząstek elementarnych, energie itp. Oznacza to, że w pierwszym kroku otrzymujemy wektor parametrów, które zostały zmierzone. Nazwijmy taki zespół parametrów wektorem cech danego zjawiska i oznaczmy przez :
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Jednocześnie wykonując badanie psychologiczne lub pomiary fizyczne określamy dodatkową cechę mówiącą z jakim przypadkiem mamy do czynienia. W zależności od badania może to być np. człowiek zdolny lub nie zdolny do wykonywania czynności X, albo mamy do czynienia z rozpadem alfa lub nie.  Czyli na podstawie naszej ogólnej wiedzy o zjawisku stwierdzamy, że dla danych parametrów 
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 mamy do czynienia z przypadkiem "zdolny" lub "nie zdolny". Można myśleć o tej procedurze, jak o nadawaniu etykiety wektorowi 
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 mówiącej do jakiej klasy należy.

Formalnie można powiedzieć, że tworzymy parę wektor – klasa. Jeśli klasę wektora cech oznaczymy przez 
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, to taka para ma postać :
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Jest to jedna próbka pomiaru. Oczywiście takich próbek może być więcej, wtedy otrzymujemy cały zestaw pomiarów. 
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Wszystkich próbek jest NX, zaś wszystkich możliwych klas, jakie określiliśmy jest NC. Oczywiście liczba klas może być różna od ilości próbek, a w większości przypadków  zachodzi 
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. Jest to zrozumiałe.

W zastosowaniu do zbiorów próbek (2-3) opisujących doświadczenie stosuje się szereg pojęć. Jednym z nich jest pojęcie klasy większościowej.  Z oczywistego powodu, jakim jest fakt, że liczba klas jest mniejsza od liczby wszystkich próbek, do jednej klasy należy więcej niż jeden wektor cech. Klasa, do której należy najwięcej wektorów jest tzw. klasą większościową. Poprzez analogię istnieje pojęcie klasy mniejszościowej, co oznacza klasę, dla której przypada najmniej wektorów z całej bazy.

Nasunąć może się pytanie. Skoro chcemy poznać klasę danego wektora próbki, to dlaczego nadajemy etykiety przynależności? Odpowiedź jest prosta. W każdym systemie klasyfikującym występują parametry adaptacyjne. Parametry te wpływają na jakość klasyfikacji, więc jeśli oczekujemy poprawnego zachowania powinniśmy wyznaczyć optymalne parametry adaptacyjne, dla postawionego problemu klasyfikacji. Do tych celów wykorzystuje się metody uczenia maszynowego. 

W zasadzie, nie potrzebujemy zagłębiać się więcej w proces uczenia systemu klasyfikującego oraz w budowę próbki uczącej. Ostatecznie zależy nam na tym, żeby w sytuacji optymalnie dobranego systemu klasyfikującego po prezentacji próbki uczącej o nieznanej klasie z chęcią poznania jej, system nam na to odpowie. Dlaczego odpowie? Ponieważ stworzyliśmy bazę typowych przykładów (2-3), wykorzystując naszą wiedzę o danym zjawisku, przeprowadziliśmy proces adaptacji systemu, który spowodował optymalny wybór parametrów.

Skoro wiemy jak zbudowane są dane, i co z nimi robi nasza „czarna skrzynka”, to zobaczmy, w jaki sposób nam odpowiada na postawione pytanie. 

2.2 Ogólny schemat klasyfikatora

Oczywiście pytanie brzmi do jakiej klasy 
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należy zaprezentowana próbka 
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Przyjrzyjmy się co możemy otrzymać. Z klasyfikatora wyprowadzone są wyjścia, każde wyjście przyjmuje pewien stan na podstawie podanej na wejście próbki. Jeśli założymy, że określone wyjście oznacza przynależność do pewnej klasy 
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, to mówimy, że i-ta próbka 
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należy do klasy reprezentowanej przez to wyjście. W rzeczywistości nie jest tak optymistycznie, decyzje klasyfikatora nie są jednoznaczne. Wynika to z różnych powodów np. :

· Źle dobranej bazy próbek uczących.

· Rozkłady statystyczne, które reprezentują zbiory próbek należące do tych samych klas nie są zupełnie odseparowane.

· Źle dobrana architektura systemu klasyfikującego 

Oczywiście przyczyn jest o wiele więcej. Ogólnie można założyć, że system w odpowiedzi mówi w jakim stopniu dana próbka należy do danej klasy. I w zasadzie problem rozwiązuje się, ponieważ wybieramy tą klasę, dla której stopień przynależności jest największy. Co rozumiemy przez stopień przynależności? To co klasyfikator będzie pokazywał na swoim wyjściu może być zależne od jego rodzaju, ale my załóżmy, że takie wyjście możemy interpretować jak prawdopodobieństwo P przynależności nieznanej próbki 
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do danej klasy  
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Dla nieznanej próbki, otrzymujemy informację z jakim prawdopodobieństwem należy nieznana próbka do każdej z klas. W ogólności informacja ta jest funkcją parametrów systemu klasyfikującego. Schematycznie wygląda to tak jak na rysunku (2-1). Widać koncepcję jaką przyjęliśmy na przedstawienie systemu klasyfikującego. Są wejścia, które są wektorem cech. Jest system klasyfikujący, który na podstawie podanej próbki potrafi podjąć decyzję o przynależności jej do każdej z klas.
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Przy pomocy prawdopodobieństw przynależności nieznanej próbki do każdej z klas, jesteśmy w stanie określić dokładność tego klasyfikatora. W najprostszym przypadku, mając bazę próbek (2-3), i określając za pomocą systemu jaka jest jej klasa, możemy to zweryfikować z rzeczywistą etykietą nadaną jej w czasie tworzenia bazy. Wtedy dokładność klasyfikacji określona jest przez zależność.
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 - Liczba wszystkich próbek poddanych klasyfikacji.
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 - Liczba próbek, które zostały źle zaklasyfikowane.
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  - Liczba odrzuconych próbek.
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 - Procent poprawnej klasyfikacji.



Często wprowadza się pojęcie domyślnej jakości klasyfikacji, jest ono związane z pojęciem klasy większościowej, ponieważ klasyfikując każdą próbkę z bazy (2-3) tylko do klasy większościowej powinniśmy poprawnie sklasyfikować co najmniej taką ilość jaka należy do tej klasy.


Wiemy już czym będziemy się zajmować. Naszym zadaniem jest tak przekształcić prawdopodobieństwa (2-4), żeby dokładność klasyfikacji wzrosła. 

Zanim to nastąpi, spójrzmy przez chwilę na to co uzyskujemy z klasyfikatora. Oczywiście, są to jakieś miary przynależności, bo tak sobie życzyliśmy, ale jest to też jakaś wiedza o naszej bazie próbek (2-3).

2.3 Prawdopodobieństwa aprioryczne

Niech nasz eksperyment polega na tym, że jakimiś metodami zmieniamy 
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 w taki sposób, żeby poprawić procent poprawnej klasyfikacji (2-5). Zgodnie z artykułem [2], jeśli przyjmiemy, że początek naszego doświadczenia jest w momencie, gdy otrzymujemy prawdopodobieństwa przynależności każdej próbki do każdej z klas, to rozkład tych prawdopodobieństw opisuje stan naszej wiedzy przed eksperymentem. Jest to nasza wiedza o danej bazie. Stan wiedzy ulega modyfikacjom poprzez wybraną transformację T, a końcowy wniosek (decyzja) zależy nie tylko od wyniku tego eksperyment (transformacji), ale też i od tego, co wiedzieliśmy, albo założyliśmy a priori. Jeśli rozkład początkowy był optymalny to nasz wniosek końcowy nie będzie odbiegał od tego, co wiedzieliśmy przed eksperymentem. 

3. Optymalizacja prawdopodobieństw apriorycznych

Wiemy już co jest naszym przedmiotem badań. Zdarza się, i jest to raczej reguła niż wyjątek, że odpowiedzi sytemu klasyfikującego, dla niektórych próbek, są błędne. My postaramy się w taki sposób zmienić naszą wiedzę, aby procent dokładności poprawił się. Następnym krokiem, będzie przyjrzenie się od wewnątrz, jak taka zmiana wpływa na cechy charakterystyczne przykładowych klasyfikatorów, oraz w jaki sposób zmieniają się granice decyzji. 

Ogólnie nasze zadanie polega na takiej zmianie prawdopodobieństw 
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w nowe, dla których jakość klasyfikacji poprawi się. Oczywiście jesteśmy w stanie tak zrobić dla danych treningowych, to znaczy takich, które służyły do optymalnego wyznaczenia parametrów adaptacyjnych klasyfikatora. W przypadku danych testowych – weryfikujących może być różnie. Do tego problemu powrócimy w rozdziale (3.5), w którym omówione zostaną korelacje pomiędzy zbiorem treningowym i testowym.

Głównie skoncentrujemy się na jednym przekształceniu, będzie to skalowanie liniowym parametrem, ale jak później się okaże wpływ np. na granice decyzji będzie nieliniowy.

3.1
Przekształcenie przy pomocy liniowego parametru


Prostą metodą poprawy jakości klasyfikacji poprzez zmianę prawdopodobieństw apriorycznych jest wprowadzenie liniowego parametru, który skaluje prawdopodobieństwa klas mniejszościowych oraz przy zachowaniu normalizacji ustala prawdopodobieństwa klasy większościowej. Przyjmijmy oznaczenie prawdopodobieństw po przeskalowaniu jako 
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, oraz założymy, że uporządkowaliśmy klasy tak, by ostatnia była większościową, to przekształcenie ma postać:
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Widzimy wprowadzone liniowo skalujące parametry 
[image: image25.wmf]κ

. W ten sposób otrzymujemy nowe prawdopodobieństwa, które służą do wyznaczenia klasy nieznanej próbki, lub w przypadku badania jakości systemu klasyfikującego, może to być wektor testowy. Zanim przejdę do omówienia własności tego przekształcenia, przyjrzyjmy się samemu wektorowi parametrów 
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. Zauważmy, żeby wszystkie prawdopodobieństwa 
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 były unormowane, to liniowe parametry 
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 powinny spełniać warunek 
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. Z punktu widzenia normy prawdopodobieństw jest, to oczywiste. Prawdopodobieństwa otrzymane z klasyfikatora są unormowane, zatem jeśli przeskalujemy je przez parametr z przedziału [0,1] nie zepsujemy tego faktu, oczywiście dla klasy większościowej, też nic się nie zmieni. Jak widać jesteśmy w porządku, ale dlaczego ten fakt miałby być taki ważny? W przeprowadzonych przeze mnie badaniach wpływu współczynników skalujących okazało się, że warto złamać tą zasadę zwiększając górną granicę dla parametrów. Jak można się domyślać wpłynie to na wielkość prawdopodobieństw po skalowaniu, które mogą stać się ujemne! Jednakże nie stanowi, to problemu, ponieważ stosujemy metodę normalizacji np. Min-Max :
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( 3‑2)

W ten sposób możemy o przekształconych prawdopodobieństwach mówić w sensie prawdopodobieństw.

Tymczasem zajmijmy się samym przekształceniem (3-1), i jego własnościami, które powodują, że możemy spodziewać się poprawy jakości klasyfikacji. 

Rozpatrzmy dwa skrajne przypadki. Pierwszy, to gdy 
[image: image31.wmf]
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. W takiej sytuacji prawdopodobieństwa klas mniejszościowych skalowane są do zera, a prawdopodobieństwo klasy większościowej jest jeden.
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Wniosek jest taki, że wyniki nie mogą być gorsze od wyników klasyfikatora większościowego. Parametry 
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 mogą być z dowolnego przedziału, gdyż normalizacja (3-2) zapewnia, że prawdopodobieństwa (3-1) będą z przedziału 
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Drugim skrajnym przypadkiem jest sytuacja, gdy 
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, oznacza, to, że otrzymamy poprzednie wyniki
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Optymalizując parametry 
[image: image38.wmf]κ

 możemy jedynie polepszyć otrzymane wyniki. Wybór optymalnych parametrów, w konsekwencji oznacza optymalne prawdopodobieństwa aprioryczne. 

W ten sposób dochodzimy do problemu liniowej optymalizacji funkcji z 
[image: image39.wmf]1
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. Wybieramy odpowiednią funkcję kosztu, i ze względu na nią wyznaczamy parametry.

3.2 
Hiper – kwadratowa funkcja kosztu, i jej własności

W moich badaniach wykorzystałem dwie funkcje kosztu. Pierwsza jest odpowiednią sumą różnic błędów. Druga to liczba popełnianych błędów klasyfikacji. W pierwszym przypadku, minimalizować będziemy pewną różniczkowalną funkcję, a w drugim przypadku jest to minimalizacja wielkości nieciągłej. 

Zaczniemy od prostszego przypadku, czyli różniczkowalnej funkcji kosztu. Ogólnie problemem jest dobranie odpowiedniej funkcji, w taki sposób by opisywała rzeczywistą liczbę popełnianych błędów klasyfikacji. Mimo, to można badać zachowanie wybranej funkcji, i takie postępowanie przyjąłem. Wobec tego funkcja kosztu ma postać :
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(3‑3) 
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 są prawdopodobieństwami po przeskalowaniu, zaś 
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( 3‑4 )

Wiemy, że prawdopodobieństwa skalowaliśmy według przekształcenia (3-1), zastosujmy je teraz rozwijając funkcję kosztu (3-3). Dla skrócenia zapisu funkcję kosztu rozbiję na dwie sumy. Pierwszą po klasach mniejszościowych, drugą dla klasy większościowej.
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( 3‑5 )

Tak przyjęta funkcja kosztu ma dwie ciekawe własności :

· Jest funkcją hiper - kwadratową ze względu na parametry 
[image: image46.wmf]κ


· Dla wektorów 
[image: image47.wmf]X
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, dobrze zaklasyfikowanych funkcja kosztu rośnie, co wydaje się dziwne, ponieważ my chcemy faworyzować takie przypadki. głupota!
Pierwsza własność wydaje się jasna, gdy rozwiniemy potęgi (3-5) otrzymamy :
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( 3‑6 )
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W najprostszym przypadku, gdy mamy dwie klasy, równanie (3-6) znacznie uprości się:
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Wchodząc z sumowaniem pod nawias, oraz grupując wyrazy o tych samych potęgach parametrów 
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( 3‑7 )

otrzymujemy funkcję kwadratową ze względu na 
[image: image52.wmf]1

k

.

Minimum funkcji typu (3-5) łatwo można wyznaczyć poprzez gradient. Do tego zagadnienia powrócę w dalszej części tego rozdziału.

Teraz chciałbym zwrócić uwagę na drugą z własności. Okazuje się, że dla wektorów dobrze zaklasyfikowanych odpowiednie czynniki dają dodatni wkład do funkcja kosztu. Dla ułatwienia rozważmy przypadek bazy, w której występują tylko dwie klasy. Do optymalizacji jest jeden parametr, a funkcja kosztu ma postać 
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Źle! C2! Weźmy pod uwagę dwie próbki typu (2-2), to znaczy mamy określoną prawdziwą etykietę, oraz w drodze klasyfikacji otrzymaliśmy prawdopodobieństwa P(C1|Xi), P(C2|Xi), dla i =1,2. Wybierzmy dwa wektory, które należą do klas:
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oraz określmy prawdopodobieństwa klasyfikacji dla każdej próbki:
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Nasza sytuacja jest taka, że wektor X1 został dobrze zaklasyfikowany, ale wektor drugi źle. Dla skupienia uwagi, niech klasą większościową będzie klasa C2. 

Funkcja kosztu dla wektora X2 przyjmie wartość


[image: image56.wmf](

)

(

)

(

)

(

)

(

)

(

)

(

)

2

2

1

2

1

1

2

2

1

2

1

1

2

1

|

1

|

,

X

C

X

C

P

X

C

X

C

P

X

E

-

-

+

-

=

k

k

k

,

zgodnie z funkcją charakterystyczną (3-4) otrzymujemy
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Dla wektora X1, który jest dobrze klasyfikowany
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korzystamy z (3-4)
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Widzimy, że zarówno dla wektora dobrze zaklasyfikowanego X1, jak i dla źle funkcja kosztu przyjmuje niezerową wartość. Podobnie, gdyby zmienić prawdopodobieństwa klasyfikacji w ten sposób, że wektor X2 byłby dobrze klasyfikowany a X1 źle. Wkłady do funkcji wynosiłyby  odpowiednio:
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Oczywiście jest to niepożądane zjawisko, bo zawyża funkcję kosztu i parametry 
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 nie są w ostateczności optymalne. Wyjście z tej sytuacji jest bardzo proste. Do optymalizacji należy wykorzystywać tylko wektory źle zaklasyfikowane. Potwierdza się, to w przeprowadzonych badaniach.

W dalszej części zajmiemy się sposobem wyznaczania parametrów 
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. Na początek stworzymy macierz pochodnych po parametrach, a następnie zastosujemy jedną z metod numerycznych do rozwiązania układu równań. 

Do wyznaczenia optymalnych parametrów musimy znać miejsca zerowe pochodnych funkcji kosztu po wszystkich optymalizowanych parametrach. W naszym przypadku zadanie jest ułatwione, ponieważ jest to liniowa optymalizacja, i z wyznaczeniem gradientu nie powinno być problemu.
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Nasze zadanie ma postać 
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Ponieważ jest to układ równań ze względu na κ wystarczy go rozwiązać, i w ten sposób otrzymać minimum funkcji 
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, rozpiszmy naszą funkcję kosztu 
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( 3‑8)

Wyrazy niezerowe, to będą pierwszy, oraz ostatni:
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Po uporządkowaniu wyrazów i przyrównaniu do zera:
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W ten sposób otrzymaliśmy pierwsze równanie. Wyznaczając pochodne dla pozostałych parametrów otrzymamy układ równań. Dla 
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 EMBED Equation.3  
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 EMBED Equation.3  
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Zauważmy prostą zasadę tworzenia współczynników macierzy pochodnych. Oznaczmy tę macierz przez 
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, wtedy :
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( 3‑9)

Wektor współczynników wolnych 
[image: image79.wmf]w

, oraz wektor szukanych parametrów 
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( 3‑10 )
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( 3‑11 )

W ten sposób nasze zadanie optymalizacyjne polega na rozwiązaniu układu równań ze względu na parametry 
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( 3‑12)

Zauważmy, że macierz 
[image: image85.wmf]P

jest symetryczna, czyli 
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, a jeśli tak, to do rozwiązania układu (3-12) możemy zastosować rozkład na iloczyn macierzy trójkątnych, zwany rozkład Banachiewicza, lub często nazywany rozkładem Cholesky’ego [3]. W tej metodzie otrzymujemy  jednoznaczne  wzory obliczeniowe, w których kolejno oblicza się elementy macierzy trójkątnych. W następnym kroku stosujemy jedną z metod bezpośrednich dla macierzy trójkątnej. W celu wyznaczenia rozkładu 
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 dodawań. Dla większości maszyn pierwiastkowanie jest tylko kilkukrotnie dłuższym działaniem niż mnożenie, a zatem można przyjąć, że oszczędzamy blisko dwukrotnie na czasie obliczeń i liczbie zajętych komórek pamięci w porównaniu z metodą Gaussa. 

Widać, że koszt rozwiązania układu jest niski, a w porównaniu z kosztem otrzymania prawdopodobieństw apriorycznych bywa zaniedbywany.

Przejdźmy teraz do drugiej metody szukania optymalnych parametrów 
[image: image91.wmf]κ

, która wykorzystuje prawdziwą wiedzę o ilości popełnianych błędów.

3.3
Liczba popełnianych błędów jako funkcja kosztu 

Jednym z kluczowych zagadnień w mojej pracy było zbadanie, jak dobrze funkcja hiper – kwadratowa oddaje rzeczywistą funkcję liczby popełnianych błędów. Podobieństwom przyjrzymy się w następnym rozdziale, a teraz należy zdać sobie sprawę z tego, że funkcja kosztu, w której do oceny jakości parametrów służy  ilość popełnianych błędów, nie jest funkcją ciągłą, przez co nie jest różniczkowalna. Fakt ten utrudnia wykorzystanie metod gradientowych do poszukiwania minimum takiej funkcji. W pierwszych badaniach, jakie wykonywałem stosowałem technikę „wykresu”, a zastosowanie ograniczało się do przypadków dwu klasowych – z jednym parametrem 
[image: image92.wmf]κ

. Polegała ona na wykreślaniu ilości popełnianych błędów w zależności od zmieniającego się parametru
[image: image93.wmf]κ

. Z tak utworzonego wykresu można odczytać minimum funkcji i parametr. Problem powstaje, gdy mamy więcej niż jedną klasę, bo ilość parametrów rośnie, i przeszukiwanie takiej przestrzeni staje się utrudnione. Wniosek z tego, że trzeba zastosować metodę nie wykorzystującą gradientu do poszukiwania minimum funkcji. 

Jedną z takich metod  jest downhill simplex. Zgodnie z [4] zadanie polega na znalezieniu prawdziwego bazowego wektora dopuszczalnego (rozwiązania optymalnego), który ma n zerowych współrzędnych. W teorii można by wypróbować wszystkie możliwe sposoby – jest ich 
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 - wyboru wszystkich n – m zerowych zmiennych spośród n, odrzucić te kombinacje, które nie dają wektorów dopuszczalnych i wybrać wśród pozostałych punkt dający najmniejszą wartość E. Byłoby to niezmiernie kosztowne już dla niezbyt dużych m i n. Zamiast tak karkołomnego postępowania można użyć metody sympleks. Jest to metoda iteracyjna, prowadząca od jednego bazowego wektora dopuszczalnego do innego wektora tego rodzaju w taki sposób, że E przy tym maleje. Metoda sympleks daje dokładny wynik po pewnej liczbie kroków, zwykle znacznie mniejszej od 
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. Doświadczenia numeryczne świadczą o tym, że liczba niezbędnych kroków jest funkcją liniową liczby ograniczeń, słabo zależy od liczby zmiennych i wynosi mniej więcej 2m do 3m.
W ten sposób mając dwie funkcje kosztu oraz metody na wyznaczenie ich minimów jesteśmy w stanie porównywać otrzymywane wyniki.

3.4

Różnice i podobieństwa

Dla ułatwienia wizualizacji oraz analizy zajmiemy się głównie przypadkami baz (2-3) z dwiema klasami, czyli jednym parametrem do optymalizacji. W tym rozdziale przyjrzymy się głównie temu, co różni te dwie funkcje kosztu. Dowiemy się czy wybrana przez nas funkcja hiper – kwadratowa dobrze oddaje rzeczywistą liczbę błędów.

Zanim to zrobimy, opiszę pierwszą bazę danych, jaką wykorzystałem w moich badaniach. Baza nazywa się „Jonosfera”, podzielona jest na dwa zbiory. Zbiór treningowy oraz testowy. W każdym ze zbiorów wektor cech 
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 jest 35 wymiarowy. Liczba wektorów w zbiorze treningowym wynosi 200, w tym do klasy pierwszej należy 101 (50,5%), do klasy drugiej 99 (49,5%). Zbiór testowy składa się ze 150 wektorów, w tym z klasy pierwszej jest 123 (82%) z klasy drugiej 27 (18%). Z opisu wynika, że klasą większościową w obu zbiorach jest klasa pierwsza, oraz zauważalna jest duża dysproporcja w ilości wektorów z obu klas w zbiorze testowym. Fakt ten będzie bardzo ważny w dalszych badaniach.

Dla tego zbioru, zostały wygenerowane prawdopodobieństwa aprioryczne (2-4) przy 

pomocy systemu FSM, po wcześniejszej adaptacji systemu na zbiorze treningowym. 
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Prawdopodobieństwa te skalując za każdym razem przez inny współczynnik jesteśmy w tanie uzyskać charakterystykę funkcji błędu, zarówno dla hiper – kwadratowej, jak i dla rzeczywistej liczby popełnianych błędów. W ten sposób otrzymałem wykres dla części treningowej (Rys. 3-1)

Na wykresie pokazane są zależności dwóch funkcji kosztu – hiperkwadratowej oraz liczby popełnianych błędów – od zmieniającego się parametru 
[image: image97.wmf]κ

. Co widać? Zauważalne jest, że funkcja hiper - kwadratowa (zielony) jest rzeczywiście taką zależnością, oraz funkcja liczby błędów jest nieciągła (czerwony). Wybrana przez nas funkcja błędu w zasadzie nie pokrywa się z rzeczywistą. Korelacja minimów tych dwóch funkcji jest słaba. Dokładne minimum dla pierwszej z nich jest dla  κ = 1,56, a dla drugiej κ = 2,15. Bezwzględne przesunięcie wynosi 
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, jest to dość duży czynnik. Widać jeszcze jedną ciekawą rzecz. Parametr κ zmienia się w przedziale [0,6], wiemy jakie są konsekwencje takiego postępowania. Prawdopodobieństwa po optymalizacji mogą być ujemne, ale ten fakt nie sprawia nam kłopotu, gdy zastosujemy normalizację (3-2). W dalszej części pracy będę uważał to za fakt naturalny.
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Druga badana baza, to „Sonar”. Zbiór treningowy składa się ze 104 wektorów, podobnie testowy, podzielonych na dwie klasy „rock” i „metal”. Wektory składają się z 60 ciągłych atrybutów. Prawdopodobieństwa aprioryczne otrzymane z FSM. Wykres dla zbioru treningowego ma postać
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Nieciągłość funkcji liczby popełnianych błędów, jest jeszcze wyraźniejsza, ale korelacja punktów κ, dla których obie funkcje przyjmują minimum jest duża. Hiperkwadratowa funkcja kosztu ma minimum w punkcie κ = 1, a rzeczywista liczba błędów jest najmniejsza dla κ = 0,63. Dokładnie minimum leży w przedziale 

κ = [0.63,1.63], jeśli κ = 1, to poprawki nic się nie poprawi. Bezwzględne przesunięcie wynosi 
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Przyjrzyjmy się jeszcze jednej bazie „Cukrzyca”. 

[image: image191.wmf] 


[image: image192.png]After Optinization





Liczba próbek wynosi 768, które podzielone są na dwie klasy. Do klasy pierwszej należy 500 (65.1%), do drugiej 268 (34.9%) wektorów. Próbki znajdują się w jednym zbiorze treningowym, zatem do adaptacji systemu klasyfikującego wykorzystuje się metodę kroswalidacji lub metodę „Leave One Out”. Wektory składają się z 8 atrybutów. Prawdopodobieństwa do optymalizacji otrzymane przy pomocy metody k – NN (k – najbliższych sąsiadów).

Funkcja hiperkwadratowa przyjmuje minimum w punkcie κ = 0,7 a minimalna liczba błędów jest dla punktu κ = 7,6. Wynika z tego bezwzględne przesunięcie 
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Ostatnią bazą jest baza o nazwie „Appendictis” (rys. 3-4). Charakterystyka – 106 wektorów 
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podzielonych na dwie klasy. Klasa pierwsza zawiera 85 (80,2%), klasa druga 21 (19,8%) wektorów. Wektory mają po 8 cech. Podobnie jak dla bazy „Cukrzyca” prawdopodobieństwa otrzymane przy pomocy metody k –NN. Odpowiednie punkty minimów, to κ = 0,73 oraz κ = 0,51. Przesunięcie wynosi 
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Obejrzeliśmy serię wykresów, dla różnych baz. Badaliśmy związek pomiędzy wybraną przez nas hiperkwadratową (3-3) funkcją błędu, a rzeczywistą liczbą popełnianych błędów. Dokładniej zależało nam na tym czy punkt κ, dla którego funkcja typu kwadratowego przyjmuje minimum, jest zgodny z punktem κ, dla którego rzeczywiście popełniamy najmniej błędów. Należy zauważyć, że pracujemy na dwóch różnych skalach. Skala dla funkcji kosztu jest czymś innym od faktycznej liczby błędów. Dlatego bezpośrednie porównanie jest nie możliwe. Oczywiście nie przeszkadza, to w modelowaniu charakterystyki błędów. Zatem z badań wynika, że trudno jest uzyskać korelacje pomiędzy minimami, ale sytuacja nie jest najgorsza. Podając bezwzględne przesunięcia, wartości parametru 
[image: image102.wmf]k

D

, dla liczby popełnianych błędów wybierałem parametr pierwszy najmniejszy. W badaniach wyraźnie zauważalne jest, że minimum rozciąga się na jakimś przedziale parametrów κ, oznacza to, że korelacje są lepsze niż te wskazane przeze mnie.

Jednym z ciekawych spostrzeżeń może być fakt związany z przedziałem parametrów 
[image: image103.wmf]κ

. Pierwszym założeniem było ograniczenie tego przedziału. Później, jak wiemy okazało się, że warto ten przedział zwiększyć. Teraz przy badaniu zależności pomiędzy funkcjami kosztu, jest to zauważalne. Można więc zrobić analizę tego typu. Co będzie dla 
[image: image104.wmf]κ

=0, 
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=1 oraz dla 
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 ? Dla dwóch pierwszych przypadków, już wiemy. Odpowiednio, albo poprawki wymuszą zachowanie klasyfikatora większościowego, albo w drugim przypadku nic nie zmienią. Co będzie w trzecim przypadki, gdy
[image: image107.wmf]¥
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? Nieskończoność nie jest wymagana, ale niech to będzie jakaś graniczna liczba, odpowiednio duża. Załóżmy, że zajmujemy się przypadkami dwu klasowymi. Otóż okazuje się, że poprawki spowodują klasyfikację do klasy mniejszościowej. Ponieważ jak wynika z naszej funkcji transformacji (3-1), przez czynnik skalujący mnożone są prawdopodobieństwa klasy mniejszościowej. W przypadku gdy czynnik będzie odpowiednio duży to prawdopodobieństwa po przeskalowaniu będą duże, na rzecz klasy mniejszościowej. Dla klasy większościowej prawdopodobieństwo jest ustalane z warunku normalizacji. Wielkość czynnika skalującego zależy oczywiście od rozkładów prawdopodobieństw apriorycznych w bazie. A w szczególności od ich wielkości i wzajemnych stosunków dla danej próbki. Często jednak zdarza się, że zasada ta nie jest spełniona. Wytłumaczenie jest proste. Jeśli większość prawdopodobieństw apriorycznych dla klasy mniejszościowej jest zerami, to wtedy czynnik skalujący nie wpływa na zmianę klasy. Co powoduje, że nie wnosimy niczego nowego do poprawy klasyfikacji.

Wnioski z tego rozdziału są następujące. Trudno jest odtworzyć prawdziwą krzywą liczby błędów, ale możemy zbliżyć się do optymalnego wektora 
[image: image108.wmf]κ

 mając ciągłą funkcję kosztu (3-3). Jak zobaczymy przy porównywaniu wyników klasyfikacji metoda oparta na tej funkcji daje różne wyniki w zależności od bazy, dlatego jeśli mamy do czynienia z przypadkami dwuklasowymi lepiej jest wyznaczyć minimum rzeczywistej liczby popełnianych błędów. W zasadzie możemy zrobić to z dowolną dokładnością, albo jeśli klas jest więcej spróbować wykorzystać metodę sympleksu do minimalizacji liczby błędów.

Warto sprawdzić jak wprowadzone poprawki wpłyną na korelacje pomiędzy zbiorem treningowym, a testowym. Czy minima dla tych zbiorów znajdują się w tych samych punktach? 

3.5
Korelacje pomiędzy zbiorami treningowym i testowym

Często w zagadnieniach uczenia maszynowego i systemów, które poddajemy temu procesowi występuje tak zwane zjawisko przeuczenia (przetrenowania). Ogólnie, zjawisko polega na zbyt dużym dopasowaniu modelu do danych treningowych, co wpływa na zdolność uogólniania przez dany system. Dopasowanie odzwierciedla się w parametrach adaptacyjnych, co oznacza, że stają się nie optymalne na zbiorze weryfikującym. Z drugiej strony otrzymujemy dane, które służą do adaptacji systemu, tak by później był zdolny do prawidłowego podejmowania decyzji, oraz dane, które wykorzystamy do weryfikacji tych zdolności. Otóż, zdarza się, że zbiory są mało reprezentatywne w sensie istnienia podobnych informacji. Może to być:

· zachwiana równowaga pomiędzy licznością klas w obu zbiorach, a ponieważ takie przypadki są raczej normą, więc system powinien być odporny.

· zupełny brak informacji zawartych w zbiorze treningowym, które są ważne dla całej populacji próbek, w szczególności dla zbioru testowego.  

Wszystkie te niedogodności prowadzą do tego, że korelacja pomiędzy optymalnymi parametrami, dla zbioru treningowego i testowego jest słaba. Oczywiście zakłada się w większości przypadków, że bazy są dobrze skonstruowane. A problemy próbuje rozwiązywać się mniej lub bardziej wyrafinowanymi metodami, ponieważ w rzeczywistości trudno jest wymusić bazę z idealnymi proporcjami wektorów w danych klasach, i zawsze występuje szum w bazie, który wprowadza przekłamania w podejmowanych decyzjach.

Przyjrzyjmy się wobec tego, jak wyglądają korelacje pomiędzy dwoma zbiorami. Zwróćmy uwagę, że wprowadzając poprawki poprzez skalowanie typu (3-1), ostateczna decyzja zależy nie tylko od parametrów danego systemu klasyfikującego, z którego otrzymujemy prawdopodobieństwa aprioryczne, ale też od 
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 parametrów liniowych. Można sądzić, że liniowe skalowanie nie powinno wpływać w znaczący sposób na zbyt duże dopasowanie do danych ze zbioru treningowego. Okazuje się, że wpływ na granicę decyzji jest nieliniowy. Skoro tak, to niebezpieczeństwo wzrasta. Wpływem przekształcenia na system klasyfikujący zajmiemy się później, a teraz zobaczmy jak wyglądają korelacje dla poznanych wcześniej baz. Porównywać będziemy pomiędzy funkcjami kosztu tego samego rodzaju, co jest oczywiste.

Zaczniemy od bazy „Jonosfera”, w kolejności porównamy hiperkwadratową funkcję kosztu, oraz rzeczywistą liczbę błędów, dla różnych parametrów
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Na (Rys.3-5) widać zależność funkcyjną typu (3-3), dla zbioru treningowego (czerwony), oraz zbioru testowego (zielony). Widać przesunięcie minimów dla dwóch zbiorów. Punkty, w których znajdują się minima, to dla zbioru treningowego κ = 1,56 dla zbioru testowego κ = 0,55. Zatem bezwzględne przesunięcie wynosi 
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. Tego typu sytuacji spodziewaliśmy się, ponieważ optymalne parametry danego modelu na zbiorze treningowym, nie są w ogólności optymalne na zbiorze testowym. Przypominam, że zbiór treningowy służy do wyznaczenia tych parametrów, zaś zbiór testowy nie. Pamiętajmy, że nie możemy tych zbiorów traktować oddzielnie, i wyznaczać oddzielnych zbiorów parametrów, wynikiem czego na zbiorze treningowym jesteśmy w stanie dobrze modelować dane, na zbiorze testowym nie. W ostateczności fakt ten zauważalny jest w jakości klasyfikacji (2-5). Załóżmy przez chwilę, że traktujemy te zbiory oddzielnie, to jakość klasyfikacji wynosi odpowiednio 99,5%  oraz 98,0%, ale takie postępowanie jest nie do przyjęcia. Zatem postępując prawidłowo na zbiorze treningowym klasyfikacja jest 99,5%, na testowym 96,7%. Do porównywania wyników powrócimy w rozdziale 5.
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Zobaczmy jaka jest korelacja, gdy korzystamy z liczby popełnianych błędów:
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Zjawisko podobne, do wcześniej opisanego. Minimum funkcji liczby błędów dla zbioru treningowego (czerwony) znajduje się w punkcie κ = 2,15 dla zbioru testowego (zielony) w punkcie κ = 0,54. Bezwzględne przesunięcie 
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. Przesunięcie punktów, dla których funkcja liczby błędów przyjmuje minimum jest większe niż w przypadku funkcji hiperkwadratowej. 

W przypadku bazy „Jonosfera” korelacje pomiędzy optymalnymi wektorami parametrów 
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 są bardzo słabe. Można wyciągnąć wniosek, że baza jest źle skonstruowana, ale z drugiej strony systemy klasyfikujące np. FSM czy SSV, otrzymują bardzo podobne wyniki klasyfikacji na obu zbiorach. Problem ten  sprawił na tyle dużo problemów w czasie moich badań, że na omówienie i sposób wytłumaczenia tego zjawiska poświęcę oddzielny rozdział (3-6).

Tymczasem zobaczmy jakie są korelacje dla zbiorów treningowego i testowego w przypadku bazy „Sonar”. Na początek dla funkcji hiperkwadratowej (Rys.3-7), następnie dla rzeczywistej liczby popełnianych błędów (Rys.3-8) 
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Dla tej bazy ograniczę się, tylko do wskazania punktów minimów, gdyż w rozdziale o porównywaniu wyników, zwrócę na tę bazę szczególną uwagę. Dla zbioru treningowego (czerwony) optymalne κ = 1 dla zbioru testowego (zielony) κ = 0,73. Przesunięcie tych dwóch punktów wynosi 
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W przypadku liczby błędów korelacje mają postać :
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Dla zbioru treningowego (czerwony) optymalne κ = 0,63 dla zbioru testowego (zielony) κ = 0,58. Przesunięcie tych dwóch punktów wynosi 
[image: image115.wmf]05

,

0

=

D

k

. Głównym spostrzeżeniem, jest fakt prawie identycznych  optymalnych wektorów parametrów zarówno dla funkcji kosztu typu kwadratowego, jak i dla liczby błędów. Spodziewamy się, że baza jest szczególnie dobrze przygotowana, zatem rezultaty poprawiania jakości klasyfikacji powinny być dobre. Powrócę do tego w rozdziale 5.

3.6
Problem reprezentatywności próbek w bazie – wpływ na klasyfikację i kształt granic decyzji


Podczas badań przeprowadzanych na bazie „Jonosfera”, wprowadzane poprawki na prawdopodobieństwa aprioryczne, nie dawały wyraźnej poprawy jakości klasyfikacji. Poprawa zauważalna na zbiorze treningowym, nie była przekładana na zbiór testowy. W takiej sytuacji należałoby pomyśleć, że poprawki poprzez wprowadzenie dodatkowych parametrów powodują zbyt duże dopasowanie modelu do danych treningowych. Jednak teza została w ostateczności odrzucona na rzecz reprezentatywności próbek. W rozdziale 3-5 pisząc o przyczynach braku korelacji wymieniłem ten fakt. Teraz chciałbym jednak zwrócić na nietypową strukturę bazy, otóż zbiór treningowy składa się z 200 wektorów, w tym do klasy pierwszej należy 101 (50,5%), do klasy drugiej 99 (49,5%). Zbiór testowy składa się ze 150 wektorów, w tym z klasy pierwszej jest 123 (82%) z klasy drugiej 27 (18%). Zauważmy, że klasa druga w zbiorze testowym jest reprezentowana przez 18% wektorów. Mechanizm pogarszania klasyfikacji na zbiorze testowym zaczyna objawiać się w tej dużej dysproporcji. W czasie adaptacji parametrów model próbkuje rozkłady klas na zbiorze treningowym. W przypadku, gdy rozkłady nachodzą na siebie istnieje możliwość, że próbki z jednej klasy częściej zachodzą na próbki drugiej klasy, przez co granica decyzji ustawi się w taki sposób by wektory z klasy częściej nakładającej się były dobrze klasyfikowane. Efektem jest złe ustawienie granicy decyzji, a także na zbiorze testowym, w którym jak pamiętamy istnieje duża dysproporcja, jakość klasyfikacji spada. Dlaczego? Skoro granica decyzji ustawiona jest tak by próbki z rozkładu  nakładającego się na drugi częściej były klasyfikowane dobrze, to na zbiorze testowym tak dobrana granica decyzji powoduje, że kilka procent próbek jest źle klasyfikowanych.

W celu zbadania tej teorii, przygotowałem trzy sztuczne bazy danych. Każdy zbiór symuluje różne stosunki liczebności oraz różne stopnie nakładania rozkładów. Wygenerowane dane odzwierciedlają dwuwymiarowe rozkłady Gaussa, które zostały podzielone na dwie klasy, oraz na zbiory treningowy i testowy. W szczególności zajmę się zbiorem o nazwie „TwoGauss 2” z powodu symulowania w nim zjawiska podobnego, jakie wystąpiło w czasie badania bazy „Jonosfera”. Opisy zbiorów znajdują się w tabeli 3-2, a w tabeli 3-1 charakterystyka rozkładów

	
	Klasa 1
	Klasa 2

	Współrzędna
	Średnia
	Wariancja
	Średnia
	Wariancja

	X
	100
	70
	400
	100

	Y
	200
	60
	320
	100


Tabela 3‑1 Opis rozkładów klas wykorzystanych w sztucznych bazach

	Baza
	Zbiór Treningowy
	Zbiór Testowy

	
	Próbek
	W tym z klasy 1
	W tym z klasy 2
	Próbek
	W tym z klasy  1
	W tym z klasy 2

	1
	300
	150 

(50%)
	150 

(50%)
	300
	150 

(50%)
	150 

(50%)

	2
	390
	150 (38,46%) 
	240 (61,5%)
	210
	150  

(71, 43%)
	60 

(28,57%)

	3
	210
	150 

(71,43%)
	60 (28,57%)
	390
	150 

(61,46%)
	270 

(38,46%)


Tabela 3‑2 Opis sztucznych zbiorów danych „TwoGauss”

Na rysunkach 3-8 i 3-9 przedstawiona jest graficzna reprezentacja bazy „TwoGauss2”.
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Klasa pierwsza zaznaczona jest kółkami, klasa druga plusami. W zbiorze treningowym klasa druga (plusy) jest większościowa, a w zbiorze testowym klasa pierwsza (kółka). Na obu wykresach widoczne są różne stopnie nakładania próbek z klas, spowodowane różną licznością próbek w rozkładach danych klas. 

Do tak otrzymanej bazy, zastosowałem metodę klasyfikacji k – NN. Na zbiorze treningowym system został nauczony przy pomocy 10xCV (10 krotnej kroswalidacji). Rezultatem uczenia był wybór optymalnej liczby sąsiadów k = 8, następnie wygenerowałem prawdopodobieństwa aprioryczne dla zbioru treningowego i testowego. Prawdopodobieństwa przeskalowałem przez optymalnie dobrany współczynnik κ = 0.67 ze względu na liczbę popełnianych błędów. Wynikiem tych operacji są następujące stopnie klasyfikacji.

	Nazwa
	Treningowy
	Testowy
	(

	Przed optymalizacją
	96,92
	98,10
	

	Liczba błędów
	97,67
	95,714
	0,67


Wektory dobrze i źle klasyfikowane w zbiorze treningowym widoczne są na rysunku (3-10)



Zauważalny jest fakt, że z klasy większościowej (plus) wektory są częściej źle klasyfikowane przy pomocy systemy k – NN. Po optymalizacji część wektorów z klasy większościowej, które nakładały się, teraz są klasyfikowane dobrze. Efekt ten powoduję, że na zbiorze testowym (rysunek 3.11), w którym jak pamiętamy przewaga jest na rzecz klasy pierwszej powoduje, że granica decyzji 

tak przesunięta teraz powoduje, że więcej wektorów z klasy pierwszej jest źle klasyfikowane. Widać to dokładnie na rysunku (3-11). W tej sytuacji wygodnie byłoby wykreślić granicę decyzji. W przypadku metody k – NN nie jest to trudne, ponieważ przestrzeń {x,y} dzieli się na małe obszary, które należy zaklasyfikować do wektorów najbliżej położonych. Korzystając z tej metody, obszary należące do klasy pierwszej zaznaczyłem na kolor żółty, a obszary należące do klasy drugiej na kolor zielony. Na rysunku (3-12) widoczna jest granica decyzji w przypadku metody k – NN, natomiast na rysunku (3-13), widać zmianę obszarów należących do klas po optymalizacji, a w szczególności kształt granicy decyzji. 





Obszar należący do klasy drugiej (zielony) po optymalizacji jest większy. Pamiętamy, że w danych uczących więcej próbek należało właśnie do tej klasy co spowodowało przesunięcie granicy decyzji. Po nałożeniu próbek testowych zobaczymy  dokładniej, jak wpłynęła optymalizacja na jakość klasyfikacji.



W przeprowadzonych badaniach widoczny jest wpływ złej reprezentatywności zbiorów. Ilość próbek oraz nakładanie się rozkładów powoduje, że po optymalizacji granica decyzji przesuwa się na rzecz klasy, która nakłada się częściej. W przypadku, gdy na zbiorze testowym nie są zachowane podobne proporcje może to prowadzić do dużego zmniejszenia jakości klasyfikacji. Efekt ten widzieliśmy w doświadczeniu ze sztuczną bazą TwoGauss2, w której klasą większościową w zbiorze treningowym była klasa druga, a w zbiorze testowym klasa pierwsza.

Problem z bazą „Jonosfera” zapoczątkował chęć poznania  wpływu optymalizacji prawdopodobieństw apriorycznych na konkretny model klasyfikatora, dokładniej na parametry adaptacyjne. Wiemy, że optymalizacja polega na wprowadzeniu dodatkowych parametrów, które zmieniają odpowiedzi systemu klasyfikującego. Do tej pory system traktowaliśmy, jak „czarną skrzynkę”, ale nic nie stoi na przeszkodzi, aby zbadać wpływ dodatkowych parametrów na parametry modelu klasyfikatora. 

4. Zmiany w modelach klasyfikatorów

Za czarną skrzynką ukrywającą system klasyfikujący stoi wiele mechanizmów powodujących zachowanie, wynikiem którego jest podjęcie decyzji. Ogólnie można przyjąć, że system taki to pewien model, który posiada zbiór M parametrów adaptacyjnych. Parametry mogą być różnego rodzaju, poprzez liczbę najbliższych sąsiadów, do silnie nieliniowych parametrów w sieciach neuronowych. Rozdział ten będzie próbą wyjaśnienia, wpływu wprowadzenia poprawek opisanych w rozdziale 3 na wewnętrzne parametry danego systemu. Wychodząc od zmiany decyzji klasyfikatora, zagłębiając się coraz bardziej w mechanizm powstawania odpowiedzi postaramy się uwzględnić w sposób naturalny dodatkowe parametry w modelu systemu klasyfikującego. 

Zacznę od rozważań nad prostym modelem neuronu z sigmoidalną funkcją aktywacji, następnie postaram się uogólnić na warstwę neuronów. W kroku następnym przyjrzymy się komitetowi systemów klasyfikujących, by skończyć na metodzie k – NN.

W czasie prób wyjaśniania wpływu optymalizacji prawdopodobieństw apriorycznych na systemy klasyfikujące, dla niektórych modeli np. FSM czy k-NN przyjrzymy się graficznej reprezentacji zmian granic decyzji. Taki sposób zastosowałem w rozdziale (3.6) przy okazji omawiania problemu z reprezentatywnością próbek.

4.1 
Zmiany w modelu perceptronu ciągłego 

Pierwszą formalną definicję sztucznego neuronu, na podstawie [6] i [7], opartą na uproszczonym modelu biologicznym podali McCulloch i Pitts (1943). 

Z jednej strony model ten cechuje elegancja i precyzja definicji, ale z drugiej strony zawiera on szereg uproszczeń. Główne uproszczenia dotyczą możliwości przyjmowania jedynie binarnych stanów 0 i 1, a wagi i progi są niezmienne. 

Każdy model neuronu składa się z elementu przetwarzającego połączonego z wejściami synaptycznymi i jednym wyjściem. Przepływ sygnałów następuje od wejścia do wyjścia jak pokazane jest na rysunku 4-1.


Widać tam wagi oraz jednostkę przetwarzającą, czyli węzeł. Sygnał wyjściowy neuronu dany jest zależnością:
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( 4‑1 )

gdzie 
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 jest wektorem wag zdefiniowanym jako
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 zaś jest wektorem wejściowym:
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Funkcja 
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 zwana jest zwykle funkcja aktywacji, jej dziedziną jest zbiór łącznych pobudzeń neuronu, często będę korzystał ze skrótu net . 

Z równania (4-1) wynika, że neuron najpierw wykonuje operację sumowania swoich ważonych wejść w celu wyznaczenia łącznego pobudzenia, a następnie nieliniową operację f() zgodnie ze swoją funkcją aktywacji. Do naszych zadań wykorzystam unipolarną funkcję ciągłą
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( 4‑2 )

Skoro neuron realizuje operację typu (4-1) z funkcją aktywacji (4-2), to wyjście będziemy traktowali jako pewną miarę prawdopodobieństwa. Dodając współczynnik skalujący otrzymujemy:
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( 4‑3 )

W rezultacie możemy dokonać przekształcenia (4-3) przy pomocy dodatkowego neuronu z liniową funkcją aktywacji. Neuron ten przetwarzać będzie wyjście 
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 z wagą 
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 w nowe wyjście 
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, widać to na rysunku (3-1):
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( 4‑4 )

Zakładając f() jako liniową funkcję typu:
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( 4‑5 )

przekształcenie (4-4) uprości się do postaci
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( 4‑6 )


Dla uproszczenia rozważań, oraz graficznego zobrazowania zajmiemy się neuronem o dwóch wejściach. Przyjrzyjmy się, jak w przestrzeni wejśc wygląda odwzorowanie pobudzeń neuronu typu (4-1).
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Dla pierwszego neuronu jest to równanie prostej w przestrzeni {x1,x2}. Ustalmy próg na wartość 0.5, wtedy przynależność do klas będzie określona w ten sposób:
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Jeśli aktywacja neuronu jest co najmniej 0.5 to próbka należy do klasy 1, gdy jest mniejsza to do klasy 2.  

Zobaczmy na rysunku (3-4) jak sytuacja wygląda w przestrzeni { net, f(net)}
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Pierwszy neuron otrzymuje pobudzenie o wartości net1, które powoduje jego aktywację na poziomie y, jeśli przeskalujemy wyjście pierwszego neuronu współczynnikiem z zakresu [0,1], to wartość tą w ogólności zmniejszymy. Oznacza to nową wartość wyjścia tego neuronu, którą można zrealizować prostym neuronem liniowym. Nowy poziom aktywacji neuronu z, jak widać z rysunku (4-4) powoduje nowe pobudzenie net2, w związku z tym granica decyzji zmieni się. Powstaje pytanie jaka to będzie zmiana? Zanim odpowiemy na to pytanie, zauważmy, że zmiana pobudzenia jest w ogólności zmianą nieliniową, wynikającą z charakterystyki funkcji aktywacji. Liniowość objawia się tylko w okolicach bliskich zera.

W takim razie przyjrzyjmy się bliżej tym zmianom w sposób formalny. Zacznijmy od równania na aktywność neuronu:
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skalujemy współczynnikiem κ:
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przenieśmy κ na lewą stronę i wyznaczmy wartość pobudzenia, czyli
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Skorzystajmy z faktu, że iloczyn skalarny na powierzchni granicy decyzji zeruje się. Widoczne jest o na rysunku (4-5).
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Oznacza, to że wprowadzenie współczynnika skalującego powoduje powstanie nowego b (bias) 
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Jak widać przesunięcie jest nieliniowe, a charakterystyka przesunięcia jest odwrotną funkcją do funkcji aktywacji z argumentem y/κ. Dla unipolarnej funkcji ciągłej, funkcja odwrotna ma postać:
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W ostateczności zmiana granicy decyzji ma postać:
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gdzie b* zgodne jest z (4-8). 

Powstaje ciekawy wniosek. Pomimo, że przekształcenie polega na skalowaniu liniowym czynnikiem, to wpływ na granicę decyzji jest nieliniowy.

Jeśli z perecpetronów typu (4-1) utworzymy warstwę, i każdy neuron ma swoje wyjście, oraz parametr κ, to część granicy decyzji tworzona przez każdy z nich będzie zmieniona w zależności od stosunku wyjścia do parametru skalującego.

4.2 
Zmiany w modelu k – NN

Jednym z systemów klasyfikujących wywodzących się z technik rozpoznawania obrazów i uczenia maszynowego jest system k-NN, czyli metoda k najbliższych sąsiadów. Ustalając metrykę 
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, może to być metryka Euklidesowa, liczba najbliższych k sąsiadów jest jedynym parametrem podlegającym optymalizacji. Zwykle jest ona mała i zwiększając k dokonujemy wyboru patrząc na liczbę błędów klasyfikacji otrzymywanych dla kolejnych k. Prawdopodobieństwo klasyfikacji można zdefiniować prostym równaniem
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Równe jest liczbie wektorów referencyjnych z klasy Cj dzielonej przez liczbę wszystkich wektorów uwzględnianych w ocenie prawdopodobieństwa.

Zobaczmy na przykładzie ocenę prawdopodobieństw. Weźmy pod uwagę zbiór danych typu (2-3), w którym są dwie klasy, a wektory cech mają wymiar 2. Ustalamy k = 3, w związku z czym szukamy trzech najbliższych sąsiadów do wektora, który chcemy zaklasyfikować.


Z przykładu na rysunku (4-6) widać, punkty należące do dwóch klas, oraz wektor, którego klasa jest nie znana. Oceniamy odległości względem wszystkich punktów i wybieramy trzy najbliższe okazuje się, że trzy najbliższe punkty należą do klasy pierwszej (białe kółka). Skoro tak, to prawdopodobieństwo przynależności do klasy pierwszej oraz drugiej jest następujące
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Oceniamy, że wektor należy do klasy pierwszej. Może jednak się zdarzyć, że wśród najbliższych sąsiadów nie będzie przeważającej liczby na rzecz jednej klasy. Wtedy następuje tak zwany impas, a prawdopodobieństwa przynależności do poszczególnych klas są takie same. Wówczas należy rozważyć kolejne najbliższe wektory, lub w czasie uczenia uznać próbkę za błędnie klasyfikowaną. 

Tą subtelną sytuację możemy wyeliminować wprowadzając dodatkowe parametry κi dla klas mniejszościowych. Znamy już ten sposób, jest to nasze przekształcenie typu (3-1).  W ten prosty sposób możemy wyeliminować impasy, a nawet poprawić wynik klasyfikacji.

Powstaje pytanie, co zmieniają dodatkowe parametry w modelu klasyfikatora k-NN? Odpowiedź wydaje się być prosta. Weźmy równanie opisujące powstawanie prawdopodobieństw klasyfikacji (4-11)
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jest to prosty model klasyfikatora. Zauważmy, że przy ustalonym k liczba wektorów referencyjnych kj nie może być większa od k, i niemniejsza niż zero, czyli 
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W pierwszym rzędzie zbadajmy wpływ parametrów 
[image: image145.wmf]j
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 na prawdopodobieństwa klasyfikacji w najprostszym przypadku jednowymiarowym. Oznacza to, że rozpatrujemy bazę z dwiema klasami. Dwie klasy oznaczają jeden parametr skalujący dla klasy mniejszościowej:
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Mechanizm powstawania prawdopodobieństw apriorycznych (4-11) otrzymywanych z modelu k – NN znamy. Wstawiając do równań (4-12) równanie (4-11) otrzymamy nowe prawdopodobieństwa :
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Zauważmy, że parametr skalujący w ogólności wpływa na zmniejszenie prawdopodobieństwa dla klasy C1, ale ten „ubytek” rekompensowany jest w szacowaniu prawdopodobieństwa, dla klasy większościowej. Rozważając skrajne przypadki parametru skalującego łatwiej zrozumiemy mechanizm zmiany. Jeśli parametr 
[image: image148.wmf]0
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, oznacza to, że liczba k1 wszystkich wektorów referencyjnych należących do klasy mniejszościowej C1 jest równa zero. Z faktu tego wynika, że wszystkie te wektory nie są brane pod uwagę w ocenie prawdopodobieństw klasyfikacji, co oznacza, że nowe prawdopodobieństwo przynależności wektora Xi  do klasy C1 jest zerem. Natomiast dla klasy większościowej C2 sytuacja jest odmienna, ponieważ w tym przypadku prawdopodobieństwo wzrasta – co widać na (4-14).
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W tym przypadku, gdy prawdopodobieństwo wzrasta oznaczałoby to, że liczba wektorów referencyjnych k2 z klasy większościowej C2 wzrasta o taką ilość aby liczba wszystkich wektorów referencyjnych z wszystkich klas była równa liczbie k. Ponieważ w naszym przypadku braliśmy pod uwagę 
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, więc z klasy mniejszościowej zaniedbywane są wszystkie wektory, oznacza to, że wśród wektorów referencyjnych znajdują się tylko wektory z klasy większościowej i jest ich dokładnie k.

Na przykład, dla dowolnego wektora X, oraz liczby najbliższych sąsiadów k = 5 otrzymaliśmy dwa wektory najbliższe należące do klasy  C1, oraz trzy należące do klasy C2 (większościowej). Prawdopodobieństwa przynależności do każdej z klas szacujemy według równania (4-11) i otrzymujemy :
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i wynoszą odpowiedni 2/5 oraz 3/5. Załóżmy, że w drodze optymalizacji otrzymaliśmy parametr skalujący, który poprawia wynik jakości klasyfikacji i jest on równy 
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. Stosujemy przekształcenie (3-1)
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W ten sposób można wyznaczyć nową liczbę wektorów referencyjnych dla każdej z klas. 
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Niejasny może być sposób wyznaczania nowej liczby wektorów 
[image: image155.wmf]2
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 dla klasy większościowej. Jest to proste, gdy zauważymy, że mamy dane nowe prawdopodobieństwo klasyfikacji 
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 oraz liczba k sąsiadów branych w jego ocenie jest stała. Wykonując proste działania :
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porównując stronami i dzieląc przez k otrzymamy:
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W ten sposób możemy zdefiniować efektywną liczbę wektorów referencyjnych po optymalizacji. 
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a prawdopodobieństwa po optymalizacji wyniosą wtedy w przypadku metody k - NN:
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Stwierdzamy, że dodatkowe parametry skalujące wpływają na liczbę wektorów referencyjnych z każdej klasy, w taki sposób by suma była równa liczbie wektorów branych pod uwagę w szacowaniu prawdopodobieństw.

Zaczęliśmy od rozważania skrajnego przypadku z 
[image: image161.wmf]0
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, i stwierdziliśmy, że efektywna liczba wektorów referencyjnych zmniejszyła się dla klasy mniejszościowej, dla klasy większościowej wzrosła. Oznacza, to że system zachowuje się, jak klasyfikator większościowy. Przypadek z 
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 nie wnosi niczego nowego, ponieważ efektywne liczby wektorów referencyjnych (4-18) nie zmienią się, co oznacza, że model k –NN nie zmienił się.

Ciekawą własnością efektywnych liczb wektorów referencyjnych jest, to że mogą przyjmować wartości ze zbioru liczb rzeczywistych. Do tej pory przyjmowały wartości całkowite. Po wprowadzeniu dodatkowych parametrów, liczba wektorów z danej klasy w puli wszystkich branych pod uwagę może być liczbą niecałkowitą. We wcześniejszym przykładzie, gdy ustalimy 
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prawdopodobieństwa wyniosą odpowiednio:
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A efektywne liczby wektorów referencyjnych :
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Jak przewidywaliśmy są one liczbami ułamkowymi.

Zapytajmy się, jakie musi być κ1, żeby nasz system k –NN klasyfikował wszystkie wektory do klasy mniejszościowej. Pamiętamy, że w rozdziale (3.4), przy okazji omawiania różnic i podobieństw dwóch różnych funkcji kosztu został poruszony ten temat. Stwierdziliśmy wtedy, na podstawie badań i przypuszczeń, że klasyfikator dla odpowiednio dużego parametru skalującego powinien klasyfikować wektory do klasy mniejszościowej. Zauważyliśmy również, że nie zawsze tak jest, ale nie potrafiliśmy formalnie tego wyjaśnić. Teraz potrafimy to zrobić, weźmy najprostszy przykład z dwiema klasami. Efektywna liczba wektorów referencyjnych wynosi:


[image: image166.wmf]î

í

ì

×

-

=

×

=

1

1

2

1

1

1

~

~

k

k

k

k

k

k

k

,




( 4‑20 )

Ustalmy warunki jakie muszą być spełnione aby dany wektor był klasyfikowany do klasy mniejszościowej:
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Zatem, żądamy by liczba wektorów referencyjnych z klasy mniejszościowej była większa od liczby wektorów referencyjnych z klasy większościowej, oraz suma wszystkich wektorów referencyjnych musi być równa wszystkim wektorom branym pod uwagę w czasie szacowania prawdopodobieństw. Pierwszy warunek zapewnia klasyfikację mniejszościową, drugi jest wynikiem zachowania liczby wektorów referencyjnych (4-18). Z tych dwóch warunków otrzymujemy dwa warunki na ograniczenia liczby wektorów referencyjnych z obu klas:
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Korzystając z nierówności (4-22) oraz z rozwinięcia liczby wektorów (4-20) możemy znaleźć rozwiązanie:
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Z pierwszej i z drugiej nierówności otrzymujemy rozwiązanie na wartość κ1 :
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Wyznaczmy wspólny obszar rozwiązań. Zakładamy, że k > 0, to wyrażenie 
[image: image171.wmf]1
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 jest równe co najwyżej zero. Dla k = 2 wynosi zero, dla pozostałych k > 0 jest mniejsze od zera. Oznacza to fakt, że zachodzi nierówność:
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I obszar rozwiązań ma postać:



Wspólne rozwiązanie wynosi:
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Od razu widzimy, że jeśli wszystkie wektory referencyjne należą do klasy większościowej, to liczba tych wektorów w klasie mniejszościowej jest równa zero, co z kolei prowadzi do osobliwości w nierówności (4-26). Stwierdzamy, że jeśli żądamy klasyfikacji mniejszościowej, to wśród wszystkich wektorów branych pod uwagę w szacowaniu prawdopodobieństw, powinien znajdować się co najmniej jeden z klasy mniejszościowej, a parametr skalujący powinien być z przedziału (3-26). W ten prosty sposób możemy wyjaśnić fakt, że przy zwiększaniu parametru skalującego nie koniecznie wymuszamy klasyfikator mniejszościowy.

Optymalizacja prawdopodobieństw apriorycznych powoduje zmianę liczby wektorów referencyjnych, która w ogólności jest liczbą rzeczywistą, a nie jak to jest w klasycznym modelu liczbą całkowitą. Stwierdzamy, że zachowanie dla skrajnych przypadków nie są symetryczne, ponieważ dla wektora parametrów skalujących równego zero, otrzymujemy klasyfikator większościowy, zaś otrzymanie klasyfikatora mniejszościowego dla dowolnej konfiguracji prawdopodobieństw wymaga parametrów skalujących o nieskończonej wartości. 

Ciekawą odmianą modelu klasyfikatora, jest komitet klasyfikatorów, którym zajmiemy się w następnym rozdziale.

4.3 
Zmiany w komitecie klasyfikatorów

Komitet klasyfikatorów, to przypadek, gdy mamy zbiór systemów klasyfikujących tego samego rodzaju i z każdego z nich otrzymujemy jednoznaczną klasę Cj, do której należy dowolny wektor X. Ponieważ odpowiedzi poszczególnych klasyfikatorów w komitecie różnią się pomiędzy sobą, stosujemy technikę wybierania takiej klasy, na którą głosowało najwięcej pojedynczych systemów spośród całego komitetu. Sposób szacowania prawdopodobieństw klasyfikacji jest bardzo podobny do tego jaki był stosowany w modelu k – NN. Z tymże w  komitecie innych znaczeń nabierają poszczególne oznaczenia. Formalnie zapiszemy, że dowolny wektor X należy do klasy Cj z prawdopodobieństwem równym:
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gdzie m jest liczbą wszystkich klasyfikatorów w komitecie, a mj jest liczbą klasyfikatorów, które wskazały, że wektor X należy do klasy Cj. Wszystkie zasady wprowadzenia współczynników skalujących dla modelu  k – NN są prawdziwe dla komitetu klasyfikatorów, czyli prawdopodobieństwa po przeskalowaniu maja postać 
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a efektywna liczba klasyfikatorów po optymalizacji, które wskazują na klasę Cj wynosi odpowiednio:
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Wszystkie równania są takie same jak w rozdziale (4.2) przy omawianiu klasyfikatora k – NN. Można z nich wyciągnąć takie same wnioski, z tymże w odniesieniu do komitetu klasyfikatorów i związanych z nim pojęć.

W następnym rozdziale zajmiemy się kolejnym modelem systemu klasyfikującego, będzie to FSM.

4.4 
Zmiany w modelu FSM

Zgodnie z [11] model FSM (Feature Space Mapping) oparty jest na estymacji gęstości rozkładu prawdopodobieństwa prezentowanych danych. FSM jest siecią z algorytmem konstruktywistycznym. 

Patrząc z różnych perspektyw, model FSM można uważać za sieć neuronową podobną do sieci z radialnymi funkcjami bazowymi (chociaż funkcje nie musza być radialne, tylko separowalne), system neurorozmyty, rodzaj systemu opartego na śladach pamięci, system samoorganizujący się a nawet jądro systemu eksperckiego, wykorzystującego wiedzę rozmytą lub oferującego przydatne heurystyki w procesie szukania rozwiązań. Składowe wektora wejściowego i wyjściowego definiują razem przestrzeń cech. Na podstawie danych treningowych, stanowiących prototypy w przestrzeni cech, tworzy się rozmyte obiekty reprezentujące łączny rozkład prawdopodobieństwa dla wektorów wejściowych i wyjściowych. Rozkład ten może być użyty do aproksymacji nieznanych zależności lub do klasyfikacji. 

Z teoretycznego punktu widzenia model FSM nadaje się zarówno do problemów aproksymacyjnych jak i czysto klasyfikacyjnych. 

W sieci FSM występują tylko trzy warstwy neuronów: wejściowa, ukryta i wyjściowa. Liczba węzłów w warstwie wejściowej jest ustalona na początku procesu uczenia i jest równa wymiarowi wektorów wejściowych. W warstwie wyjściowej wystarczy tylko jeden węzeł (można też używać jednego węzła na jedną klasę), którego zadaniem jest określenie na podstawie wzbudzeń neuronów w warstwie ukrytej, do której klasy należy wektor wejściowy x. Węzły warstwy ukrytej połączone są ze 
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Rys. 4‑7 Architektura sieci FSM

wszystkimi neuronami warstwy wejściowej oraz z węzłem wyjściowym. Sieć FSM może mieć strukturę modułową, składającą się z kilku podsieci specjalizujących się w klasyfikacji danych wejściowych określonych przez cechy jednego typu. 

Wszystkie węzły w warstwie ukrytej realizują dowolną funkcję faktoryzowalną 
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gdzie każdy ze składników sparametryzowany jest przez położenie i dodatkowy parametr, który dla funkcji zlokalizowanych pełni rolę dyspersji. 

Funkcja realizowana przez sieć FSM ma postać
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indeks i ma wartość od 1 do liczby węzłów w sieci. 

Celem uczenie sieci FSM jest minimalizacja funkcji błędu postaci 
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. gdzie d jest klasą zakodowaną za pomocą wartości numerycznych, sumowanie przebiega po wszystkich wektorach zbioru treningowego (indeks i), oraz po wszystkich wyjściach sieci (indeks k). Proces uczenia trwa tak długo, aż sieć osiągnie żądaną jakość generalizacji. 

W badaniach wpływu współczynnika skalującego κ na sieć typu FSM wykorzystałem sztuczną bazę danych „TwoGauss2”, która została opisana w rozdziale 3.9 W czasie klasyfikacji tych danych został użyty optymalny komitet sieci tego typu. Wpływ współczynników na komitet jakichkolwiek systemów znamy z rozdziału 4.3. Graficzna prezentacja pokaże nieliniowy wpływ na zamianę kształtu granicy decyzji. 

Przed optymalizacją położenie granic decyzji ma postać (Rys. 4.7)



Stosując optymalizację funkcji hiperkwadratowej (Rys. 4.8) oraz optymalizację liczby popełnianych błędów (Rys. 4.9) spowodowaliśmy zmianę granicy decyzji.




W obu przypadkach optymalizacji zauważamy skurczenie obszaru decyzyjnego na rzecz klasy mniejszościowej (czerwone kółka). W przypadku klasyfikacji przy pomocy FSM granica jest względnie gładka, po wprowadzeniu współczynnika skalującego granica jest bardziej nierównomierna. Potwierdza to nieliniowy wpływ współczynnika na postać granicy 

5. Porównanie wyników klasyfikacji

W tym rozdziale porównamy wyniki klasyfikacji różnych metod, głównie w celu zbadania wpływu poprawek prawdopodobieństw na poprawę jakości klasyfikacji. Źródłem poszczególnych zestawień jest [10] oraz [11], gdzie można otrzymać bardziej szczegółowe opisy. W opisach metod będę stosował dwa skróty określające sposób wprowadzenia poprawki.

HS – HiperSquare, NE – Number of Errors. Pierwszy oznacza minimalizację hiper - kwadratowej funkcji błędu, drugi liczby popełnianych błędów.

5.1 Dane „Jonosfera”

Dane zawierają 351 wektorów, z czego pierwszych 200 używa się do trenowania, natomiast pozostałe do testowania. Dane te reprezentują sygnał radarowy odbity od jonosfery. Każdy z wektorów zawiera 34 atrybuty o wartościach ciągłych. Występują dwie klasy, pierwsza świadcząca o występowaniu w jonosferze pewnych struktur i druga, świadcząca o braku tych struktur. Obie klasy w zbiorze treningowym są prawie równoliczne. 

	Metoda
	Trening %
	Test %
	Odniesienie
	Informacja


	3-NN + simplex
	-
	98.7
	[22]
	

	FSM
	98.5
	98.0
	
	

	3-NN, Manhatan
	84.5
	96.7
	[22]
	

	3-NN, Manhatan + HS
	84.5
	96.7
	
	P1=1.25

	FSM + HS
	99.5
	96.7
	
	P1=2.15

	IB3
	-
	96.7
	[13]
	

	MLP+BP
	-
	96.0
	[12]
	

	C4.5
	-
	94.9
	[15]
	

	3-NN, Manhatan + NE
	87.5
	94.7
	
	P1=1.51

	FSM + NE
	100
	94.7
	
	P1=0.794

	RIAC
	-
	94.6
	[15]
	

	C4 (no windowing) 
	-
	94.0
	[13]
	

	C4.5 
	-
	93.7
	[14]
	

	SVM 
	-
	93.2
	[14]
	

	Non-linear perceptron
	-
	92.0
	[12]
	

	FSM + rotation
	-
	92.8
	[22]
	

	1-NN
	-
	92.1
	[13]
	

	DB-CART
	-
	91.3
	[15]
	

	Linear perceptron
	-
	90.7
	[12]
	

	OC1 DT 
	-
	89.5
	[14]
	

	CART
	-
	88.9
	[15]
	

	GTO DT 
	-
	86.0
	[14]
	


5.2 Dane „Sonar”

Dane zostały zebrane przez Gormana i Sejnowskiego podczas pracy nad klasyfikacją danych sonarowych za pomocą sieci neuronowych. Celem klasyfikacji danych jest odróżnienie sygnału sonarowego, powstałego w wyniku odbicia od cylindrycznej powierzchni metalicznej, od odbicia od skały mającej kształt w przybliżeniu cylindryczny. Wektory opisane są za pomocą 60 cech. Występuje zbiór treningowy składający się ze 104 wektorów, w którym znajduje się 49 wektorów z jednej klasy, 55 wektorów z drugiej klasy, oraz zbiór testowy składający się ze również ze 104 wektorów w tym 64 z jednej i 42 wektory z drugiej klasy

	Metoda
	Trening %
	Test %
	Odniesienie
	Onformacja

	FSM + NE
	100
	92.31
	
	P1=0.63

	1-NN, Camberra + NE
	74
	92.31
	
	P1=0.51

	1-NN, Camberra + HS
	74
	92.31
	
	P1=0.5

	1-NN, Camberra
	74
	92.31
	
	

	TAP MFT Bayesian
	--
	92.3
	[16]
	

	Naive MFT Bayesian
	--
	90.4
	[16]
	

	SVM
	--
	90.4
	[16]
	

	Best 2-layer MLP+BP, 12 hidden
	--
	90.4
	[17]
	

	FSM + HS
	99.0
	86.54
	
	P1=1

	FSM
	99.0
	86.54
	
	

	MLP+BP, 12 hidden
	99.8±0.1
	84.7±5.7
	[17]
	

	MLP+BP, 24 hidden
	99.8±0.1
	84.5±5.7
	[17]
	

	1-NN, Manhattan
	
	84.2±1.0
	[19]
	

	MLP+BP, 6 hidden
	99.7±0.2
	83.5±5.6
	[17]
	

	FSM - methodology ?
	
	83.6
	[19]
	

	1-NN Euclidean
	
	82.2±0.6
	[19]
	

	DB-CART, 10xCV
	
	81.8
	[18]
	

	CART, 10xCV
	
	67.9
	[18]
	


Na uwagę zasługuje fakt, że poprawa klasyfikacji przy pomocy optymalizacji prawdopodobieństw daje wynik, który jest w czołówce metod. Metoda TAP MFT Bayesian jest metodą bardzo skomplikowaną.

5.3 Dane „Nadczynność tarczycy”

Problem polega na określeniu czy pacjent skierowany do kliniki  jest chory na nadczynność tarczycę. W tym celu zbudowano trzy klasy: normalny (nadczynność tarczycy nie występuje),  nadczynność oraz funkcjonowanie tarczycy poniżej normy. Ponieważ 92% pacjentów nie mający nadczynności tarczycy są dobrze klasyfikowani, dlatego wyniki muszą być lepsze niż 92%. Dane pochodzą ze składnicy UCI zawierają 3772 uczących i 3428 testowych przykładów. Wkład odpowiednich klas w zbiorze treningowym ma postać: 93+191+3488 lub 2.47%, 5.06%, 92.47%  w testowym: 73+177+3178 lub 2.13%, 5.16%, 92.71%. Każda próbka składa się z 21 atrybutów (15 binarnych, 6 ciągłych); występują 3 klasy. 

	Metoda
	% Trening
	% Test
	Odnośniki
	Informacje

	C-MLP2LN rules + ASA
	99.9
	99.36
	[22]
	

	CART
	99.8
	99.36
	[20]
	

	PVM
	99.8
	99.33
	[20]
	

	IncNet
	99.68
	99.24
	[22]
	

	FSM, Rect + NE, (simplex)
	99.89
	98.21
	
	P1=1.006, P2=1.252

	FSM, Rect
	98.81
	99.21
	
	

	FSM, Rect + HS
	99.89
	98.18
	
	P1=0.994, P2=1.5

	MLP init+ a,b opt.
	99.5
	99.1
	[22]
	

	C-MLP2LN rules
	99.7
	99.0
	[22]
	

	Cascade correlation
	100.0
	98.5
	[21]
	

	Local adapt. rates
	99.6
	98.5
	[21]
	

	BP+genetic opt.
	99.4
	98.4
	[21]
	

	Quickprop
	99.6
	98.3
	[21]
	

	FSM, Gauss + HS
	99.07
	98.13
	
	P1=0.87, P2=1.074

	FSM, Gauss
	98.99
	98.07
	
	

	FSM, Gauss + NE, (simplex)
	99.36
	98.02
	
	P1=1.3, P2=1.73

	RPROP
	99.6
	98.0
	[21]
	

	Best backpropagation
	99.1
	97.6
	[21]
	

	2–NN, Camberra + HS
	97.46
	97.17
	
	P1=0.74, P2=0.65

	2–NN, Camberra + NE (simplex)
	97.46
	96.82
	
	P1=0.99, P2=6.96

	2–NN, Camberra
	97.40
	96.82
	
	

	Bayesian classif.
	97.0
	96.1
	[20]
	

	BP+conj. gradient
	94.6
	93.8
	[21]
	


5.4 Dane „samogłoski”

Rozpoznanie 11 samogłosek w języku angielskim użytych do określenia zbioru treningowego. Zbiór składa się z 528 wektorów treningowych, 462 przypadków testowych. Każda próbka posiada 10 ciągłych cech, występuje 11 klas.

	Metoda
	% Trening
	% Test
	Odnośniki
	Informacje

	CART-DB, 10xCV on total set
	
	90.0
	[23]
	

	FSM initialization, methodology ?
	
	84.4
	[22]
	

	CART, 10xCV on total set
	
	78.2
	[23]
	

	1-NN, Euclid + NE (simplex)
	99.6
	56.9
	
	P1=1.67,P2=5.54, P3=3.86,P4=0.62, P5=1.24,P6=2.45, P7=4.34, P8=5.1, P9=4.9,P10=3.3

	1-NN, Euclid
	99.6
	56.9
	
	

	9-NN
	
	56.5
	[22]
	

	Square node network, 88 units
	
	54.8
	[24]
	

	Gaussian node network, 528 units
	
	54.6
	[24]
	

	1-NN
	
	54.1
	[24]
	

	Radial Basis Function, 528 units
	
	53.5
	[24]
	

	Gaussian node network, 88 units
	
	53.5
	[24]
	

	Square node network, 22
	
	51.1
	[24]
	

	Multi-layer perceptron, 88 hidden
	
	50.6
	[24]
	

	Modified Kanerva Model, 528 units
	
	50.0
	[24]
	

	Radial Basis Function, 88 units
	
	47.6
	[24]
	

	Single-layer perceptron, 88 hidden
	
	33.3
	[24]
	


5.5 Dane „obrazy satelitarne”

Baza danych składa się z multi – spektralnych wartości pikseli obszaru 3x3 w obrazie satelitarnym, oraz klasyfikacji środkowego piksela w każdym obszarze. Celem jest przewidywanie tej klasyfikacji, biorąc wartości multi – spektralne. Klasa piksela kodowana jest jako numer.

 Baza składa się z 4435 próbek treningowych i 2000 próbek testowych. Każda próbka posiada 36 – ciągłych atrybutów z przedziału 0 –255 oraz 6 klas decyzji: 1, 2, 3, 4, 5, i 7 (klasa 6 została usunięta, z powodu wątpliwości co do wiarygodności tej klasy).

	Metoda
	% Trening
	% Test
	Odnośniki
	Informacje

	k-NN
	91.1
	90.6
	
	

	FSM + NE 

(10 x simplex)
	97.25
	90.45
	
	P1=1.28,P2=0.68, P3=2.40,P4=1.03, P5=1.08

	FSM
	96.64
	90.40
	
	

	LVQ
	95.2
	89.5
	
	

	Dipol92
	94.9
	88.9
	
	

	Radial
	88.9
	87.9
	
	

	Alloc80
	96.4
	86.8
	
	

	IndCart
	97.7
	86.2
	
	

	CART
	92.1
	86.2
	
	

	MLP+BP
	88.8
	86.1
	
	

	Bayesian Tree
	98.0
	85.3
	
	

	C4.5
	96.0
	85.0
	
	

	New ID
	93.3
	85
	
	

	QuaDisc
	89.4
	84.5
	
	

	Cascade
	88.8
	83.7
	
	

	Log DA, Disc
	88.1
	83.7
	
	

	LDA, Discrim
	85.1
	82.9
	
	

	Kohonen
	88.9
	82.1
	
	

	Bayes
	69.2
	71.3
	
	


6. Ogólny projekt programu wspomagającego badania

W badaniach wpływu optymalizacji prawdopodobieństw apriorycznych autor wykorzystał program oparty o własny projekt. Program służył do wyznaczania parametrów skalujących, korzystając z metod optymalizacji Simplex, wyznaczania minimum funkcji hiper - kwadratowej przy pomocy rozwiązywania układu równań metodą Cholesky’ego, oraz szukania parametrów metodą szukania bezpośredniego. W programie zostały przewidziane funkcje graficznej prezentacji wyników, których wynik możemy zaobserwować w niektórych rozdziałach pracy.

6.1 Etapy projektowania aplikacji

Projektując aplikację bierzemy pod uwagę wymagania co do funkcjonalności aplikacji. Wymagania projektu są, to nasze życzenia co do zawarcia w ostatecznej aplikacji konkretnych funkcji. Zwykle proces ten polega na słownym opisaniu tego co ma robić program. W następnych etapach wymagania uszczegóławiają się, do takiego stopnia, w którym łatwo jest zaimplementować funkcjonalność i strukturę danych aplikacji.

Wynikiem analizy wymagań powinien być model aplikacji, który powinien odzwierciedlać opisany przez użytkownika świat rzeczywisty. W czasach języków obiektowych sprowadza się to do zaprojektowania odpowiednich  klas i nadania im funkcjonalności. Ważnym czynnikiem są też powiązania pomiędzy poszczególnymi klasami. Powiązania umożliwiają przepływ informacji zawartych w obiektach konkretnych klas. 

W praktyce proces przechodzenia od wymagań do modelowania aplikacji jest iteracyjny. Oznacza, to że w czasie modelowania może okazać się, że wiedza o danym procesie świata opisanego w wymaganiach jest niedostateczna. Zauważając to w momencie modelowania musimy powrócić do analizy wymagań i uzupełnić naszą wiedzę. Postępujemy tak do momentu ustalenia się całego procesu.

W momencie, gdy uważamy, że model aplikacji zawiera wszystkie potrzebne informacje o modelowanym procesie przystępujemy do implementacji w wybranym języku programowania.  

Twórcy języków modelowania włożyli dużo wysiłku, aby ułatwić proces implementacji, co doprowadziło do tego, że jest on niejako procesem mechanicznym. Cały wysiłek skoncentrowany jest na etapie modelowania, w którym decyduje się o wyglądzie aplikacji. Dobra jakość modelu, ułatwia proces konserwacji aplikacji, i jej rozszerzania.

6.2 Model kaskadowy cyklu życia oprogramowania

Model kaskadowy(ang. waterfall), zwany też liniowym, jest klasycznym modelem cyklu życia oprogramowania. Jest to model, który został zaproponowany poprzez analogie do sposobu prowadzenia przedsięwzięć w innych dziedzinach inżynierii, na przykład budownictwie. Budowa mostu rozpoczyna się od określenia głównych zadań jakie ma on spełniać, a następnie szczegółowego określenia wymagań, które zapewnią realizację tych zadań. Kolejnym krokiem jest wykonanie szczegółowego projektu konstrukcji. Dalej następują fazy budowy oraz testowania wybudowanego mostu. Ostatnim etapem jest faza konserwacji. 



Model kaskadowy cyklu życia wprowadza analogiczne fazy (rys 6.1):

· fazę określania wymagań, w której określane są cele oraz szczegółowe wymagania wobec tworzonego systemu,

· fazę projektowania,  w której powstaje szczegółowy projekt systemu spełniającego ustalone wcześniej wymagania,

· fazę implementacji/kodowania oraz  testowania modułów, w której projekt zostaje zaimplementowany w konkretnym środowisku programistycznym oraz wykonywane są testy poszczególnych modułów,

· fazę testowania,  w której następuje integracja poszczególnych modułów połączona z testowaniem poszczególnych podsystemów oraz całego oprogramowania,

· fazę konserwacji, w której oprogramowanie jest wykorzystywane przez użytkownikówm a producent dokonuje konserwacji oprogramowania.

W modelu kaskadowym wyróżnia się dodatkowo pewne fazy:

· faza strategiczna wykonywana przed formalnym podjęciem decyzji o realizacji przedsięwzięcia. W tej fazie podejmowane są pewne strategiczne decyzje dotyczące dalszych etapów prac,

· faza analizy, w której budowany jest logiczny model systemu,

· faza dokumentacji, w której wytwarzana jest dokumentacja,
· faza instalacji,  w której następuje przekazanie systemu użytkownikowi
Autor pracy użył, w procesie projektowania programu wspomagającego badania, modelu kaskadowego w celu zdefiniowania głównych założeń co do jego życia. W każdym etapie oraz pomiędzy poszczególnymi etapami istniały iteracje. Oznacza, to że proces nie był typowo liniowy.

6.3 UML

Modelowanie aplikacji to bardzo trudne zadanie, tym bardziej, że jest to strategiczny moment w życiu aplikacji. W czasie modelowania decydujemy o wielu czynnikach, które wpływają na dalszą pracę w rozwijaniu aplikacji, konserwacji i samego użytkowania.  W celu ułatwienia tego procesu powstał UML (Unified Modelling Language – Zunifikowany język modelowania). UML stanowi notację łącząca elementy trzech najpopularniejszych metod projektowania obiektowo orientowanego – OO: notacji OMT Rumbaugha, metod analizy i projektowania Boocha i notacji Objectory Jacobsona. Autor pracy wykorzystał język UML do modelowania diagramów klas. Oto wybrane elementy z notacji:

6.3.1
Diagramy klas i obiektów 

Diagramy klas i obiektów służą do prezentowania składowych systemu oraz zależności pomiędzy nimi. Przed przedstawieniem symboli wykorzystywanych na tych diagramach należy jednak zdefiniować pojęcia obiektu i klasy.

· Obiekt

Na etapie analizy obiekt oznacz składową dziedziny problemu posiadającą tożsamość, stan i zachowanie. Na etapie projektowania i implementacji pojęcie to oznacza konstrukcje języka programowania łączącą dane i metody.

· Klasa

Na etapie analizy klasa oznacza wzorzec grupy obiektów. Na etapie projektowania i implementacji pojęcie to oznacza typ obiektowy w języku programowania.



Klasa składa się z pól (atrybutów) i metod. Pola opisują stan obiektów klasy. Metody opisują operacje jakie można na polach tej klasy wykonywać. Symbol klasy przedstawiony jest na rysunku 6.2. Struktura składa się z trzech części. 

· Związek generalizacji – specjalizacji

Dwie klasy pozostają w związku generalizacji – specjalizacji (Rys. 6-3), jeżeli jedna z nich, zwana specjalizacją jest rodzajem drugiej, nazywanej generalizacją. Generalizacja jest wiec uogólnieniem specjalizacji. Generalizacja może mieć wiele specjalizacji. Specjalizacja może mieć wiele generalizacji. Związku generalizacji – specjalizacji nie należy utożsamiać z dziedziczeniem, ponieważ opisuje on pewien związek pomiędzy klasami w dziedzinie problemu.



· Związek klas

Pomiędzy dwoma (trzema) klasami istnieje związek, jeżeli obiekty jednej z tych klas są w ramach dziedziny problemu w pewien sposób powiązane z obiektami pozostałych klas.. Rysunek 6.4 przedstawia związek opisujący fakt, ze pracownicy naukowi uczelni pracują w instytutach, z których składa się uczelnia. Dodatkowe symbole na końcach linii oznaczają krotność związku, czyli liczby obiektów danej klasy, które mogą być powiązane z obiektami drugiej klasy.



W pewnych sytuacjach może okazać się konieczne opisanie związku. Związek klas można opisywać podając: nazwę związku, rolę odgrywane w związku, czasownik opisujący czynność.

6.4 Diagramy w notacji UML programu wspomagającego badania

Korzystając z omówionych w rozdziale 6.3 elementów języka UML powstał model programu wspomagającego badania. Model jest wynikiem wymagań, które zostały sformułowane w celu opisania funkcjonalności aplikacji. Aplikacja ma służyć do: wyznaczania optymalnych parametrów 
[image: image182.wmf]κ

, wyznaczania dla tych parametrów prawdopodobieństw dobrej klasyfikacji oraz prezentacji graficznej wyników. Na rysunku 6.4 przedstawiony jest diagram aplikacji.


Model składa się z trzech głównych klas reprezentujących: optymalizację, wykresy oraz bazę danych. Klasa reprezentująca optymalizację nazwana „Optymalizacja” jest klasą bazową, z której dziedziczone są klasy reprezentujące poszczególne odmiany optymalizacji. Klasa „Optymalizacja” posiada stereotyp abstrakt co oznacza że w wygenerowanym kodzie nie będzie można tworzyć instancji tej klasy. Klasa posiada jedną wirtualną metodę o nazwie „optymalizujPbd w ten sposób zyskujemy polimorfizm, który zostanie wykorzystany w czasie działania aplikacji. Z klasy „Optymalizacja” zostały utworzone trzy klasy pochodne o nazwach: „OptmalizacjaHiperKwadratowa”, „OptymalizacjaSimplex”, „OptymalizacjaBezposrednia”, każda z tych klas posiada nadpisaną metodę „OptymalizaujPbd”, w której znajduje się kod odpowiedni dla  każdego rodzaju optymalizacji. Klasa z funkcjonalnością optymalizacji jest połączona relacją z bazą danych. Bazę danych reprezentuje klasa „Dane”. Klasa optymalizacja zawierać może 1 do n baz danych. Klasa „Dane” posiada metodę „czytajDane”, która wczytuje dane do struktury danych. W bazie danych znajduje się od 1 do n próbek danych reprezentowanych przez klasę „Próbka” każda próbka posiada numer, który trzeba podać w momencie tworzenia obiektu tej klasy. Wymusza to stereotyp obligat przy nazwie atrybutu. Próbka składa się z cech wektora, reprezentowanych przez obiekty klasy „Cecha”. Cech może być od 1 do n, każda cecha posiada wartość. Próbka oprócz cech posiada zakodowaną nazwę klasy. Taki kod może to być ciąg znaków reprezentowanych przez klasę „KodKlasy”. Na obiektach klasy „Dane” oprócz wykonywania optymalizacji, można tworzyć wykresy. Klasa „Wykresy” połączona jest relacją z klasą „Dane”. W klasie bazowej „Wykres” znajduje się wirtualna metoda „twórzWykres”. Z tej klasy pochodzą  cztery klasy, reprezentujące charakter wykresu:

„WykresHiperKwadrat”, „WykresLiczbyBłedów”, „WykresGranicyDecyzji”, „WykresPróbek”.

W ten sposób cała potrzebna funkcjonalność aplikacji znalazła odzwierciedlenie w modelu programu. Na podstawie tak utworzonego diagramu, zostały stworzone szablony klas i funkcji. Następnym etapem było oprogramowanie odpowiednich metod.

W momencie stworzenia pełnej funkcjonalności aplikacji została ona połączona z interfejsem programu. 

6 Zakończenie

Metoda skalowania prawdopodobieństw dodatkowymi współczynnikami jest dobrą metodą na poprawienie jakości klasyfikacji. Jednak poprawki te nie są duże, ale w większości przypadków poprawa występuje. Metoda wprowadza jednak dodatkowe parametry do modelu klasyfikatora, przez co taki układ staje się bardzo wrażliwy na zmianę bazy z treningowej na testową. Efekt ten jest zauważalny w każdym zbadanym przypadku. Poprawa jakości klasyfikacji na danych treningowych jest zauważalna, zaś dla danych testowych jest mała. 

Odpowiedź na pytanie: „w jaki sposób wpływają dodatkowe współczynniki na klasyfikator?” znaleźliśmy w głównej mierze w rozdziale 4. Okazało się, że liniowe skalowanie wprowadza nieliniowe zmiany na kształt granicy decyzji. Dla pojedynczego perceptronu następuje zmiana przesunięcia (bias), dla systemu k – NN oraz komitetu klasyfikatorów jest to zagadnienie podobne, a zmiana polega na liczeniu prawdopodobieństw. Okazało się, że zmianie ulega liczba wektorów referencyjnych i jest ona w ogólności liczbą niecałkowitą. 

Jakość klasyfikacji ulega poprawie, większość wyników jest w czołówce rankingów. Trzeba jedynie zdawać sobie sprawę, że dodatkowe parametry wiążą klasyfikator z danymi treningowymi. Może to prowadzić do sytuacji bardzo dobrej klasyfikacji na tym zbiorze i złej generalizacji. W czasie badań okazało się, że metoda nie jest odporna na sytuację gdy zbiory treningowy i testowy nie są reprezentatywne.

W czasie badań wykorzystywana była aplikacja, przy pomocy której była dokonywana optymalizacja współczynników skalujących oraz wizualizacja danych. W rozdziale 6 przedstawione zostały nowoczesne metody z inżynierii programowania. Omówiony został język UML, który staje się standardem w dziedzinie obiektowego modelowania. Język ten ułatwia pracę nad projektowaniem i konserwacją aplikacji oraz jej głównymi częściami. Projektując aplikację powinno się poświęcić czas na pracę nad modelem programu oraz koncepcjami. Dobrze opracowany model i koncepcje nie spowodują nieoczekiwanych problemów w fazie implementacji.
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Rys. � STYLEREF 1 \s �2��1 Ogólny schemat systemu klasyfikującego





Rys. � STYLEREF 1 \s �3��1 Charakterystyka dwóch funkcji kosztu – baza „Jonosfera”











Rys. 3�3 Charakterystyka dwóch funkcji kosztu – baza „Cukrzyca”





Rys. 3�2 Charakterystyka dwóch funkcji kosztu – baza „Sonar”
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Rys. 3�2 Charakterystyka dwóch funkcji kosztu – baza „Sonar”
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Rys. 3�4 Charakterystyka dwóch funkcji kosztu – baza „Appendictis”








Rys. 3�5 Badanie korelacji między zbiorami – „Jonosfera”





Rys. 3�6 Badanie korelacji między zbiorami – „Jonosfera” – liczba błędów











Rys. 3�7 Badanie korelacji między zbiorami – „Sonar”





Rys. 3�8 Badanie korelacji między zbiorami – „Sonar” – liczba błędów











Rys. 3�8 Rozkłady próbek w bazie „TwoGauss2” - trening





Rys. 3�9 Rozkłady próbek w bazie „TwoGauss2” - test





Rys. 3�10 Wektory dobrze i źle klasyfikowane – „TwoGauss2” - trening





Rys. 3�11 Wektory dobrze i źle klasyfikowane – „TwoGauss2” - test





Rys. 3�12 Granica decyzji z k – NN – „TwoGauss2”





Rys. 3�13 Granica decyzji po optymalizacji– „TwoGauss2”





Rys. 2�14 Granice decyzji po optymalizacji oraz próbki testowe
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Rys. � STYLEREF 1 \s �4��1 Ogólny symbol neuronu
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Rys. � STYLEREF 1 \s �4��2 Model neuronu z czynnikiem skalującym
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Rys. � STYLEREF 1 \s �4��3 Granica decyzji dla perceptronu





Rys. � STYLEREF 1 \s �4��7 Klasyfikacja przy pomocy FSM – granice decyzji
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Rys. � STYLEREF 1 \s �4��4 Zmiany pobudzeń i aktywacji neuronu
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Rys. � STYLEREF 1 \s �4��5 Zerowanie iloczynu skalarnego na granicy decyzji
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Rys. � STYLEREF 1 \s �4��6 Klasyfikacja przy pomocy k-NN
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Rys. � STYLEREF 1 \s �4��8 Zoptymalizowane prawdopodobieństwa z FSM  – minimalizacja hiperkwadratowej funkcji błędu





Rys. � STYLEREF 1 \s �4��9 Zoptymalizowane prawdopodobieństwa z FSM  – minimalizacja liczby popełnianych błędów
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Rys. 6�1 Kaskadowy model cyklu życia oprogramowania





Rys. 6�2 Struktura prostej klasy





Rys. 6�3 Związek generalizacji





Rys. 6�4 Związek klas





Rys. 6�4 Diagram w UML aplikacji wspomagającej badania
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