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1. WSTĘP


Niemal każda dziedzina nauki pozyskuje codziennie ogromne ilości danych, kompanie handlowe zbierają dane na temat wszystkich transakcji sprzedaży, organizacje rejestrują każde kliknięcie na ich stronach internetowych, a biolodzy dziennie generują miliony fragmentów informacji powiązanych z różnymi genami. Ogrom takich i innych informacji prowadzi do tego, że szuka się sposobów mających na celu przetworzenie informacji zawartych w bazach danych, które dla danej jednostki są istotne. Znajdowanie odpowiednich wzorców, trendów i nieprawidłowości 
w zgromadzonych bazach danych oraz wyciągnięcie z nich istotnej wiedzy stało się bardzo ważne. Aby to osiągnąć wykorzystuje się do tego celu stale rozwijającą się technologię eksploracji danych (data mining) zawierającą metody i algorytmy do automatyzacji analizy danych. Do jednych a najpowszechniej używanych technik eksploracji danych można zaliczyć klasyfikację oraz regresję. Przeważnie techniki te 
w oparciu o odpowiednie algorytmy tworzą modele odzwierciedlające strukturę danych. Używając tych modeli możemy dokonać predykcji nowych, nieznanych lub brakujących danych. 
Cel i zakres pracy


Na cel niniejszej pracy składają się trzy zadania. Pierwszym zadaniem jest zaprojektowanie oraz stworzenie systemu internetowego przeznaczonego do klasyfikacji oraz regresji danych z wykorzystaniem takich technologii jak: Perl, MySQL, HTML, CSS, JavaScript. Drugie zadanie ma na celu przebadanie wpływu poszczególnych parametrów na właściwości algorytmu k-NN (k-nearest neighbor), na którym opiera sie działanie stworzonego systemu. Ostatnie zadanie to próba zastosowania systemu do optymalizacji procesu metalurgicznego przedstawionego 
w konkursie ICAISC’08 poprzez predykcję wartości poszczególnych składników dodawanych podczas tego procesu.

Praca dyplomowa została podzielona na sześć rozdziałów, z których pierwszy rozdział stanowi wstęp. Dwa kolejne rozdziały składają się na część teoretyczną pracy. W drugim rozdziale opisane zostały technologie wykorzystane przy tworzeniu systemu internetowego przeznaczonego do klasyfikacji i regresji danych, natomiast trzeci rozdział zawiera opis dwóch technik eksploracji danych: klasyfikacji oraz regresji wraz z opisem działania algorytmu k-nn (k-najbliższych sąsiadów), na którym opiera się działanie stworzonego systemu. Ważnym elementem pracy jest rozdział czwarty opisujący stworzony system internetowy - jego implementację, możliwości, strukturę, wdrożenie, interfejs WWW oraz wewnętrzne działanie programu do klasyfikacji 
i regresji danych. Rozdział piąty, równie istotny jak rozdział czwarty, zawiera opis baz danych wykorzystanych przy testach systemu, jak również analizę uzyskanych wyników na podstawie baz danych przedstawiając wpływ wybranych parametrów na skuteczność systemy podczas klasyfikacji i regresji. Pracę kończy podsumowanie,
w którym znajdują się wnioski dotyczące całej pracy oraz bibliografia. Przedstawiony 
w niniejszej pracy system przeznaczony do klasyfikacji i regresji w oparciu o algorytm k-NN dostępny jest na stronie http://knn.freehostia.com.
2. OPIS WYKORZYSTANYCH TECHNOLOGII


Rozdział ten zawiera krótkie wprowadzenie do technologii, które zostały wykorzystane przy tworzeniu systemu internetowego przeznaczonego do klasyfikacji danych. Znajdują się tutaj najistotniejsze informacje, zalety, możliwości oraz przykłady zastosowania wybranych technologii. 

2.1 Język programowania Perl 


Perl (Practical Extraction and Report Language - praktyczny język ekstrakcji 
i raportowania) rozprowadzany w dwóch licencjach typu open source – GNU General Public License (GPL) – Powszechna Licencja Publiczna oraz Artistic Lcense. Jest to język programowania początkowo stworzony do manipulacji tekstem, pracy 
z dowolnymi plikami tekstowymi, wyciągania informacji z tych plików oraz tworzenia raportów na podstawie wyciągniętych informacji. Dziś Perl wykorzystywany jest nie tylko do pracy z tekstem, ale również znajduje użycie w szerokim zakresie innych zadań. W szczególności nadaje się do:

· pracy z tekstem i plikami,

· programowania WWW,

· narzędzi zarządzania systemem,

· programowania sieciowego,

· współpracy z bazami danych.  

Z zamierzenia ten język programowania jest praktyczny, prosty w użyciu, skuteczny i kompletny. Obsługuje on programowanie proceduralne oraz programowanie obiektowe (OO Perl – Object Orientet Perl). 

Dodatkowe zalety jakie posiada Perl to brak ustalonego limitu danych, tzn. potrafi on pomieścić całe pliki w jednej zmiennej, a ograniczeniem jest tylko bariera sprzętowa. Powoduje to, iż jest to bardzo dobra technologia wykorzystywana przy pracy z dużą ilością danych.[1, 13]

Powyżej opisywany język programowania dostępny jest dla większości platform systemowych, a jego naturalne środowisko to Unix i jego pochodne. Dla systemów Microsoft Windows światowym standardem stało się używanie dystrybucji ActivePerl firmy ActiveState. ActivePerl jest kompletną i gotową do instalacji, darmową dystrybucją Perla zawierającą popularne moduły, Perl Package Manager (PPM) oraz pełną dokumentację. Wyróżniającą cechą tej dystrybucji jest do niej dołączone narzędzie PPM, które pozwala w prosty sposób instalować oraz zarządzać modułami 
i rozszerzeniami.

2.1.1 Podstawa programowania w języku Perl

Zaleca się rozpoczynanie każdego programu od następujących linii:

[image: image1.jpg]#!/usr/bin/per| -w
use strict;

use warnings;




Pierwsza linia niezbędna jest w systemach unikowych do wywołania programu perl. Deklaracja use strict służy do zatrzymania programu w przypadku, gdy w kodzie zmienne nie będą wyraźnie zadeklarowane za pomocą instrukcji my. 
Polecenie use warnings aktywuje w Perlu możliwość wyświetlania komunikatów 
z ostrzeżeniami.
Komentarz rozpoczyna się od #  aż do końca linii

[image: image2.jpg]# To jest komentarz




Wyświetlenie (wydrukowanie) na ekran wartości zawartej między ” ” lub ‘ ‘ 

[image: image3.jpg]print "Tresc wiadomosci\n"; # Wyswietli "Tresc wiadomosci" i przejdzie do nowe linii




Typy zmiennych:
Wartości skalarów rozpoczynają się symbolem $ i mogą być ciągiem znaków lub dowolną liczbą. 

[image: image4.jpg]my $imie = "Pawel”; # Skalary reprezentuja pojedyricze wartosci
my $liczba = 24;




Tablice rozpoczynają się symbolem @ 

[image: image5.jpg]my @Imiona = ("Pawel", "Anna", "Marek");
my @Liczby = (2, 4, 8): # Tablice reprezentuja liste wartodci




Tablice asocjacyjne rozpoczynają się symbolem % 

[image: image6.jpg]my %Imie_i_nazwisko = ( # Tablice asocjacyjne reprezentuja powiazana pare klucz i wartosé
Pawel => "Kowalski",

Anna => "Biela", );




2.1.2 CPAN oraz moduły Perla
Siła języka Perl tkwi w potężnym wsparciu poprzez jedną z największych na świecie kolekcji ogólnodostępnych modułów znajdujących się na serwerach CPAN (Comprehensive Perl Archive Network - Wszechstronna Sieć Archiwum Perla). CPAN jest źródłem oprogramowania i dokumentacji dla języka Perl, w którym znajdują się m.in.:

· kod źródłowy, przykłady, dokumentacja Perla,

· archiwa wiadomości o Perlu,

· tysiące modułów zawierających ponad 20mln linii kodu.


Moduły znajdujące się na serwerach CPAN oferują wiele zróżnicowanych funkcji. Umożliwiają one komunikację z bazami danych, komunikację sieciową, wykonywanie skomplikowanych obliczeń, tworzenie obrazków itd. Wszystkie moduły są dostępne pod licencjami Artystyczną oraz GNU GPL.[14]

Moduły Perla


CGI (Common Gateway Interface) to unormowany interfejs, służący do wymiany informacji pomiędzy programami działającymi na serwerze (np. perl.exe), 
a oprogramowaniem serwera WWW. Najczęstsze zastosowanie interfejsu CGI to generowanie dynamicznych dokumentów HTML, a następnie przesyłanie ich za pośrednictwem serwera WWW do przeglądarki internetowej klienta.


W języku Perl do tworzenia programów CGI wykorzystywany jest moduł 
o takiej samej nazwie jak interfejs „CGI”. Moduł ten jest dostarczany wraz 
z dystrybucją Perla. Umożliwia on nam koncentrowanie się na pisaniu samego programu, przy pominięciu wieleu kłopotliwych technicznych zagadnień związanych ze standardem CGI. [15, 16]

Kod znajdujący się na kolejnej stronie obrazuje przykładowy program CGI napisany w języku Perl, którego zadaniem jest pobranie wartości pola parametr 
z formularza HTML i wyświetlenie tej wartości w nowym dokumencie. Wartość parametru będzie znajdować się w tabeli zawierającej jeden wiersz oraz jedną komórkę.

[image: image7.jpg]#1/usr/bin/per|
use strict;

use warnings;

use CGI; #przywolanie modutu C61

my Scgi = new CGI; #tworzenie klasy C6T

print Scgi->header("text/html™); #wystanie nagéhwka typu zawartosci
print Scgi->start_html(-title=>'K-NN', #rozpoczecie kodu HTML

-author=>'D. Strzempa',);

my Sparametr = §cgi->param('parametr'); #pobranie wartosci z pola formularza
print §cgi->table( #wyéwietlenie tabeli w postaci kodu HTML
5cgi=>Tr([
scgi->td(

[($parametr)]
Ve
1]
)i

print Scgi->end_html(); #zakoriczenie kodu HTML




Program ten tworzy instancje klasy CGI, po czym wywołuje w niej metody takie jak:

· header, zwraca standardowe nagłówki HTML,
· start_html, wysyła podstawowy początek dokumentu HTML,

· param, pobiera wartości z pola formularza o nazwie ‘parametr’,

· table, Tr, td, tworzy kod tabeli HTML,

· end_html, wysyła standardowe zakończenie dokumentu HTML.


DBI (Perl Database Interface) jest to interfejs bazodanowy dla języka Perl, który umożliwia tworzenie programów potrafiących współpracować z większością baz danych. Z interfejsu DBI możemy korzystać w Perlu jak z każdego innego modułu poprzez instrukcję: use DBI.

Zadaniem DBI jest pośredniczenie pomiędzy sterownikami określonych baz danych a Perlem. Zatem używając bazy danych MySQL niezbędny jest sterownik DBD::mysql, który wraz ze sterownikami do innych baz danych jest dostępny na serwerach CPAN.

Program przedstawiający wykorzystanie interfejsu DBI oraz sterownika DBD:mysql, którego zadaniem jest połączenie się z bazą danych MySQL, wykonanie  zapytania SQL oraz wyświetlenie zwróconego zapytania:
[image: image8.jpg]#!/usr/bin/per| -w
use strict;

use warnings;

use DBI; # deklarac ja korzystania z modutu DBI

my Sdb = "DBI:mysql:nazwa bazy:localhost' ;# deklaracja sterownika, nazwy bazy i serwera
my $username = 'nazwa_uzytkownika'; # deklaracja nazwy uzytkownika

my $password = 'haslo_dostepu'; # deklaracja hasta dostepu uzytkownika

# taczenie sie z baza danych
my $dbh = DBI->connect ($db, $username, S$password);

# przygotowanie uchwytu instrukc ji (zapytania SQL)
my $sth = Sdbh->prepare (qq{select kolumnal,kolumna2 and id = 2});
$sth->execute () ; # wykonanie zadeklarowanego zapytania SQL

my @Zapytanie = ()
my @ary = ():

while (Bary = Ssth->fetchrow_array()) # dopisanie kazdego wiersza z zapytania do tabeli
{ push(@Zapytanie, @ary); }

$sth=->finish; # zakonczenie zapytania
$dbh->disconnect () ; # przerwanie polaczenia z baza danych
print "@Zapytanie\n"; # wyswietlenie zwrdconego zapytania




W programie tym znajdują się dwa istotne obiekty:

- uchwyt bazy danych $dbh wykorzystujący metodę connect do połączenia się z bazą danych MySQL,

- $sth jest to uchwyt instrukcji, który wykorzystywany jest do przygotowania zapytania SQL, następnie do wykonanie tego zapytania i przy użyciu metody fetchrow_array zapisanie zwróconych wartości do tablicy @Zapytanie. 

2.2 System zarządzania relacyjnymi bazami danych – MySQL 


MySQL (Relational Database Management System – RDBMS) czyli system zarządzania relacyjnymi bazami danych. Jest to system, który wykorzystuje SQL (Structured Query Language) - standardowy na całym świecie język zapytań używany w komunikacji z relacyjnymi bazami danych. MySQL to serwer wielodostępny 
i wielowątkowy, gdyż jego działanie polega na kontroli dostępu do przechowywanych baz danych przy zapewnieniu równocześnie szybkiego dostępu wielu  uwierzytelnionym użytkownikom. MySQL to na dzień dzisiejszy najbardziej popularna baza danych, w której mamy dostęp do kodu źródłowego. Jest on dostępny pod licencją typu open source: GNU General Public License (GPL) - Powszechna Licencja Publiczna. Do konkurencyjnych RDBMS możemy zaliczyć PostgreSQL, Microsoft SQL Server i Oracle.
RDBMS wykazuje następujące zalety:

· RDBMS ma zaimplementowaną funkcjonalność, która powinna znajdować się 
w systemie przechowywania danych,

· daje możliwość bardzo szybkiego dostępu do danych w odróżnieniu od plików jednorodnych (do   najszybszych należy  MySQL),

· możliwość stosowania zapytań o dane spełniające konkretne kryteria,

· zapewnia równoległy dostęp dzięki wbudowanemu mechanizmowi, który nie ingeruje w pracę programisty,

· umożliwia swobodny dostęp do danych.

Do cech wyróżniających MySQL można zaliczyć:

· stabilność, szybkość oraz wydajność,

· tani koszt,

· dostępny na większość platform systemowych,

· wiele dostępnych interfejsów programowania aplikacji

· dostęp do kodu źródłowego (ciągłe doskonalenie),

Relacyjna baza danych jest programem przechowującym obiekty świata rzeczywistego i relacje zachodzące między nimi w dwuwymiarowych tabelach.

[image: image9.jpg]Baza danych

e

™

Tabela Tabela Tabela
ID | Imi¢ Nazwisko | Kolumna
1 | Adrian | Nowicki | Katowice Wi
2 | Lukasz | Kot Tychy L
3 | Pawel | Adamus | Tychy 2, Pole Pole Pole





Rys.2.2.1. Relacyjna baza danych 
Tabele składają się z rekordów, które są pojedynczymi wierszami oraz 
z kolumn, które przecinają rekordy opisując długość i typ przechowywanych w nich danych. Każda kolumna posiada własną unikatową nazwę oraz przechowuje określony rodzaj danych. 

Relacyjne bazy danych składają się z wielu tabel, dlatego niezbędny jest sposób jednoznacznej identyfikacji czyli klucze. Wykorzystywane są one do uwidocznienia odwołań między dwiema tabelami. Wyróżniamy klucze podstawowe będące zazwyczaj polem ID danej tabeli  oraz klucze obce, które ukazują relacje między danymi 
w tabelach. Odzwierciedlają one relacje między określonym wierszem jednej tabeli 
i konkretnym wierszem drugiej  tabeli.

Architektura internetowej bazy danych:

[image: image10.jpg]Przegladarka

Serwer WWW

Interpreter Perl

Serwer MySQL|





Rys.2.2.2. Architektóra internetowej bazy danych
Przedstawiony system internetowej bazy danych składa się z 4 obiektów: przeglądarki internetowej, serwera WWW, interpretera skryptów i serwera bazy danych pomiędzy którymi istnieje połączenie umożliwiające komunikację.

Przeglądarka wysyła żądanie do serwera WWW np. za pośrednictwem formularza HTML. Ten przyjmuje żądanie wyświetlenia strony *.cgi i przekazuje go do interpretera Perla. Interpreter przetwarza skrypt wewnątrz którego nawiązuje połączenie z bazą danych i wykonuje zapytanie. Następnie serwer bazy danych przyjmuje zapytanie i wysyła wynik do interpretera. Wyniki są formatowane i przekazane jako kod HTML do serwera WWW, który przesyła kod do przeglądarki internetowej. Niezależnie od rodzaju bazy danych czy typu interpretera skryptów proces ten wykonuje się zawsze tak samo. [2]

2.3 Hipertekstowy język znaczników – HTML 


HTML (HyperText Markup Language) można nazwać językiem hipertekstowego znakowania. To specyfikacja przeznaczona do określenia postaci dokumentów prezentowanych w Internecie i  ustanowiona przez World Wide Web Consortium (W3C). HTML jest obecnie dominującym językiem znacznikowym wykorzystywanym do tworzenia stron WWW. To sposób opisu struktury informacji, publikowanych w Internecie, które są zawarte w dokumencie przez oznaczenie ich jako paragrafy, nagłówki, listy, tabele, zdjęcia, formularze, tekst itd.

Możliwości, które oferuje HTML:

· publikacja dokumentów składających się z wielu obiektów, takich jak nagłówki, tekst, listy, obrazy, filmy, flash itd.,

· wykorzystanie połączeń hipertekstowych pozwala na pobieranie informacji 
z Internetu,

· tworzenie rozbudowanych serwisów internetowych potrafiących wyszukać konkretne informacje, przekształcanie ich oraz  wykonywanie skomplikowanych zadań,

· umieszczanie w dokumencie arkuszy kalkulacyjnych, klipów wideo, obiektów flasha, jak również innych rozbudowanych aplikacji.

Dokument HTML jest plikiem tekstowym o rozszerzeniu .htm lub .html. Może być on tworzony przy pomocy dowolnego edytora tekstowego. W dokumencie zawarty jest tekst w specjalnych znacznikach „< >”, „< />”. Znaczniki te są odpowiedzialne za nadanie atrybutów, które wskazują przeglądarce internetowej jak interpretować układ oraz wygląd tekstu.

Elementy dokumentu HTML muszą być poprawnie wyświetlane w wielu systemach operacyjnych oraz przeglądarkach internetowych, dlatego powinna być przestrzegana odpowiednia struktura dokumentu HTML. Podstawowy szkielet dokumentu HTML jest następujący:

[image: image11.jpg]<html>
<head>
<title>Tytul strony</title>
</head>
<body>
Tekst wyswietlony w przegladarce WWW.
</body>
</html>




Pierwszy znacznik <html> informuje przeglądarkę, że od tego miejsca  rozpoczyna się dokument HTML. Natomiast </html> jest ostatnim znacznikiem i dla przeglądarki oznacza, iż jest to koniec dokumentu HTML.

Pomiędzy znacznikami <head> i </head> znajdują się informacje dotyczące danej strony, jej autora, języka w jakim ta strona została napisana itd. W tym miejscu umieszcza się również odpowiednią deklarację strony kodowej, aby umożliwić wyświetlanie np. polskich znaków (ISO-8859-2) oraz odnośniki do plików (CSS, JavaScript) niezbędnych do prawidłowego wyświetlenia strony.

Natomiast pomiędzy znacznikami <body> i </body> wstawia się cały szkielet dokumentu, który ma być prezentowany w przeglądarce internetowej.[3]

Przykładowe elementy, które mogą zostać wyświetlone na stronie internetowej:

Komentarz:

[image: image12.jpg]-- Tutaj znajduje sie tekst komentarza -->




Tabela:

[image: image13.jpg]<table> <I-- poczatek tabeli -->

RETF <I-- poczatek nowego wiersza -->
<th>Tekst nagtéwka</th>

</tr> <I-- koniec wiersza -->

HEES
<td>Zawartos¢ komorki</td>

</tr>

</table> <I-- koniec tabeli





Formularz:

[image: image14.jpg]plik.pl" method="post"> <-- poczatek formularza -->
<I-- przekazanie danych metoda -->
<I-- post dokumentowi plik.pl -->
pole tekstowe -->
przycisk submit -->

koniec formularza -->

<input type="text" name="user">
<input type="sumbit" value="Submit>

</form>




2.4 Kaskadowe arkusze stylów CSS 


CSS (Cascading Style Sheets) są to specjalnie opracowane reguły wprowadzające  większe możliwości elastycznego zarządzania wyglądem wyświetlanych elementów HTML w przeglądarkach internetowych. CSS jest mocno związany z językiem opisu struktury dokumentów HTML, co uniemożliwia jego samodzielne występowanie. Niemożliwe jest zatem opisanie zalet kaskadowych arkuszy stylów w oderwaniu od  języka HTML, gdyż stosowanie połączenia tych dwóch technologii daje najlepsze efekty. HTML jest odpowiedzialny za określenie struktury dokumentu, a za pomocą arkuszy stylów CSS określany jest jego wygląd. Zatem zaletą styli CSS jest to iż projektując wizualny wygląd dokumentu wystarczy dodać upiększającą warstwę stylizującą do poprawnej struktury dokumentu.[4]


Cascading Style Sheets  to język wykorzystujący istniejącą strukturę by nadać jej odpowiedni wygląd, zatem spełnia funkcję graficzną przy projektowaniu dokumentów w przeglądarce WWW. Jedną z zalet jakie oferują nam kaskadowe arkusze stylów, to możliwość zastosowania jednego pliku z kodem CSS dla wielu dokumentów tworzących witrynę. Jest to bardzo użyteczne szczególnie w przypadku zmiany wyglądu oraz układu całej witryny. Jednorazowa zmiana dokonana w jednym pliku oddziałuje na wszystkie dokumenty HTML, co znacznie ułatwia pracę programiście, gdyż w poprzednich metodach zadanie to wymagało np. zmiany tysięcy znaczników <font> w wielu plikach. 

Pozycjonowanie elementów HTML za pomocą styli CSS umożliwia umieszczenie każdego elementu w dowolnym miejscu strony. Język służący do stylizowania treści CSS  posiada takie funkcje i metody stosowane przy pozycjonowaniu jak:

- line-heigh – dokładne określenie odstępów między wierszami,

- margin i pudding – dokładne określenie odstępów między elementami,

- ustawienie elementów w dokumencie metodą relative i absolute. [5,11]

Składnia CSS

Kaskadowe arkusze stylów składają się przede wszystkim z reguł, z których każda to osobny, definiowany selektor. Selektor jest to element bądź znacznik HTML,  któremu chcemy ustawić konkretną właściwość (atrybut), poprzez przypisanie odpowiedniej wartości. 

[image: image15.jpg]selektor {
wiasciwosé

1
wlasciwosé 2: wartosc 2

}

p /* selektor dla znacznika "p" */
{

text-align: left; /* wyréwnanie do lwej */
font-family: Verdana; /* czcionka "Verdana" */

}




Wstawianie kaskadowych arkuszy stylów w dokumencie HTML
Zewnętrzny arkusz stylów wstawia się między znacznikami <head> i </head> przy pomocy znacznika:

[image: image16.jpg]<link href="img/home.css" rel="stylesheet" type="text/css"/>




Parametr HREF jest to ścieżka do pliku home.css. Style zawarte w tym arkuszu zostaną automatycznie załadowane podczas ładowania się strony internetowej do dokumentu HTML.


Wewnętrzny arkusz stylów jest stosowany w przypadku gdy jeden dokument HTML korzysta z jednego stylu CSS. Dzięki temu  cała  składnia stylu jest umieszczana między znacznikami <head> i </head>. [12]
[image: image17.jpg]<style type="text/css">
selektor {wiasciwosé: wartosé;}
</style>




2.5 Skryptowy język programowania JavaScript 


JavaScript jest to język skryptowy używany przede wszystkim by usprawnić działanie stron internetowych, jak i dodania do nich funkcji zdobniczych. Jest on rozszerzeniem standardowego HTML, pozwalającym na oddziaływanie użytkownika na przeglądający dokument. W JavaScript pisane są krótkie programy umieszczane bezpośrednio w kodzie HTML, potrafiące rozpoznawać i w określony sposób zareagować na zdarzenia użytkownika. 

JavaScript jest to doskonała technologia, którą posługują się programiści do redukcji obciążenia na serwerze. Umożliwia ona zrealizowanie wielu funkcji po stronie klienta, które musiałyby być wykonywane po stronie serwera. Przykładem może być sprawdzenie poprawności formularza, który przy użyciu skryptu zagnieżdżonego 
w HTML jest od razu sprawdzany, co nie pozwala na przesłanie nieodpowiednich danych na serwer. W przypadku gdy nie stosuje się kontroli poprawności wpisanych danych za pomocą JavaScript, formularz wymaga przesłania danych do serwera by ten dopiero odpowiedział, iż dane są niepoprawne.[6]
Cechy i możliwości JavaScript:

· interpretacja języka odbywa się po stronie klienta,

· redukcja obciążenia serwera poprzez określoną interakcję na zdarzenia użytkownika,

· brak możliwości automatycznego zapisywania na dysk zapewnia bezpieczeństwo,

· zawarcie kodu programu bezpośrednio w dokumencie HTML,

· konstruktory i dziedziczenie opierające się na prototypach umożliwiają wielokrotne korzystanie z tego samego kodu,

· skrypty są obsługiwane przez większość najpopularniejszych przeglądarek internetowych,

· rozpowszechnianie niewielkich kolekcji baz danych takich jak informacje 
w przyjaznym interfejsie dla tych danych,

· dynamiczna i ciągła zmiana zawartości oraz styli na oddziaływanie użytkownika.[7]

Wstawianie skryptu języka JavaScript w dokumencie HTML

W przypadku gdy używany jest skrypt, znajdujący się w osobnym pliku .js, wstawiany jest on do dokumentu HTML za pośrednictwem odnośnika umieszczonego  w części nagłówkowej strony, między znacznikami <head> oraz </head>.
[image: image18.jpg]<script src="skrypty/skrypt.js" type="text/javasript"></script>




Parametr SCR wskazuje ścieżkę do pliku z kodem JavaScript, a parametr TYPE informuje przeglądarkę w jakim języku dany skrypt został napisany.


Bezpośrednie wstawienie skryptu w dokumencie HTML, jest możliwe 
w dowolnym miejscu między znacznikami <HTML> i </HTML>, natomiast powinno się je umieszczać w części nagłówkowej strony przed znacznikiem <BODY>.
[image: image19.jpg]<script type="text/javasript'>
Miejsce w ktérym znajduja sie deklaracje funkcji i polecenia
£ /seript>





W przypadku wstawiania skryptu po znaczniku <BODY> , umieszczamy go 
w następujący sposób:

[image: image20.jpg]<script language="javascript">
e
Miejsce w ktérym znajduja sie deklaracje funkcji i polecenia

s

</script>




Parametr LANGUAGE określa język w jakim wstawiany skrypt został napisany.[6]
3. KLASYFIKACJA, REGRESJA ORAZ ALGORYTM K-NN

3.1 Klasyfikacja  

Klasyfikacja to technika, którą wykorzystuje się w takich dziedzinach jak np. statystyka, sztuczna inteligencja i uczenie maszynowe. Oprócz tego znajduje ona zastosowanie w wielu sytuacjach, takich jak: rozpoznawanie obiektów obrazów graficznych, przewidywanie nowości na rynkach finansowych, przy wspomaganiu przeróżnych decyzji opierających się na dużej ilości informacji oraz w medycynie przy diagnozowaniu chorób pacjentów.


Klasyfikacja umożliwia znalezienie w zbiorze predefiniowanych klas odwzorowania nieznanych danych za pomocą stworzonego modelu zwanego klasyfikatorem. Klasyfikowanie nowych obiektów czy też bardziej pełne uświadomienie istniejących podziałów tych obiektów na predefiniowane klasy określonej bazy danych odbywa się za pośrednictwem modelu, który tworzony jest na podstawie danych zawartych w tej bazie.

    
Klasyfikację można podzielić na  następujące etapy: 

1. Budowa klasyfikatora (modelu).

2. Testowanie modelu.

3. Wykorzystanie zbudowanego modelu do przewidzenia nieznanych wartości.


Najistotniejszym zadaniem klasyfikacji jest budowa określonego modelu, który posłuży później do predykcji przydziału do klasy, gdzie jest ona nieznana. W tym przypadku wykorzystuje się do tego część zebranych danych (np. przykłady, doświadczenia, czynniki, wektory itd.) tzw. zbiór treningowy. Zbiór ten wydzielany jest na podstawie podziału całej bazy danych na dwie części, z czego jedna część to właśnie zbiór treningowy, a druga to zbiór testowy. Oba zbiory składają się z listy cech (atrybutów) oraz przyporządkowanych do tych cech klas, będących wartościami decyzyjnymi. Klasyfikator opierając się na zbiorze treningowym uczy się właściwości danych i przypisuje każdemu wektorowi klasę, czyli wartość decyzyjną, będącą wielkością wyjściową modelu.


Testowanie zbudowanego modelu to określenie jakości (dokładności) z jaką dokonuje on predykcji klas. Testowanie to odbywa się z wykorzystaniem zbioru testowego, który jest zbiorem przykładów utworzonym przy wcześniejszym podziale całej bazy danych na dwie części. W zależności od ilości danych (np. przykładów) jakie posiada określona baza danych, podział ten jest dokonywany w różnych proporcjach, gdzie najczęściej zbiór testowy przyjmuje 25-50% danych, a zbiór treningowy pozostałą część. Dokładność danego klasyfikatora  wyznaczana jest w następujący sposób: znane wartości decyzyjne przykładów zbioru testowego porównywane są z klasami przewidzianymi przy użyciu tego modelu na tych przykładach.  Z dokonanego porównania wyznaczana jest procentowa dokładność poprawnie zakwalifikowanych przykładów do danych klas, co daje wartość współczynnika jakości danego klasyfikatora. Jeżeli jest on akceptowalny można wykorzystać ten model przy klasyfikacji nowych danych i przy predykcji wartości decyzyjnych dla przykładów, 
w których jest ona utracona bądź niewiadoma. [17],[18]

Przykład pokazujący etapy klasyfikacji:
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Rys.3.1.1. Klasyfikacja – uczenie


W przykładzie użyta została baza danych w postaci pacjentów przychodni. Baza ta zawiera informacje dotyczące trzech cech (atrybutów), a mianowicie: wagi, wzrostu pacjenta i występowania u niego chorób serca. Atrybut trzeci zawiera informacje na temat tego, czy u pacjenta stwierdzono wcześniej jakąś chorobę serca czy też nie.  Można powiedzieć, że jest on wartością decyzyjną, klasą do której przyporządkowany jest rekord bazy danych o określonych wartościach cech, wagi i wzrostu.


Z bazy danych wydzielony został zbiór danych treningowych, które poddano działaniu algorytmu klasyfikacji. Następnie algorytm skonstruował model (klasyfikator) będący prostą regułą decyzyjną. W przypadku gdy waga pacjenta jest mniejsza bądź równa pomniejszonemu o 100 cm wzrostowi, istnieje mniejsza możliwość występowania u tego pacjenta chorób serca, natomiast w każdym innym przypadku pacjent jest w wysokim stopniu narażony na występowanie u niego chorób serca 
(rys. 3.1.1).
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Rys.3.1.2. Klasyfikacja – testowanie


W drugim etapie klasyfikacji dokonuje się weryfikacji przewidzianych klas dla poszczególnych przykładów ze zbioru testowego, w których te klasy są znane. Z bazy danych przychodni zostały wydzielone trzy rekordy ze wszystkimi znanymi cechami oraz wartościami decyzyjnymi. Ten zbiór danych testowych jest poddany działaniu klasyfikatora, który w procesie klasyfikacji generuje wartości decyzyjne poszczególnych rekordów (rys. 3.1.2.). Z porównania znanych wartości decyzyjnych zbioru testowego oraz przy wygenerowanych przez klasyfikator wartościach decyzyjnych dla tych samych rekordów wynika, iż 2/3 tych wartości zostało poprawnie przyporządkowanych. Zatem wartość współczynnika dokładności danego modelu wynosi 66,6%.
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Rys.3.1.3. Klasyfikacja – predykcja

Ostatnim etapem klasyfikacji jest już jej główny cel czyli przyporządkowanie do odpowiedniej klasy nowych rekordów (wartości cech wagi i wzrostu), w których jest ona nieznana. Na przykładowej bazie danych z przychodni wykorzystany został model stworzony dla wygenerowania wartości decyzyjnych dla poszczególnych przypadków tych pacjentów, którzy nie mieli dotychczas badanego serca. Zatem wynikiem danego modelu można stwierdzić, iż dwóch z czterech nowych pacjentów ma mniejszą szansę na wystąpienie choroby serca (rys. 3.1.3.). [18]

Klasyfikacja jest bardzo rozwiniętą i wciąż rozwijającą się techniką, dzięki czemu w poświęconej jej literaturze możemy znaleźć bardzo dużo różnych algorytmów klasyfikacji. Do najpopularniejszych należą:

· drzewa decyzyjne,

· sieci neuronowe,

· k-najbliższych sąsiadów (k-NN),

· SVM (Support vector machines),

· klasyfikatory bayesowskie. [17]

3.2 Regresja
Techniką bardzo podobną do klasyfikacji opisanej w punkcie 3.1 tego rozdziału jest regresja znajdująca zastosowanie w takich dziedzinach jak np. logistyka, analiza danych finansowych, prognozowanie sprzedaży, medycyna, procesy produkcyjne itp. Głównym celem regresji jest zbudowanie modelu, który podobnie jak wcześniej model klasyfikacji posłuży do predykcji jednej zmiennej na podstawie znanych wartości innych zmiennych. Podstawową różnicą pomiędzy regresją i klasyfikacją, jest to, 
że w klasyfikacji przewidywana zmienna przyjmuje wartość kategoryczną, natomiast 
w regresji jej celem jest przewidzenie zmiennej przyjmującej wartość ciągłą (numeryczną). [10] 

W praktyce stosowanie regresji tak samo jak w klasyfikacji sprowadza się do trzech etapów: budowy klasyfikatora (modelu), testowania modelu oraz wykorzystania zbudowanego modelu do przewidzenia nieznanych wartości.


Budowa modelu regresji odbywa się w podobny sposób do budowy modelu klasyfikacji (zostało to szerzej opisane w punkcie 3.1) czyli wykorzystuje się do tego celu zebrane dane podzielone na zbiór testowy i treningowy oraz algorytm regresji. Jedną z różnic występującą między tymi dwoma technikami jest to, iż w danych do nauki modelu regresji wartością decyzyjną nie jest jak w przypadku klasyfikacji 
– kategoria, lecz wartość ciągła. Kolejną różnicą jest to, że w klasyfikacji, decyzja opiera się na przyporządkowaniu nowego przykładu do jednej ze znanych wartości kategorycznych zbioru treningowego, natomiast w regresji predykcja ta zachodzi poprzez obliczenie nowej wartości decyzyjnej dla danego przykładu.  

Proces regresji służy do ustalenia wartości parametrów tak, by stworzyć funkcję do obliczania wartości decyzyjnej możliwie jak najlepiej odpowiadającą określonemu zbiorowi danych. Modele regresji najczęściej opierają się na funkcji: 

· regresji liniowej,

· regresji nieliniowej (wielorakiej).
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Rys.3.2.1. Liniowy i nieliniowy związek pomiędzy ciągłymi zmiennymi

Na rysunku 3.2.1 widnieją dwa wykresy, które ilustrują związek pomiędzy dwiema zmiennymi. Zmienna na osi x jest zmienną opisową, która będzie użyta w modelu predykcji, natomiast zmienna na osi y jest zmienną, która ma zostać przewidziana. Na podstawie powyższych wykresów można zauważyć pewien związek miedzy podanymi zmiennymi. Zmienna D na wykresie a zwiększa swoją wartość proporcjonalnie do wzrostu zmiennej opisowej E, dzięki czemu między obiema tymi zmiennymi zauważalny jest związek bliski linii prostej, ilustrujący regresję liniową. Natomiast związek na wykresie b, ilustruje regresję nieliniową, ponieważ w tym przypadku zmienna D wzrasta nieproporcjonalnie do wzrostu zmiennej E.  
Rysunek 3.2.2 przedstawia dwa wykresy, na których została pokazana różnica pomiędzy dwoma różnymi modelami predykcji. Wykres a przestawia wyniki modelu regresji o dobrej predykcji, natomiast wykres b przedstawia wyniki modelu regresji o słabej predykcji.
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Rys.3.2.2. Wyniki modelów o dobrej i słabej predykcji

Etap testowania modelu regresji przebiega podobnie jak w klasyfikacji. Jedyną różnicą jest porównanie wyznaczonych wartości decyzyjnych i odbywa się ono poprzez obliczenie procentowej różnicy nowej wartości decyzyjnej z wartością znaną dla danego przykładu ze zbioru testowego. Model jest tym lepszy, im uśredniona procentowa różnica (błąd) jest najmniejsza, czyli gdy przewidziane wartości są bardziej zrównane do znanych już wartości dla danych przykładów.

 Po wybraniu najlepszego modelu dla określonych danych, model ten może zostać wykorzystany do przewidywania przykładów, w których nie są znane wartości decyzyjne będące wartościami ciągłymi.

3.3 Algorytm k-NN (k-nearest neighbor)

Jednym z najbardziej znanych i skutecznych klasyfikatorów jest algorytm k-NN (k-najbliższych sąsiadów). Jest to algorytm bazujący na analizie przypadków opierając się na podobieństwie nowego przypadku do jego k najbliższych sąsiadów w zbiorze treningowym. Stąd idea klasyfikatorów k-NN polegająca na klasyfikacji nowych zdarzeń dzięki metodom wyszukiwania tych zgromadzonych przypadków (danych treningowych będących wektorami znajdującymi sie w wielowymiarowej przestrzeni), które są najbardziej podobne do nowego zdarzenia pod względem określonej miary podobieństwa (odległości).

Działanie tego algorytmu opiera się na obliczeniu odległości nowego obiektu od innych, wybraniu k najbliższych obiektów i na tej podstawie sklasyfikowanie go. Nowy obiekt będzie należał do tej samej klasy, co największa liczba spośród k-najbliższych sąsiadów. [18]

Cechy klasyfikacji z wykorzystaniem k-NN:

· algorytm nie wymaga fazy uczenia modelu; jego działanie może rozpocząć się dopiero wtedy, gdy występuje potrzeba sklasyfikowania nowego zdarzenia, 

· zapamiętywane są wszystkie przypadki ze zbioru treningowego, zatem nie jest budowany model,

· nieograniczona liczba klas, 

· w porównaniu z bardziej zaawansowanymi klasyfikatorami często uzyskuje się bardzo dobrą zdolność predykcyjną,

· wraz ze wzrostem przypadków zbioru treningowego wzrasta czas dokonania klasyfikacji,

· niezbędne jest ustalenie parametru k oraz zdefiniowanie miary odległości. [19]
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Rys.3.3.1. Wykres przedstawiający klasyfikację zużycia paliwa


Wykres z rys. 3.3.1 został oparty na przyjętym przykładowym zbiorze danych samochodów i jest użyty do zobrazowania jak działa algorytm k-NN. Dwie zmienne są użyte jako opisowe osi x i y (odpowiednio waga i przyśpieszenie). Odpowiadającą im zmienną jest zużycie paliwa, która przyjmuje dwie wartości (klasy): niskie lub wysokie zużycie paliwa. Niebieskie punkty na wykresie są przykładami na występowanie niskiego zużycia paliwa, natomiast punkty czerwone obrazują przykłady z wysokim zużyciem paliwa.
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Rys.3.3.2. Dwa nowe obiekty (A i B) naniesione obok istniejących danych 

Podczas fazy uczenia, optymalną pod względem jakości klasyfikacji liczbę podobnych przypadków określa wybrany parametr k, którego wybór został opisany 
w dalszej części tego rozdziału. W przypadku gdy ustalona została wartość parametru k, możliwe jest już dokonanie predykcji dla samochodów z nieznaną wartością zużycia paliwa. Do zilustrowania dwóch samochodów (A i B) o nieznanym przyporządkowaniu do klasy, służy model k-NN (rys. 3.3.2). Waga oraz przyśpieszenie danych przypadków jest znana, zatem oba przypadki zostały naniesione na wykres wśród zbioru danych treningowych. 

Opierając się na optymalnej wartości parametru k, k najbardziej podobnych przypadków dla A i B są zdefiniowane na rys. 3.3.3. Np. jeżeli k przyjmie wartość 12, wtedy 12 najbardziej podobnych (najbliżej położonych przypadków) ze zbioru treningowego zostanie wybranych. Predykcja dla A i B została oparta na odpowiedzi najbliższych sąsiadów. Zatem przy tej bazie danych dla samochodu A zostało przewidziane niskie zużycie paliwa, gdyż 11 z 12 najbliższych sąsiadów jest przyporządkowanych do klasy z niskim zużyciem paliwa. Natomiast samochód B znajduje się wśród sąsiadów o wysokim zużyciu paliwa (11 z 12), zatem przyjmuje taką samą klasę jak tych jedenastu. [8]

[image: image28.jpg]« Wysokie zuzycie paliwa
* Niskie zuzycie paliwa

Przyspieszenie
@

1000 1500 2000 2500 3000 300 4000 4500 X
Waga




Rys.3.3.3. Szukanie podobnych przypadków by przewidzieć wartości dla A i B

3.3.1 Metryki odległości


Klasyfikatory k-NN używają funkcji odległości by określić, który z przykładów zbioru treningowego jest najbliższy nieznanemu, testowanemu przypadkowi. Gdy tylko najbliższe przypadki zbioru treningowego zostaną zlokalizowane, wykorzystuje się znajomość ich klas, by przewidzieć klasę testowanego przypadku. Trzeba zatem określić miarę odległości (bliskości) pomiędzy dwoma przypadkami danych. Przypadki danych definiujemy jako wielowymiarowe wektory liczbowe, dzięki czemu istnieje możliwość traktowania tych przypadków jako punkty w wielowymiarowej przestrzeni, co umożliwia obliczanie odległości między nimi na podstawie znanych i stosowanych miar odległości. [9]

 Do najczęściej stosowanych miar odległości wykorzystywanych przy obliczaniu odległości między wielowymiarowymi wektorami w klasyfikacji algorytmem k-NN można zaliczyć następujące miary:

1. Euklidesowa.

2. Minkowskiego.

3. Manhattan.

4. Czebyszewa.

Ad 1.


Euklidesowa miara odległości jest jedną z najprostszych i najbardziej pospolitych miar odległości (3.3.1.1). Większość przypadków odnosi się właśnie do tej miary, gdyż z punktu widzenia człowieka, mierzy ona odległość w naturalny sposób 
i jest zgodna z twierdzeniem Pitagorasa.

	
[image: image29.wmf](

)

å

=

-

k

i

i

i

y

x

1

2


	(3.3.1.1)


[image: image30.jpg]=Y




Rys.3.3.1.1 Odległość euklidesowa między punktami A i B 

Odległość euklidesową w przestrzeni dwuwymiarowej obliczamy  
w następujący sposób:

	Odległość(A,B)=
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	(3.3.1.2)


Natomiast w przestrzeni wielowymiarowej obliczenia przedstawione są na przykładzie danych z tabeli 3.3.1.1.

	
	Cecha 1
	Cecha 2
	Cecha 3
	Cecha 4

	Przypadek A
	2
	3
	1
	3

	Przypadek B
	1
	5
	4
	4


Tabela.3.3.1.1 Tabela z danymi do obliczania odległości w przestrzeni wielowymiarowej

Punkt A ma współrzędne (2, 3, 1, 3) i punkt B (1, 5, 4, 4), a euklidesowa odległość d(A,B) między tymi punktami wynosi:
	d(A,B)=
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	(3.3.1.3)


Ad 2.


Odległość Minkowskiego jest zgeneralizowaną miarą odległości (3.3.1.4). 
W przypadku, gdy parametr  λ we wzorze 3.3.1.4, przyjmuje wartość 1, miara Minkowskiego staje się  miarą Manhattan. Z kolei gdy λ=2 wtedy jest to odległość euklidesowa, natomiast gdy λ=∞ wówczas jest to odległość Czebyszewa.
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Odległość Minkowskiego w przestrzeni dwuwymiarowej między dwoma punktami A i B dla paramtetru λ=3 oblicza się  w następujący sposób:

	Odległość(A,B)=
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	(3.3.1.5)


Z kolei w przestrzeni wielowymiarowej obliczenia przedstawione są na przykładzie danych z tabeli 3.3.1.1. i wówczas odległość Minkowskiego między dwoma punkami A i B  d(A,B) dla parametru λ=3  jest równa:

	d(A,B)=
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	(3.3.1.6)


Ad 3.


Miara odległości Manhattan (City block), znana również jako miara taksówkowa (3.3.1.7)., reprezentuje dystans pomiędzy punktami w prostokątnej siatce ulic miasta. Sprawdza bezwzględną różnicę między współrzędnymi pary obiektów. Odległość Manhattan jest wyjątkowym przypadkiem miary odległości Minkowskiego 
w przypadku gdy parametr  λ=1.
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Rys.3.3.1.2 Odległość Manhattan między punktami A i B
Odległość taksówkową w przestrzeni dwuwymiarowej obliczamy  
w następujący sposób:

	Odległość(A,B)=
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	(3.3.1.8)


Natomiast w przestrzeni wielowymiarowej obliczenia przedstawione są na przykładzie danych z tabeli 3.3.1.1. i odległość Manhattan między dwoma punkami 
A i B d(A,B) jest równa:

	d(A,B)=
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	(3.3.1.9)


Ad 4.


Ostatnią opisywaną miarą odległości jest miara Czebyszewa (3.3.1.10).,  zwana inaczej odległością maksimum. Sprawdza ona najwyższą bezwzględną wartość pomiędzy współrzędnymi par obiektów. Odległość ta, jest wyjątkowym przypadkiem miary odległości Minkowskiego w przypadku gdy parametr  λ=∞.
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Rys.3.3.1.3 Odległość Czebyszewa między punktami A i B 

W przestrzeni dwuwymiarowej odległość Czebyszewa obliczana jest następująco:

	Odległość(A,B)=
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Natomiast w przestrzeni wielowymiarowej obliczenia przedstawione są na przykładzie danych z tabeli 3.3.1.1. i odległość Czebyszewa między dwoma punkami 
A i B d(A,B) jest równa:

	d(A,B)=
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[20]
3.3.2 Standaryzacja

Jednym z problemów przy klasyfikacji danych algorytmem k-NN jest sytuacja, gdy cechy przykładów posiadają różną skalę, różne jednostki fizyczne lub różne przedziały zmienności. Cechą algorytmu k-NN jest jego czułość na proporcje między wartościami poszczególnych cech, dlatego bezpośrednie zastosowanie miar odległości przy klasyfikacji może mieć nie do końca pożądany efekt, gdyż pewne cechy mogą zdominować pozostałe, co z kolei może spowodować, że wyniki będą zafałszowane. Aby rozwiązać ten problem stosuje się przekształcenie danych przed ich klasyfikacją przy pomocy standaryzacji, dzięki której w większości przypadków występuje polepszenie jakości klasyfikatora k-NN. [18]


Standaryzacja usuwa niepożądane efekty w danych spowodowane użyciem cech o różnych skalach pomiaru, przekształca ona dane (przykłady) tak, by przybliżyć ich rozłożenie względem siebie. Np. jeżeli dana jest jedna cecha oparta na wadze pacjenta 
o jednostce kg, i druga cecha hemoglobina w krwi o jednostce g/dl i przedziale 10-15, wtedy waga pacjenta wywiera znacznie większy wpływ na odległość pomiędzy próbkami i może źle wpłynąć na ogólne działanie klasyfikatora. [21]
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Standaryzacja (3.3.2.1) przekształca początkowe wartości cech w wartości zestandaryzowane xs, polega to na tym, iż od wartości każdej cechy 
[image: image46.wmf]x

 odejmujemy wartość uśrednioną cech z wszystkich przykładów   i dzielimy to przez odchylenie standardowe δ (3.3.2.2). Raz przeprowadzona standaryzacja na zbiorze wszystkich przykładów powoduje, że zmienne o różnych jednostkach mają bardziej zbliżone rozkłady, zatem zwiększa się jakość klasyfikatora k-NN.

Przykład działania standaryzacji w przestrzeni dwuwymiarowej, dla dwóch cech x i y o różnej skali i różnych przedziałach zmienności na podstawie danych
z tabeli 3.3.2.1. 

	Cechy przed standaryzacją
	Cechy po standaryzacji

	x
	y
	xS
	yS

	2
	45
	-0,56695
	-0,72777

	6
	65
	0,188982
	0,569245

	2
	55
	-0,56695
	-0,07926

	6
	57
	0,188982
	0,050439

	9
	69
	0,755929
	0,828647

	2
	49
	-0,56695
	-0,46837

	6
	54
	0,188982
	-0,14411

	8
	51
	0,566947
	-0,33866

	4
	61
	-0,18898
	0,309842


Tabela.3.3.2.1 Wartość cech przed i po standaryzacji
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Rys.3.3.2.1 Cechy x i y przed standaryzacją
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Rys.3.3.2.2 Cechy x i y po standaryzacji


Jak widać na rysunkach 3.3.2.1 oraz 3.3.2.2 standaryzacja spowodowała, że położenie cech x i y się zmieniło. Po standaryzacji tych punktów nie widać już dużych różnic skali oraz różnic przedziałów zmienności między nimi - znajdują się one bliżej siebie, dzięki czemu algorytm k-NN lepiej sklasyfikuje dane przykłady, niż gdyby standaryzacja nie została zastosowana. 

​​

3.3.3 Testowanie i kroswalidacja

Decyzja wyboru metody klasyfikacji wiąże ściśle się z własnościami klasyfikatorów, jedną z najistotniejszych własności jest tzw. dokładność. Dokładność klasyfikatora jest wyrażana w procentach i określa, ile procent przykładów ze zbioru testowego zostało dobrze przyporządkowanych do odpowiednich klas i obliczana jest na etapie testowania. Testując model klasyfikacji oparty na algorytmie k-NN 
i określonym zbiorze danych, oblicza się dokładność dla każdej testowanej wartości parametru k (ilość branych pod uwagę najbliższych sąsiadów), a następnie dokonuje się wyboru tego parametru, dla którego ta dokładność była największa. 

W przypadku algorytmu klasyfikującego k-NN, najlepszą i najczęściej stosowaną metodą testowania oraz wyznaczenia parametru k jest walidacja krzyżowa (tzw. kroswalidacja). Kroswalidacja (cross-validation) jest często stosowaną techniką wykorzystywaną przy testowaniu oraz szacowaniu nieznanych wartości parametrów modeli klasyfikacji. 

Idea działania walidacji krzyżowej polega na tym, iż zbiór danych dzielimy losowo na n niezależnych i możliwie równych części. Zbiorem testowym jest jedna cześć przykładów z wcześniejszego podziału, a zbiorem treningowym są wszystkie pozostałe części. Na tej zasadzie tworzonych jest n klasyfikatorów, z których każdy jako zbiór testowy przyjmuje inną część z n początkowo wydzielonych części. Następnie przeprowadzane są testy i dokładność  każdego z n klasyfikatorów zostaje uśredniona.  W ten sposób przeprowadzana jest n-krotna walidacja dla każdego z wstępnie wybranych wartości parametru k, aby wybrać ten dla którego uzyskaliśmy najlepszą dokładność.


Poniższy przykład przedstawia 10 – krotną walidację krzyżową, na której podstawie wyznaczona została liczba najbliższych sąsiadów (wartość parametru k).  
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Rys.3.3.3.1 Przykład 10-krotnej kroswalidacji

Przyjęto, iż istnieje zbiór danych w których znajduje się 1000 przykładów. Początkowo baza danych dzielona jest  na 10 równych części (I –X) , a następnie na podstawie tych części utworzonych zostaje 10 zbiorów danych składających się ze zbioru testowego (10% przykładów) i zbioru treningowego (90% przykładów). Następnie zostają przeprowadzone testy i obliczona zostaje uśredniona wartość 
z 10-krotnej walidacji dla każdego wybranego parametru k. 

	k
	Dokładność [%]

	1
	80,82

	3
	82,73

	5
	86,55

	7
	86,55

	11
	87,45


Tabela.3.3.3.1 Zestawienie wyników 10-krotnej walidacji
Jak widać na przedstawionych wynikach w tabeli 3.3.3.1, największa dokładność została uzyskana przy k = 11, zatem do klasyfikacji nowych przykładów zostanie wykorzystany model z wartością parametru k = 11, a dokładność tego modelu wynosi 87,45%.

4. OPIS SYSTEMU


Rozdział ten zawiera opis oraz implementację stworzonego systemu internetowego przeznaczonego do klasyfikacji i regresji danych. Opisane zostały w nim jego najważniejsze elementy takie jak: podstawowe informacje (możliwości ,narzędzia informatyczne, struktura), wdrożenie, interfejs WWW oraz wewnętrzne działanie programu do klasyfikacji i regresji danych.

4.1 System internetowy

Dzięki współpracy oraz komunikowaniu się ze sobą wielu narzędzi informatycznych na platformie Microsoft Windows XP, został zaprojektowany oraz stworzony system internetowy przeznaczony do klasyfikacji i regresji danych oparty na algorytmie k-NN. 

Narzędzia informatyczne

Wykorzystane narzędzia informatyczne:

· Serwer WWW

· IIS (Internet Information Services)

· Środowisko bazodanowe

· MySQL

· Języki programowania

· Perl (Practical Extraction and Report Language),

· SQL (Structured Query Language),

· HTML (HyperText Markup Language),

· CSS (Cascading Style Sheets),

· JavaScript.

· Edytor tekstowy

· Notepad++

Struktura systemu
Na rysunku 4.1.1 został przedstawiony schemat stworzonego systemu przedstawiający komunikację między wcześniej opisanymi narzędziami informatycznymi. Przeglądarka wysyła żądanie do serwera IIS za pośrednictwem formularza HTML. Ten przyjmuje żądanie wyświetlenia strony *.pl i przekazuje go do interpretera Perla. Interpreter przetwarza skrypt, wewnątrz którego wykonywane są wszystkie obliczenia na danych wejściowych (użytkownika) i pobranych danych z bazy danych MySQL. Wyniki są formatowane i przekazane w postaci dynamicznych stron WWW (HTML, CSS, JavaScript) do serwera IIS, który przesyła kod stron do przeglądarki internetowej.
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Rys.4.1.1 Schemat systemu internetowego

Cały system można podzielić na kilka głównych części (rys. 4.1.2), z których każda odpowiedzialna jest za osobny element systemu oraz pełni oddzielną funkcję:

1. Interfejs WWW (użytkownika), odpowiedzialny jest za wygląd oraz obsługę programu do klasyfikacji i regresji danych.

2. Wewnętrzne działanie programu:

· obliczenia na pliku -  opierające się na nowej bazie danych wprowadzonej przez użytkownika do systemu z pliku *.txt,

· obliczenia dla wektora – opierające się na bazach danych znajdujących się 
w systemie oraz na nowym wektorze wprowadzonym przez użytkownika do systemu,

· bazy danych – informacje na temat zaimplementowanych baz danych.
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Rys.4.1.2 Schemat systemu internetowego - podział na części


Ponieważ system został zaprojektowany oraz stworzony z zamysłem jego dalszego rozwoju, jak również możliwością jego łatwej edycji, dlatego składa się on 
z wielu plików (obiektów wzajemnie na siebie oddziałujących), które odpowiadają wyżej wymienionym elementom systemu. Poza podziałem na dokumenty języków programowania: HTML, CSS, JavaScript, wewnętrzne działanie programu zostało zaprogramowane przy użyciu języka Perl zorientowanego obiektowo (Object Orientet Perl – Obiektowy Perl) umożliwiając stworzenie osobnych plików dla poszczególnych obiektów. Wszystkie najważniejsze utworzone pliki, które tworzą opisywany system zostały wymienione w tabeli 4.1, natomiast pozostałe pliki to: dokumenty *.htm (informacje dla użytkownika o danej bazie danych), pliki grafiki *.jpg (grafika dla stylu CSS oraz wykresy zamieszczone na stronie) oraz pliki tekstowe *.txt (przykłady baz danych oraz wyniki testów).

	Pliki z kodem języka programowania Perl (wewnętrzne działanie programu)
	Plik z kodem języka programowania JavaScript
	Plik stylu CSS

	· plik.pl

· wektor.pl

· wybor.pl

· zapytanie.pl

· Bazy.pm

· Klasy.pm

· Kroswalidacja.pm

· Obliczenia.pm

· Plik.pm

· Podzial.pm

· Wektor.pm

· Wektordlabaz.pm
	· javascript.js


	· knn_css.css


Tabela.4.1 Pliki systemu


Część systemu - obliczenia dla wektora oparta jest na bazach danych, które zostały już wdrożone do systemu. Bazy te są następujące: Append, Breast, Diabetes, Ionosphere, Iris, Thyroid, stal 31Mn4, stal BSt500S, stal RB500W. Wszystkie wymienione powyżej bazy danych zostaną szerzej opisane w 5 rozdziale.

4.2 Wdrożenie systemu

System został zainstalowany zarówno na lokalnym komputerze, jak i na serwerze dostawcy usług internetowych, gdzie jest dostępny pod adresem: http://knn.freehostia.com. W przypadku komputera lokalnego wykorzystano system 
MS Windows i IIS, którego konfiguracja zostanie opisana poniżej. Instalacja na stronie knn.freehostia.com nie wymagała już konfiguracji wykorzystywanego oprogramowania.
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Rys.4.2.1 Wdrożenie systemu


Przy instalacji na platformie systemowej Microsoft Windows XP SP2, pierwszą czynnością jaką należy wykonać by wdrożyć system jest instalacja serwera WWW– IIS. IIS jest dostarczony wraz z systemem Windows XP i przy użyciu Dodaj/Usuń składniki systemu Windows oraz płyty z systemem mogą zostać zainstalowane Internetowe usługi informacyjne (IIS), rysunek 4.2.2. 
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Rys.4.2.2 Instalacja Internetowych usług informacyjnych (IIS)

Kolejnym etapem jest instalacja dystrybucji Perla, ActivePerl firmy ActiveState dla systemów Microsoft Windows. Plik instalacyjny najnowszej wersji: 5.8.8.822, można pobrać ze strony ActiveState [24]. Podczas instalacji ActivePerla, serwer IIS samoczynnie zostaje skonfigurowany do pracy ze skryptami języka perl oraz programem perl.exe.

Nie wszystkie dostępne moduły Perla są domyślnie instalowane, dlatego następnym etapem wdrożenia jest instalacja modułów, które są niezbędne dla poprawnego działania systemu. Ich instalacja odbywa się za pośrednictwem Perl Package Manager (PPM) uruchamianego z linii komend Microsoft Windows poprzez wpisanie komendy ppm. PPM umożliwia pobranie oraz instalację modułów: 
DBD-MySQL oraz DBI 1.602 (rys. 4.2.3).

Następnie niezbędny jest serwer bazodanowy MySQL 5.0, który można pobrać ze strony MySQL.com [25]. Instalacja oraz konfiguracja może pozostać domyślna, należy jedynie określić hasło dostępu dla użytkownika root oraz odblokować port 
TCP 3306 na systemowym firewallu. Po instalacji należy przywrócić bazy danych (opisane w punkcie 4.1) z wcześniej utworzonej kopii zapasowej.
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Rys.4.2.3 Zainstalowane moduły DBD-MySQL oraz  DBI 1.602 przy użyciu narzędzia PPM 

Ostatnim etapem wdrożenia jest uruchomienie oraz konfiguracja strony WWW za pośrednictwem IIS. Może zostać to wykonane poprzez konsole MMC dodając do niej przystawkę Internetowe usługi informacyjne umożliwiającą w prosty sposób zarządzanie oraz konfigurację IIS. Tworzony jest wirtualny katalog, z ścieżką systemową do katalogu z zawartością witryny sieci WEB, w którym znajdują się wszystkie pliki systemu. Należy również ustawić właściwości danego katalogu wirtualnego w taki sposób,  jak na rysunku 4.2.4.

Wykonanie powyższych etapów wdrożenia systemu zgodnie z opisem powinno zapewnić poprawne działanie systemu internetowego.
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Rys.4.2.4. Zakładka MMC dla przystawki IIS oraz właściwości katalogu wirtualnego

4.3 Interfejs WWW


Interfejs systemu został zaprojektowany tak, by posiadał cechy w pełni funkcjonalnego systemu  internetowego, co osiągnięto z wykorzystaniem kilku technologii.  Za wygląd oraz obsługę systemu odpowiedzialne są takie technologie jak: HTML, CSS, JavaScript, Perl –CGI (opisane w 2 rozdziale) i to właśnie ich połączenie  dało najlepszy efekt tworząc funkcjonalny dla użytkownika system.

Na rysunku 4.3.1 przedstawiona została strona główna systemu generowana ze skryptu perla – wybor.pl.
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Rys.4.3.1 Strona główna systemu

Interfejs strony pozwala użytkownikowi w szybki i prosty sposób skorzystać ze wszystkich możliwości systemu.

Stworzony system pozwala użytkownikowi na załadowanie nowej, własnej bazy danych na serwer w postaci pliku tekstowego *.txt w celu dokonania testu 10-krotnej kroswalidacji. Ma on do wyboru testowanie bazy danych opisującej zagadnienie klasyfikacji lub regresji. Jeżeli wykonana ma zostać klasyfikacja użytkownik ma również do wyboru test przy użyciu algorytmu k-NN lub algorytmu ważony k-NN. Oprócz tego użytkownik może ustalić dla jakich parametrów k (ilość najbliższych sąsiadów) oraz n (potęga przy metryce odległości Minkowskiego) zostanie wykonany test lub pozostawić parametry domyślne.


Kolejną z możliwości systemu jest wprowadzenie przez użytkownika nowego przypadku wybranej bazy danych w celu wyznaczenia klasy, do której ten przypadek powinien należeć lub w celu przewidzenia dla niego wartości ciągłej w zależności od tego czy wybrana baza danych opisuje zagadnienie klasyfikacji czy regresji.
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Rys.4.3.2 Strona z opisem bazy danych Iris

Dodatkowo system umożliwia użytkownikowi przejrzenie informacji na temat  wdrożonych dotychczas do systemu baz danych (informacje o bazie oraz wyniki wcześniej przeprowadzonych na niej testów 10-krotnej kroswalidacji – rys. 4.3.2), jak również pozwala mu za pomocą zapytań języka SQL przejrzeć każdą z baz danych znajdujących sie w systemie.

Każda z technologii wykorzystanych przy projekcie interfejsu użytkownika odpowiedzialna jest za różne jego elementy. Poszczególne funkcje tych technologii zostaną opisane w poniższych podrozdziałach. 

4.3.1 HTML


Zadaniem języka HTML jest określenie struktury dokumentu oraz umożliwienie użytkownikowi wprowadzenia do systemu danych/informacji, na których zostaną wykonane obliczenia, dlatego tak ważnym elementem dokumentów HTML opisywanego systemu jest układ tabel oraz formularzy względem siebie, co zostało przedstawione  na rysunku 4.3.1.1.
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Rys.4.3.1.1 Układ tabel oraz formularzy w dokumentach HTML systemu
Wybrane elementy kodu HTML przedstawiające układ z rys. 4.3.1.1:

[image: image60.jpg]<table> <I--Tabela tworzaca nagtéwek witryny-->
</table>
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<table>
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<table></table> <I--Tabela zawierajaca element systemu: obliczenia dla pliku-->
</form>
<form> <|--Formularz - "Form2"-->
<table></table> <I--Tabela zawierajaca wybdr bazy danych-->
</form>
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<form></form>  <--oraz opcjonalnie formularz - "Form4-->
</table>
<form> <|--Formularz - "Form3"-->
<table></table> <--Tabela zawierajaca element systemu: obliczenia dla wektora-->
</form>
</table>
</td></tr>

</td><td><form></form></td></tr><--Formularz - "Form5" (element systemu: zapytanie do bazy) -->
</table>




Przykładowy formularz systemu odpowiedzialny za element obliczeń dla pliku:

[image: image61.jpg]<form accept-charset="IS0-8859-2" encTYPE="multipart/form-data"
method="post" name="Forml" onsubmit="return walidacja(0);"
action="knn_cross/plik.pl></form>




Formularz ten pozwala na przesłanie użytkownikowi pliku tekstowego oraz wybranych wartości na serwer do skryptu perla plik.pl.

4.3.2 CSS


Za pomocą arkuszy stylów CSS określany jest wygląd elementów dokumentu html. Na rysunku 4.3.2.1 przedstawiono dwie wersje głównej strony systemu, jedna przedstawia dokument HTML bez stylu CSS, natomiast druga obrazuje dokument HTML połączony wraz z utworzonym stylem CSS (knn_css.css).  
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Rys.4.3.2.1 Różnica wyglądu głównej strony systemu bez i wraz ze stylem CSS.

Przykładowe elementy knn_css.css.

[image: image63.jpg]body{ /*Selektor odpowiedzialny za element HTML: <BODY>/</BODY>*/
font-family: Times New Roman, Verdana, Arial; /* - rodzina czcionek */
color: #222b6e; /* - kolor czcionki */
background: url (img/bgl0.3pg) repeat-x H#87bf3c;}/* - #o */




Selektor body definiuje rodzaj, kolor czcionki tekstu oraz tło dokumentu HTML. Tło utworzone jest z pliku graficznego bg10.jpg powtarzanego wzdłuż osi x dokumentu oraz koloru wypełnienia: #87bf3c.

[image: image64.jpg]A:VISITED{ /*Selektor odpowiedzialny za odwiedzony link w dokumencie HTML */
color: #848484 ;) /* - kolor czcionki*/




Selektor A:visited ustawia kolor wcześniej odwiedzonego linku ze strony na #848484.

[image: image65.jpg]. tabela2 {

/* Zdefiniowana klasa "tabela2" */

border:1px #000000 solid;
border-bottom:4px solid $000000;
border-right:4px solid #000000;
text-align:left;

background:

}

#4ledee;

/* - obramowanie */

/* - dolne obramowanie */

/* - prawe obramowanie */
/* - wyréwnanie tekstu */

/% - tho*/




Utworzona w dokumencie klasa tabela2 odpowiedzialna jest za tablicę główną dokumentu HTML definiując jej obramowanie, kolor tła oraz wyrównanie tekstu do lewej strony.

[image: image66.jpg].alert { /* Zdefiniowana klasa "alert" */
color: #££0000; /* - color czcionki*/
font-weight:bold;} /* - grubosé czcionki*/




Klasa alert odpowiedzialna jest za kolor oraz grubość czcionki wyskakującego alertu na stronie w przypadku niepoprawnego wypełnienia formularza.

[image: image67.jpg].nag{ /* Zdefiniowana klasa "nag" */
font-weight:bold; /* - grubo$é czcionki */
font-size:1.4em; /* - rozmiar czcionki*/

color:black;} /* - kolor czcionki*/




Klasa nag definiuje rozmiar, grubość oraz kolor czcionki w komórkach tabeli, gdzie znajdują się nagłówki elementów systemu.

4.3.3 JavaScript


Język programowania JavaScript umożliwił zrealizowanie wielu funkcji po stronie klienta – jedną z nich jest zatwierdzenie określonego formularza w przypadku zmiany wartości jego elementu HTML, dzięki zdarzeniu OnChange. 
W systemie zostało to wykorzystane do automatycznego wywołania skryptu 
Perla - wybór.pl służącego do wyświetlenia strony HTML z wybraną przez użytkownika bazą danych np.:

[image: image68.jpg]<SELECT NAME="nazwa" SIZE=1 OnChange="submit ()"></SELECT>




Po wybraniu bazy danych z rozwijanej listy automatycznie zatwierdzany jest formularz Form2.

Kolejną funkcją jaką pełni JavaScript w systemie jest wyświetlenie dodatkowych pól tekstowych w przypadku gdy użytkownik będzie chciał wpisać indywidualne parametry k i n, które mają być wykorzystane podczas obliczeń dla pliku. Zadanie to wykonuje się z wykorzystaniem funkcji pokaz(), która wywoływana jest 
w momencie zaznaczenia/odznaczenia kontrolki checkbox przez użytkownika 
(rys. 4.3.3.1).
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Rys.4.3.3.1 Efekt działania funkcji pokaz()

[image: image70.jpg]function pokaz (a) //zdefiniowanie funkei pokaz() o wymagane zmiennej a
{ //zmienna a to id danego pola dokumentu HTML
if (document.getElementByTId)
{
obj = document.getElementById(a) ;
if (obj.style.display ) //warunek gdy styl elementu HTML ma wartosé "none"
{obj.style.display B
else {obj.style.display = ;} //stylu CSS-displey przyjmuje wartosé "none"
}





Funkcja ta powoduje zmianę wartości stylu: display elementu
 <DIV></DIV> w dokumencie HTML.

Walidacja formularza oraz wyświetlenie komunikatu w przypadku nie wypełnienia wszystkich jego wymaganych pól w dokumentach HTML systemu, odbywa się za pomocą funkcji walidacja(). Funkcja ta wywoływana jest w momencie zatwierdzenia przez użytkownika wypełnionego formularza i sprawdza, czy każde 
z wymaganych pól jest wypełnione, jeżeli nie to zatrzymuje działanie formularza 
i wyświetla komunikat o błędzie w sposób przedstawiony w funkcji pokaz().

[image: image71.jpg]function walidacja(a) //zdefiniowanie funkeji walidacja() o wymaganej zmiennej a

{

if(a ==2 || a == 3) // warunek dla formularza Form3, dla baz danych do regresjia= 3
{
var d = true; // deklarac ja zmiennej d
var b = document. forms[a].length; //zzmienna b réwna liczbie elementéw w Form3
var ¢ = b-5; // zmienna ¢ zalezna od rodzaju bazy danych
if(a ==3) //warunek gdy wybrana baza danych przeznaczona jest do regresji
{c = b-3;}
for (var i=1; i<=c; i++)//petla for sprawdzajaca kolejno wartosci odpowiednich pdl Form3
{
if(!document.forms[a].elements[i].value) //gdy niepoprawne pole w Form3
{
obj = document.getElementById( Y // wyswietlenie bledu
obj.style.display = "";
d = false; // zatrzymanie formularza
}
else{};
}
return d; //zwracana jest wartos¢ true i formularz nie zostaje zatrzymany




Fragment funkcji walidacja() odpowiedzialny za sprawdzenie formularza „Form3”, 
w którym użytkownik powinien wpisać wszystkie cechy dla wybranej bazy danych.


Na stronie internetowej systemu umieszczono dla użytkownika niezbędne informacje  na temat poszczególnych jego opcji  w postaci pojawiających się ramek. Skrypt JavaScript, który do tego posłużył pochodzi od Dynamic Drive[26] i może być wykorzystywany za darmo. Efekt jego działania przedstawiony został na rys. 4.3.3.2.
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Rys.4.3.3.2 Efekt działania skryptu od Dynamic Drive

4.3.4 Perl - CGI
Język programowania Perl wraz z modułem CGI wykorzystany jest do tworzenia dynamicznych stron internetowych w zależności od wyborów użytkownika.

Podczas wyboru bazy danych za pośrednictwem interfejsu WWW, zatwierdzany zostaje formularz (Form2 lub Form4), który uruchamia skrypt napisany w języku 
Perl – wybor.pl wraz z przekazaniem do niego informacji zawierającej nazwę wybranej bazy danych.  Skrypt wybor.pl:

[image: image73.jpg]#!/usr/bin/per| -w

use strict;

use warnings;

use CGI; #przywotanie modutu C6T

use Wektordlabaz; #przywotanie modulu Wektordlabaz

my Scgi = new CGI; #utworzenie uchtwytu do klasy C6I
#wyswietlenie podstawowych nagtéwkéw HTML wraz ze sciezkami do stylu CSS oraz skrypty JavaScript
print $cgi->header ("text/html; charset=windows-1250");
print $cgi->start_html (-title=>"k-IN",
-author=>'D. Strzempa',
-style=>{-src=>'knn css.css'},
-script=>{-type=>'JAVASCRIPT',-src=>"javascript.js'});
my Snazwa_bazy = $cgi->param('nazwa'); #pobranie nazwy bazy danych
#warunek w przypadku gdy zostata wybrana baza danych przeznaczona do regresji
if ($nazwa_bazy eq ""){$nazwa bazy = $cgi->param('nazwal');}
if (!defined Snazwa bazy){ $nazwa bazy = "Iris";} #warunek dla domysinej bazy danych

my Shtm = Wektordlabaz->new () ;#utworzenie uchwytu do kasy Wektordlabaz
print Shtm->html (Snazwa_bazy) ; #wyswietlenie zwréconej wartosci z metody "html" klasy Wektordlabaz

print Scgi->end html (), #zakonczenie kodu HTML




Zadaniem skryptu wybór.pl  jest wyświetlenie strony w postaci kodu HTML odpowiedniego dla wybranej bazy danych oraz połączonego ze stylem knn_css.css 
i skryptem javascript.js. Jest to możliwe dzięki wykorzystaniu modułów CGI oraz utworzonego w tym celu modułu Wektordlabaz.pm. Moduł CGI w tym przypadku został wykorzystany do wyświetlenia w przeglądarce użytkownika całego  dokumentu HTML, w którym zawartość znacznika <body></body> to  wartość zmiennej $htm utworzonej przez metodę html klasy Wektordlabaz i której fragment jest nstępujący:

[image: image74.jpg]sub html {
my $self = shift;
my Snazwa_bazy = shift; #pobranie nazwy bazy danych
#Tu znajduje si¢ zmienne, tablic, funkcje oraz dane na temat baz wykorzystane
#przy tworzeniu calego kodu HTML(indywidualnego dla kazedej z baz) np:
#- utworzenie zmiennej z czescia kodu HTML dla cech bazy danych
my @8Tablica_cech; #deklaracja tablicy wykorzystane| do utworzenia zmiennej $kod_bazy_1
for ($i=1; $i<=$liczba_cech; §i++)
{my Scecha = "<tr> <td> $Nazwy_cech[($i-1)] </td><td>
<INPUT type=text name=Cecha $i size=8 maxlength=12>
</td></te>";
push @Tablica cech, $cecha;}
$kod bazy 1 = join("\n", @Tablica_cech); #zlaczenie tablicy
#- koricowe utworzenie zmiennej z kodem HTML z tablicy @Kody zawierajacej
#wszystkie elementy kodu dla danej bazy danych
my $caly kod bazy = join("", @Kody);
$self->{HTML} = $caly kod bazy;

return $self->{HTML}; #zwracana warto$é metody html (kod HTML dla danej bazy danych)



 

Metoda ta pobiera nazwę bazy danych ze skryptu wybor.pl, następnie na podstawie zawartych w niej informacji na temat każdej z baz danych tworzony jest kod HTML indywidualny dla określonej bazy, który zostaje zwrócony jako wartość zmiennej $caly_cod_bazy.
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Rys.4.3.4.1 Efekt działania skryptu wybor.pl wraz z klasą Wektordlabaz

4.4 Wewnętrzne działanie programu – algorytm k-NN


Wewnętrzne działanie programu zostało w całości napisane z wykorzystaniem  języka programowania Perl, którego kod źródłowy został podzielony na trzy części pełniące określone funkcje. Dzięki temu podziałowi oraz możliwości obiektowego programowania program został zbudowany z klas i metod odpowiadających poszczególnym elementom systemu.  

Pliki wykorzystywane przy poszczególnych częściach systemu są następujące:

· obliczenia dla pliku: plik.pl, Plik.pm, Kroswalidacja.pm, Bazy.pm, Pidzial.pm Obliczenia.pm, Klasy.pm,

· obliczenia dla wektora: wektor.pl, Wektor.pm, Bazy.pm, Obliczenia.pm, Podzial.pm, Klasy.pm,

· zapytanie do bazy danych: zapytanie.pl.

4.4.1 Obliczenia dla pliku


Działanie tej części systemu opiera się na danych wprowadzonych przez użytkownika do formularza HTML – Form1 uruchamiającego skrypt plik.pl. Skrypt pobiera te dane i przypisuje je do określonych zmiennych, po czym są one przetwarzane. Następnie w skrypcie zostają wywołane po kolei metody kros oraz baza znajdujące się w klasie Plik. 

Na podstawie danych zwróconych z metody baza generowany jest dokument HTML w podobny sposób jak we wcześniej opisanym skrypcie wybór.pl. Dokument ten przedstawia użytkownikowi stronę z wynikami wykonanych obliczeń na wcześniej wprowadzonych przez niego danych (wyniki można również pobrać w postaci pliku tekstowego). Przykłady prezentacji wyników przedstawiono na rysunku 4.4.1.1.
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Rys.4.4.1.1 Efekt działania skryptu plik.pl

Metoda kros klasy Plik odpowiedzialna jest za pobranie i zapisanie na serwerze wskazanego przez użytkownika w formularzu pliku tekstowego z nową bazą danych, na której ma zostać przeprowadzony test 10-krotnej kroswalidacji przy klasyfikacji bądź regresji. Aby bezbłędnie zapisać plik na serwerze wykonuje się kolejno następujące czynności:

· utworzenie katalogu na serwerze, w którym ma zostać zapisany nowy plik,

· utworzenie nowej nazwy pliku składającej się z czasu powstania, losowej liczby oraz nazwy pliku użytkownika dla zapewnienia mu niepowtarzalnej nazwy $plik_bazy,

· sprawdzenie rozmiaru pliku - czy mieści się on w przedziale od 50kb do 1Mb. Jeżeli tak to jest on zapisywany do zmiennej $rozmiar_pliku, jeżeli nie to wówczas zostaje wyświetlony komunikat z informacją, że plik jest za mały, bądź za duży

[image: image77.jpg]read $plik, Srozmiar pliku, (1024 * 1001); # odczytanie tylko IMb i 1B danych
my Sdlugosc pliku = length(Srozmiar pliku); # rozmiar pobranego pliku
# jezeli rozmiar pliku jest wigkszy niz 1MB lub mniejszy od 50 kb wyswietlenie komunikatu
# oraz przerwanie dziatania progr.
if ($dlugosc_pliku > (1024 * 1000))
{$5elf->{KROS} = "<hl><center>Plik jest zbyt duzy,
maksymalnie 1Mb.</hl></center>";
return $self->{KROS}; exit;}
if ($dlugosc_pliku < 50
{$5elf->{KROS} = "<hl><center>Plik jest zbyt maly
lub plik zostal nie zaladowany
</hl></center>";
return $self->{KROS}; exit;}




· przetworzenie danych z pliku tak, by nadawały się one do stworzenia z nich bazy danych (zamiana spacji na przecinki oraz usunięcie pustych wierszy 
z początku i z końca pliku, jeśli takie wystąpiły),

· utworzenie na serwerze pliku z danymi - zmienna $rozmiar_pliku
[image: image78.jpg]open SF,">$plik bazy";
print SF $rozmiar pliku;

close SF;





Zadaniem metody baza klasy Plik jest utworzenie nowej tablicy w bazie danych cross, znajdującej się na serwerze bazodanowym MySQL, która będzie odpowiadała danym z pliku użytkownika oraz wywołanie metody kros klasy Kroswalidacja, która przebiega w następujący sposób:

· połączenie się do bazy danych cross z wykorzystaniem modułu DBI:mysql,
· przygotowanie oraz wykonanie zapytań SQL:

· CREATE tworzącego nową tablicę o nazwie utworzonego wcześniej pliku,

· LOAD DATA LOCAL INFILE importującego dane z pliku do tablicy

[image: image79.jpg]#tablica z czesciami zapytania MySQL:

@Select = ("LOAD DATA LOCAL INFILE \'$plik bazy\'INTO TABLE $nazwa_bazy
FIELDS TERMINATED BY \',\'LINES TERMINATED BY \'\\n\' \ (")}

BF = (); for(...){}; $f = join("", EF) ;#utworzenie kolejno nazw kolumn z tablicy}

push @Select, $f; #dodanie nazw kolumn z tablicy do zapytania
$koniec_select = 'class );'; #deklaracja korica zapytania
push @Select, $koniec_select; #dodanie zakoriczenia zapytania

Szapytanie = join("", @Select); #Hutworzenie zapytania z tablicy @Select




· przerwanie połączenia z bazą danych,

· wywołanie metody kros klasy Kroswalidacja
[image: image80.jpg]my $kro = Kroswalidacja->new($nazwa bazy, $waga, $self->{NAZWA});
my $tabela = $kro->kros(@{$self->{K N}});





W  metodzie kros klasy Kroswalidacja wykonuje się testowanie klasyfikacji lub regresji algorytmem k-NN lub ważonym k-NN przy zastosowaniu 10-krotnej kroswalidacji na utworzonej bazie danych metodą baza klasy Plik. W zależności od tego, czy będzie wykonywana klasyfikacja czy regresja niektóre zmienne w metodzie przyjmują różne wartości. Ponadto dokonywane jest tutaj także wywołanie metod takich klas jak: Bazy, Podzial, Obliczenia, Klasy.

 Przebieg metody kros:

· wywołanie metody db klasy Bazy  (tworzącą tablicę z bazy danych - opisanej 
w dalszej części tego punktu)

[image: image81.jpg]my S5baz = Bazy->new()
# utworzenie tablicy z wartoéci zwréconej z metody db klasy Bazy
my@T losowes=Sbaz->db($self->{NAZWA_BAZY},5self->{WYBRANA WAGA},Swektor);




· pobranie danych na temat bazy danych z metod dn_ind_baz 
i dn_ind_baz_org_klasy klasy Bazy,
· wywołanie metody podz klasy Podzial  (dzieli tablicę danych na 10 tablic treningowych i 10 testowych – opisana również w dalszej części tego punktu)

[image: image82.jpg]my Spod = Podzial->new($max_row);
# podziat tablicy z danymi na bazy przystosowane do 10-krotnej kroswalidac i
Spod->podz (BT losowe) ;




· kroswalidacja – jej działanie opisane zostanie w dalszej części pracy,

· utworzenie zmiennej $tabela, której wartość jest fragmentem kodu HTML zawierającego tabelę z wynikami 10-krotnej kroswalidacji oraz utworzenie pliku tekstowego na serwerze z tymi samymi wynikami (plik udostępniony do pobrania ze strony WWW),

Kolejną opisywaną metodą jest db klasy Bazy mająca na celu utworzenie losowo ułożonej dwuwymiarowej tablicy @T_losowe, która będzie odpowiadała wartościom 
z  bazy danych znajdującej się w bazie MySQL – cross, i której celem jest również wyciągnięcie indywidualnych danych na temat określonej bazy potrzebnych przy kroswalidacji. Wykonywane są w niej kolejno instrukcje:

· połączenie się do bazy danych cross z wykorzystaniem modułu DBI:mysql,

· przygotowanie oraz wykonanie zapytań SQL – SELECT w celu wyciągnięcia danych określonej bazy takich jak:

· liczba kolumn bez kolumny class (liczba cech),

· liczba wierszy (rekordów),

· rodzaje występujących klas w przypadku klasyfikacji

[image: image83.jpg]# przygotowanie zapytania SQL by wyciagna¢ niepowtarzajace si¢ wartosci klas dla klasyfikac ji
$sth = $dbh->prepare (qq{ SELECT DISTINCT class
FROM $nazwa _bazy order by class 1});
$sth->execute() ; #wykonanie zapytania
while (8Klasy = $sth->fetchrow_array) #zapisanie klas do tablicy @org_klasy
{push (@org_klasy,®Klasy);}




· wszystkich danych określonej bazy tworząc dwuwymiarową tablicę @t
[image: image84.jpg]Ssth = Sdbh->prepare (qq{ $zapytanie });

$sth->execute() ;

while (Barray table = $sth->fetchrow_array)
{push (@t, [Barray tablel]);}




· w przypadku gdy metoda nie została wywołana z klasy Wektor - przygotowanie oraz wykonanie zapytania SQL usuwającego dane z bazy MySQL dotyczącego pliku załadowanego przez użytkownika,

· przerwanie połączenia z bazą danych,

· utworzenie tablicy @T_losowe z losowo ułożonymi wierszami tablicy @t
[image: image85.jpg]my $losowa_pomniejszona = $max_row-1;
# petla do momentu az nie zostanie przyporzadkowany ostatni wiersz

for ($51=0; $i<=($max_row)-1; §i++)

{$random = int rand $losowa_pomniejszona; #losowanie numeru wiersza
$T losowe[$i] = St[Srandom] ;#dopisanie wylosowanego wiersza do tablicy @T_losowe
splice @t, $random, 1; Husuniecie wylosowanego wiersza z tablicy @t

$losowa_pomniejszona--;} #zmienjesze liczby z ktérej losowany jest kolejny wiersz





Metoda podz klasy Podzial odpowiedzialna jest za utworzenie 20 tabel podzielonych na wzajemnie ze sobą powiązane pary tabel (dziesięć par) zawierających odpowiednio 10% i 90 % przykładów z tablicy utworzonej metodą db klasy Bazy. Tablice te wykorzystywane są przy kroswalidacji pełniąc rolę baz treningowych oraz testowych. Działanie metody podz:

· wyliczenie wartości zmiennych niezbędnych przy dokonaniu podziału,

· utworzenie 10 par tablic, fragment kodu:

[image: image86.jpg]#petle tworzace pierwsza pare tablic treningowych i testowych
for ($1=0; $i<Ssuma_kazdej_poprzedniei[0]; $i++)
{ push @al, $T losowe[$i]; }
for ($i=$suma_kazdej_poprzednie’[0]; $i<$max_row; $i++)
{ push @bl, $T losowe[$i];}
#petle tworzace druga pare tablic treningowych i testowych (powtarzane do momentu uzyskania 10 par tablic)
for ($i=$suma_kazde’ poprzedniei[0];$i<$suma_kazdej poprzedniei[1]; $i++)
{ push @a2, $T losowe[$il; }
for ($1=0; $i<Ssuma_kazdej_poprzedniei[0]; $i++)
{ push @b2, $T losowe[$il; }
for ($i=$suma_kazdej_poprzednie’[l]; $i<$max_row; $i++)
{ push @b2, ST losowe[$i];}




Kroswalidacja


Fragment metody kros klasy Kroswalidacja odpowiedzialny jest za przeprowadzenie testu 10-krotnej kroswalidacji na bazie danych wprowadzonej przez użytkownika dla każdej możliwej kombinacji parametrów n i k (domyślnych lub wprowadzonych przez użytkownika), jak również odpowiada za zgromadzenie wyników dla tych kombinacji, przedstawianych użytkownikowi na stronie z wynikami. Przebieg metody kros klasy Kroswalidacja:
· deklaracja zmiennych ogólnych oraz indywidualnych w przypadku klasyfikacji lub regresji,

· utworzenie struktury pętli odpowiedzialnej za test 10-krotnej kroswalidacji przy kombinacji parametrów k i n

[image: image87.jpg]for ($5p=0; Sp<=5#P; Sp++) #petla dla wartosci poteg (n)
{
for ($n=0; $n<=5#N; Sn++) #petla dla wartosci liczby sasiadéw (k)
{
for (5c=0; Sc<=5#C; Sc++)#petla dla kroswalidacji (10 réznych par baz danych
{ # treningowych i testowych
for (57 = 0; $3<=5#t2; $j++) #Hpetlawykonywana przy predykcji dla
s e ) #poszczegdlnych wierszy z bazy testowej

128




Opis struktury pętli:

a) Pętla dla wartości potęg (n)

· wykonanie pętli  dla wartości liczby sąsiadów (k)

b) Pętla dla wartości liczby sąsiadów (k) 

· zerowanie zmiennych niezbędnych do wykonania poprawnych obliczeń, których efekt to wyniki dla poszczególnych kombinacji parametrów,

· wykonanie pętli dla kroswalidacji,

· uśrednienie wcześniejszych wyników dla danych parametrów n i k,

· obliczenie procentowego odchylenia standardowego poprawności klasyfikacji,

· utworzenie tablicy, której indeksy to sformatowany wiersz tekstu z parametrami oraz wynikami przy nich uzyskanymi - tablica ta jest inna dla klasyfikacji i inna dla regresji

[image: image88.jpg]# tablica w przypadku klasyfikacji #
if ($5elf->{WYBRANA WAGA} eq "no" || $self->{WYBRANA WAGA} eq "yes")
{# $okres zmienna o wartosci wiersza z parametrami oraz uzyskanymi dla niej wynikami
my Sokres = sprintf ('%10.2f %10.0f %18.4f %20.4f', $fll, $fl2,
$odchylenie_poprawnosci ,$sredni_procent);

push @Results_plus_sredniprocent, Sokres;} #dopisanie zmiennej do tablicy




c) Pętla dla kroswalidacji (10 różnych par baz danych treningowych i testowych)

· przypisanie odpowiedniej pary baz danych utworzonych w metodzie podz klasy Podzial,
· niezbędne zerowanie zmiennych,

· wywołanie metody oblicz klasy Obliczenia w celu wykonania standaryzacji danych bazy treningowej @t,
· wykonanie się pętli ($j),

· uśrednienie uzyskanych wyników dla wszystkich par baz danych.

d) Pętla wykonywana przy predykcji dla poszczególnych wierszy z bazy testowej ($j)

· wykonanie standaryzacji pojedynczego wiersza bazy testowej przy użyciu metody f  klasy Obliczenia,

· obliczenie odległości wektora bazy testowej od wektorów bazy treningowej przy użyciu metody wyniki klasy Obliczenia,
· posortowanie kluczy tablicy asocjacyjnej %hash do tablicy @sorted według wartości od najmniejszej do największej, gdzie klucz %hash to  numer wiersza ($row), a wartość to odległość dla danego numeru wiersza

[image: image89.jpg]my @sorted = sort { $hash{$a} <=> S$hash{$b} } keys %hash;




· z wykorzystaniem metod: klas_1, klas_2, wart_ciagle klasy Klasy dokonuje się predykcja klasy (klasyfikacja) lub wartości ciągłej (regresja) danego wiersza bazy testowej  - szerzej metody te zostaną opisane w dalszej części tego punktu,
· obliczenie wyników dla wszystkich wektorów z bazy testowej (uśrednionego procenta poprawności klasyfikacji, uśrednionego błędu regresji, uśrednionego procentowego błędu regresji).

	Błąd = 
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	(4.4.1.1)

	Błąd – obliczana różnica WP i WRZ w przypadku regresji
WP – wartość przewidziana dla danego przypadku

WRZ – wartość rzeczywista danego przypadku 
	


Jedną z metod wykorzystanych przy kroswalidacji jest metoda oblicz klasy Obliczenia zbudowanej na pętli while. Zadaniem tej metody jest wykonanie standaryzacji tablicy zawierającej zbiór danych treningowych zgodnie ze wzorem 3.3.2.1. Fragment metody oblicz:

[image: image91.jpg]while($col < ($self->{LICZBA_KOLUMN_ BEZ_KOLUMNY CLASS}))
{# - niezbedne zerowanie zmiennych, obliczenie sumy i éredniej dla wszystkich wartosci okreslonej kolumny,
# obliczenie sumy((xsr-x)"2) oraz obliczenie odchylenia standardowego dla danej kolumny.

if ($odch == 0){$row = 0; # w przypadku odchylenia = 0,
while ($row <=$#t){sx = $t[$row][Scoll; # obliczenie zestandaryzowanych wartosci
push @tablexs, $x; ++5row;}}
else{$row = 0; while($row <=5#t) # w przypadku odchylenia réznego od O
{5x = Stlsrow]l[$coll; Sxs = ($x-Sxsr)/sodch; # obliczenie zestandaryzowanych wartoéci

push Gtablexs, $xs; ++Srow;}}
Swxs[$col] = [Btablexs]; # utworzenie zestandaryzowanej dwuwymiarower tablicy
++5c0l;}




Kolejną z metod wykorzystanych przy kroswalidacji jest wyniki klasy Obliczenia, która oblicza odległości między wektorem z bazy testowej a wektorami z bazy treningowej. Obliczenia te dokonywane są przy użyciu metryki odległości Minkowskiego opisanej w punkcie 3.3.1 oraz zwracane w tablicy @wyniki.

Fragment metody wyniki:

[image: image92.jpg]while ($row <=$hash t) #wykonuje sie tyle razy ile jest wierszy w tablicy treningowe;
{for (5i=0,50bl=0;5i<=5#f-1;51i++) #wykonuje sie tyle razy ile jest kolumn
{Sobl+=(abs (5f[$1i]-Swxs[$1i][Srow]))**$fll;} Hobliczenie odlegtosci
my Spierwiastek_z_obl = $obl ** (1/$fl1l);
push @wyniki, Srow; push @wyniki, $pierwiastek z_obl; ++$row;}




Predykcja


Za predykcję wartości klasy w przypadku klasyfikacji lub wartości ciągłej 
w przypadku regresji odpowiedzialne są trzy metody: klas_1, klas_2, wart_ciagle klasy Klasy. W zależności od wybranych przez użytkownika opcji wykonywane są odpowiednie dla nich metody. W przypadku wyboru klasyfikacji i  k-NN wykonuje się metoda klas_1, dla klasyfikacji i ważony k-NN – klas_2 oraz w przypadku regresji wykonuje się metoda wart_ciagle.


Metoda klas_1 ma za zadanie policzyć ilość w jakiej wystąpiła dana klasa wśród wektorów bazy treningowej znajdujących się najbliżej (najbliżsi sąsiedzi) wektora, dla którego jest dokonywana predykcja. Przebieg tej metody jest następujący:

· stworzenie tablicy, której indeksy to na przemian: wartość klasy oraz ilość jej wystąpienia wśród k-sąsiadów,

· utworzenie z tej tablicy posortowanej tablicy asocjacyjnej, tak by wartość jego zerowego indeksu odpowiadała klasie, która wystąpiła najwięcej razy,

[image: image93.jpg]@sorted klas=sort{$hash klas{$b}<=>3hash klas{$a}}keysthash klas;




· predykcja klasy dla danego wektora równa zerowemu indeksowi

[image: image94.jpg]$klas = $sorted klas[O0];




Metoda klas_2 przewiduje klasę dla danego wektora na podstawie ważonego k-NN.

· policzenie ilości w jakiej wystąpiła dana klasa wśród k-najbliższych sąsiadów, podobnie jak w metodzie klas_1,

· pobranie oraz przeliczenie odległości k-najbliższych sąsiadów na podstawie wzoru 4.4.1.2
	Odległość =
[image: image95.wmf](
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	(4.4.1.2)


[image: image96.jpg]for (5i=0;5i<Sknn; Si++)
{
if (defined($Klasa_plus_numer class[$k][$5i])) #qdy istnieje odleglosé
# przeliczenie oraz dopisanie do tablicy @odleglosci2 odleglosci
{$odleglosc = 2% (- (0.2*% (Shash{"$wartosc_sorted czyli_row"})));
push @odleglosci2, $odleglosc;
$tablica klasy plus odleglosci[$k] = [@odleglosci2]; 1}




· zsumowanie przeliczonych wartości dla każdej z klas oraz przypisanie wartości sumy do zmiennej $waga będącej wagą danej klasy,

· stworzenie tablicy, której indeksy przyjmują na przemian wartości: klasy oraz wagi danej klasy,

· utworzenie z tej tablicy posortowanej tablicy asocjacyjnej, tak by wartość jego zerowego indeksu odpowiadała klasie, której waga przyjmuje jak największą wartość 

[image: image97.jpg]@sorted klas=sort{$Hash orginalne plus_wagi{$b}<=>

$Hash orginalne plus wagi{$a} keys %Hash orginalne plus wagi;




· predykcja klasy dla danego wektora równa zerowemu indeksowi.

Metoda wart_ciagle odpowiedzialna jest za predykcję wartości ciągłej 
z wykorzystaniem algorytmu k-NN przy regresji. Obliczenie tej wartości odbywa się na podstawie wzoru 4.4.1.3.
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	(4.4.1.3)

	i- liczba najbliższych sąsiadów

Wx – przewidywana wartość ciągła

Wi – wartość ciągła wektora z bazy treningowej

d(x,i)-odległość pomiędzy nowym wektorem a wektorem z bazy treningowej
	


[image: image99.jpg]for (5i=0;5i<Sknn; $i++) # $knn = iloéé najblizszych sasiadéw
{$wartosc_sorted czyli_row = §sorted[5i]; # kolejno wiersze najblizszych sasiadéw
# wyciagniecie odlegtosci z hasha zgodnie z numerem wiersza:
sodleglosc = $hash{"$wartosc_sorted_czyli_row"};
# obliczenie sumy iloczynu klasy i przeliczone| odlegtoici danego wektora i wektora treningowego
$suma_wartosci_ciaglych i_odl += ($Sclass[$i] * (2%*(-(0.2%$odleglosc))))
$suma_odl_ciaglych = $suma_odl_ciaglych + (2%%(-(0.2%50dleglosc))) )}
# obliczenie wartosci przewidywane j:

$klas = Ssuma wartosci_ciaglych i_odl/$suma_odl ciaglych;




4.4.2 Obliczenia dla wektora


Kolejna część systemu - obliczenia dla wektora - oparta jest na bazach danych znajdujących się w systemie  (opisane zostaną w rozdziale 5) oraz na nowym wektorze wprowadzonym przez użytkownika do systemu poprzez formularz HTML – Form3 uruchamiającegy skrypt wektor.pl. 
Skrypt ten działa na podobnej zasadzie do skryptu plik.pl opisanego 
w punkcie 4.4.1. Dane z formularza zostają pobrane i przetworzone, wywołana zostaje metoda kros znajdująca się w klasie Wektor zwracająca przewidywaną wartość 
i następnie generowany jest dokument HTML przedstawiający użytkownikowi daną wartość. Efekt działania tej części systemu przedstawiony jest na rysunku 4.4.2.1.

[image: image100.jpg]ke SIS

SYSTEM INTERNETOWY PRZEZNACZONY DO KLASYFIKACJI DANYCH

POLITECHNIKA SLASKA
Materialowe i Metalurgii
i Inzynieria Produkcii

Baza danych:
Iris

Klasyfikacia
K-NN

Parametry:
ki 16;
n 2

Dla danego wektora:

Przewidziana Klasa :

Sepal-length = 6.9
Sepal-width = 3.1
Petal-length = 4.9
Petal-width = 1.5

2

SIS ST

SYSTEM INTERNETOWY PRZEZNACZONY DO KLASYFIKACJI DANYCH

POLITECHNIKA SLASKA
Materialowe; i Metalurgii
i Inzynieria Produkci

Baza danych:
Stal 31Mn4
Regresia
Parametry:

B
(B BR

Dla danego wektora:

Przewidziana wartos¢ :

btm_FeSi = 2.222
btm_SiC = 1.111
cast_FeSi = 1.368
cast_FeSiMn = 0
cast_SiC =0

3.5860





Rys.4.4.2.1 Efekt działania skryptu wektor.pl


Metoda kros klasy Wektor odpowiedzialna jest za predykcję klasy (klasyfikacja) lub wartości ciągłej (regresja) nowego wektora (cechy wcześniej wybranej bazy danych) wprowadzonego przez użytkownika. Do obliczenia przewidywanej wartości wykorzystuje się  wcześniej wyznaczone parametry k i n, dla których podczas testu 
10-krotnej kroswalidacji uzyskiwane były najlepsze wyniki. W metodzie tej kolejno wykonywane są następujące elementy:

· utworzenie losowo ułożonej dwuwymiarowej tablicy @T_losowe, poprzez wywołanie metody db klasy Bazy opisanej w punkcie 4.4.1,
· pobranie danych na temat bazy danych z metod dn_ind_baz 
i dn_ind_baz_org_klasy klasy Bazy,
· określenie parametrów k i n dla wybranej bazy danych np.:
[image: image101.jpg]elsif ($self->{NAZWA BAZY} eq "iris") { $fll = 4; $fl2 = 13;}




· standaryzacja danych z wybranej bazy danych z wykorzystaniem metody oblicz klasy Obliczenia również opisanej w punkcie 4.4.1,
· wykonanie standaryzacji nowo wprowadzonego przez użytkownika wektora przy użyciu metody f  klasy Obliczenia,

· z wykorzystaniem metod: klas_1, klas_2, wart_ciagle klasy Klasy dokonuje się predykcja klasy (klasyfikacja) lub wartości ciągłej (regresja) danego wektora - metody te opisane zostały w punkcie 4.4.1

[image: image102.jpg]if (5self->{WYBRANA WAGA} eq "no") #dla klasyfikaciji i algorytmu k-NN
{Sklas = $kl->klas_1():}

elsif ($self->{WYBRANA WAGA} eq "yes")#Hdlaklasyfikacjii algorytmu wazony k-NN
{Sklas = $kl->klas_2(%hash); }

elsif ($self->{WYBRANA WAGA} eq "ciagla™) #dla regresji
{$klas = Skl->wart ciagle (3hash);}




4.4.3 Zapytanie do bazy danych

Część systemu - zapytanie do bazy danych to efekt działania formularza 
HTML – Form5 za pośrednictwem którego użytkownik ma możliwość wykonania zapytania SQL do wybranej bazy danych. 

Form5 uruchamia skrypt zapytanie.pl, który jest odpowiedzialny za wykonanie zapytania SQL na bazie danych MySQL – cross. Poza tym odpowiada on również za przetworzenie zwróconych wyników do postaci kodu HTML generując tym samym stronę dla użytkownika wyświetlającą te wyniki oraz umożliwia mu wykonanie na tej stronie już nowego zapytania. 
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Rys.4.4.3.1 Efekt działania skryptu zapytanie.pl
Kolejno wykonywane elementy skryptu zapytanie.pl:
· wykorzystanie modułu CGI dla wygenerowania dokumentu HTML na takiej samej zasadzie jak w  skryptach wybor.pl, plik.pl, wektor.pl,

· deklaracja zmiennych niezbędnych dla poprawnego wyświetlania dynamicznego dokument HTML,

· przygotowanie zapytania SQL opartego na danych wprowadzonych przez użytkownika

[image: image104.jpg]#Hztaczenie wartosci kilku zmiennych w jedna w celu utworzenia petnego zapytania SQL

$zapytanie glowne=$select.$zapytaniel.$from."$nazwa ".$zapytanie2;




· połączenie się do bazy danych MySQL – cross dzięki modułowi DBI,
· wykonanie przygotowanego wcześniej zapytania i zapisanie zwróconych wartości do dwuwymiarowej tablicy @Wyniki_zapytania
[image: image105.jpg]#Hwykorzystanie metody fetchrow_array modulu DBI dla zapisania wynikéw zapytania
while (Barray table = $sth->fetchrow_array)
{push (@Wynik_zapytania ,[@array_tablel);}




· w przypadku niepoprawnego zapytania wyświetlenie komunikatu o błędzie 
w zapytaniu,

· przygotowanie zmiennej zawierającej tabelę HTML z wynikami zapytania

[image: image106.jpg]for (53=0;351<=3000; 57++)
{ #zakonczenie petli gdy kolejny indeks tablicy nie istnieje:
if (!defined $Wynik zapytanial[$j][0]){last;}
push @wydruk2, "<tr>"; #dopisanie fragmentu kodu HTML
for (51=0;51<=3000;51i++)
{ #zakonczenie petli gdy kolejny indeks tablicy nie istnieje:
if (!defined $Wynik_zapytanial[$j][$i]) {last;}
push @wydruk2,"<td class=\"borderd\">snbsp;";
# dopisanie wartosci zwréconych wynikéw z zapytania odpowiedniej dla danej komérki tabeli
push @wydruk2, SWynik zapytania[$3]1[$i];

push @wydruk2,"&nbsp;</td>";} #dopisanie fragmentu kodu HTML
push @wydruk2, "</tr>";}

#zbaczenie tabeli z kodem HTML w jedna zmienna zawierajaca cata tabele z wynikami
my $skalar wydruk 2 = join("", @wydruk2 );




5. ANALIZA WYNIKÓW – BAZY DANYCH
Rozdział ten zawiera opis baz danych (opisujących zagadnienie klasyfikacji lub regresji), na których opiera się działanie jednej z części systemu. Również w rozdziale tym przedstawione zostały wyniki z przeprowadzonych na tych bazach danych testów 10-krotnej kroswalidacji.

Bazy danych


Dane, na których opiera się działanie jednej z części systemu można podzielić na dwie grupy:

· Opisujące zagadnienie klasyfikacji,

· Opisujące zagadnienie regresji.

Dane znajdujące się w grupie opisującej zagadnienie klasyfikacji to popularne bazy danych pobrane z UCI Machine Learning Repository [22]. Natomiast dane będące w grupie opisującej zagadnienie regresji to bazy danych utworzone w trakcie procesu metalurgicznego i pobrane z ICAISC (International Conference on Artificial Intelligence and Soft Computin) [23].

	Klasyfikacja
	Regresja

	· Iris

· Breast

· Append

· Diabetes

· Ionosphere

· Thyroid


	· stal 31Mn4 (Si)

· stal 31Mn4 (Mn)

· stal BSt500S (Si)

· stal BSt500S (Mn)

· stal RB500W(Si)

· stal RB500W(Mn)


Tabela.5.1 Podział baz danych ze względu na opisujące przez nie zagadnienie

Na wszystkich powyższych bazach danych zostały przeprowadzone testy 
10-krotnej kroswalidacji. Ich celem było przetestowanie systemu sprawdzając jego możliwości dla klasyfikacji lub regresji oraz wyznaczenie dla każdej bazy danych znajdującej się w systemie takich parametrów k i n (n-wykładnik w metryce odległości, k-liczba najbliższych sąsiadów), przy których uzyskiwane są najlepsze wyniki. Wybrane parametry zostały zastosowane podczas przewidywania klasy/wartości ciągłej dla nowych przypadków baz danych w części - obliczenia dla wektora stworzonego systemu.


Dla wszystkich baz danych zostały wykonane trójwymiarowe wykresy na podstawie uzyskanych wyników z klasyfikacji lub regresji algorytmem k-NN w celu zobrazowania zależności parametrów k i n w stosunku do uzyskanej procentowej poprawności lub procentowego błędu przewidywanych wartości. Wszystkie wykresy zostały wykonane przy użyciu programu MATLAB oraz jego funkcji surf, 
z wykorzystaniem trzech plików wcześniej przygotowanych skryptem napisanym 
w języku Perl.


Przedstawione w tym rozdziale wyniki są częściowe tzn. wybrano tylko te parametry, dla których uzyskano najlepsze rezultaty, natomiast pełne wyniki można pobrać pod adresem systemu: http://knn.freehostia.com. Dla porównania przedstawiono również wyniki uzyskane dla określonych baz danych przy użyciu innych metod, których wyniki zostały znalezione w internecie [27],[28],[29]. 
5.1 Bazy danych opisujące zagadnienie klasyfikacji

Nazwa bazy danych: Iris


Iris to kwiatowa baza danych, której twórcą jest R.A. Fisher. 
To prawdopodobnie najbardziej znana baza, jaką można znaleźć w literaturze poświęconej klasyfikacji, gdyż dokument R.A Fishera jest klasykiem w tej dziedzinie. Baza danych zawiera 3 klasy po 50 przykładów, gdzie każda klasa odnosi się do jednego typu kwiatu irys.

	Liczba cech:
	4

	Liczba przykładów: 
	150

	Klasa:
	Nieciągła   1, 2, 3  

1 - Iris Setosa 

2 - Iris Versicolour 

3 - Iris Virginica

	Rozkład klas:
	33.3% dla każdej z klas


Wszystkie cechy bazy danych Iris przyjmują wartości ciągłe, a ich jednostką jest centymetr. Cechy te są następujące: sepal-length, sepal-width, setal-length, setal-width.

Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	3.84
	13
	4.47
	96.67

	3.84
	14
	4.47
	96.67

	3.84
	12
	4.42
	96

	0.96
	13
	3.27
	96

	1.92
	11
	4.42
	96

	Ważony k-NN

	1.92
	12
	4.47
	96.67

	1.92
	13
	4.47
	96.67

	1.92
	14
	4.47
	96.67

	3.84
	13
	4.47
	96.67

	3.84
	20
	4.47
	96.67


Tabela.5.1.1 Wyniki klasyfikacji dla bazy danych Iris – system


Na podstawie powyższych wyników można stwierdzić, iż najlepsze rezultaty przy klasyfikacji algorytmem k-NN dla danej bazy danych uzyskiwane są przy parametrach k=13,14 i n=3.84. Dla tych parametrów średni uzyskany procent poprawności wyniósł 96.67%, co w porównaniu z innymi metodami (tabela 5.1.2) jest bardzo dobrym wynikiem. W przypadku klasyfikacji algorytmem ważony k-NN uzyskany został taki sam najlepszy średni procent poprawności, jednak udało się go osiągnąć dla większej liczby kombinacji k i n (tabela 5.1.1) zatem dla bazy Iris jest lepszym rozwiązaniem stosowanie klasyfikatora opartego na algorytmie – ważony 
k-NN.
	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k =12
	96.77
	10-krotna kroswalidacja
	Własne

	Bayes
	97.33
	Leave-one-out
	[27]

	NEFCLASS
	96.67
	
	

	trainable Fuzzy system 

(Nozaki, et al.)
	96
	
	


Tabela.5.1.2 Wyniki klasyfikacji dla bazy danych Iris – źródło internetowe
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Rys.5.1.1 Wizualizacja wyników testu na bazie danych Iris
Na wykresie (rys. 5.1.1) przedstawiono wpływ dwóch parametrów: n i k na uśredniony procent poprawności przyporządkowania przykładów do poprawnej klasy. Najwyższą poprawność można zauważyć dla  =12-14 i n =3.84-7.68, natomiast 
w przypadku zmniejszania (k<12) i zwiększania (k>14) wartości parametru k poprawność ta maleje.
Nazwa bazy danych: Breast


Baza danych na temat przypadków klinicznych raka piersi utworzona 
w University of Wisconsin Hospitals, Madison przez Dr. William H Wolberga.

	Liczba cech:
	9

	Liczba przykładów: 
	699

	Klasa:
	Nieciągła     0, 1  (0 - Łagodny , 1 - Złośliwy )

	Rozkład klas:
	0 - 19,81%, 1 - 80,19% 


Wszystkie cechy bazy danych Breast (tabela 5.1.3) przyjmują wartości nieciągłe.
	Cecha
	Przyjmowana wartość

	Clump Thickness
	1
	6

	Uniformity of Cell Size
	1
	3.7

	Uniformity of Cell Shape
	1
	3.7

	Marginal Adhesion
	1
	3.7

	Single Epithelial Cell Size
	1
	2.8

	Bare Nuclei
	1
	3.7

	Bland Chromatin
	1
	3.7

	Normal Nucleoli
	1
	2.8

	Mitoses
	1
	9


Tabela.5.1.3 Cechy dla bazy danych Breast
Wyniki:

	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	3.84
	3
	1.25
	97.42

	3.84
	4
	1.25
	97.42

	7.68
	3
	1.25
	97.42

	7.68
	4
	1.25
	97.42

	0.03
	3
	1.36
	97.28

	Ważony k-NN

	3.84
	3
	1.86
	97.29

	7.68
	3
	1.86
	97.29

	0.03
	3
	1.81
	97.14

	0.06
	3
	1.81
	97.14

	0.12
	3
	1.69
	97.14


Tabela.5.1.4 Wyniki klasyfikacji dla bazy danych Breast – system

Dla bazy danych Breast najlepsze wyniki uzyskiwane są przy k=3,4 zarówno 
w przypadku algorytmu k-NN, jak i algorytmu ważony k-NN. W tym przypadku bardziej wyróżnia się algorytm k-NN, gdyż uzyskany średni procent poprawności przy k=3,4 i n=3.84-7.68 jest równy 97.42% i jest on lepszy niż w przypadku ważonego 
k-NN. Porównując z innymi metodami (tabela 5.1.5) rezultat ten jest najlepszy i można w tym przypadku zauważyć, iż wykładnik miary odległości ma znaczenie dla klasyfikatora.
	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k =3,4
	97.42
	10-krotna kroswalidacja
	Własne

	C4.5
	94.7
	
	[28], [29]

	LVQ
	96.6
	
	

	FDA
	96.7
	
	

	SSV
	96.3
	
	

	CART
	93.5
	
	

	LDA
	96.0
	
	


Tabela.5.1.5 Wyniki klasyfikacji dla bazy danych Breast – źródło internetowe
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Rys.5.1.2 Wizualizacja wyników testu na bazie danych Breast
Na wykresie (rys. 5.1.2) dla klasyfikacji przy algorytmie k-NN bazy Breast widać, iż współczynnik n ma tylko minimalne znaczenie na uzyskiwane wyniki, gdyż 
w większości przypadków poprawność jest taka sama dla każdego n. Jeżeli chodzi 
o parametr k można zauważyć, że dla przyjmowanych wartości 1,2 daje on najgorsze rezultaty, natomiast dla k=3,4 są one najlepsze i maleją równomiernie wraz ze wzrostem jego wartości.
Nazwa bazy danych: Append

	Liczba cech:
	7

	Liczba przykładów: 
	106

	Klasa:
	Nieciągła     0, 1

	Rozkład klas:
	0 - 65.5%, 1 - 34.5%


Wszystkie cechy bazy danych Append przyjmują wartości ciągłe i są następujące: WBC1, MNEP, MNEA, MBAP, MBAA, HNEP, HNEA, WBC1, WBC2.

Wyniki:

	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	0.24
	10
	11.58
	88.36

	0.24
	11
	11.58
	88.36

	0.48
	12
	11.58
	88.36

	0.96
	10
	9.7
	88.36

	0.96
	10
	10.7
	88.36

	Ważony k-NN

	0.96
	11
	10.58
	88.91

	0.96
	22
	10.58
	88.91

	0.96
	24
	10.58
	88.91

	1.92
	11
	10.58
	88.91

	3.84
	11
	10.58
	88.91


Tabela.5.1.6 Wyniki klasyfikacji dla bazy danych Append – system


Najlepsze wyniki bazy Append (tabela 5.1.6) dla algorytmu k-NN uzyskano przy parametrach k=10-12 i n=0.24-0.96, gdzie średnia procentowa poprawność wyniosła 88.36%, natomiast dla algorytmu ważony k-NN przy parametrach k=11, 22,24 i n=0.96-3.84 uzyskano nieco lepsze wyniki równe 88.91%, zatem tak samo jak w przypadku bazy danych Iris ważony k-NN jest tutaj lepszym klasyfikatorem. 
W porównaniu do uzyskanych wyników przy użyciu innych metod (tabela 5.17) uzyskano wyniki bardzo zbliżone, co można uznać za dobry rezultat.
	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k =11,22,24
	88.91
	10-krotna kroswalidacja
	Własne

	Bayes
	83.0
	
	[29]

	SVM
	88.1
	
	

	SSV 
	87.8
	
	

	CART
	84.9
	
	

	SMLP-DS.
	88.2
	
	

	SMLP-VSS
	87.3
	
	


Tabela.5.1.7 Wyniki klasyfikacji dla bazy danych Append – źródło internetowe
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Rys.5.1.3 Wizualizacja wyników testu na bazie danych Append
Z wykresu (rys. 5.1.3) można wyczytać, iż zmiana poprawności klasyfikatora 
w stosunku do parametrów k i n dla danej bazy danych jest nierównomierna, jednak mimo to wciąż można wyróżnić najdogodniejsze parametry dla klasyfikatora: k=9-13, 
n=0.24-1.92.

Nazwa bazy danych: Diabetes


  Baza danych pochodzi z National Institute of Diabetes and Digestive and Kidney Diseases. Została stworzona z większej bazy danych, na którą nałożono kilka ograniczeń, np. wszyscy pacjenci to kobiety w wieku przynajmniej 21 lat pochodzenia Indian Pima.
	Liczba cech:
	8

	Liczba przykładów: 
	768

	Klasa:
	Nieciągła     1, 2  (1 – przebadany-cukrzyca )

	Rozkład klas:
	1 – 34,9%, 1 – 65,1% 


Wszystkie cechy bazy danych Diabetes przyjmują wartości ciągłe i są następujące: number of times pregnant, plasma glucose concentration, diastolic blood pressure, triceps skin fold thickness, 2-hour serum insulin, body mass index, diabetes pedigree function, age.


Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	0.96
	41
	6.22
	76.18

	0.96
	43
	6.25
	76.17

	0.96
	39
	6.11
	76.05

	0.96
	25
	5.21
	75.14

	1.92
	35
	5.2
	75.91

	Ważony k-NN

	1.92
	23
	4.3
	76.56

	0.96
	25
	5.97
	76.42

	0.96
	23
	4.36
	76.29

	0.96
	24
	4.92
	76.16

	0.96
	21
	4.8
	75.9


Tabela.5.1.8 Wyniki klasyfikacji dla bazy danych Diabetes – system

Dla bazy Diabetes najlepsze rezultaty uzyskano dla parametrów k=21-25,39-41 i n=0.96-1.92 i znajdują się one w granicach od 75.14% do 76.56%, przy czym lepsze rezultaty osiągnięto dla ważonego k-NN. Porównując najlepszy wynik (76.56%) 
z osiągniętymi wynikami innych metod (tabela 5.1.9) jest on jednym z najlepszych rezultatów.

	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k =23
	76.56
	10-krotna kroswalidacja
	Własne

	SVM
	77.5
	
	[28], [29]

	LVQ
	75.8
	
	

	CART
	74.7
	
	

	C4.5
	73.0
	12-krotna kroswalidacja
	

	SSV
	74.8
	
	

	LDA
	77.5
	
	


Tabela.5.1.9 Wyniki klasyfikacji dla bazy danych Diabetes – źródło internetowe
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Rys.5.1.4 Wizualizacja wyników testu na bazie danych Diabetes

Wykres (rys. 5.1.4) bazy Diabetes wyraźnie przedstawia zależność parametru n na uzyskaną poprawność klasyfikatora, widać, że dla najmniejszych wartości 
(0.03-0.24) jest ona najniższa, następnie wraz z jej wzrostem gwałtownie rośnie do momentu osiągnięcia najwyższej poprawności przy n=96 po czym znów powoli maleje. Dla zmiany parametru k również uzyskiwana jest różna poprawność, która wraz z jego wzrostem zwiększa swoją wartość, jednak w przypadku tej bazy danych ma ona mniejsze znaczenie niż zmiana parametru n.

Nazwa bazy danych: Ionosphere


Baza danych zawiera dane z radaru zebrane przez system w Goose Bay, Labrador.

	Liczba cech:
	34

	Liczba przykładów: 
	351

	Klasa:
	Nieciągła     0, 1  (0 – dobry, 1- zły )

	Rozkład klas:
	0 – 64,1%, 1 – 35,9% 


Wszystkie cechy bazy danych Ionosphere przyjmują wartości ciągłe.

Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	0.48
	1
	3.33
	92.02

	0.48
	2
	3.33
	92.02

	0.12
	3
	3.9
	91.75

	0.12
	2
	3.71
	91.74

	0.24
	2
	3.38
	91.46

	Ważony k-NN

	0.48
	10
	1.83
	92.6

	0.48
	11
	1.83
	92.6

	0.48
	12
	1.83
	92.6

	0.48
	13
	1.83
	92.6

	0.12
	2
	2.23
	92.6


Tabela.5.1.10 Wyniki klasyfikacji dla bazy danych Ionosphere – system

Najlepsze wyniki dla bazy Ionosphere uzyskano przy małych wartościach parametru n (0.12-0.48) i różnych wartościach parametru k zależnych od algorytmu 
(k-NN lub ważony k-NN). Najlepszy rezultat uzyskano przy k=2,10-13 w przypadku klasyfikacji algorytmem ważony k-NN i wyniósł on 92.6%. Wynik ten jest nieco gorszy w porównaniu do wyników uzyskanych innymi metodami (tabela 5.1.11).
	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k =2, 10-13
	92.6
	10-krotna kroswalidacja
	Własne

	C4.5
	94.9
	
	[28]

	SVM
	93.2
	
	

	CART
	88.9
	
	

	FSM
	92.8
	
	


Tabela.5.1.11 Wyniki klasyfikacji dla bazy danych Ionosphere – źródło internetowe
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Rys.5.1.5 Wizualizacja wyników testu na bazie danych Ionosphere

Wykres uzyskany z wyników bazy Ionosphere podobnie jak w przypadku bazy Diabetes przedstawia wyraźny wpływ parametru n na różnice poprawności klasyfikatora z tym wyjątkiem, że jego najwyższa poprawność uzyskiwana jest przy potęgach niskich (0.12-0.48), a najniższa przy potęgach wysokich (1.92-7.68).

Nazwa bazy danych: Thyroid

Baza danych pochodzi z dokumentacji instytutu Garaven i została rozprowadzona przez Rossa Quinniana.

	Liczba cech:
	21

	Liczba przykładów: 
	3772

	Klasa:
	Nieciągła   1, 2, 3  

	Rozkład klas:
	1 – 2,67%, 2 - 5,48%, 3 – 91,85%


Wszystkie cechy bazy danych Thyroid przyjmują wartości ciągłe i są następujące: age, sex, on_thyroxine, query_thyroxine, on_antithyroid, sick, pregnant, thyroid_surgery, I131_treatment, query_hypothyroid, query_hyperthyroid, lithium, goitre, tumour, hypopituitary, psych, TSH, T3, TT4, T4U, FTI.

Wyniki:

	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Odchylenie std. poprwaności [%]
	Średnia poprawność[%]

	k-NN

	0.48
	3
	0.88
	95.23

	0.24
	3
	1.076
	95.12

	0.48
	4
	0.83
	95.12

	0.96
	5
	1.08
	95.07

	0.24
	4
	0.94
	95.04

	Ważony k-NN

	0.48
	3
	0.82
	95.57

	0.48
	4
	0.82
	95.47

	0.96
	4
	0.93
	95.2

	0.48
	5
	0.96
	95.15

	0.48
	8
	0.94
	95.15


Tabela.5.1.12 Wyniki klasyfikacji dla bazy danych Thyroid– system

Dla bazy danych Thyroid najlepsza procentowa średnia poprawność wynosi 95.57% i uzyskano ją dla ważonego k-NN oraz parametrów: k=3 i n=0.48. Zbliżone temu rezultatowi wyniki zostały uzyskane również przy parametrach k=4,5,8 
i n=0.96 (tabela 5.1.12). Porównując uzyskane wyniki z wynikami innych metod (tabela 5.1.13) można stwierdzić, iż wyniki dla bazy danych Thyroid są przeciętne.

	Metoda
	Test [%]
	Metoda testu
	Źródło

	Ważony k-NN, k = 3
	95.57
	10-krotna kroswalidacja
	Własne

	PVM
	99.33
	
	[28], [29]

	CART
	99.36
	
	

	C4.5
	99.2
	
	

	LDA
	93.81
	
	

	Bayes
	96.06
	
	

	SMLP-DS
	99.79
	
	


Tabela.5.1.13 Wyniki klasyfikacji dla bazy danych Thyroid – źródło internetowe
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Rys.5.1.6 Wizualizacja wyników testu na bazie danych Thyroid

 Na wykresie (rys. 5.16) można zauważyć znaczenie parametru k i n na uzyskiwaną poprawność klasyfikatora. Wyraźnie widać jego najwyższą procentową poprawność dla parametru k = 3-6, która równomiernie maleje wraz ze wzrostem liczby najbliższych sąsiadów.

Na podstawie wyników przedstawionych dla wszystkich baz danych opisujących zagadnienie klasyfikacji można stwierdzić, iż procentowa poprawność uzyskiwana przy użyciu stworzonego systemu dla większości przypadków jest bardzo wysoka i uzyskane wyniki są lepsze lub porównywalne z wynikami uzyskanymi  innymi metodami.

Różnica osiąganych wyników przy użyciu algorytmu k-NN i ważony k-NN nie jest duża aczkolwiek ma ona pewne znaczenie - w szczególności dla baz: Iris, Append, Diabetes, Ionosphere, Thyroid, w których wyniki uzyskiwane przy ważonym k-NN są nieco lepsze.

W zależności od bazy danych można określić, który parametr ma większe znaczenie na uzyskiwaną poprawność klasyfikatora i zależnie od bazy jest to parametr k lub n, których różne wartości nieraz znacznie zmieniają uzyskiwaną poprawność.

5.2 Bazy danych opisujące zagadnienie regresji
Wszystkie  bazy danych pochodzą z procesu metalurgicznego składającego się 
z dwóch etapów. W pierwszym etapie łukiem elektrycznym w elektrycznym piecu łukowym (EAF) podgrzewany jest wsad (stalowy złom). Gdy osiągnięta zostanie pożądana temperatura i złom został stopiony w płynną stal, stal ta zostaje spuszczona do wcześniej rozgrzanej kadzi pieca łukowego (LHF). Podejmuje się pewne kroki mające na celu obniżenie zawartości tlenu w stali (tzw. odtlenianie). Proces ten odbywa się poprzez wprowadzenie pewnych odtleniaczy używanych przy jej produkcji przed drugim etapem procesu, dlatego też podczas spuszczania stali do kadzi odtleniacze są dodawane bezpośrednio do strumienia stali (cechy cast_), a pozostałe są umieszczone na dnie kadzi (cechy btm_). 

           Pozostała część danych dołączonych do baz opisuje drugi proces produkcji stali (LHF), który jest krokiem pomiędzy głównym procesem (EAF) i odlewaniem stali (końcowym procesem, który nie jest zawarty w bazach danych). Podczas drugiego procesu produkcji stali dodawane są inne elementy w takiej kolejności, by zapewnić jej odpowiedni skład, zgodny ze specyfikacją i wymaganiami klientów. Skład stali, czas 
i temperatura przed rozpoczęciem drugiego procesu produkcji są podane w cechach eaf_. Następnie dodaje się związki chemiczne (cechy cast_ oraz btm_), po czym dokonywana jest kolejna analiza składu stali (cechy lhf_), zgodnie z którą dodawane są jeszcze kolejne dodatki, celem zapewnienia odpowiedniego składu stali. Na zakończenie, aby upewnić się, że wartość poszczególnych składników mieści się w limicie dla podanego rodzaju stali (dane z ostatniej analizy nie są zawarte w bazach), dokonuje się końcowej analizy jej składu. 

Zadaniem regresji w przypadku baz danych z procesu produkcyjnego stali jest predykcja wartości poszczególnych składników: C, Si, Mn, P, S, Al, Cr, Mo, V, Cu, Zn, które muszą być dodane podczas procesu LHF, aby osiągnąć pożądane parametry stali. Nie wszystkie dodawane elementy utrzymują się w całości w stali, gdyż pewna ich część wypala się bądź znika wraz z żużlem. [23]

         W systemie zostało wdrożonych sześć baz danych - po dwie (do predykcji Si 
i Mn) dla każdej z trzech różnych stali (31Mn4, BSt500S, RB500W) opisanego procesu metalurgicznego. 

Dla osiągnięcia jak najlepszych wyników regresji, podczas wstępnych testów 
z baz danych usunięto te cechy, których wartości pogarszały wyniki. Decyzję o tym, które cechy pozostawić podjęto na podstawie testów przy różnych kombinacjach cech bazy danych np. pozostawiając tylko te cechy, w których występował przewidywany składnik i następnie dodając do nich kolejno pozostałe cechy, których dodanie poprawiało wyniki predykcji danego składnika. W przypadku predykcji ilości dodawanego krzemu (Si) pozostawiono 7 cech (tabela 5.2.1), a w przypadku predykcji ilości dodawanego manganu (Mn) pozostawiono ich 8 (tabela 5.2.2). 

Cechy wszystkich wybranych baz danych przyjmują wartości ciągłe, a ilość przykładów dla poszczególnej bazy danych przedstawiona jest w tabeli 5.2.3

	Cecha
	Opis cechy

	eaf_Si
	wartość krzemu w stali[%], w procesie EAF

	lhf_Si
	wartość krzemu w stali[%], w procesie LHF 

	btm_FeSi
	wartość FeS na dnie kadzi [kg/Mg stali] 

	btm_SiC
	wartość SiC na dnie kadzi [kg/Mg stali] 

	cast_FeSi
	wartość FeSi w strumieniu

	cast_FeSiMn
	wartość FeSiMn w strumieniu 

	cast_SiC
	wartość SiC w strumieniu 


Tabela.5.2.1 Cechy dla baz danych przy predykcji Si
	Cecha
	Opis cechy

	eaf_Mn
	wartość manganu w stali[%], w procesie EAF

	lhf_Mn
	wartość manganu w stali[%], w procesie LHF 

	btm_FeSi
	wartość FeS na dnie kadzi [kg/Mg stali] 

	btm_SiC
	wartość SiC na dnie kadzi [kg/Mg stali] 

	cast_FeMn
	wartość FeMn w strumieniu

	cast_FeSi
	wartość FeSi w strumieniu

	cast_FeSiMn
	wartość FeSiMn w strumieniu 

	cast_SiC
	wartość SiC w strumieniu 


Tabela. 5.2.2 Cechy dla baz danych przy predykcji Mn
	Nazwa bazy
	Ilość przykładów (rekordów) bazy danych

	31Mn4
	310

	BSt500S
	512

	RB500W
	732


Tabela.5.2.3 Ilość przykładów dla poszczególnych baz do regresji

Nazwa bazy danych: Stal 31Mn4 (Si)
Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd
	Błąd [%]

	4
	4
	0.563
	8.84

	2
	4
	0.566
	8.89

	1
	5
	0.569
	9.29

	2
	3
	0.601
	9.32

	4
	3
	0.601
	9.34

	1
	4
	0.601
	9.44


Tabela.5.2.4 Wyniki regresji dla bazy danych Stal 31Mn4 (Si) – system


Dla stali 31Mn4 przy predykcji składnika Si podczas regresji algorytmem k-NN najmniejszy uzyskany procentowy błąd wyniósł 8.84% dla parametrów k i n równych 4, a podobne uzyskane rezultaty znajdują się w tabeli 5.2.4.
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Rys.5.2.1 Wizualizacja wyników testu na bazie danych Stal 31Mn4 (Si)
Na wykresie (rys. 5.2.1) można zauważyć, iż największe znaczenie na uzyskiwany procentowy błąd ma parametr k, który równy 3-5 daje najlepsze rezultaty. Parametr n ma tutaj mniejsze znaczenie, a jego wartość przy uzyskanym najlepszym wyniku jest równa 2-4.

Nazwa bazy danych: Stal 31Mn4 (Mn)
Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd 
	Błąd [%]

	8
	1
	0.346
	4.17

	8
	2
	0.346
	4.17

	2
	1
	0.348
	4.18

	2
	2
	0.348
	4.18

	4
	1
	0.352
	4.22

	4
	2
	0.352
	4.22


Tabela.5.2.5 Wyniki regresji dla bazy danych Stal 31Mn4 (Mn) – system
Przy regresji dla bazy Stal 31Mn4 (Mn) uzyskano najlepsze wyniki procentowego błędu przy parametrach k=1,2, a w przypadku gdy n=8 uzyskano najlepszy wynik równy 4.17%. Również porównywalne wyniki zostały uzyskane dla 
n=2 i 4 (tabela 5.2.5).  
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Rys.5.2.2 Wizualizacja wyników testu na bazie danych Stal 31Mn4 (Mn)

Wykres (rys 5.2.2) obrazuje, że dla bazy Stal 31Mn4 (Mn) wykładnik przy metryce odległości ma niewielkie znaczenie pogarszając jedynie wyniki przy n<1, 
a najwyższa poprawność uzyskiwana jest przy najmniejszej liczbie najbliższych sąsiadów. 
Nazwa bazy danych: Stal BSt500S (Si)
Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd 
	Błąd [%]

	1
	3
	0.256
	7.4

	1
	4
	0.257
	7.58

	1
	1
	0.273
	8.22

	1
	2
	0.273
	8.22

	1
	5
	0.259
	8.24

	1
	6
	0.263
	8.39


Tabela.5.2.6 Wyniki regresji dla bazy danych Stal BSt500S (Si)– system
Podczas regresji stali BSt500S w celu predykcji Si uzyskano najlepsze rezultaty dla wykładnika miary odległości równego 1 (tzw. metryka euklidesowa opisana 
w punkcie 3.3.1) i wartości parametru k=1-4 (tabela 5.2.6).
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Rys.5.2.3 Wizualizacja wyników testu na bazie danych Stal BSt500S (Si)
Z wykresu (rys. 5.2.3) można odczytać, iż parametr n również tutaj nie ma zbyt dużego wpływu na predykcję wartości składnika Si pogarszając jedynie wyniki przy 
n<1 w odróżnieniu od parametru k, który znacznie wpływa na jego procentowy błąd poprawności wzrastający wraz ze wzrostem wartości k .

Nazwa bazy danych: Stal BSt500S (Mn)
Wyniki:
	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd 
	Błąd [%]

	0.5
	9
	0.33
	6.83

	0.5
	11
	0.33
	6.88

	0.5
	6
	0.333
	6.96

	0.5
	7
	0.333
	7.05

	0.5
	8
	0.335
	7.07

	0.5
	10
	0.339
	7.14


Tabela.5.2.7 Wyniki regresji dla bazy danych Stal Stal BSt500S (Mn)– system
Dla bazy danych Stal BST500S (Mn) najlepsze rezultaty uzyskano przy zastosowaniu wykładnika miary odległości równego 0.5 i parametrów k przyjmujących wartości od 6 do 11 uzyskując najmniejszy procentowy błąd równy 6.83%.
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Rys.5.2.4 Wizualizacja wyników testu na bazie danych Stal BSt500S (Mn)

Na wykresie (rys. 5.2.4) można zauważyć, iż oba parametry k i n mają znaczenie na poprawność przewidywanej wartości ciągłej dla stali BSt500S (Mn). Dla najmniejszych i największych wartości k i n uzyskuje się słabą predykcję, a dla pozostałych parametrów predykcja jest znacznie lepsza.

Nazwa bazy danych: Stal RB500W (Si)
Wyniki:
	Metoda: 10-krotna kros walidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd 
	Błąd [%]

	1
	3
	0.213
	6.16

	1
	4
	0.214
	6.18

	2
	4
	0.216
	6.42

	2
	3
	0.216
	6.45

	4
	3
	0.219
	6.53

	1
	5
	0.219
	6.65


Tabela.5.2.8 Wyniki regresji dla bazy danych Stal RB500W (Si) - system

Najwyższą poprawność przewidywanej wartości składnika Si w stali RB500W uzyskano dla n=1-4 i k=3-5 i w tym najlepszy rezultat to 6.16% procentowego błędu (tabela 5.2.8).

[image: image117.jpg]Blad [%]

Stal RB500W (Si)

12

11

10




Rys.5.2.5 Wizualizacja wyników testu na bazie danych Stal RB500W (Si)

Dla tej bazy danych prezentacja wyników na wykresie (rys. 5.2.5) wskazuje na to, iż najmniejszy uzyskiwany błąd jest przy parametrze k=3-5 i wzrasta on wraz ze wzrostem wartości tego parametru.
Nazwa bazy danych: Stal RB500W (Mn)
Wyniki:

	Metoda: 10-krotna kroswalidacja

	Potęga (n)
	Liczba k-NN (k)
	Błąd 
	Błąd [%]

	1
	5
	0.481
	7.53

	2
	3
	0.504
	7.65

	1
	4
	0.51
	7.81

	2
	4
	0.51
	7.9

	1
	3
	0.51
	7.94

	1
	2
	0.53
	7.96


Tabela.5.2.9 Wyniki regresji dla bazy danych Stal RB500W (Mn) - system
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Rys.5.2.6 Wizualizacja wyników testu na bazie danych Stal RB500W (Mn)


Wykres (rys. 5.2.6) dla regresji składnika Mn stali RB500W jest bardzo podobny do wykresu tej samej stali i składnika Si, jak widać również jego wyniki pogarszają się wraz ze wzrostem parametru k>5, natomiast parametr n ma tutaj niewielkie znaczenie na uzyskiwany procentowy błąd. 

Na podstawie zaprezentowanych wyników z testów 10-krotnej korswalidacji przy regresji algorytmem k-NN wyżej wymienionych stali można zauważyć, iż uzyskiwany najmniejszy procentowy błąd dla predykcji składników Si i Mn mieści się w przedziale: 4.17%-8.84% i jest zależny od stali i składnika. 

Z analizy przedstawionych wyników można również stwierdzić, iż uzyskiwanie najlepszych rezultatów jest zależne od parametrów k i n. Dla większości przypadków okazało się, że wraz ze wzrostem parametru k błąd się zwiększa, a parametr n wywiera na niego niewielki wpływ.
6. PODSUMOWANIE

W wyniku niniejszej pracy magisterskiej powstał system internetowy przeznaczony do klasyfikacji i regresji danych oparty na algorytmie k-NN. W trakcie jego projektowania zdecydowano się na wykorzystanie takich technologii jak: Perl, MySQL, HTML, CSS, JavaScript. Wybór padł na te technologie, gdyż ze względu na ich możliwości oraz dostępność spełniały one założone na wstępie projektu wymagania. Utworzony system posiada w pełni funkcjonalny i przyjemny dla oka interfejs WWW, który w szybki i prosty sposób pozwala na korzystanie ze wszystkich możliwości systemu. System daje możliwość wprowadzenia nowej bazy danych w celu testu 
10-krotnej kroswalidacji wraz z wyborem dokonania na niej klasyfikacji lub regresji z wykorzystaniem do tego napisanego w języku programowania Perl algorytmu k-NN lub ważony k-NN, w którym istnieje możliwość wyboru parametrów k (ilości najbliższych sąsiadów) i n (potęgi przy metryce odległości Minkowskiego). Kolejną funkcją systemu jest wyznaczenie dla nowego przypadku wybranej bazy danych klasy lub wartości ciągłej w zależności od tego, czy wybrana baza danych opisuje zagadnienie klasyfikacji czy regresji. Dodatkowo system umożliwia użytkownikowi przejrzenie informacji na temat wdrożonych do systemu baz danych, jak również pozwala mu za pomocą zapytań języka SQL przejrzeć każdą z baz danych znajdujących się w systemie. System został zaprojektowany z zamysłem jego dalszego rozwoju, jak również możliwością jego łatwej edycji, co jest możliwe dzięki temu, iż posiada on bardzo dokładny opis zawarty  w powstałej pracy.  

Jednym z elementów pracy było przetestowanie stworzonego systemu, jak również przebadanie wpływu poszczególnych parametrów na właściwości algorytmu 
k-NN. Z testu systemu na bazach danych opisujących zagadnienie klasyfikacji stwierdzono, iż uzyskiwana procentowa poprawność dla większości przypadków jest bardzo wysoka i uzyskane wyniki są lepsze lub porównywalne z wynikami uzyskanymi innymi metodami. Dodatkowo zastosowanie dla większości tych baz danych stworzonego algorytmu - ważony k-NN nieco polepszyło uzyskane wyniki. Z analizy przedstawionych wyników można również stwierdzić, iż uzyskiwanie najlepszych rezultatów jest zależne od parametrów k i n. Dla baz danych opisujących zagadnienie klasyfikacji różne wartości obu parametrów nieraz znacznie zmieniają uzyskiwaną poprawność klasyfikatora, a to, który parametr ma większe znaczenie na uzyskiwaną poprawność klasyfikatora jest zależne od bazy danych. Natomiast w przypadku baz danych opisujących zagadnienie regresji stwierdzono, iż w większości przypadków wraz ze wzrostem parametru k błąd predykcji się zwiększa i parametr n wywiera na niego niewielki wpływ. W zaprezentowanej pracy stworzony system posłużył również do predykcji wartości składników Si i Mn dodawanych podczas procesu metalurgicznego przedstawionego w konkursie ICAISC’08 uzyskując najmniejszy procentowy błąd w przedziale 4.17%-8.84% zależny od stali i składnika.

Przedstawiony w niniejszej pracy system, jak również testy i analiza wyników świadczą o tym, iż założenia oraz stawiane wymagania zostały zrealizowane, a cel pracy został osiągnięty.
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