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1.Wstep.

Proces klasyfikacji jest podstawowa czynno$cia poznawcza wykonywana przez czlowieka.
Polega on na podziale obiektow na grupy i kategorie. Klasyfikacje mozna traktowa¢ jako
wstep do myslenia, uczenia si¢ 1 podejmowania decyzji. Mozna powiedzie¢, ze dzigki
procesowi klasyfikacji dokonujemy odkry¢ naukowych, konstruujemy teorie naukowe i
hipotezy.

Obecnie proste komputery o stosunkowo matej mocy obliczeniowej sa uzywane do
sterowania réznymi urzadzeniami (lodéwka, silnik samochodu, kuchenka mikrofalowa
itp.). Do takiego sterowania wystarczy kilka prostych regul, jednakze od komputerow
sterujacych przysztych generacji (np. komputer kierowca samochodu) bedziemy wymagali
»pseudo myslenia”, tj. odpowiedniej reakcji na rdézne sytuacje, w ktorych moze znalez¢ sig
urzadzenie sterowane przez nasz komputer. W oprogramowaniu tego typu komputerow
beda musialy sig¢ znalez¢ wysoko wydajne algorytmy klasyfikacyjne.

Jednym z probleméw, jaki stoi przed =zastosowaniem sprawnych klasyfikatoréw
wywodzacych si¢ ze statystyki, sieci neuronowych czy uczenia maszynowego jest
konieczno$¢ podawania danych w postaci numerycznej. Wady tej nie maja oparte na
podobienstwie klasyfikatory typu najblizszych sasiadow. Mozna w nich uzywaé cech
symbolicznych w sposdb bezposredni, korzystajac z probabilistycznie okreslonych miar
odlegtosci.

Glownym celem tej pracy jest zbadanie mozliwosci zastosowania takich miar odleglosci
dla dowolnych klasyfikatorow. Wymaga to okres$lenia takich warto$ci numerycznych cech,
ktore daja odleglosci obliczane za pomoca miary Euklidesowej identyczne jak odleglosci
obliczane za pomoca miar probabilistycznych. Opracowano program komputerowy
zamieniajacy symboliczne warto$ci atrybutow na warto$ci numeryczne i przetestowano go
na szeregu bazach danych. Wstgpne wyniki opublikowane zostaty w pracy [1]

W ponizszej pracy przedstawimy rézne typy algorytméw klasyfikacyjnych, ich zalety oraz
wady. W pierwszej czgsci zaprezentowane zostana klasyczne algorytmy klasyfikacyjne
oraz proby usprawnienia tych algorytmow tak, aby mogly pracowa¢ ze zmiennymi
opisanymi przy pomocy symboli. Kolejna czg$¢ pracy poswigcona zostata roznym typom
algorytméw nieklasycznych, potrafiacych ,,obstugiwa¢” cechy symboliczne. W ostatniej
cze$ci ponizszej pracy zajmiemy si¢ problemem przygotowania danych dla algorytmow
klasyfikacyjnych, ktore moga dziata¢ tylko na bazach danych, w ktorych obiekty sa
opisane warto$ciami numerycznymi.



2. Podstawowe pojecia.

Pojecie klasyfikacji zostato po raz pierwszy wprowadzone przez biologow dla potrzeb
semantyki roslin 1 zwierzat (pierwsza systematyke opracowat Linneusz). Obecnie mowi si¢
o catej dziedzinie nazwanej taksonomiq, ktora zajmuje si¢ zagadnieniami klasyfikacyjnymi.
Termin taksonomia pochodzi od greckich stow: taksis (porzadek) oraz nomos (prawo,
zasada). Dzi§ metody klasyfikacyjne stosuje si¢ w zupelnie innych dziedzinach niz biologia
takich jak migdzy innymi: nauki techniczne, fizyka, chemia, ekonomia, antropologia,
psychologia, socjologia, lingwistyka i wiele innych.

Poczatkowo klasyfikacja opierala si¢ na opisie cech przedstawicieli roslin i zwierzat i miata
ona charakter wylacznie opisowy (obiekty odrozniato si¢ na podstawie ich jako$ciowego
opisu). Obecnie algorytmy klasyfikacyjne saq oparte wylacznie na metodach ilosciowych
rozrdzniania obiektow.

Jakie mamy rodzaje algorytméw klasyfikacyjnych? Sa dwa rodzaje metod: metody tzw.
klasyczne (ilo$ciowe), oparte na statystyce oraz tzw. metody symboliczne (jakosciowe). Sa
to zupetnie nowe metody, wigkszo$¢ algorytméw tego typu powstala w ciagu ostatnich 10
lat i jest obecnie przedmiotem intensywnych badan. Nast¢puje dalszy burzliwy rozwoj
znanych juz metod jakosciowych i dalsze poszukiwania nowych bardziej wydajnych
metod.

W ramach samej klasyfikacji mozemy w zaleznosci od dostgpnosci informacji wyrdznié
dwa zagadnienia:

a) Klasyfikacje wykorzystujqcq znane wzorce, nazywana Ww statystyce analiza
dyskryminacyjna — w tym przypadku znamy klasy, do ktérych chcemy przydziela¢ obiekty
z bazy treningowej. W terminologii cybernetycznej zagadnienie to nazywane jest
rozpoznawaniem z nauczycielem. Algorytmowi klasyfikacyjnemu w procesie ,,uczenia”
podawane sa przyktady obiektow z jednoczesnym podaniem informacji, do ktorej klasy
nalezy dany obiekt przydzieli€.

b) Klasyfikacje bezwzorcowq (zwana w statystyce analiza skupien) — nic nie wiemy o
strukturze klas 1 chcemy ja dopiero odkry¢. Algorytm nie dysponuje zadnymi informacjami
o klasach, do ktérych nalezy przydzieli¢ obiekty. Przydatne klasy musza zostaé przez
algorytm dopiero skonstruowane.

W zalezno$ci od sposobu grupowania obiektow algorytmy klasyfikacyjne dzielimy na
(podany ponizej podziat jest prawdziwy zaréwno do metod klasycznych jak i1
nieklasycznych):

a) Optymalizacyjno-iteracyjne, w ktorych iteracyjnie dzieli si¢ zbior obiektow na grupy,
przenosi si¢ obiekty z jednej grupy do drugiej az do uzyskania optymalnego podziatu.

b) Hierarchiczne, w ramach ktérych skupienia tworza binarne drzewa, gdzie liScie
reprezentuja poszczegolne obiekty, a wezty - ich grupy. Skupienia wyzszego poziomu
zawieraja w sobie skupienia nizszego poziomu. Ta metoda jest bardzo czgsto stosowana w
algorytmach symbolicznych. W$rdd hierarchicznych metod wyrdznia si¢ dodatkowo:



- Metody aglomeracyjne, polegajace na sukcesywnym laczeniu skupien (zaktada sig, ze
poczatkowo kazdy obiekt tworzy oddzielna klasg).

- Metody podziatowe, w ramach ktorych poczatkowy zbiér obiektéw (jedno skupienie) jest
dzielony kolejno na dwie czg$ci az do momentu, gdy kazdy obiekt znajdzie sig¢ w
oddzielnej klasie.

-Drzewa klasyfikacyjne budowane przez symboliczne algorytmy klasyfikacji wzorcowe;.

¢) Tworzace skupienia nieroziqczne — w przypadku niektorych baz danych obiekty moga
naleze¢ do wigcej niz jednej grupy (klasy). Metoda ta jest stosowana przewaznie przez
algorytmy symboliczne do problemoéw lingwistycznych (algorytmy do rozpoznawania
tekstow 1 mowy).

Co uzyskujemy dzigki zastosowaniu algorytméw klasyfikacyjnych do baz danych?
Algorytmy tego typu pozwalaja odkry¢ ,strukture” baz danych. Wykry¢ zaleznos$ci i
korelacje wystgpujace pomigdzy obiektami oraz cechami opisujacymi te obiekty. Po
wykonaniu takiej wstepnej analizy, dane sa tatwe do interpretacji przez cztowieka, tatwo

zapisa¢ prawa rzadzace danymi w postaci prostej reguty lub wzoru np. £ = mc?. Algorytmy
tego typu daja nam takze mozliwo$¢ tatwego 1 szybkiego budowania systemow
eksperckich. Na podstawie juz zebranych danych np. o klientach banku algorytmy
klasyfikacyjne sa w stanie odpowiedzie¢ na pytanie czy danemu klientowi warto udziela¢
pozyczki czy tez nie.

Co jest przyczyna odchodzenia od metod klasycznych? Metody klasyczne daja dobre
wyniki o ile operuja wytacznie na zmiennych okreslonych przy pomocy tzw. skal mocnych
a wigkszo$¢ baz danych, z jakimi mamy do czynienia w realnych przypadkach, zawiera
dane réznych typéw tzn. okreslonych przy pomocy roznych skal. Niektore cechy opisujace
obiekty maja charakter ciagly opisany przy pomocy liczb rzeczywistych (skala mocna,
zmienna ilosciowa) np. dla samochoddéw zuzycie paliwa, przyspieszenie, itp. Inne z kolei
beda opisywane za pomoca tzw. symboli (skala staba, zmienna jako$ciowa) takich jak
kolor, ksztatt itp. Uzyta skala pomiarowa ma wplyw na ilo$¢ informacji dostarczang przez
zmienng. Doktadniejszy podziat skal pomiarowych to:

-skale stabe:(a) nominalna, (b) porzadkowa,

-skale mocne: (c¢) przedziatowa, (d) ilorazowa.

(a) Skala ta pozwala na najprostszy sposob rozrdzniania obiektow. Do zmiennych
wyrazonych w tej skali mozemy stosowa¢ wylacznie operatory =%, czyli mozemy
stwierdza¢ czy dwa obiekty sa sobie rowne czy tez nie. Zmienne nominalne pozwalaja
jedynie na zaliczenie poszczeg6lnych obiektéw (jednostek, osobnikéw itd.) do jednej z
rozrdznialnych kategorii, ktorych nie mozemy uporzadkowaé. Typowymi przykladami
zmiennych nominalnych sa pte¢, rasa, kolor itp. Zmienne tego typu sa zapisywane
najczesciej przy pomocy symboli.

(b) Zmienne porzadkowe pozwalaja na rangowanie (ustawianie w okreslonym porzadku
dzigki operatorom < , >) elementow, ktore mierzymy. Element z wyzsza ranga posiada
ceche reprezentowana przez mierzong zmienna w wigkszym stopniu, lecz ciagle nie mozna
powiedzie¢ o ile wigkszym.



(c) Zmienne przedzialowe z kolei pozwalaja nie tylko szeregowaé (rangowaé) mierzone
elementy, lecz rowniez mierzy¢ réznice wielko$ci pomigdzy nimi. Na przyktad temperatura
mierzona w stopniach Celsjusza jest zmienna przedzialowa. Mozemy powiedzie¢, ze
temperatura 40 stopni jest wyzsza niz temperatura 30 stopni a wzrost temperatury od 20 do
40 stopni jest dwa razy wigkszy niz od 30 do 40 stopni.

(d) Zmienne ilorazowe sa podobne do zmiennych przedzialowych, lecz oprocz wszystkich
cech skali przedziatowej, charakteryzuje je istnienie punktu absolutnego zera skali, dzigki
czemu prawdziwe sa stwierdzenia typu x jest dwa razy wigksze niz y. Typowymi
przyktadami skal ilorazowych sa skale przestrzeni i czasu, rowniez skala Kelvina pomiaru
temperatury jest skala ilorazowa.

W przypadku danych mieszanych (r6zne skale pomiarowe, zmienne wyrazone przy
pomocy symboli 1 liczb), aby moc zastosowac klasyczny algorytm musimy dokonaé
ujednolicenia danych, wykona¢ zamiang symboli (skala staba) na warto$ci numeryczne. W
tym momencie pojawia si¢ nastgpujacy problem. W jaki sposob dokona¢ takiej zamiany,
aby wynik klasyfikacji byl jak najlepszy? Dokonujac zastapienia symboli cyframi mozemy
zniszczy¢ zwiazki wystepujace pomig¢dzy cechami opisujacymi dane, przez co uzyskany
wynik klasyfikacji moze by¢ bledny. Metody klasyczne sa rozwijane od wielu lat,
algorytmy opracowane w ramach tych metod sa stosunkowo wydajne 1 stabilne. Na
przeszkodzie stosowania tych metod stoja cechy opisane za pomoca symboli, ktore
wystepuja w wigkszosci obecnie gromadzonych baz danych.

Zamiana danych symbolicznych powinna uwzglednia¢ globalne wtasnosci zbioru i
korelacje wystgpujace pomigdzy cechami opisujacymi obiekty. Wigkszo$¢ algorytméw
klasycznych do odrézniana obiektéw stosuje odleglosciowe miary podobienstwa obiektow,
tak wigc w przypadku nie uwzglednienia dwdch powyzszych czynnikéw otrzymujemy
falszywe odleglosci obiektow a co za tym idzie btedna klasyfikacje lub staby jej wynik.
Metody klasyfikacji symbolicznej nie maja problemu z zmiennymi symbolicznymi,
ponadto wigkszos$¢ algorytméw tego typu dopuszcza nieznajomo$¢ warto$ci czesci
atrybutow. Brak znajomos$ci warto$ci niektorych atrybutéw jest stosunkowo czestym
zjawiskiem w rzeczywistych bazach danych (np. r6zne dane medyczne i1 psychiatryczne).



3. Klasyczne algorytmy klasyfikacyjne.

Co jest zadaniem algorytmu klasyfikacyjnego? Dokonanie procesu klasyfikacji oznacza
znalezienie réznic pomigdzy obiektami i na tej podstawie, przydzielenie obiektow do
poszczegbdlnych kategorii 1 klas. Zadanie to nie jest wcale tatwe, nie wystarczy dokonac
wszystkich mozliwych podzialow zbioru obiektow na grupy, a nastgpnie porownac je i
wybraé najlepszy z nich. Liczba mozliwych podziatlow n obiektow na m klas jest bardzo
duza i wyraza ja liczba Stirlinga drugiego rzgdu:

1 & S m
S(m):_ _lmk n
© =130 (k}

Uwzgledniajac dodatkowo, ze optymalna liczba klas moze nie by¢ znana, nalezy bra¢ pod
uwage odpowiednig sume liczb Stirlinga: S® +5® +5® +  +85"  Juz dla 25 obiektow

liczba mozliwych podziatow jest rzedu ~10'%.

3.1 Odroznianie obiektow

Klasyczne algorytmy klasyfikacyjne do odrdzniania obiektow stosuja najczesciej rdézne
geometryczne miary podobienstwa obiektow. Miary odlegtosci sa funkcjami obu
rozwazanych obiektow 1 charakteryzuja si¢ tym, ze wzrost ich warto$ci oznacza
zwigkszenie stopnia zréznicowania obiektow. Oprocz odleglosciowych miar podobienstwa
mozna stosowac tzw. wspotczynniki korelacyjne oraz miary asocjacyjne.

Miara odlegtosci migdzy dwoma obiektami x oraz y musi mie¢ nastgpujace wlasnosci:

) d(x,y)=0 gdyx=y

2) d(xy)=0

3) dxy)=d.x)

4) dxz)<dxy) +dy,z)
oraz powinna spetnia¢ warunek: 7:QxQ _, R*. Zamiast miar odlegtosciowych mozna
takze stosowaé tzw. miary podobienstwa (bliskosci, zgodno$ci). Miara podobienstwa
obiektow nazwiemy taka funkcjg, ktorej warto$¢ rosnie, gdy maleja roznice migdzy
obiektami:

1) 0<p(x,y)<ldlax#y

2) pix)=1

3) p(x,y)=p(y,x)
Ponadto musi zachodzi¢: p:QxQ - R*

Miary odleglo$ciowe mozna stosowa¢ zamiennie z miarami podobienstwa, gdyz sa one
wzajemnie rOwnowazne:

D) paxy)= m

2) pxy)= m



3) pxy)=e

4 py)=c-dxy)
p(x,y) oznacza podobienstwo, d(x,y)odleglos¢. Zastapienie miary odleglosci miarg
podobienstwa nie zmienia istoty zagadnienia klasyfikacji i nie wptywa na jego wyniki. Stad
terminy ,,0dlegto$¢” 1 ,,podobienstwo” mozna uzywal zamiennie, pamigtajac o ich
przeciwnym znaczeniu.

Najczgsciej wykorzystywana miarg odleglosci jest tzw. metryka Minkowskiego:
1

a. a
)
i=1

Gdzie x, y to obiekty (wektory), pomigdzy ktérymi wyznaczmy odlegtos¢, N jest liczba
cech opisujacych obiekty, a to stata spetniajaca waruneka >0.

D(x,y; Y;

Miara Euklidesowa jest szczegdlnym przypadkiem miary Minkowskiego dla @ =2 inny

czesto stosowany przypadek szczegdlny to miara Manhattan dla @ =1, dla a — o
dostajemy funkcj¢ Czebyszewa. W niektoérych przypadkach, aby uzyska¢ dodatkowe
parametry do optymalizacji klasyfikacji, do miary Minkowskiego wprowadza si¢ czynniki
skalujace.

Przyktady czynnikéw korelacyjnych:

X, Y,
~funkcja Camberra D, (x,y) = ) ——+
J : ZZ=1: Xty

-funkcja Czebyszewa Dg,(x,y) = max‘ X~ yi‘
i=l,..,.N

2
[_ L] gdzie §; jest suma wartoSci cechy i w zbiorze

Sy

N
-odleglos¢ y? D, (x,y)= Zi
S

i=1

trenujacym, S, 1 S, sa sumami wszystkich sktadnikéw wektoréw x 1 y

Z(xi —X)(, =)

- korelacyjna miara odlegtosci p, (x,y) = izl

\/Z('xi _E)ZZ(%‘ =)

W zalezno$ci od doboru funkcji okreslajacej podobienstwo obiektow uzyskamy rézne
wyniki klasyfikacji obiektow. Po okresleniu miary podobienstwa trzeba dla naszego
problemu klasyfikacyjnego wybra¢ jedna z metod grupowania obiektéw, to znaczy
wybieramy procedurg, ktora nasz zbidr wejSciowy podzieli na podzbiory obiektow
najbardziej podobnych do siebie.




3.2 Grupowanie obiektow.

Wykorzystujac  okre§lony sposéb pomiaru odleglosci (podobienstwa) obiektow w
wielowymiarowej przestrzeni cech, mozna podzieli¢ klasyfikowany zbiér na podzbiory
(grupy) tak, by zawieraly one obiekty najbardziej do siebie podobne. W ramach
klasycznych metod numerycznych 1 statystycznych liczba algorytméw realizujacych
podzial obiektow jest duza.

Cze$¢ algorytmow klasycznych w procesie grupowania optymalizuje pewna funkcje
jakosci podzialu obiektow. Dazy si¢ do tego, by zrdznicowanie (mierzone np. za pomoca
wariancji) obiektow w grupach bylo jak najmniejsze, a migdzy grupami - jak najwigksze.
Takie kryterium mozna zapisa¢ w postaci formuty minimalizujacej §lad macierzy wariancji
wewnatrzgrupowej (W): min{7r(W)} lub maksymalizujacej $lad macierzy wariancji
migdzygrupowej (M): max{Tr(M)}. Do najbardziej znanych metod optymalizacyjnych
naleza: metoda K $rednich, metoda K centroidow, metoda Wisharta, metoda Thorndike' a

[2].

Inne algorytmy buduja w procesie grupowania pewna hierarchi¢ zgrupowan. Z tej grupy
najbardziej popularne sa hierarchiczne metody aglomeracyjne, chociaz moga by¢
stosowane jedynie do stosunkowo malego zbioru obiektow, gdyz proces taczenia odbywa
si¢ w N-I krokach (N jest liczba obiektow). Wsréd metod aglomeracyjnych mozna
wymieni¢ np.

- Metodg najblizszego sasiedztwa, w ktorej odlegtos¢ migdzy skupieniami 4 i B jest rOwna
odlegtosci migdzy dwoma najblizszymi obiektami nalezacymi do tych skupien:
d,, =min{d(0, ,0, )} gdzie i = 1,...,nA, Jj= 1,---,n3 sq .
i) ! /

O, to obiekty ze skupienia 4 , OBj sa obiektami skupienia B.

- Metodg najdalszego sasiedztwa, odlegto$¢ miedzy skupieniami 4 1 B to dystans migdzy
najbardziej odleglymi obiektami nalezacymi do nich:
dp = n}a}x{d(OA o OBj )}

- Metod¢ Warda, odlegtos¢ pomigdzy skupieniami 4 1 B jest suma odlegtosci
poszczegbdlnych obiektow od srodkow cigzkosci skupien 4 1 B:

2(5,4[ _519/)2

n,tng;

dAB =

W wyniku stosowania wigkszo$ci metod grupowania powstaja skupienia rozlaczne,
czasami jednak (np. w badaniach lingwistycznych) obiekty moga naleze¢ do wigcej niz
jednego skupienia. Metody tego typu produkuja dwa podzbiory: skupienie zawierajace
obiekty podobne oraz reszta (tj. obiekty odlegte od tych, ktére znajduja sie¢ we
wspomnianej klasie). Funkcja spojnosci obiektow, ktora wyznacza podziat, ma postac:

SAB
SAASBB
gdzie § , jest suma warto$ci pewnej miary podobienstwa p obiektow nalezacych do 4 i B:

Sp =Zzpy~

04 [ B

S(4,B) =



Algorytmy tego typu sa zwykle mato efektywne, tj. ten sam podzial obiektow mozna
uzyska¢ w oparciu o rozne skupienia wyjsciowe.

Oprécz metod postugujacych sie odlegtoscia do wyrdzniania skupien obiektow mamy
takze tzw. stochastyczne metody klasyfikacyjne. Metody te wymagaja losowego rozkladu
klasyfikowanych obiektow. Ponadto, aby moc je zastosowac trzeba zna¢ rozktady cech w
poszczegbdlnych klasach, co powoduje, ze uzytecznos¢ tych metod w przypadku
rzeczywistych baz danych jest znikoma. Uzyteczne rozszerzenie tych metod odchodzi od
zatozenia o stochastycznym charakterze danych i wprowadza pojecie zbioru rozmytego do
okreslania stopnia przynaleznos$ci obiektow do réznych klas.

Metody stochastyczne opieraja si¢ na zalozeniu, ze zbidr obiektow badanej bazy danych
reprezentowany przez wektory cech x,, .. x,, jest proba losowa pochodzaca z k

podpopulacji P, ... , P, a funkcje gestosci dla kazdej klasy sa znane. Funkcje te maja
postac: f.(x|w,), gdziei = I, ..., k, w, to nieznany wektor parametréw. Ponadto zaktada
si¢ istnienie wektora g =/gq,,..,q ] zawierajacego numery klas, do ktorych naleza

poszczegolne obiekty. Z zatozenia, Ze zbidr obiektow jest proba losowa wynika, iz funkcja
wiarygodnos$ci ma postac:

L(xpsesx, | w,q) =T £, (x; [ W,)
Maksymalizacja tej funkcji oznacza estymacje wektorow W oraz q9.Na podstawie wektora

q mozemy okresli¢ przynalezno$¢ poszczego6lnych obiektow do klas.
Jako$¢ klasyfikacji obiektéw zalezy od poprawno$ci pomiaru podobienstwa obiektow,

prawidlowe okreslenie podobienstwa obiektow moze z kolei zaleze¢ od globalnych
wlasnosci zbioru, ktorych metody klasyczne moga nie uwzgledniac.

3.4 Wady i ograniczenia klasycznych metod klasyfikacyjnych.

W metodach klasycznych nie bierze si¢ pod uwage intuicyjnych sposobdéw klasyfikacji
obiektow, jakimi postuguja si¢ ludzie. Waznym ograniczeniem jest konieczno$¢ posiadania
pelnej 1 precyzyjnej informacji o grupowanych obiektach. Trzeba dysponowaé¢ danymi
statystycznymi begdacymi warto$ciami tych samych cech dla wszystkich rozwazanych
obiektow. Brak mozliwosci pomiaru cechy w przypadku pewnego obiektu powoduje, ze
nie da si¢ obliczy¢ odleglosci migdzy nim a pozostalymi obiektami. Wspomniana petno$é
informacji oznacza takze konieczno$¢ posiadania charakterystyk wszystkich obiektow
jednoczesnie. Nie jest mozliwa klasyfikacja obiektow na podstawie naptywajacych danych,
poniewaz uzyskany zbior skupien odzwierciedla jedynie struktur¢ aktualnego zbioru
obiektow. Pojawienie si¢ nowego obiektu wymaga powtdrzenia catego procesu
klasyfikacji, co pociaga za soba czgsto wysoki koszt obliczeniowy. Kolejnym problemem
jest interpretacja wynikow podziatu dokonanego za pomoca klasycznych algorytméw
numerycznych. Jedyny sposob opisu klas to wymienienie nalezacych do nich obiektow.
Trudno jednak przewidzie¢, do ktorej z klas bylyby zaklasyfikowane nowe obiekty, gdyby
si¢ pojawily. Nie sa bowiem znane zadne reguly okreslajace przynaleznos¢ do klas. W
sytuacji, gdy cze$¢ cech charakteryzujacych klasyfikowane obiekty ma charakter
ilosciowy, a cze$¢ — jakoSciowy. Zadna z omawianych dotad metod nie radzi sobie
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zadawalajaco z tym zadaniem. W takiej sytuacji proponuje si¢ najczesciej wykonanie
jednej z nastepujacych czynnosci:

- Dokona¢ klasyfikacji obiektow oddzielnie dla kazdej grupy cech. Jezeli w ich wyniku
powstana podobne struktury klas, mozna uzna¢ je za rozwiazanie problemu. W
przeciwnym przypadku nie mozna wyciaga¢ zadnych wnioskow.

- Wybra¢ tylko cechy jednego typu i dokona¢ klasyfikacji, godzac si¢ z tym, ze czg$¢
informacji zostanie utracona.

- Przeksztatci¢ cechy w ten sposdb, by wszystkie byly mierzone na skali tego samego typu.

Pierwsze dwa wymienione rozwiazania daja w wigkszosci przypadkdéw stabe wyniki,
rezultaty w trzecim przypadku zaleza od charakteru danych oraz zastosowanych metod
,ujednolicania” danych. W takiej sytuacji mozna takze probowaé zastosowac jeden z
nowych typow algorytmow nieklasycznych, ktoére potrafia radzi¢ sobie z wspomnianymi
problemami. Przyktady algorytmow ,,radzacych” sobie z danymi symbolicznymi zostana
przedstawione w kolejnych rozdziatach.

3.5 Nowe typy miar i algorytmow.

Przyktadem miary okreslajacej podobienstwo obiektow, uwzgledniajacej dodatkowe
wlasnosci zbioru, jest miara wzajemnego sqsiedztwa (Mutual Neighborhood Value),
zaproponowana przez Gowde i Krishne [3]. Bierze si¢ w niej pod uwagge takze wlasnosci
pozostalych obiektow podlegajacych grupowaniu, tj. w celu okreslenia podobienstwa
obiekty ze zbioru Q sa porzadkowane ze wzgledu na odleglos¢ euklidesowa wybranego
obiektu i pozostatych obiektéw (kilku najblizszych sasiadow). Wzajemny dystans jest suma
rang, czyli zalezy od stosunku poréwnywanych obiektow do pozostatych elementow
zbioru. Miara ta powstatla w oparciu o obserwacje zachowania ludzi. Uczucie przyjazni
migdzy dwiema osobami ma zwykle charakter wzajemny. Jesli X czuje, ze Y jest jego
najblizszym przyjacielem, a Y czuje, ze X jest jego najblizszym przyjacielem, to istnieje
poczucie wzajemnej bliskos$ci obu oséb. Gdy jednak Y nie podziela uczué¢ X-a, to przyjazn
migdzy nimi jest znacznie stabsza. Sita przyjazni migdzy dwiema osobami jest funkcja
wzajemnych, a nie jednostronnych uczuc.

Stad analogia: stopien podobienstwa obiektoéw nalezy okresla¢ biorac pod uwage ich
wzajemna odlegtos¢. Punktem odniesienia jego oceny sa pozostate obiekty podlegajace
grupowaniu, czyli podobienstwo traktowane jest jako suma rang obiektow wedlug zasady
najblizszego sasiedztwa.

Niech Q ={o,,0,,....,0,} bedzie zbiorem obiektéw podlegajacych grupowaniu, z ktorych
kazdy jest opisany przez s cech. Jesli teraz o, jest m-tym najblizszym sasiadem o,
natomiast o, jest n-tym najblizszym sasiadem o,, to wartoScia miary wzajemnego
sqsiedztwa jest liczba:

MNV (0;,0;,) =m+n
gdzie m,n1{0,1,2,...,.N-1}.

Miara ta jest semimetryka, przyjmujaca nastgpujace wartosci:
{2,3,.,2N=-2} gdy iZj
0 gdy i=j

1

MNV(OA,oj)={
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W oparciu o tak okreslona miar¢ podobienstwa obiektow Gowda i Krishna zbudowali
algorytm grupowania: nieparametryczny, hierarchiczny 1 podzialowy, ponadto
nieiteracyjny 1 majacy niewielkie wymagania co do pamigci operacyjnej komputera. ,,Sita”
powyzszego algorytmu jest zalezna od parametru & oznaczajacego liczbe sasiednich
obiektow rozwazanych w celu okreslenia wartosci MNV. Testy algorytmu [4] wykazaty, Ze
w wigkszo$ci przypadkéw wystarczajaca jest warto§¢ k=5. W zalezno$ci od tego, czy
zalezy nam odkryciu grup stabiej lub silniej zréznicowanych, jego wartos¢ moze byc
mniejsza lub wigksza.

Jedna z wazniejszych wiasno$ci algorytmow wykorzystujacych miar¢ MNV jest to, zZe
moga by¢ one wykorzystywane do rozpoznawania skupien niepodzielnych liniowo.
Przyktad wynikoéw grupowania dla skupief o niejednorodnej ggstosci przedstawia rysunek.

Dwa skupienia znalezione przez algorytm wykorzystujacy miar¢ MNV

Waznym nowym typem miar, ktére pozwalaja unika¢ wyzej wymienionych problemow
(Rozdziat 3.4) s miary oparte na tzw. mierze VDM (Value Difference Metric). Stosowanie
tych miar w klasycznych algorytmach numerycznych umozliwia tym algorytmom
klasyfikacj¢ baz danych z symbolicznymi warto$ciami atrybutow. W przeciwienstwie do
bezkontekstowych (zaleznych tylko od biezaco rozwazanych obiektow) miar opartych na
metryce Minkowskiego ten nowy typ miar jest czg$ciowo kontekstowy (uwzglednia
wlasnosci bazy danych). Moze okresla¢ odleglo$¢ (podobienstwo) obiektow opisanych za
pomoca cech wyrazonych w réznych skalach pomiarowych.

Podstawowym typem miary, ktéra mozna zastosowa¢ do danych symbolicznych (lub
danych o charakterze mieszanym) opartej na VDM jest MVDM (Modified Value
Difference Metric) Odlegtos¢ pomigdzy dwoma wektorami o sktadowych symbolicznych
oblicza si¢ jako roznic¢ prawdopodobienstw:

Dy (,3) = D3| p(C; | %)= p(C; | 3

i=1 j=1
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gdzie N okresla liczbg obiektow w bazie danych, C z kolei jest liczba cech
charakteryzujacych obiekty. Prawdopodobienstwa oblicza si¢ na podstawie wzorow
_N,(x) _N,»n) o : - :
p(C,|x)=——— oraz p(C,|y,)=————. W liczniku mamy liczbg wystapien cechy i
' N(x,) ' N(,)
w klasie j, w mianowniku za$ liczbg¢ wszystkich wystapien cechy i. Warto$¢ g przyjmuje
si¢ najczesciej 1 lub 2.
Miara ta ma kilka wersji ktore pozwalaja lepiej dobra¢ charakter miary do charakteru
danych:

- HVDM (Heterogeneous Value Difference Metric) - niejednorodna VDM
N ) 1 (1)
Dy (x,y) = Z(dhi (x,, 1)) gdzie dh.(x,,y,) =< Nvdm(x,y,) (2)

i=1 )
Ndif(x,.y,)  (3)
Przypadek (1) stosujemy, gdy x lub y sa nieznane, (2) stosujemy jezeli x 1 y sa dyskretne:

C(N,0) _N,0)Y
Nvdm(xi,yi):\/;( NGx) N(y~)J ’

a w przypadku gdy maja charakter ciagly (3) stosujemy wzor:

Naif(x, ) =2
40

i

- DVDM (Discrete Value Difference Metric) - dyskretna odmiana VDM
N X —min,
— 2 L+1 (1
Dopypns (x,9) = Y vdm(d,(x).d (3 g oy=d D
i=1 X (2)
min, jest najmniejsza wartoscia i-tej cechy, w, w powyzszym wzorze jest parametrem. Ta

odmiana VDM w pierwszym kroku wykonuje dyskretyzacje cechy o charakterze ciaglym
(1), cechy dyskretne (2) pozostawia si¢ bez zmian. Nastgpnie stosuje sig ,.klasyczny” wzor
na obliczanie odlegtosci VDM.

- HOEM (Heterogeneous Euclidean-Overlap  Metric) - uproszczona wersja
niejednorodnego VDM
_ 1 (1)
= 1 gd =y,
Dyyopn (%, ) Zdi(xi»yi) od (x,,y,) = g8 X = )
i=1 0 gdy x, # y,
eyl
A 3
xmax _y min ( )

Pierwszy przypadek (1) stosujemy, gdy x,lub y, sa nieznane (brakujaca warto$¢), drugi
(2), gdy wartosci atrybutow sa nominalne. Ostatnia mozliwos¢ (3) stosujemy w
pozostatych przypadkach, x™i yf“i" w tym wzorze sa odpowiednio maksymalng i
minimalng warto$cia i-tego atrybutu.

-. IVDM (Interpolated Value Difference Metric) - interpolowana VDM
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N
Dyypp(x,y) = Zinmi(xia yi)2

i=1
vdm,(x,.y;) (1)
inmi(xi’yi)z S
2 (p(Clx)=p(Cly)* (2)
A
Jezeli cechy maja charakter dyskretny (1) stosujemy standardowa procedurg obliczania
odlegtosci VDM, w przeciwnym przypadku (2) (dla cech ciagtych) wyznaczamy
prawdopodobienstwa potrzebne do wyznaczenia odleglosci VDM na podstawie wzoru
interpolacyjnego:
mid
Xi T Xy
P(C;1x)=p(C; | x;u) + —— (p(C) | xsu +1) = p(C; | x;5u)
iu+l iu

sa $rodkami dwoch kolejnych dyskretyzowanych podziatow,

gdzie x" i X"

Lu i,u+l

m

spetniajacych nier6wnos¢ x;

mid
utl®

“<x <x

SU

Zastosowanie miar odlegtosci tego typu zamiast zwyktej miary euklidesowej poprawia
wyniki klasyfikacji dla danych mieszanych (dane z cechami o charakterze ciaglym i
symbolicznym) oraz dla danych o charakterze czysto symbolicznym. Ponizsza tabelka
zaczerpnigta z pracy [4], przedstawia wyniki badan przeprowadzonych przez Wilsona i
Martineza. Prezentowane wyniki uzyskano przy pomocy systemu kNN, testowane zbiory
poddano dziesigciokrotnej cross validation, uzyskane usrednione wyniki w procentach sa
podane ponize;j.

Baza danych | Funkcje okreslania odlegtosci pomigdzy | Charakter
obiektami cech
Euclid | HOEM | HVDM |DVDM | IVDM |Co |In|No
Annealing 94.99 | 94.61 | 94.61 | 94.99 |1 96.11 | 6 |3 |29
Audiology 60.50 | 72.00 | 77.50 | 77.50 | 77.50 | 0 | 0|69
Australian 80.58 | 81.16 | 81.45 | 83.04 | 8038 | 6 |0 ] 8
Breast Cancer 94.99 | 95.28 | 9499 | 95.57 {9557 | 0 |9 O
Bridges 58.64 | 53.73 | 59.64 | 56.73 | 60.55| 1 |3 | 7
Credit Screening | 78.99 | 81.01 | 80.87 | 80.14 [ 80.14| 6 |0 | 9
Echocardiogram | 94.82 | 94.82 | 94.82 |100.00 (100.00| 7 |0 | 2
Flag 4895 | 48.84 | 55.82 | 58.76 | 57.66 | 3 |7 |18
Glass 72.36 | 70.52 | 72.36 | 56.06 | 70.54| 9 |0 | O
Heart Disease 72.22 | 75.56 | 78.52 | 80.37 | 81.85| 5 |2| 6
Heart (Cleveland) | 73.94 | 74.96 | 76.56 | 79.86 | 7890 | 5 |2 | 6
Heart (Hungarian) | 73.45 | 74.47 | 76.85 | 81.30 [ 8098 | 5 |2 ]| 6
Heart (More) 72.09 | 71.90 | 72.09 | 72.29 7333 | 5 |2| 6
Heart (Swiss) 93.5 | 91.86 | 89.49 | 88.59 |87.88| 5 [2]| 6
Hepatitis 77.50 | 77.50 | 76.67 | 80.58 | 82.58 | 5 |0 |13
Horse-Colic 65.77 | 60.82 | 60.53 | 76.75 [ 76.78 | 7 | 0|16
Hoose-Votes-84 | 93.12 | 93.12 | 95.17 | 95.17 | 95.17| 0 |0 | 16
Ionosphere 86.32 | 86.33 | 86.32 | 92.60 | 91.17 (34 |0 | O
Iris 94.67 | 95.33 | 94.67 | 92.00 | 94.67| 4 |[0] O
LED+17 noise 42.90 | 42.90 | 60.70 | 60.70 | 60.70 | 0 | 0|24
LED 57.20 | 57.20 | 56.40 | 56.40 | 56.40| 0 |0 | 7
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Liver Disorders 62.92 | 63.47 | 6292 | 55.04 |5823| 6 |0] O
Monks-1 77.08 | 69.43 | 68.09 | 68.09 | 68.09| 0 |0]| 6
Monks-2 59.04 | 54.65 | 97.50 | 97.50 [97.50| 0 |0 | 6
Monks-3 87.26 | 78.49 | 100.00 | 100.00 (100.00| 0 |0 | 6
Promoters 73.73 | 82.09 | 92.36 | 92.36 | 92.36 | 0 |0 |57

Satellite Image 90.21 | 90.24 | 90.21 | 87.06 | 89.79 |36 [0 | O

Sonar 87.02 | 86.60 | 87.02 | 78.45 | 84.17|60 |0 | O
Soybean (Large) | 87.26 | 89.20 | 90.88 | 92.18 | 92.18 | 0 | 6 | 29
Thyroid (Allb ) 94.89 | 94.89 | 95.00 | 94.86 {9532 | 6 | 0|22

Thyroid (Allhyper) | 97.00 | 97.00 | 96.86 | 96.93 | 97.86 | 6 |0 |22
Thyroid (Allhypo) | 90.39 | 90.39 | 90.29 | 89.36 | 96.07 | 6 |0 |22
Thyroid (Allrep) | 96.14 | 96.14 | 96.11 | 96.86 | 9843 | 6 |0 |22
Thyroid (Dis) 98.21 | 98.21 | 98.21 | 98.29 | 98.04| 6 |0 |22
Thyroid 93.42 | 93.42 | 9336 | 93.01 [ 98.09| 7 |0 |18
(Hypothyroid)
Thyroid (Sick- 68.23 | 68.23 | 68.23 | 88.24 | 95.07 | 7 |0 |18
Euthyroid)

Thyroid (Sick) 86.93 | 86.89 | 86.61 | 88.82 | 96.86 | 6 | 0|22

Wine 95.46 | 95.46 | 9546 | 9438 [ 97.78 | 13 |0 | O

Z00 97.78 | 94.44 | 98.89 | 98.89 {9889 | 0 |0 ]| 16

Opis tabeli:
Co — cechy o charakterze ciaglym.
In — cechy dyskretne liniowe.
No — cechy o charakterze symbolicznym.
Pogrubiona czcionka oznaczono najlepszy uzyskany wyniki klasyfikacji.

Na podstawie zamieszczonej tabeli mozna stwierdzi¢, ze zastosowanie miar opartych na
VDM do danych o charakterze symbolicznym lub z przewaga tego typu cech w wigkszos$ci
przypadkow poprawia wyniki klasyfikacji. W  niektérych przypadkach (np.
Echocardiogram, Flags, LED+17 noise) poprawa wyniku klasyfikacji jest bardzo wyrazna.

3.6 Klasyczna analiza dyskryminacyjna.

Analiza dyskryminacyjna (discriminant analysis) 1naczej klasyfikacja wzorcowa
(rozpoznawanie z nauczycielem), polega na przydzielaniu obiektow do klas, ktorych
charakterystyka jest znana.

Dyskryminacja obiektow opiera si¢ na dwoch podstawowych podejs$ciach:

- Stochastyczne: zaktadamy, ze posiadany zbior obiektow jest proba losowa pobrana z k
réznych podpopulacji B, B,,...., P,. Naszym celem jest taki jego podzial, aby kazda klasa
odpowiadata jednej podpopulacji. Podejscie stochastyczne stosuje si¢ np. w fizyce lub
chemii gdzie dane mozna wielokrotnie pobiera¢ powtarzajac eksperymenty. Nasz zbior
obiektow podlegajacych klasyfikacji traktuje si¢ jako probg losowa pobrana z
nieskonczonego lub skonczonego, lecz zawsze bardzo licznego zbioru. Cechy obiektow
musza by¢ reprezentowane przez zmienne losowe.

15



- Opisowe: nie mowimy nic o losowosci proby, (bo jest on nie znana), obiekty pochodza z
k klas, do ktérych nalezy je poprawnie przydzieli¢. Podej$cie opisowe wykorzystuje si¢ w
badaniach ekonomiczno-spotecznych, gdy dostepne sa jedynie dane statystyczne opisujace
zachowanie analizowanego zjawiska. Warto$ci cech obiektow reprezentuja zmienne,
ktérych rozktady nie sa badane. Szuka si¢ jedynie ich podstawowych charakterystyk
opisowych.

Klasyczna analiza dyskryminacyjna stosuje nastgpujace metody do dzielna zbioru
wejsciowego danych na poszczegolne kategorie:

- Funkcje liniowe R.A. Fisher a,

- Metody probabilistyczne,

- Statystyczne metody podejmowania decyz;ji.

Pierwszy rodzaj klasyfikacji wykorzystuje do podzialu zbioru wejSciowego danych tzw.
funkcje dyskryminacyjne. To podejscie jest obecnie szeroko stosowane praktycznie i
stanowi istotna czg¢s¢ wielu pakietow komputerowych do analizy statystycznej, np.
STATISTICA.

Podziat zbioru jest realizowany za pomoca k funkcji w postaci:
g; ‘R" - R
gdzie g, oznacza funkcj¢ dyskryminacyjng dla klasy K, tzn.
xUK; — g(x) = maxig,(x);

Obiekt x przydzielamy do tej klasy, dla ktorej funkcja dyskryminacyjna przyjmuje
najwigksza warto§¢. Posta¢ funkcji dyskryminacyjnej moze by¢ dowolna, jednak
najczesciej stosuje si¢ funkcje liniowe:

g (x)=a,+ax +ta,x,+..+ta,x,
albo funkcje kwadratowe:

— 2 2
g, (x)=a,+ax +a,x,+..+a,x, +bx +..+b x +b,xx,+..

Wyznaczenie wartoéci elementdow wektora 4 dla powyzszej funkcji odbywa sie na
podstawie proby uczacej. W tym celu stosowane sa zwykle dwie metody:

- perceptronowa,

- najmniejszych kwadratow.

Metoda perceptronowa, zaproponowana przez M. Rosenblatta, ma charakter iteracyjny.
Dziatanie rozpoczyna si¢ od wektora a, W kolejnych krokach sprawdzana jest

przynalezno$¢ obiektu (jednego w kazdej iteracji) do danej klasy. Badanie czy obiekt x
zostal poprawnie sklasyfikowany polega na sprawdzeniu, czy zachodzi nierownos$¢:

a'x, >0
Jesli wektor wspotczynnikow a; funkcji dyskryminacyjnej poprawnie klasyfikuje obiekt x,
to w nastgpnej iteracji nie zmieniamy go: a,,, = a,.W przeciwnym przypadku warto$ci jego
elementow sa modyfikowane zgodnie z formula: a,,, =a, +s,x, gdzie s, okresla dlugos¢
kroku. Dlugo$¢ t¢ mozna znajdowa¢ dwoma sposobami:
- przyjmujemy s, stale w kazdym kroku iteracji, np. s, =1,

- s, wyznaczamy tak, by dany obiekt zostat poprawnie sklasyfikowany:
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— e X
s, =min| —
X; X,

1

Metoda najmniejszych kwadratéw: Nierébwno$é a x, >0 zastgpujemy ukladem réwnan

liniowych: X4 = B gdzie B jest wektorem o dodatnich elementach b, >0. Poniewaz ten

uktad jest najczeSciej sprzeczny, bedziemy szukali takiego wektora A4, ktory daje
najmniejsza réznicg¢ migdzy XA oraz B:
min {(X4-B)" (XA-B)}
A
A" =la,,....a,] B" =[b,,.....

n

gdzie b, Wykorzystujac minimalizacje sumy kwadratow
otrzymujemy rozwiazanie, ktorym jest wektor:

A=(X"X)"'X"B
Wada metody najmniejszych kwadratow jest brak gwarancji, w odrdznieniu od metody
perceptronowej, ze wektor 4 zapewni poprawna klasyfikacje obiektow. W przypadku
problemdéw nieseparowalnych liniowo obie metody moga wyznaczaé tylko przyblizone
rozwiazania (przyktad na rysunku ponizej).

O
O O
klasa 1
O
O O ©
® x=
O ™ L4
@) . .
o klasa 2

Graficzna prezentacja liniowej funkcji dyskryminacjnej dla dwoch klas. W klasie 2
znajduja sie¢ 3 btednie sklasyfikowane obiekty z klasy 1.

Metody stochastyczne: Podstawowym zatozeniem tego typu metod jest to, ze podziat
populacji na klasy jest opisany rozkladem zmiennej losowej, okreslonej jako numer
podpopulacji, z ktorej pochodzi dany obiekt. Kazda podpopulacja jest opisana przez
wielowymiarowy rozktad warunkowy wektora x, ktorego realizacjami sa nasze obiekty.
Ggstos¢ rozktadu w podpopulacji P mozna oznaczy¢ jako f(x(P)). Przydzielenie obiektu

do klasy wykonuje si¢ po zaobserwowaniu x. Prawdopodobienstwo, ze obiekt nalezy do
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danej podpopulacji P; jest prawdopodobienstwem a posteriori, ktore oblicza sig zgodnie ze

wzorem Bayesa:

A P,
p(p, |y = 2T
szf(x“)z)

gdzie p. to prawdopodobiefistwo a priori, Ze obiekt nalezy do podpopulacji P.. Obiekty sa
klasyfikowane na podstawie reguly bayesowskiej. Przydzielamy obiekt x do klasy K, dla
ktorej spetniony jest warunek:

J =arg(maxip, [ (x| F)})

Obiekt jest przydzielany do tej klasy, dla ktorej prawdopodobienstwo a priori jest
najwigksze.

Praktyczne zastosowanie metody wymaga znajomo$¢ parametrow rozkladu wektora x w
podpopulacjach 1 prawdopodobienstw a priori, okreslajacych wielko$¢ podpopulacji.
Potrzebne parametry sa szacowane na podstawie zbioru uczacego.

Zamiast reguty bayesowskiej czasami stosowana jest reguta najwiekszej wiarygodnosci, w
ktorej pomija sig¢ prawdopodobienstwa a priori. Obiekt x jest przydzielany do klasy K, dla

ktorej zachodzi:
(x| P) =maxif (x| F);
Funkcja wiarygodnosci jest w tym przypadku rowna funkcji gestosci. W praktyce

porownuje si¢ funkcje gestosci dla wszystkich klas 1 wybiera si¢ t¢ klase, dla ktorej funkcja
ta osiaga najwigksza wartosc.

923(!:)

Przyktad funkcji dyskryminacjnej dla trzech klas.
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Inna propozycja oparta jest na minimaksowej regule klasyfikacyjnej. O ile regula
bayesowska minimalizuje prawdopodobienstwo biedu, o tyle reguta minimaksowa
minimalizuje maksymalne prawdopodobienstwo bl¢du. Na przyktad dla dwdch klas ma ona
postac:

max {p(x, | K,), p(x, | K,)}
gdzie p( x;|K,) jest prawdopodobienstwem, ze obiekt x; przydzielono biednie do klasy K,

podczas gdy w rzeczywistos$ci nalezy on do klasy K.

Jeszcze inna metoda wykorzystujaca podejscie stochastyczne jest metoda aproksymacji
stochastycznej H. Robbinsa i S. Monro. Metoda polega na wyznaczaniu wspétczynnikow

funkcji  dyskryminacyjnej dla i-tej klasy: g, (x)=a/x, za pomoca kryterium
stochastycznego:

Ji(a;,x) = E[ f(a;,x)]
gdzie E jest warto$cia oczekiwang funkcji oceny jakosci aproksymacji f( a,, x). Wartosci
wektora a, znajduje sig iteracyjnie, na podstawie wzorow:

a"" =a" -0, " (a,x)

1

gdzie
\ " (a,,x
f( )(aiox) = faa((nl) )
natomiast O, jest dodatnia liczba, spetniajaca warunki:
lim9, =0

n-o

[

56,z

n=1

00

>4t <w
n

n=1

Metody wyznaczania wspotczynnikéw funkcji dyskryminacyjnych roznia si¢ postacia
kryterium aproksymacji. Najczgsciej stosowane sq dwa kryteria:
- §redniego btedu absolutnego:

f(a,x) = ¢, (x)=a/x]|

- §redniego btedu kwadratowego:
fla,x)=1/20c¢,(x)—a/ x|’
W powyzszych wzorach wielko$¢ c,(x) przyjmuje nastgpujace wartosci:

1 gdyxUK,
c,(x)=
0 gdyxUK,

Staboscia wyzej wymienionych klasycznych metod dyskryminacyjnych jest wymaganie
posiadania przez zmienne opisujace obiekty rozktadu normalnego. Wymog normalnosci
jest rownowazny temu, ze cechy obiektow musza by¢ opisywane przy pomocy skal
mocnych, czyli metody te nie nadaja si¢ do klasyfikacji obiektow o cechach jakosciowych.
Drugim zaloZeniem utrudniajacym stosowanie algorytmoéw tego typu, jest wymaganie
roOwnos$ci macierzy wariancji i kowariancji poszczego6lnych klas.
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4. Algorytmy klasyfikacyjne taksonomii symbolicznej.

Termin taksonomia symboliczna okres$la grupg metod klasyfikacji zajmujacych si¢ gidwnie
obiektami symbolicznymi, ktéorych cechy maja charakter jako$ciowy (nie koniecznie
wszystkie cechy opisujace obiekt musza mie¢ taki charakter). Podobienstwo tych obiektow
jest uyymowane przez miary o charakterze heurystycznym, wykorzystujace teori¢ informacji,
1 r6zne metody statystyczne.

Tabela ponizej [5] prezentuje zestawienie najbardziej znanych algorytméw taksonomii
symbolicznej Algorytmy te obecnie zostaly ulepszone lub zainspirowaty do powstania
catych grup nowych algorytméw wykorzystujacych dany rodzaj metod. Tabela prezentuje
takze wykorzystywane przez algorytmy techniki grupowania.

Nazwa Rok Autorzy Technika Sekwencje
algorytmu Grupowania obiektow
EPAM 1961 Feigenbaum hierarchiczna tak
MK10 1980 Wolff hierarchiczna nie
IPP 1982 Lebowitz skupienia nierozlaczne tak
UNIMEM 1983 Lebowitz skupienia nieroztaczne tak
CYRUS 1983 Kolodner skupienia nieroztaczne tak
CLUSTER | 1983 Michalski, Stepp iteracyjno- nie
optymalizacyjna
DISCON 1984 Langley, Sage hierarchiczna nie
RUMMAGE | 1984 Fisher hierarchiczna nie
MERGE 1985 Wasserman hierarchiczna tak
GLAUBER | 1985 Langley, Zytkow, Simon | skupienia nieroztaczne nie
RESEARCHER| 1986 Lebowitz hierarchiczna tak
COBWEB 1986 Fisher hierarchiczna tak
OCCAM 1987 Fisher, Pazzani skupienia nierozlaczne tak
AUTOCLASS | 1988 Cheesman, Kelly,Self iteracyjno- nie
optymalizacyjna
Bez nazwy | 1988 Diday hierarchiczna nie
CLASSIT 1989 Gennari, Langley,Fisher hierarchiczna tak
WITT 1989 Hanson, Bauer iteracyjno- nie
optymalizacyjna
ADECLU 1989 Decaestecker hierarchiczna tak
HIERARCH | 1990 Nevins skupienia nieroztaczne tak
LABIRYNTH | 1991 Thompson, Langley hierarchiczna tak
OXBOW 1991 Iba, Gennari hierarchiczna tak
ITERATE 1992 Biswas, Weinberg hierarchiczna tak

Najwazniejsze cechy algorytméw zawartych w tabelce to:
- metody te powstalty w wyniku inspiracji rezultatami badan nad sposobami kategoryzacji

dokonywanej przez ludzi prowadzonych w psychologii;

- podobienstwo pary obiektow jest rozwazane przy uwzglednieniu wlasnosci pozostatych
obiektow w zbiorze.
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- miary jako$ci podziatu zbioru obiektow na klasy wykorzystuja reguly heurystyczne,
teorig informacji, metody statystyczne itd.

- mozliwa jest klasyfikacja danych niepetnych

- poszczegblne cechy obiektow moga mie¢ rozny charakter

- wszystkie obiekty nie musza by¢ dostgpne przed rozpoczgciem procesu grupowania,
moga pojawiac si¢ w jego trakcie.

- utworzone kategorie mozna interpretowac¢ za pomoca pojec;

- majac symboliczny opis klas tatwo mozna przewidzie¢, do ktorej klasy bedzie nalezat
nowy obiekt.

Obecnie sa prowadzone badania nad nowymi typami algorytmoéw lub modyfikacjami juz
istniejacych algorytmow, tak, aby byly one bardziej wydajne i stabilne oraz aby miaty jak
najwigcej korzystnych wiasnosci wymienionych powyzej. Podstawowe typy algorytmow
symbolicznych (tj. te, ktore daly poczatek poszczegdlnym typom algorytmdw) zostanag
omoéwione w kolejnych rozdziatach.
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4.0 Przyklady symbolicznych algorytmow klasyfikacyjnych.

4.1 Metody podzialowe. Algorytm CLUSTER.

Pierwszym algorytmem iteracyjno-optymalizacyjnym, stosujacym metody podziatowe,
ktory zainspirowat powstanie kolejnych algorytmow tego typu, byl CLUSTER
Michalskiego 1 Steppa [6][7]. Wykorzystywal on technike iteracyjno-optymalizacyjna do
tworzenia struktury klas opisywanych za pomoca poje¢ koniunkcyjnych. We
wczesniejszych pracach, prowadzonych w ramach psychologii, rowniez zaproponowano
kilka metod klasyfikacji bezwzorcowej tworzacej hierarchiczng strukturg klas (np. EPAM),
jednak metody te nie byly szerzej znane 1 wykorzystywane, ze wzgledu na brak ich
uniwersalnosci.

Algorytm CLUSTER powstat w 1980 roku i byt rozwijany w ciagu nastgpnych lat. Jego
pierwsza wersja nazywata si¢ CLUSTER/PAF 3 i byla przyktadem bezposredniego
zastosowania techniki iteracyjno-optymalizacyjne;.

W metodach iteracyjno-optymalizacyjnych stosuje si¢ strategie wspinaczki (hill-climbing),
tj. z kazdym nastgpnym krokiem staramy si¢ uzyskiwac lepsza jakos$¢ podziatu az do
osiagnigcia optimum. Nazwa strategii nawiazuje do zachowania si¢ czlowieka
wchodzacego na szczyt gory. Wspinajacy sig, chcac jak najszybciej dotrze¢ na szczyt,
wybiera aktualnie najlepsza drogg, chociaz biorac pod uwage calo$¢ wyprawy, moze
okaza¢ sig, ze decyzja ta byla btedna. Z kolei droga w danej chwili gorsza moze by¢ w
perspektywie calej wyprawy lepsza.

\
/

Sposob dziatania strategii wspinaczki.

Strategia wspinaczki gwarantuje szybkie i1 efektywne przeszukiwanie, nie gwarantuje
jednak osiagnigcia dobrego rozwiazania (minimum globalnego). Jej podstawowa wada jest
brak mozliwosci powrotu do tych kierunkow przeszukiwania, ktoére na danym etapie

22



okazaly si¢ gorsze. Jesli jednak zastosowana funkcja kryterium ma dobre wilasnosci,
strategia ta moze zapewni¢ osiagnigcie sukcesu. Wady omawianej strategii rownowazy jej
prostota obliczeniowa sprawiajaca, ze jest ona popularna i szeroko stosowana.

Obiekty, ktore beda zalazkami skupien w ramach algorytmu CLUSTER wybiera sig
losowo tak, aby byly one maksymalnie oddalone w sensie odleglosci syntaktyczne;j.
Odlegtos¢ te oblicza si¢ jako sume poszczegolnych odleglosci syntaktycznych atrybutow.
Dla cech nominalnych odlegtos¢ tg oblicza si¢ na podstawie wzoru:

lgdyx =y,
d Ly — i i
(x, ) {Ogdyxiiyi

x, oraz y, we wzorze to kolejne atrybuty, dla cech ciaglych stosuje si¢ zalezno$¢

d(x,,y,)=x,—y,|/x, X oznacza warto$¢ $rednig cechy, z ktorej pochodza atrybuty x 1 y.

Jako$¢ podziatu obiektow mierzy si¢ za pomoca LEF ¢.: leksykograficznego funkcjonatu
oceny (Lexicographical Evaluation Functional), ktory jest sekwencja par:

< kryterium, prog tolerancji >, gdzie prog tolerancji przyjmuje wartosci z przedziatu [0,
100%], a kryterium to kolejne kryteria elementarne:

- uniwersalno$¢ opisu skupienia - okresla sj¢ na podstawie liczby obiektow, ktore sa
opisywane przez reprezentujacy je kompleks™, a ktore nie znajduja si¢ w klasyfikowanym
zbiorze.

- prostota opisow klas - liczba sktadowych w selek‘[orachEI lub liczba selektorow
wystepujacych w kompleksach. Im jest ich mniej, tym wigksza warto$¢ tego kryterium.

- podobienstwo obiektow - laczna liczba wspdlnych wiasnosci obiektow nalezacych do
tego samego skupienia. Zwykle liczbe t¢ liczy si¢ w ten sposob, ze zlicza si¢ taczna liczbe
wspolnych selektoréw wystepujacych w kompleksach.

- roztacznos$¢ klas - suma stopni roztacznosci miedzy kazda para kompleksow. Stopien
roztacznosci dla pary klas to liczba wystepujacych w ich opisach selektorow, ktore
wykorzystuja t¢ sama zmienna, lecz o r6znych wartosciach.

- jakos$¢ dyskryminacji klas - liczba zmiennych, ktore przyjmuja rozne wartosci w kazdym
z kompleksow.

Kolejnos$¢ stosowania kryteriow okresla prowadzacy klasyfikacje, ustalenie pewnej
kolejnosci wsrod kryteriow jest rownoznaczne z przypisaniem im pewnych ,,wag”.
W kolejnych krokach kazda struktur¢ skupien ocenia si¢ pod katem poszczegdlnych
kryteriow. Proces ten jest kontynuowany az do chwili, gdy pozostaje tylko jeden,
»hajlepszy” zbior klas lub, gdy zbior kryteriow zostanie wyczerpany. Jesli istnieje wigcej
niz jedna struktura skupien o tej samej ,,jakosci”, wyboru dokonuje si¢ arbitralnie.

Wartosci progu tolerancji funkcjonatu LEF leza migdzy 0 a 100%. Wartos¢ 100% jest
sygnatem, ze wszystkie struktury klas bgda, ze wzgledu na to kryterium, traktowane jako
jednakowo dobre, 0% oznacza, ze zbiory klas maja jednakowa jakos¢ ze wzgledu na

opisujqcego pitke do koszykowki [kolor = pomaranczowy] [wielkos¢ = Srednia] [ksztalt = okrqgly].
* Wyrazenie [x#W.] nazywamy selektorem; W, ] D, symbol # oznacza jeden z operatoréw relacyjnych:
=,%#,<,<,>,2 . Przyklad selektora: [kolor = zielony U czerwony].

23



rozwazane kryterium elementarne tylko wtedy, gdy ma ono dla kazdego z nich identyczna
wartosc¢.

o
K,
o O ©
K,
+ o)
+ o
o (o)
ol L. L. 1. ... 1. K| o
i + :
o P+ ° +:
o
(o) O
. o)
o
o . o
o
K
o)

Przyktad redukcji poje¢ odrozniajacych, K jest kompleksem najbardziej ogdlnym.

Zasadnicza dla algorytmu CLUSTER jest operacja tworzenia kolejnych kompleksow
najlepiej dopasowanych do posiadanych obiektoéw i istniejacych kompleksow. Dla kazdej
ze zmiennych staramy si¢ utworzy¢ kompleks o minimalnej rzadkosci, tj. opisujacy jak
najmniej obiektow nie nalezacych do reprezentowanej klasy. Budowaé takie kompleksy
pozwala procedura upraszczania kompleksow, tj. uogdlniania reprezentowanych przez nie
poje¢. W zalezno$ci od rodzaju cechy wykorzystuje si¢ rdézne techniki. Dla zmiennych
przyjmujacych wartosci ze zbioru, w ktérym wystgpuje porzadek liniowy, stosuje si¢
»regule domykania przedziatu” np. zbior [x, =102 3 [7 [09] upraszcza si¢ do postaci
[x, =1..9]. Ma to jednak sens tylko wtedy, gdy rzadkos¢ takiego selektora jest mata.

Zwykle ustala si¢ pewna warto$¢ graniczna, powyzej ktorej powstaje jeden przedziat: 1..9,
a ponizej — dwa: [x; =1.307..9]. W przypadku zmiennych strukturalnych przechodzi si¢
na wyzszy poziom w hierarchii wartosci. Na przyktad dla cechy strukturalnej ilos¢,

1los¢

mala $rednia duza

/N

0 1 2 3 4

Wartosci cechy strukturalnej ilos¢
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opisanej selektorem [ilos¢ = 0 v 1], mozna dokonaé jego uproszczenia zastepujac go
selektorem: [ilo§¢ = mala].

Kolejnym krokiem istotnym dla dziatania algorytmu jest usuwanie zbednych selektoréw z
komplekséw opisujacych klasy. Jesli stosunek liczby brakujacych wartosci cechy w
selektorze do liczebnos$ci jej dziedziny nie przekracza ustalonej warto$ci granicznej,
selektor usuwa si¢ z kompleksu. Na przyktad cecha nominalna wyksztalcenie przyjmujaca
wartosci: podstawowe, $rednie, wyzsze, (selektor ma postaé: [wyksztatcenie = $rednie v
wyzsze]), przy ustalonym progu np. 0,5 zostaje usunigta z kompleksu. Kazdy z
otrzymanych po zastosowaniu wyzej wymienionych procedur kompleksow ocenia si¢ ze
wzgledu na kryterium jakos$ci podziatu LEF 1 wybiera si¢ najlepszy z nich.

Wada algorytmu jest dlugi czas obliczen. Algorytm CLUSTER jest mato efektywny,
poniewaz musi dokonywac przeszukiwania duzej przestrzeni, np. dla n zmiennych, z

ktorych kazda przyjmuje k réznych wartosci, istnieje N =(2" —1)" rdznych pojeé
(komplekséw). W celu przyspieszenia przeszukiwania w kolejnych wersjach algorytmu
wprowadzono kilka regut heurystycznych.
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4.2 Metody hierarchiczne.

Metody hierarchiczne byly pierwszymi, jakie powstaly w ramach metod klasycznych. Po
raz pierwszy zostaly zastosowane przez biologéw tworzacych hierarchi¢ gromad, rzgdow,
rodzin, rodzajow oraz gatunkow zwierzat. Znaczna cze$¢ algorytmdéw symbolicznych w
procesie klasyfikacji buduje drzewo, ktorego struktura (gatezie drzewa) ma reprezentowad
strukture klasyfikowanego zbioru. W celu utworzenia drzewa o optymalnej strukturze
stosowane sa dwa procesy: agregacji i specyfikacji.

/Zblér obiektéw O
Zbio6r skupien nr 1 Zbi6r skupieni nr k
{8115 S125 -+ 2 Sim} (St Sk2r -+ Siem)
Poy;cne 1 Poy;cm J Pojecie 1 Poy;cu: l

Schemat procesu agregacji

Naturalne podejscie do definiowania skupien polega na rozwigzaniu problemu agregacyji,
tj. okresleniu mozliwych podzialdow zbioru obiektow. Dla kazdego z nich nastepnie
wykonuje si¢ specyfikacje, tj. znajduje si¢ mozliwe opisy skupien za pomoca pojeé przez
uruchomienie procedury ,,uczenia si¢ na podstawie przyktadow”. Procedura ta ocenia
jakos¢ kazdego z tych opiséw pojgciowych 1 wybiera najlepszy z nich.

Z problemem podziatu zbioru obiektéw i tworzenia drzewa skupien zwiazany jest problem
przeszukiwania tworzonego drzewa. W  taksonomii symbolicznej algorytmy
przeszukiwania drzew zostaly po raz pierwszy wprowadzone przez D. Fishera i P.
Langley a.

Z punktu widzenia sterowania przeszukiwaniem drzew zadanie taksonomii symboliczne]
mozna podzieli¢ na dwie grupy:

- utworzone drzewo klasyfikacji buduje si¢ stopniowo,

- drzewo to jest nieustannie przeksztatcane (np. w algorytmie DISCON).

Graficzna prezentacja hierarchii obiektoéw tworzonej przez algorytmy hierarchiczne jest
dendrogram przedstawiony na rysunku ponizej.
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W zaleznos$ci od sposobu konstruowania hierarchii klas mozna wyodregbni¢:

- metody aglomeracyjne. W ramach tych metod poczatkowo kazdy obiekt traktuje jako
oddzielna, jednoelementowa klasg. Klasy te nastgpnie stopniowo sa taczone az do chwili,
gdy wszystkie obiekty znajda si¢ w jednym zbiorze. Rozwazany proces odbywa si¢ w
oparciu o pewna miar¢ podobienstwa (odlegtosci), za pomoca ktérej mozna wybrac te
skupienia, ktore w nastgpnym kroku zostana potaczone.

- metody podzialowe (deglomeracyjne). Proces klasyfikacji w przypadku metod
podzialowych przebiega w odwrotnym kierunku. Zbior wszystkich obiektéw jest dzielony
w kolejnych krokach na podzbiory az do uzyskania zbioru skupien zawierajacych
pojedyncze obiekty. Problem okreslenia kryterium podziatu zbioru obiektow na podzbiory
jest znacznie trudniejszy niz przy ich laczeniu. Trzeba bowiem rozwazaé wszystkie
mozliwe podzialy 1 wybra¢ najlepszy ze wzgledu na przyjete kryterium. Metody
podzialowe sa raczej rzadko stosowane wsrod algorytmow symbolicznych.

Algorytmy symboliczne oparte na wymienionych powyzej rozwiazaniach np. EPAM,
RUMMAGE czy DISCON maja ta wadeg, ze stawiaja duze wymagania pod wzgledem
wielko$ci pamigei komputera i czasu obliczen (algorytmy te powstaty juz ponad 10 lat
temu, ale nawet dla najnowszych obecnie komputeréw staja si¢ one zupetie bezuzyteczne,
gdy liczba klasyfikowanych obiektow przekroczy kilka tysigcy). Ograniczenia te
spowodowaty, ze w ramach taksonomii symbolicznej powstata bardzo liczna grupa
algorytméw wykorzystujacych nieco inne podejs$cie do tworzenia hierarchii klas, tj. metody
sekwencyjne (incremental methods).

Metody sekwencyjne, w odrdznieniu od metod aglomeracyjnych i podzialowych, moga by¢
stosowane do budowy hierarchicznej struktury klas w sytuacji, gdy zbiér obiektow nie jest
skonczony. Podczas klasyfikacji nowego obiektu strukturg i charakterystyke klas (pojec)
modyfikuje si¢ tak, by dostosowac ja do aktualnie reprezentowanego zbioru. Proces ten jest
wzorowany na przebiegu uczenia si¢ czlowieka: wiedza w postaci faktow 1 doswiadczen
jest przyswajana stopniowo, zmieniajac struktur¢ poje¢, system wartosci itd.
Najwazniejszym zagadnieniem w przypadku metod sekwencyjnych jest wybor kryterium
podziatu zbioru w wezle na podzbiory.
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Algorytmy bedace implementacjami metody sekwencyjnej, podobnie jak metody
iteracyjno-optymalizacyjne, wykorzystuja strategie wspinaczki (mozliwos¢ utknigcia
algorytmu w lokalnym minimum). Do najwazniejszych zalet algorytméw tego typu naleza:

- niskie koszty gromadzenia i przechowywania danych,

- mozliwo$¢ klasyfikacji bardzo duzych zbiorow danych,

- krotki czas obliczen,

- mozliwo$¢ uzyskania w rezultacie klasyfikacji hierarchicznej struktury klas,

-dynamiczne modyfikowanie charakterystyki klas tak, by dopasowa¢ ja do aktualnie
posiadanych informacji.

4.2.1 Algorytm COWEB

Najwazniejszym algorytmem taksonomii symboliczne] opartym na hierarchicznych
metodach sekwencyjnych jest COBWEB. Zostal on napisany przez D. Fishera w 1986 roku
[8]. Wykonuje on podzial zbioru obiektow tak, aby maksymalizowa¢ przydatnos$¢ struktury
skupien do przewidzenia klasy, do ktorej nalezy przydzieli¢ nowy obiekt.

COBWEB jest algorytmem hierarchicznym, tworzy bowiem drzewo klas, ktore nastgpnie
przeszukuje w dwu kierunkach za pomoca strategii wspinaczki. Poniewaz stosuje zarowno
dzielenie, jak 1 faczenie klas, nie mozna jednoznacznie powiedzie¢ czy jest to algorytm
aglomeracyjny, czy podzialowy. Zastosowanie takiej strategii pozwala algorytmowi
»omija¢” minima lokalne. COBWEB identyfikuje przynalezno$¢ obiektu do danej klasy lub
skupienia na podstawie warto$ci tzw. miary uzytecznosci kategorii. Miara ta odwotuje si¢
do istotnosci cechy oraz istotnosci kategorii. Zostata skonstruowana przez psychologow M.
Glucka 1 J. Cortera w polowie lat osiemdziesiatych do budowy takiej struktury kategorii,
ktéra pozwala uzyskaé¢ najwigksza ilo§¢ informacji o obiektach na podstawie znajomosci
klasy, do ktorej naleza.

Uzyteczno$¢ kategorii jest wazonym ukladem cech, moze by¢ postrzegana jako
odpowiednik miar jakos$ci podziatu stosowanych w algorytmie CLUSTER, tj. prostoty klas
oraz dopasowania obiektow. Uzyskane w wyniku klasyfikacji hierarchiczne drzewo
skupien ma t¢ wlasciwosc¢, ze zbior klas na pierwszym poziomie jest optymalny ze wzgledu
na t¢ miar¢. Uzytecznos$¢ kategorii pozwala uzyskac zbidr skupien charakteryzujacych si¢
jednorodnoscia poszczegolnych klas przy ich jednoczesnym zrdznicowaniu. Podobienstwo
obiektow nalezacych do tej samej klasy mierzy si¢ za pomoca prawdopodobienstwa
warunkowego: P(C, =W, |K,) gdzie K, to rozwazana klasa, a W, jest j-ta wartoScia

cechy C,. Prawdopodobienstwo to zostalo nazywane przewidywalnosciq wartosci cechy, tj.
mozliwoscia okres$lenia wartosci cechy na podstawie znajomosci klasy, do ktorej nalezy
obiekt. Im wigksze jest to prawdopodobienstwo, tym wigksza jest liczba obiektow w klasie
K, majacych tg sama warto$¢ cechy C,. Heterogeniczno$¢ skupien okresla si¢ za pomoca
prawdopodobiefistwa: P(K |C, =W,) nazywanego predyktywnosciq, tj. mozliwoscia
okreslenia klasy, do ktoérej nalezy obiekt, na podstawie znajomos$ci wartosci cechy. Im ta
warto$¢ jest wigksza, tym mniej obiektow przypisanych do réznych klas ma t¢ sama
wartos¢ cechy C..
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Przyktad: jesli wiadomo, ze pewien obiekt nalezy do klasy "ptaki", to mozna przyjac, ze
ma ceche ,,skrzydia”. Jednak cecha ta nie ma duzej predyktywnos$ci, poniewaz istnieja inne
obiekty, np. owady, samoloty, ktore takze maja skrzydta. Czyli na podstawie znajomosci
tej cechy nie mozna przewidzie¢, czy klasyfikowany obiekt z cala pewnoscia jest ptakiem.
Tak wigc cecha ta ma duza predyktywno$¢, ale mata przewidywalno$¢, poniewaz nie
wszystkie obiekty posiadajace skrzydia sa ptakami.

Poziom:

nadrz¢dny zwierzg

podstawowy pies ptak

podrzgdny | owczarek jamnik bocian wrébel

Przyktad poziomoéw pojeé

Potaczenie obu tych prawdopodobienstw daje nam ogdlna miarg jakosci podziatu obiektow
na skupienia K,K,,....K, :

222 P(C =W)PK, |C =W)P(C, =W, |K,)

k=l i
gdzie indeksy i, j, k oznaczaja kolejno: numer cechy, numer wartosci z dziedziny danej
cechy oraz numer klasy. Prawdopodobienstwo P(C, =W,) jest waga ,nagradzajaca”
wartosci czgsto wystepujace (typowe) i ,,karzaca” wartosci rzadko wystepujace. Stosujac
wzor Bayesa, powyzsza miar¢ mozna zapisac jako:

iP(Kk)ZZ[P(Ci =W, | KT

Drugi sktadnik iloczynu we wzorze jest spodziewana liczba wartosci cech, ktore mozna
doktadnie okresli¢ dla obiektu nalezacego do klasy X, .

Ostatecznie wzdr pozwalajacy obliczy¢ uzyteczno$¢ kategorii przyjmie postac:

U :Zn:P(Kk){ZZP(Ci =W, 1K) =2 > P(C, :W,)z}/n

gdzie n to liczba klas, na ktore podzielono wejsciowy zbidr obiektow. W przypadku
wystgpowania w danych brakujacych atrybutow wzor na uzyteczno$¢ kategorii przyjmuje
postac:

i i

U =iP(Kk>[ZZP(Ci =W, 1K) =Y > P :W,,-)Z}/Zn

gdzie / to faktyczna liczba wartosci cechy C. .

COBWEB szukajac odpowiedniej klasy dla nowego obiektu przydziela go kolejno do
kazdego z istniejacych skupien, a nast¢pnie ocenia jako$¢ dokonanej klasyfikacji w oparciu
o warto$¢ funkcji uzyteczno$ci kategorii. Obiekt bedzie przydzielony do tej klasy, dla
ktorej wartos¢ funkcji jest najwigksza. Jednoczesnie jednak ten najlepszy z podziatow jest
porownywany z sytuacja, gdy dla nowego obiektu zostanie utworzona odrgbna klasa.

.......

wigksza od wspomnianej poprzednio, to klasg t¢ faktycznie si¢ tworzy.
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Operacje te sa bardzo wrazliwe na kolejno$¢ pojawiajacych si¢ obiektow, stad w celu
podniesienia stabilno$ci algorytmu realizuje si¢ czynno$ci fqczenia 1 dzielenia skupien
(weztow drzewa). Polaczenie dwoch weztow na pewnym poziomie drzewa moze dawac
lepszy podzial obiektow na klasy ze wzglgdu na warto$¢ uzytecznosci. Aby wyeliminowac
konieczno$¢ oceny jakosci podzialu przy taczeniu kazdych dwoch weztdw, sprawdza sig
tylko dwa "najlepsze" warianty.

4

X y

Laczenie klas w algorytmie COBWEB

Réwniez dzielenie skupienia (wezta) na kilka innych moze takze dawac lepsza strukture
klas. Operacji tej dokonuje sig tylko dla najlepszego z istniejacych skupien.

}é
n Z

X y

X y z

Dzielenie klas w algorytmie COBWEB

Obie omowione wyzej operacje roOwnowaza si¢ wzajemnie, powodujac przeszukiwanie
przestrzeni drzew w dwoch kierunkach.
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4.2.2 Wady algorytmu COWEB

Algorytm COBWEB oprocz swych licznych zalet ma takze kilka istotnych wad:
-jesli wartos¢ W, cechy C; nie jest zwiazana z przynalezno$cia obiektow do klasy,
wowczas:

P(C, =W, |K,)=P(C, =W,)
a co za tym idzie: P(C, =W, |K,)* = P(C, =W,)* =0.
Oznacza to, Zze W, nie powinno by¢ brane pod uwageg przy obliczaniu n uzytecznosci
kategorii.
- uzyteczno$¢ jest miarg syntaktyczna, nie uwzgledniajaca wiedzy uzytkownika o
dziedzinie, w ktdrej prowadzona jest klasyfikacja.
- COBWEB moze klasyfikowac tylko obiekty o cechach jakosciowych, a w praktycznych
zastosowaniach obiekty maja zarowno cechy jakoSciowe, jak i ilo§ciowe.

- struktura klas tworzona przez COBWEB jest silnie uzalezniona od kolejnosci pojawiania
si¢ obiektow.
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4.3 Metody tworzace skupienia nierozlgczne.

Wigkszos¢ algorytmow klasycznych jak i symbolicznych daje w wyniku grupowania zbidr
klas roztacznych. W pewnych zastosowaniach istnieje jednak konieczno$¢ przydzielenia
tego samego obiektu do wigcej niz jednej klasy. Dzieje si¢ tak np. w badaniach
lingwistycznych. Klasyfikacja stow ze wzgledu na ich znaczenie sprawia, ze niektore z
nich moga znalez¢ si¢ w kilku klasach, bo maja kilka znaczen. Metody tego typu, podobnie
jak metody hierarchiczne, buduja drzewo klas. Roznica polega na tym, ze ten sam obiekt
moze naleze¢ do wigcej niz jednego skupienia. Wynika to z faktu, iz nie jest on
przydzielany do klasy ,,najblizszej”, lecz do tych wszystkich klas, od ktorych dzieli go
jednakowo mata odleglos¢.

Algorytmy budujace strukture klas nieroztacznych, sa stosunkowo do$¢ nieliczne, mimo ze
byly jednymi z pierwszych, jakie powstaly w ramach taksonomii symbolicznej. Opieraja
si¢ one na rozwiazaniach zastosowanych w pierwszym algorytmie tego typu — EPAM [10].
Najwazniejszym algorytmem tej grupy jest UNIMEM M. Lebowitza zbudowany w 1983
roku [11]. Mimo braku formalnych zasad klasyfikacji obiektow np. braku miary jakosci
podziatu, byl on podstawa skonstruowania kilku innych algorytméw. Odleglosci pomigdzy
obiektami (podobienstwo obiektow) w tym algorytmie okresla si¢ sprawdzajac jedynie
zgodnos¢ wartosci cech obiektu z wartosciami znajdujacymi si¢ w opisie klasy, tj. czy sa
takie same, czy inne. Podobne rozwiazania, niezaleznie od Lebowitza, zastosowat J.L.
Kolodner w algorytmie CYRUS [12].

4.3.1 Algorytm UNIMEM

Algorytm o nazwie UNIMEM [11] jest modyfikacja wczesniejszego systemu IPP, ktory
byt przeznaczony do rozpoznawania 1 zapamigtywania aktow  terroryzmu
migdzynarodowego na podstawie publikacji prasowych. Metody klasyfikacji stosowane
przez ten algorytm byly modyfikowane i1 wykorzystane m.in. w algorytmach
RESEARCHER, HIERARCH, OCCAM 1 EXOR. UNIMEM jest czgsto postrzegany jako
rozwinigcie algorytmu EPAM, tworzy bowiem hierarchi¢ klas w oparciu o strategi¢
wspinaczki. Jest on algorytmem sekwencyjnym, dokonujacym klasyfikacji obiektéw w
kolejnosci ich pojawiania si¢. Wybdr klasy nastgpuje w oparciu o wartosci kilku cech. Ma
mozliwos¢ klasyfikacji obiektow, dla ktorych wartosci pewnych cech moga nie by¢ znane.
UNIMEM nie tworzy, w S$cistym tego stowa znaczeniu, hierarchii klas z gory w dot,
poniewaz stosuje operacje laczenia 1 usuwania klas. Szczegdlnie ta ostatnia operacja
powoduje poprawe jakosci struktury skupien.

UNIMEM tworzy zbior skupien nierozlacznych, co jest rezultatem niezaleznej oceny
kazdej z klas pod katem mozliwos$ci przydzielenia do niej obiektu. W pewnym sensie jest
to jego zaleta, gdyz umozliwia réznorodne interpretacje klasyfikowanych obiektéw, np.
,pszenica” moze jednoczes$nie naleze¢ do klasy zboza oraz do klasy rosliny jednoli§cienne.
UNIMEM buduje hierarchig¢, w ktorej kazdy wezet tworzy klasg¢ w ten sposob, ze na
wyzszym poziomie drzewa wystgpuja pojgcia bardziej ogdlne, a na nizszym - bardziej
szczegdlowe. Na najnizszym poziomie sg liscie, tj. jednoelementowe klasy, przy czym ten
sam obiekt moze pojawi¢ si¢ w kilku z nich.
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Elastycznos¢ tego algorytmu przejawia si¢ w tym, ze pozwala on na dofaczanie obiektu do
danego skupienia, jezeli obiekt posiada okre§lona liczbe (jest to parametr podawany z
zewnatrz) wspdlnych cech dla obiektow w skupieniu. Majac na mys$li cechy wspdlne
chodzi nam o tzw. cechy normatywne, inaczej nazywane przewidywalnymi (cechy wspolne
dla odpowiednio duzej czesci obiektow w klasie). Kazda warto$¢ cechy charakteryzujacej
skupienie ma swoja wage (pewna liczba catkowita), ktdra mierzy zgodnie z terminologia
Lebowitza pewnos$¢ jej wystapienia, czyli mozliwo$¢ jej okreslenia na podstawie wiedzy o
tym, do ktérej klasy nalezy obiekt. Jesli klasyfikowany obiekt ma te same wartosci cech,
ktére charakteryzuja skupienie, to ich wagi powigksza si¢ o 1, w przeciwnym przypadku
wagl zmniejsza si¢ o 1. Jesli waga pewnej cechy przekroczy ustalony minimalny poziom
(jest to zewngtrzny parametr, np. -6), to cechg t¢ usuwa si¢ z opisu klasy. W przypadku,
gdy opis klasy stal si¢ juz zbyt prosty, tj. ma zbyt mato cech (liczba ta jest kolejnym
parametrem), klas¢ usuwa si¢ ze struktury, a znajdujace si¢ w niej obiekty klasyfikuje si¢
na nowo. Podobnie, jesli wartos¢ pewnej cechy jest wspolna dla wigkszej liczby klas
(parametr zewngtrzny np. dla 3) to zostaje ona usunigta z ich opiséw jako mato przydatna
do dyskryminacji tych klas. Kazda warto$¢ cechy w algorytmie UNIMEM ma jeszcze
jedna wagg. Jest nig ocena jej predyktywnosci mowiaca o tym, z jaka pewnos$cia mozna na
jej podstawie wskaza¢ klas¢ dla obiektu.

Klasyfikacja jest sterowana przewidywalnos$cia 1 predyktywnos$cia cech obiektow, tj. cechy
o wysokiej predyktywnos$ci wskazuja odpowiednia klasg. Jezeli obiekt spetnia dodatkowo
charakterystyke klasy oparta na cechach przewidywalnych to jest do niej przydzielany.
Klasyfikacja obiektu polega na przydzielaniu go do kolejnych weztow drzewa (klas),
poczawszy od korzenia az do licia, zgodnie ze strategia wspinaczki. Jesli obiekt ,,pasuje”
do opisu klasy znajdujacej si¢ w wezle, to jest do niej przydzielany. Zaréwno liczba cech
wymaganych do oceny dopasowania, jak i1 sposob oceny sa okreslane przez uzytkownika w
postaci parametrow. Jesli obiekt spetnia opis klasy, ale nie pasuje do zadnego z jej weztow
podrzednych, to UNIMEM poréwnuje wszystkie obiekty nalezace do klasy z
klasyfikowanym obiektem. Jesli sa podobne, tworzy si¢ dla obiektu wegzel podrzedny.
Jezeli obiekt nie pasuje do zadnego z juz utworzonych weztow, tworzy si¢ nowa klase
obiektow, do ktorej poczatkowo begdzie nalezat jedynie nasz obiekt. Powyzsze
postgpowanie dotaczania nowych weziow jest kontynuowane tak dlugo, az kazdy z
klasyfikowanych obiektow trafi do skupienia jednoelementowego, bgdacego lisciem
drzewa.

4.3.2 Wady algorytmu UNIMEM

Algorytm UNIMEM ma kilka istotnych wad, ktore moga utrudnia¢ jego praktyczne
zastosowanie. Jest on, podobnie jak inne algorytmy sekwencyjne, wrazliwy na kolejnos¢
pojawiania si¢ obiektow. Zgodnie z zatozeniami jego autora, ,naturalna” struktura
wystepujaca w zbiorze danych powinna si¢ ujawnic¢ po sklasyfikowaniu odpowiednio duzej
liczby obiektow (kilkuset). Nie sa znane zadne formalne uzasadnienia tego stwierdzenia.
Dziatanie algorytmu UNIMEM w duzym stopniu zalezy od wartosci duzej liczby
parametréw zewngtrznych podawanych przez prowadzacego klasyfikacjg. Brakuje
formalnych podstaw dziatania algorytmu, precyzyjnego znaczenia wag nadawanych
warto$ciom cech. Podobienstwo wartosci cech obiektu i klasy jest funkcja zerojedynkowa,
przyjmujaca 1, gdy sa identyczne, oraz 0 gdy si¢ roznia.
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4.4 Drzewa klasyfikacyjne.

Algorytmy oparte na drzewach klasyfikacyjnych naleza do grupy symbolicznych
algorytméw klasyfikacji wzorcowej. Pojgcie symboliczna klasyfikacja wzorcowa oznacza
grupe metod klasyfikacji obiektow symbolicznych stosowanych w przypadku, gdy znana
jest charakterystyka klas, do ktorych przydzielane sa obiekty. Opisy klas znajduje si¢ na
podstawie zbioru uczacego, zawierajacego poprawnie sklasyfikowane obiekty. Postugujac
si¢ terminologia cybernetyczna mozna powiedzie¢, ze omawiane metody to uczenie z
nauczycielem, przy czym role ,nauczyciela” pelni zbior uczacy. W procesie tym
nauczyciel przedstawia uczacemu si¢ systemowi pozytywne oraz negatywne przyktady
rozpoznawanych klas.

Chociaz prace nad algorytmami tworzacymi drzewa klasyfikacyjne rozpoczely si¢ juz w
latach sze$édziesiatych, ich rozwoj nastapil dopiero w ostatnich dziesigciu latach.
Przyktady algorytméw tworzacych drzewa klasyfikacyjne prezentuje ponizsza tabela:

Nazwa Rok Autorzy Rodzaj drzewa | Sekwencje
algorytmu obiektow
CLS 1966 | Hunt, Marin, Stone Binarne Nie
ACLS 1982 | Paterson, Niblett Binarne Nie
ID3 1983 Quinlan Dowolne Nie
CART 1984 | Breiman, Fiedman, Binarne Nie
Olshen, Stone
ASSISTANT | 1985 Kononenko Binarne Nie
1D4 1986 | Schlimmer, Fisher Dowolne Tak
PLS 1986 Rendell Dowolne Nie
C4 1987 Quinlan Dowolne Nie
GID3 1988 |Cheng, Fayyad, bani Dowolne Nie
ID5 1989 Utgoff Dowolne Tak
LMDT 1991 | Brodley, Utgoff binarne, Nie
wielowymiarowe
CHAID 1993 SPSS Inc. Dowolne Nie
IND 1993 | Buntine, Caruana Dowolne Nie
SADT 1993 Heat, Kasif, binarne, Nie
Salzberg wielowymiarowe
SE-LEARN [ 1993 Rymon Dowolne Nie
0OCl1 1994 Murthy binarne, Nie
wielowymiarowe

Niektére z prezentowanych w tablicy algorytmow tacza w sobie kilka roznych rozwiazan,
np. IND oraz SE-LEARN zawieraja procedury bezposrednio zaczerpnigte z CLS czy
CART, z ich funkcjami oceny jakosci podziatu. Czgs¢ algorytmdéw wymienionych w
tablicy sa algorytmami sekwencyjnymi np. ID4 oraz IDS. Poza algorytmami
przedstawionymi wyzej istnieja takze komercyjne systemy wykorzystujace drzewa
klasyfikacyjne np. ACLS, Expert-Ease, EX-TRAN itd.

Podczas ,,uczenia si¢” algorytmu konstruowane sa reguty klasyfikacji (budowane sa tzw.
drzewa klasyfikacyjne). Konstrukcja polega na stopniowym podziale zbioru obiektow na
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podzbiory tak dlugo, az zostanie osiagnigta ich jednorodno$¢ ze wzgledu na przynalezno$é
do klas. Drzewa klasyfikacyjne powstaly na poczatku lat osiemdziesiatych w wyniku
poszukiwania metod nasladujacych uczenie si¢ i rozwiazywanie probleméw przez ludzi.
Glowne idee pochodza jednak z lat sze$cdziesiatych, kiedy to powstal pomyst
wykorzystania konstrukcji typu drzewo (nazywano je drzewami decyzyjnymi) do
reprezentowania procesu tworzenia poj¢é. Powstat wtedy algorytm CLS (Concept Learning
System) zbudowany przez E.B. Hunt’a, J. Marin’a i1 P.J. Stone’a. Zgodnie z podejsciem
wykorzystanym w tym algorytmie, pojecie to reguta decyzyjna, ktora zastosowana do
charakterystyki obiektu méwi o tym, czy nalezy on do okreslonej klasy. Algorytm CLS stat
si¢ inspiracja prowadzenia dalszych badan w tym kierunku, nie tylko na gruncie
psychologii.

Duze zainteresowanie stosowaniem tego typu metod zapoczatkowato dopiero pojawienie
si¢ algorytmu ID3 Quinlan’a [13], ktérego udane zastosowania praktyczne zwrocity uwage
na drzewa klasyfikacyjne jako wygodne narzedzie klasyfikacji danych. Drzewo
klasyfikacyjne jest pewnym rodzajem grafu bez cykli (p¢tli), w ktorym istnieje tylko jedna
sciezka migdzy dwoma rdéznymi wezlami tzn. drzewa sa grafami spojnymi. Drzewa
klasyfikacyjne sktadaja si¢ z korzenia, z ktérego wychodza co najmniej dwie krawedzie do
weztow lezacych na nizszym poziomie. Z kazdym weztem zwiazane jest pytanie o wartosci
cech. Jesli obiekt je posiada, to przenosi si¢ go w dot odpowiednia krawedzia. Wezly, z
ktérych nie wychodza juz zadne krawegdzie nazywamy /is¢mi. Krawgdzie drzewa
reprezentuja wartosci cech, na podstawie ktorych dokonano podziatu.

Na podstawie drzewa klasyfikacyjnego mozna tatwo sformutowac¢ reguty przynaleznosci
obiektéw do klas, np. drzewo pokazane ponizej reprezentuje dwie takie reguty (po jedne;j
dla kazdej klasy).

Przyktad drzewa klasyfikacyjnego: Ceny akc;ji.

stopa
procentowa ?

ro$nie

wzrost cen zyski
akeji przedsigbiorstw ?

spadek cen wzrost cen
akcji akcji

- w przypadku spadku cen akcji ,,jezeli stopa procentowa rosnie i zyski przedsigbiorstw
spadaja, to ceny akcji spadaja”.

- w przypadku wzrostu cen akcji ,,jezeli stopa procentowa spada lub jezeli stopa
procentowa rosnie i jednoczes$nie rosna zyski przedsigbiorstw, to ceny akcji rosng”.
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Z geometrycznego punktu widzenia drzewa klasyfikacyjne sa podobne do liniowych
funkcji dyskryminacyjnych, poniewaz takze dziela wielowymiarowa przestrzen cech
hiperptaszczyznami po to, by wyodrgbni¢ jednorodne skupiska obiektow. Rysunek ponizej
przedstawia jednowymiarowe drzewo klasyfikacyjne zbudowane dla obiektow
charakteryzowanych przez dwie cechy ilo$ciowe x oraz y, ktore naleza do jednej z trzech
klas: a, b, c¢. Na rysunku zaznaczono takze odpowiednie linie oddzielajace klasy w
przestrzeni cech.

17
y >335 y‘

nie %% %\bbb b
T albb b

x>2,1? x>2,9? ¢ a b
35 a a b b b
nie nie b b b| cc ¢
b b c c

b a c b bbbb ce cf x
2,1 29

Geometryczna interpretacja drzewa klasyfikacyjnego

Drzewo klasyfikacyjne generuje zbidr regut przynaleznosci obiektow do kazdej z klas.
Sciezka prowadzaca od korzenia do liscia reprezentuje sumeg testow, ktore nalezy wykonac,
aby moc sklasyfikowa¢ obiekt. Na przyklad majac drzewo klasyfikacyjne ponizej oraz
wniosek o kredyt, mozna tatwo sprawdzi¢ czy nasz wniosek znajdzie si¢ w klasie ,,przyjac”
czy ,,odrzuci¢”, wykonujac testy w kolejnych weztach drzewa. W tym celu nalezy poruszaé
si¢ poczawszy od korzenia, wzdtuz krawedzi drzewa, az do jednego z lisci.

wlasne srodki

< 50% > 50%

nie

odrzucié¢ przyjac odrzucié

<80021/\>800z1

odrzucié przyjaé

Przyktad drzewa klasyfikacyjnego dla wnioskow kredytowych
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4.4.1 Metody tworzace drzewa klasyfikacyjne.

Wszystkie metody budujace drzewa klasyfikacyjne maja bardzo podobna konstrukcje.
Mozna powiedzie¢, ze oparte sa na rozwiazaniach, jakie zawieraly pierwsze algorytmy.
Réznice dotycza postaci funkcji oceniajacej jakos¢ podziatu, sposobu klasyfikacji obiektow
o brakujacych wartosciach cech.

Metody, w oparciu o ktore tworzy si¢ drzewa klasyfikacyjne, mozna dzieli¢ na kilka
sposobow. Najbardziej podstawowy podziat to podziat na drzewa binarne 1 niebinarne.
Binarne drzewo klasyfikacyjne to drzewo, w ktérym z kazdego wewngtrznego wezta
wychodza jedynie dwie krawedzie, czyli zbior obiektow jest dzielony na dwa roztaczne
podzbiory. Pierwsze algorytmy, tj. CLS oraz CART tworzyly wytacznie drzewa tego typu.
Drzewa binarne najczegsciej wystepuja w przypadku klasyfikacji obiektow o cechach
ilo§ciowych. W takim przypadku wykonuje si¢ dyskretyzacj¢ zbioru wartosci cechy przez
jego podziat na dwie czesci. Testy w weztach drzewa maja postac nieréwnosci x < C, gdzie
C jest pewna ustalong liczba. Przykilady drzew binarnych znajduja si¢ na rysunkach
powyzej.

Drzewa majace przynajmniej jeden wezet, z ktdérego wychodza wigcej niz dwie krawedzie
(czyli zbidr jest dzielony na wigcej niz dwa roztaczne podzbiory), to drzewa niebinarne.
Najczgsciej wystgpuja one w przypadku klasyfikacji obiektow o cechach jakosciowych,
ktore maja odpowiednio liczne zbiory wartosci.

Kolejne rozroéznienie zwiazane jest z postacia testu w wezle drzewa, w oparciu o ktory
dokonywany jest podzial zbioru obiektow. Dotyczy ono jednak jedynie drzew binarnych
oraz obiektow charakteryzowanych przez cechy ilosciowe. W zalezno$ci od tego czy
wspomniany podzial oparty jest na warto$ci jednej cech, czy kilku mozna wyr6zni¢:

- drzewa jednowymiarowe

- drzewa wielowymiarowe.

Jednowymiarowe drzewa klasyfikacyjne dziela zbiory obiektéw na podstawie
pojedynczych cech, tj. w oparciu o testy w postaci: x<C, a wielowymiarowe na podstawie
ich kombinacji liniowych: a, +a,x, +....+a,x, >0.

n--n

4.4.2 Proces tworzenia drzewa klasyfikacyjnego

Tworzenie drzew klasyfikacyjnych odbywa si¢ przez rekurencyjny podzial zbioru uczacego
na podzbiory az do uzyskania ich jednorodnosci ze wzgledu na przynaleznos$¢ obiektow do
klas. Uzyskane drzewo powinno by¢ jak najmniejsze i otrzymane reguly klasyfikacji
powinny by¢ jak najprostsze. Tworzenie drzewa klasyfikacyjnego odbywa si¢ na podstawie
zbioru uczacego, tj. zbioru poprawnie sklasyfikowanych obiektow, zgodnie ze strategia
wspinaczki.
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Tworzenie drzewa klasyfikacyjnego

Podziat jest wykonywany w oparciu o charakterystyke obiektow (wartosci ich cech). Cecha
bedaca podstawa podzialu nie moze by¢ wybierana losowo, do tego celu stosowane sa
rozne miary. Wszystkie miary opieraja si¢ na zatozeniu, ze istnieje zwiazek migdzy
warto$ciami cech obiektow a ich przynalezno$cia do okreslonej klasy.

Wigkszo$¢ metod dokonujacych klasyfikacji na podstawie drzewa moze klasyfikowaé
obiekty o nieznanych wartosciach pewnych cech (przypadek, gdy dysponuje si¢ danymi z
brakujacymi atrybutami). W takiej sytuacji stosuje si¢ zwykle jedno z trzech rozwiazan:

- brak obserwacji traktuje si¢ jako jedna z dozwolonych wartosci, np. ,,brak”

- zastepuje si¢ brakujaca warto$¢ cechy jakas inna, np. najczestsza

- przydziela si¢ takiej cesze warto$ci zaobserwowane u innych obiektow podczas
obliczania funkcji jakosci podziatu.

Poniewaz budowane drzewo powinno by¢ jak najmniejsze, wigkszo$¢ algorytmow
dodatkowo dokonuje porzqdkowania drzewa (tree pruning), polegajacego na usuwaniu
tych jego fragmentow, ktore maja niewielkie znaczenie dla jako$ci rezultatéw klasyfikacji.
Kazdy algorytm tworzacy drzewa klasyfikacyjne musi rozwiazac trzy problemy:

- Jak wybrac¢ jedna lub kilka cech, w oparciu o ktore nastapi podzial zbioru obiektow?

- Kiedy zakonczy¢ dzielenie powstatego podzbioru obiektow?

- W jaki sposob przydzieli¢ obiekty znajdujace si¢ w lisciu drzewa do pewnej klasy?

4.4.3 Miary jakosci podzialu

Efektywnos$¢ algorytméw tworzacych drzewa klasyfikacyjne zalezy od wyboru sposobu
podzialu obiektow w weztach drzewa. Wybor ten jest dokonywany w oparciu o miarg
jakosci podzialu. Stosowane miary realizuja dwie odmienne strategie: w pierwszym
przypadku wybierany jest podzial, ktéry maksymalizuje warto§¢ stosowanej miary, w
drugim - podzial, ktory minimalizuje jej warto$¢. Poniewaz miary jednorodno$ci mozna
traktowac jako odwrotno$¢ miar oceniajacych heterogeniczno$¢ podzbiorow, wystarczy
doktadnie omowi¢ tylko jedna grupe.

Liczebnos$¢ pewnej klasy K, oznaczymy jako /., wszystkie klasy sa podzbiorami zbioru

uczacego zawierajacego n obiektow. Dla kazdego zbioru obiektow bedziemy budowac
wektor prawdopodobienstw przynaleznosci do klas w postaci:
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- /1 [
p = (pl’p27""pk) :(_19_27~"7ij

nn n
Zbiér obiektéw jest jednorodny, jesli [F=1,..,kp, =1. Natomiast jego maksymalne

zroznicowanie wystgpuje wtedy, gdy Ui =1,....k p, =1/n.

Funkcjq  zrozmicowania  nazwiemy  funkcje o  nastepujacych  wiasnos$ciach:
¢ :[0,1]° — Rtaka, ze@(p)=0 dlakazdego wektora p .Wthasnosci funkcji zréznicowania:
) ¢(p)=max= LT =1,..kp =1
2) ¢(p)=min=0i=1,...k p, =1/n

3) jest funkcja symetryczna
4) jest r6zniczkowalna w calej dziedzinie.

Najczesciej wykorzystywana w algorytmach tworzacych drzewa klasyfikacyjne funkcja
zrbznicowania jest funkcja entropii:

k
E(p) = _z p;log,(p;)
i=1
lub wskaznik zroznicowania Giniego:

k
G(P)=D.pp,
i=1

izj

Podzial zbioru nastgpuje w oparciu o wartosci cech obiektow, nalezy wigc wybraé taka
ceche, ktéra daje najbardziej jednorodne podzbiory. Kryterium wyboru jest miara
poréwnujaca stopien zrdéznicowania zbioru przed podziatem i po nim. Jesli cecha X o
wartosciach w;, w,,...,w dzieli zbior S na podzbiory S,,S,,...,S,, , z ktorych kazdy zawiera
odpowiednio n,n,,...,n, obiektow, to zréznicowanie tych podzbioréw mozna oszacowac
stosujac $rednia wazona:

25.X) =2 3 nd(7,)

gdzie p, to wektor prawdopodobiefistw w zbiorze §,. Jako$¢ podziatu dokonanego na

podstawie cechy X mierzy si¢ za pomoca funkcji przyrostu informacji:
J(S,X)=¢(p) - z(S,X)

W oryginalnej postaci w algorytmie ID3 stosowano do wyboru cechy decydujacej o
podziale bezposrednio funkcje¢ J(S, X). Faworyzuje ona cechy majace liczniejszy zbior
wartosci, wigc dokonano jej normalizacji:

J(S,X)

E(X)
uzyskujac w ten sposob miarg, ktora nazywano ilorazem przyrostu informacji. Funkcja
E(X) pozwala okresli¢ ilo§¢ informacji, jaka niesie cecha X.

1(S,X) =

m

E(X)= —Z p(w))log,(p(w,))

gdzie p(w,) to prawdopodobienstwo, ze cecha X przyjmuje warto$¢ w;, .
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Do oceny jakosci podzialu mozna zastosowac takze np. regufe podziatu na 2 czesci, ktora
zastosowana zostala po raz pierwszy w algorytmie CART:
k

2
I(S,S ,.Sp) = pApB£Z|piA _piglj

i=1
gdzie p, oraz p, to prawdopodobienstwa, ze obiekt nalezy do podzbioru
S, i8S, (§=8,08;); piA, piB - prawdopodobienstwa nalezenia obiektow znajdujacych sie
w S, 1§, do klasy K, .Wiele eksperymentow wskazuje, ze jest to miara najbardziej
uniwersalna, niezalezna od charakteru zmiennych.

4.4.4 Porzadkowanie drzewa

Kolejnym problem zwiazanym z konstruowaniem drzew klasyfikacyjnych jest podjecie
decyzji, kiedy nalezy zaprzesta¢ dalszego dzielenia podzbiordéw. Staramy si¢ przy tym
uzyska¢ drzewo o minimalnej liczbie wgzlow, nie obnizajac ,,jakosci” regut klasyfikacji
obiektow. W tym celu stosuje si¢ jedna z ponizszych metod:.

Pierwsza metoda tzw. porzqdkowanie wstepne, polega na ustaleniu granicznej wartosci
miary jakoS$ci podzialu J*, ktorej przekroczenie oznacza zakonczenie podziatu i utworzenie
liscia: gx {/(S,X,)} <J *. Metoda ta stosowana jest m.in. w algorytmie ASSISTANT.

Brak regul pozwalajacych ustali¢ warto$¢ J* powoduje, ze podziat konczy si¢ zwykle zbyt
wczesnie lub zbyt pozno.

Do okreslenia konca podzialu mozna wykorzysta¢ tzw. reguty stopu. Wedlug najprostsze;j
takiej reguly nalezy zakonczy¢ podziat zbioru obiektow S, gdy podzbiory obiektéw
(klasy) sa odpowiednio jednorodne: ¢ =/, /n gdzie n to liczba obiektow w zbiorze S,

[_..jest liczebnoS$cia najliczniejszej klasy w S'.

Inne rozwiazanie polega na uniknigciu tworzenia dalszych podzbiorow w sytuacji, gdy
badany podzbidr jest mato liczny. Do oceny tego stosuje si¢ parametr: d =n,/n gdzie n,
jest liczba obiektow w danym podzbiorze a n liczba obiektow w catym zbiorze uczacym.
Jesli przyjmie si¢ np. wartos¢ d =0.05, oznacza, ze podzbidr nie bedzie dzielony, gdy
liczebnos¢ obiektow w tym zbiorze spadnie ponizej 5% wszystkich obiektow.

Przyktad porzadkowanie drzewa klasyfikacyjnego
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Odmienne rozwiazanie tego samego problemu zastosowano w algorytmie CART.
Algorytm ten nie stosuje kryteridéw stopu, tworzy petne drzewo klasyfikacyjne (nawet gdy
to drzewo jest bardzo duze) a nastepnie wykonuje tzw. porzqdkowanie utworzonego
drzewa. Polega to na ,,obcinaniu” pewnych fragmentéw drzewa (czyli zamianie we¢ziow
wewngtrznych na liscie) tak, by wraz ze zmniejszaniem si¢ wielkosci drzewa nie wzrastat
btad klasyfikacji. Btad klasyfikacji jest liczony jako stosunek liczby btednie
przydzielonych obiektow b, do klasy S,(b,) do liczby wszystkich nalezacych do tej klasy

obiektow n, :
B(S,)=b,/n,

Aby zbada¢ btad klasyfikacji buduje si¢ pelne drzewo klasyfikacyjne D, a nastepnie
zastgpuje jego kolejne fragmenty (drzewa podrzg¢dne) lisémi, otrzymujac sekwencjg coraz
mniejszych drzew: D,,D,,..,D , gdzie D, jest drzewem uzyskanym przez redukcj¢

drzewa D.. Decyzja o tym, ktory wezet w drzewie D, zostanie zredukowany do liScia,

odbywa si¢ na podstawie dodatkowego zbioru testowego zawierajacego obiekty
sklasyfikowane przy pomocy drzewa D. Poréwnywana jest wielko§¢ btedu klasyfikacji w
sytuacji, gdy kazdy z wewnetrznych weztéw jest kolejno redukowany do liscia. Jesli
otrzymane drzewo daje blad mniejszy lub rowny poprzedniemu, to staje si¢ drzewem D,,, .

Chociaz metoda ta generuje sekwencj¢ drzew oraz wymaga utworzenia specjalnego zbioru
testowego ma zaletg: ostatnie z utworzonych drzew jest najbardziej doktadne, a przy tym
jest najmniejszym mozliwym drzewem o wysokiej doktadnosci klasyfikacji.

Inna metoda tego typu polega na minimalizacji pewnej funkcji F, bgdacej kombinacja
liniowa kosztu klasyfikacji K oraz zlozonoS$ci drzewa Z. Koszt klasyfikacji obiektow (patrz

warto$¢ B(S,)) liczony jest jako K(D,)=—, Z(D,) jest funkcja liczby lisci w drzewie
ni

Z(D;) =1. Funkcja F ma postac:
F(D)=aK(D)+ BZ(D)

Porzadkowanie drzewa odbywa si¢ w dwoch kolejnych etapach: najpierw tworzymy
sekwencj¢ drzew D,,D,,...,D, z ktorych kazde zostaje ocenione, za pomoca funkcji F(D).

Procedura ta jest przerywana po znalezieniu najlepszego drzewa, tj. dajacego najmniejsza
warto$¢ funkcji F(D). Poniewaz w praktyce podczas obliczania warto$ci funkcji F stosuje
si¢ wartos¢ @ = 1, trzeba okresli¢ jedynie wartos¢ drugiego parametru. Jesli pewien wezet
T drzewa D wraz ze wszystkimi weztami podrzednymi (ktoérych jest w) zostanie
zredukowany do li$cia, to takie drzewo D' bedzie btednie klasyfikowato dodatkowo m
obiektow, majac jednak o w-I weztéw mniej. D' dawaloby taka sama wartos¢ funkceji
kryterium jak D, gdyby:
m
n(w-1)

Tworzac drzewo D, na podstawie D, nalezy bada¢ wszystkie drzewa podrzgdne
wchodzace w sktad D,, szukajac drzew, ktore daja najmniejsza warto$¢ [, aby zastapic je
lis¢mi. W drugim etapie wybieramy takie drzewo sposrod D,,D,,...,D,, ktore daje
najmniejszy blad klasyfikacji. Do tego celu wykorzystujemy dodatkowy zbior testowy
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zawierajacy k obiektow, za pomoca ktorego testujemy wszystkie tworzone drzewa. Jesli b
oznacza najmniejsza liczbe btednie sklasyfikowanych obiektow przez kazde drzewo, to
nalezy wybra¢ najmniejsze drzewo D,, dla ktérego liczba bledow jest mniejsza niz

b+ S8(b), gdzie S oznacza btad standardowy:
b(k —b)

SO) ==

Gloéwna wada tej metody jest wymaganie posiadania odrgbnego zbioru testowego (zbioru
walidacyjnego).

Metoda pesymistyczna do oceny btedu klasyfikacji wykorzystuje modyfikacj¢ rozktadu
dwumianowego. Do wzoru na blad klasyfikacji wprowadzamy poprawke:
B(S))=(b,+0,5)/n,. Jezeli T jest fragmentem drzewa D (drzewo podrz¢dne), ktorego /
liSci reprezentuje zbiory zawierajace tacznie Zni obiektow, z ktorych Zbi zostalo
btednie sklasyfikowanych, to pesymistyczne zatozenie glosi, ze drzewo T moze blg¢dnie
sklasyfikowac Zbi +1/2 obiektow. Jezeli T zastapimy lisciem, to bedzie dokonywad

btednej klasyfikacji m obiektéw ze zbioru uczacego. Metoda ta redukuje drzewo podrzedne
do licia, gdy spetniony jest warunek:

m+1/2<5(35,+1/2)

W kolejnych krokach sprawdzone zostaja wszystkie drzewa podrzedne. Sprawdzaniu nie
podlegaja usuwane elementy. Zaleta metody jest jej szybko$¢ wynikajaca z faktu, ze kazdy
fragment drzewa T jest sprawdzany co najwyzej raz. Nie wymaga ona takze oddzielnego
zbioru testowego, jak w przypadku poprzednich metod.

4.4.5 Przyklady algorytméw: ID3 oraz C4.

Najbardziej znana metoda budowy drzew klasyfikacyjnych to ID3 (Induction of Decision
Trees)[13]. Powstata na przelomie lat siedemdziesiatych i1 osiemdziesiatych, inspirowana
systemem CLS oraz pracami nad indukcyjnymi metodami uczenia si¢. Do wyboru cechy
decydujacej o podziale zbioru obiektow w tym algorytmie wykorzystano funkcje entropii.
W pierwsze] wersji algorytm akceptowal jedynie dwie klasy obiektow, tj. zbiory
zawierajace przyktady pozytywne 1 przyktady negatywne (kontrprzykiady). Kolejne
modyfikacje usungly jednak to ograniczenie, a jego nastgpca - algorytm C4 dodatkowo
umozliwia klasyfikacje obiektow, ktorych cechy reprezentowane sa za pomoca zmiennych
ilosciowych. Algorytm ten jest w dalszym ciagu rozwijany, obecnie najnowsza wersja tego
algorytmu ma juz numer 5. NajczeSciej obecnie stosowana wersja tego algorytmu jest
wersja 4.5a [15].

Procedura wyboru cechy bedacej podstawa podziatu wymaga wielokrotnego
przeszukiwania zbioru uczacego, ktory musialby miesci¢ si¢ w pamigci operacyjne]
komputera. Utrudniatoby to stosowanie algorytmu ID3 do duzych zbioréw obiektow. Aby
to przezwyciezy¢, Quinlan zastosowat tzw. okno. Polega to na losowym wyborze pewnego
podzbioru obiektow i zastosowaniu do niego algorytmu ID3. Utworzone w ten sposob
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drzewo jest nastgpnie modyfikowane przez dodanie do okna obiektow, ktorych
skonstruowane drzewo nie klasyfikuje.

Algorytm ID3 doskonale radzi sobie z obiektami symbolicznymi, kolejne wersje algorytmu
dobrze radza sobie takze z obiektami o cechach ilo$ciowych i jakosciowych. W przypadku
gdy przedmiotem klasyfikacji sa obiekty o cechach reprezentowanych takze przez zmienne
ilosciowe, algorytm C4 (a takze jego kolejne rozszerzenia), stosuje testy w postaci x< C lub
x=C, ktorych wynikiem sa dwa podzbiory. Oznacza to dyskretyzacje cechy ilosciowej, co
odbywa si¢ jednoczes$nie z obliczaniem warto$ci funkcji jako$ci podziatu. Znajduje si¢ taka
wartos¢ C, by funkcja J(S,X) dawata najwigksza wartos¢. Najpierw wartosci analizowane;]
cechy ilosciowej dla wszystkich obiektéw w zbiorze uczacym porzadkuje si¢ rosnaco, a
nastgpnie sprawdza wartos¢ funkcji jakosci podzialu J(S,X) dla wszystkich mozliwych
podzialow tego przedzialu na dwie czgsci. Wybiera sig ten, ktory daje najwigksza wartos¢
J(S,X).

4.4.6 Kryterium SSV.

Sposobem na proste poradzenie sobie z problemem porzadkowania drzewa jest
zastosowanie kryterium nowego typu tzw. SSV (Separability of Split Value). Kryterium to
pozwala budowa¢ drzewa a takze przeprowadzac ich porzadkowanie. Algorytm rozwijany
w Katedrze Metod Komputerowych oparty tym kryterium nosi nazwg SSV Tree [14]. Do
zalet jego nalezy zaliczy¢:

- $wietnie radzi sobie z obiektami opisanymi przy pomocy zmiennych réznych typow,
brakujacymi warto$ciami atrybutow.

- daje dobre rezultaty klasyfikacji w pordwnaniu z innymi algorytmami.

- drzewa produkowane przez algorytm sa proste do analizy przez czlowieka, algorytm ten
nadaje si¢ bardzo dobrze do ekstrakcji regut logicznych

Kryterium SSV wprowadza bardzo prosta zasadg, ktora pozwala budowac jak najmniejsze
drzewa o najlepszym poziomie klasyfikacji. Zasada ta mowi: kryterium (reguta), ktére
begdzie wybrane do rozrézniania obiektow (dla cech ciaglych jest to pewna liczba
rzeczywista a dla dyskretnych pewien podzbidér mozliwych wartosci cechy) w danej bazie
danych, musi by¢ dobrane w ten sposob, aby pozwalato ono odrdéznia¢ jak najwigcej
obiektow z réznych klas. Do oceny regut na podstawie powyzsze] zasady trzeba
wprowadzi¢ pojecia tzw. lewe 1 prawe zbiory podzialdw, ktére sa zdefiniowane
nast¢pujaco (reguta s dla cechy f'w bazie danych D):

xOD = fx)<sp (D

LS(S’f’D)z{{xDD c f(x)Os} (2)

Pierwsza mozliwos¢ (1) stosujemy jezeli f jest cecha ciagla, druga (2) w pozostalych
przypadkach.

RS(s, f,D) =D~ LS(s, f, D)

Warto$¢ kryterium SSV dla cechy s oblicza si¢ na podstawie wzoru:
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SSV(s)=23 | LS(s, f,D)n D, |0RS(s, f,D) n (D =D, |

= min(| LS(s, /,D) n D, |,| RS(s, /,D) n D, |)

cdc

w tym wzorze C oznacza liczbg klas, D, to czg$¢ bazy danych nalezaca do klasy c.

Pierwszy czton osiaga maksimum dla najwigkszej liczby prawidiowo rozdzielonych par,
drugi wybiera taki podzial, dla ktoérego najmniejsza liczba wektorow z tej samej klasy
znajduje si¢ w roznych zbiorach LS 1 RS. Im wyzsza warto$¢ kryterium uzyska dana reguta
tym lepiej nadaje si¢ ona do dyskryminacji badanego zbioru danych.

Podane wyzej kryterium moze stuzy¢ takze do dyskretyzacji warto$ci cech ciagltych.
Poniewaz SSV bada testy postaci x<C (x —atrybut, ¢ —pewna liczba rzeczywista),
wystarczy wybra¢ kilka najlepszych takich testow aby przypisa¢ odpowiednie wartosci (dla
dalszego procesu klasyfikacji) dyskretyzowanym atrybutom ciagtym.

Innym zastosowaniem moze by¢ okreslanie ,,waznos$ci” poszczegolnych cech stuzacych do
opisu obiektéw. Dla baz wielowymiarowych (bardzo duza liczba cech opisujacych obiekty)
SSV pozwala zmniejszy¢ liczbe cech, pozostawiajac w opisie obiektow cechy najbardziej
istotne.

44



5 Zamiana symboli wartosciami numerycznymi.

Zajmiemy si¢ teraz problemem przejScia od zmiennych symbolicznych do ich
odpowiednikéw numerycznych. Transformacja danych zastgpujaca symbole liczbami
powinna zachowywac ,,odleglosci” (tj. odlegtosci w sensie metryki Minkowskiego lub np.
odlegtosci stosowane przez algorytm UNIMEM) pomigdzy obiektami, zwiazki
wystepujace pomigdzy cechami.

Wykonamy kilka testow przy pomocy algorytmow dostgpnych w Katedrze Metod
Komputerowych. Dostepne algorytmy to: kNN (k Nearest Neighbors), FSM (Features
Space Mapping) i C4.5.

Algorytm kNN stosuje do klasyfikacji obiektoéw bardzo prosta regule: jezeli najblizszy
sasiad klasyfikowanego obiektu nalezy do pewnej klasy to dany obiekt jest przydzielany do
tej samej klasy. Stwierdzenie ,,najblizszy sasiad” oznacza obliczenie odlegto$ci pomigdzy
tymi obiektami za pomoca miar opartych na metryce Minkowskiego lub przy pomocy miar
opartych o VDM (Rozdziat 3.5). Algorytm FSM do klasyfikacji obiektow stosuje
odmienna koncepcje. W procesie uczenia algorytm ten buduje sie¢ neuronow (we¢ziow).
Klasyfikowany obiekt jest podawany na wejscie takiej sieci i zostaje przydzielony do klasy,
w ktorej znajduje si¢ najsilniej wzbudzajacy si¢ wezet tej sieci.

W tych systemach przedmiotem grupowania sa obiekty, ktorych cechy sa reprezentowane
przy pomocy atrybutoéw o wartosciach rzeczywistych. Kazdy taki obiekt traktuje si¢ jako
punkt w wielowymiarowej przestrzeni cech, w ktorej nalezy w optymalny sposob
wydzieli¢ podzbiory klas lub w przypadku analizy wzorcowej poprawnie przydziela¢ nowe
obiekty do istniejacych podzbiorow.

Wszystkie trzy systemy nie maja mozliwosci tadowania baz danych zawierajacych
symbole. Wigkszo$¢ nowo tworzonych baz danych zawiera obiekty o cechach
symbolicznych, ponadto opisy obiektéw czg¢sto sa niepelne 1 nieprecyzyjne. Jezeli chcemy
pracowac z danymi tego typu postugujac si¢ wyzej wymienionymi algorytmami, musimy
zastapi¢ symboliczny opis cech liczbami. Najprostszy sposdb zamiany to przypisanie
kolejnym symbolom kolejnych liczb catkowitych np. mamy dwa symbole ,kobieta” i
,»mezczyzna” numerujemy je kolejno np. 1 1 2. Rozpatrzmy prosty przyktad danych
symbolicznych:

Wykonajmy wspomniang prosta zamiang symboli, zastgpujac je dla kazdej z cech

Cechal |Cecha?2
Klasa 1 Aa Ab
Klasa 2 Ba Bb
Klasa 3 Ca Cb

kolejnymi liczbami catkowitymi:

Cecha 1l [Cecha?2
Klasa 1 1 1
Klasa 2 2 2
Klasa 3 3 3
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Jak wida¢ na podstawie tabelki obiekty takie dla systemu kNN sa doskonale odréznialne.
Kolejne liczby sa przypisywane atrybutom w sposdb losowy i rownie czgsto mozemy miec
do czynienia z sytuacja odwrotna do powyzszej. Po zastapieniu symboli liczbami w innej
kolejnosci, uzyskamy tabelke:

Cechal |Cecha?2
Klasa 1 1 3
Klasa 2 2 2
Klasa 3 3 1

Dla tych samych danych wejsciowych (pierwsza tabelka) obiekty z klasy 1 i klasy 3 w tym
przypadku przestaja by¢ odrdznialne dla algorytmu kNN.

Bez wykonywania dokladnej analizy danych nie mozna stwierdzi¢ czy zastapienie np.
symbolu ,,a” jedynka jest lepsze od wstawiania zamiast ,,a” liczby pig¢. Stosowanie tego
typu zamiany symboli w wigkszosci przypadkéw prowadzi do fatszowania danych.
Wprowadzamy do danych zaleznosci, ktérych wezesniej w danych nie byto lub niszczymy
pewne zalezno$ci pomig¢dzy symbolami. W obu tych przypadkach uzyskujmy btedny
wynik klasyfikacji, w pierwszym przypadku zbyt ,,dobry”, w drugim przypadku zbyt
,,staby”.

Wyjsciem z tej sytuacji moze by¢ zamiana naszych symboli na prawdopodobienstwa ich
wystgpowania w danych. Sposdb obliczania naszych prawdopodobienstw bgdziemy
wzorowac¢ na mierze VDM, ktora moze dziata¢ bezposrednio na symbolach dajac przy tym
dobre rezultaty (patrz tabela w rozdziale ,,Nowe typy miar”)

5.1 Bazy danych uzyte do testow.

Bazy danych uzyte do testow sa dostgpne pod adresem internetowym:
www.ics.uci.edu/pub/machine-learning-databases.
L. wektorow |Liczbal  Liczba cech Brakujace| Zbior
Nazwa bazy trening/test | klas |Dyskretne |Ciagle | atrybuty | testowy

Annealing 798/100 6 32 6 + +
Australian Credit 690 2 8 6 - -
Flags 194 8 25 3 - -
Horse Colic 299/67 2 19 7 + +
House-votes-84 435 2 16 0 + -
Monks 1 124/432 2 6 0 - +
Monks 3 122/432 2 6 0 - +
Soybean-small 47 4 35 0 - -
Soybean-large 290/340 15 35 0 + +
Ttic-tac-toe 958 2 9 0 - -

Cechy okreslone jako dyskretne w powyzszej tabeli to cechy o charakterze symbolicznym 1
cechy zapisane przy pomocy liczb naturalnych, dla ktérych mozna stosowac ponizej
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podane wzory zastgpujace wartosci atrybutow prawdopodobienstwami warunkowymi.
Cechy o charakterze ciaglym byly pozostawianie bez zadnych zmian.

W przypadku, gdy baza nie posiadala zbioru testowego wykonywano dziesie¢ razy
dziesigciokrotna cross validation tj. ,,uczymy” nasz system na 9/10 wszystkich dostgpnych
obiektow w danej bazie danych, pozostate obiekty uzywamy do testowania ,,poziomu
nauczenia” systemu. Uzyskane w ten sposob wyniki zostaty usrednione.

5.2 Test 1

W pierwszym tescie zamiast symbolu bedziemy wstawiali wektor ktoérego sktadowe beda
prawdopodobienstwami warunkowymi okreslanymi  na  podstawie = wzoru
p(C,|x)=N,(x)/N(x). Indeks j przebiega po wszystkich klasach, N(x) jest liczba

wszystkich wystapien atrybutu x dla danej cechy, N,(x) jest liczba wystapien atrybutu x w
Jj-tej klasie.

Wyniki klasyfikacji dla systemu FSM podane sa w procentach. Dla kazdego zbioru
przeprowadzano dziesie¢ prob 1 ich $redni wynik wraz z btedem standardowym
zamieszczono w tabelce. Na danych nie przeprowadzano standaryzacji. Jako funkcje
realizowane przez neurony systemu FSM wybrano funkcje Gaussowskie.

Wynik na zbiorze

przed zamiang zamienionym
Annealing 76,60+1,26 77,80+1,81
Australian Credit 84,93+0,95 85,31£1,00
Flags 51,3442 .42 61,54+2,57
Horse Colic 71,57+2,58 69,63+2,91
House-votes-84 81,56+0,45 89,40+0,79
Monks 1 94,24+3 88 94,39+1,66
Monks 3 96,28+1,04 97,24+0,54
Soybean-small 99,20+1,69 97,90+0,21
Soybean-large 86,51+1,59 86,75+1,94
Ttic-tac-toe 94,80+0,78 83,04+0,48
700 93,76+0,96 92,75+1,07

Hasto ,,przed zamianq” oznacza, ze zbidr nie byl modyfikowany jezeli wszystkie cechy
byly zapisane przy pomocy liczb. Jezeli zbidr zawieral symbole, przypisywano symbolom
kolejne liczby naturalne 1,2,3...

Wiyniki dla kNN: Do okre$lania odlegtosci pomigdzy obiektami uzyto miary euklidesowe;.
Test przeprowadzono identycznie jak powyzej (te same zbiory, tak samo przygotowane).
Warto$§¢ parametru k (liczba najblizszych sasiadow) dla wszystkich testowanych baz
danych przyjeto rowne jeden. Wyniki podane sa w procentach.

W systemie kNN mozna stosowa¢ miary VDM bezposrednio. Wyniki uzyskane w tym
teScie sa identyczne (potwierdzily to badania) z wynikami uzyskanymi w kNN-ie po
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zastosowaniu do obliczania odlegltosci miary VDM dla cech dyskretnych i miary
euklidesowej dla ciagtych.

Wynik na zbiorze
Przed zamiana Zamienionym

Annealing 69,00 75,00
Australian Credit 65,29+0,77 66,12+0,80
Flags 41,37+1,67 40,39+1,34
Horse Colic 43,28+0,00 65,67+0,00
House-votes-84 81,72+1,39 79,78%0,49
Monks 1 85,88 87,96
Monks 3 90,97 93,75
Soybean-small 97,95+0,16 100,00+0,00
Soybean-large 77,94 89,12
Ttic-tac-toe 89,53+0,50 94,22+0,41
700 97,41+0,51 96,45+1,06

Brak blgdu standartowego oznacza, ze dana baza danych posiada zbior testowy. W takim
przypadku algorytmy kNN 1 C4.5 sa algorytmami deterministycznymi w przeciwienstwie
do systemu FSM.

Wiyniki dla C4.5.

Wszystkie cechy w C4.5 zostaly potraktowane przez algorytm jako ciagte tj. zastosowane
zostaly testy w postaci x< C lub x=C. Zastosowany algorytm moze takze stosowac testy w
postaci x[I[0.1 .. 0.3] dla cech dyskretnych, jednakze dostgpna wersja programu nie dziata
stabilnie przy takim traktowaniu cech dyskretnych. Rubryka ,,Reguly” podaje $rednia
liczbg regul produkowanych przez algorytm do rozrozniania obiektow w danej bazie
danych. Wyniki podane sa w procentach.

Wynik na zbiorze
przed zamiana | Reguly | zamienionym | Reguly
Flags 57,51%9,46 11,40 65,20+6,93 8,90
Monks 3 92,60 10,00 92,60 7,00
Soybean-small 98,00+6,32 5,00 98,50+4,74 5,00
Soybean-large 89,40 25,00 92,60 23,00
700 92,96+8,51 8,90 91,14+8,09 7,90

Stosowanie naszej transformacji do danych w przypadku algorytmu C4.5 nie zawsze
poprawia wyniki klasyfikacji, mozna jednakze zauwazy¢ spadek liczby regut potrzebnych
systemowi do rozrdzniania obiektéw przy zachowaniu identycznego poziomu klasyfikacji
jak dla danych ,,przed zamiang”. Dodatkowo obserwuje si¢ spadek bigdu standardowego
zard6wno w C4.5 jak i FSM oraz KNN w wigkszos$ci testowanych baz danych.
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5.3 Test 2

W  tym te$cie zamiast symbolu begdziemy wstawiali wektor o skladowych:
p(x|C,)=N,(x)/N,gdzie N, jest liczba wszystkich wystapien j klasy, N,(x) tak jak
powyzej jest liczba wystapien atrybutu x w j-tej klasie.

Wszystkie uwagi dotyczace poszczegdlnych systemow z Testu 1 sa aktualne takze w tym

tescie. Na danych nie przeprowadzano standaryzacji w badanych systemach. Wyniki
podawane sa w procentach.

Wyniki dla systemu FSM.
Wynik na zbiorze

przed zamiana zamienionym
Annealing 76,60£1,26 76,60x1,07
Australian Credit 84,93+0,95 85,31+1,00
Flags 51,34+2.42 62,31+£2,50
Horse Colic 71,57+2,58 77,37+5,24
House-votes-84 81,56%0,45 90,18+0,33
Monks 1 94,24+3 88 95,06+0,86
Monks 3 96,28+1,04 97,20+0,00
Soybean-small 99,20+1,69 95,65%0,24
Soybean-large 86,51+1,59 86,71+0,75
Ttic-tac-toe 94,80+0,78 95,31+0,88
7,00 93,76+0,96 95,59+1,43

Wyniki dla kKNN.
Wynik na zbiorze

przed zamiang zamienionym
Annealing 69,00 73,00
Australian Credit 65,29+0,77 66,70+0,70
Flags 41,37+1,67 39,96+1,44
Horse Colic 43,28 74,63
House-votes-84 81,72+1,39 79,90%0,76
Monks 1 85,88 84,72
Monks 3 90,97 93,06
Soybean-small 97,95+0,16 100,00+0,00
Soybean-large 77,94 89,17
Ttic-tac-toe 89,53+0,50 77,10+0,73
7,00 97,41+0,51 96,09+1,31
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Wiyniki dla C4.5

Wynik na zbiorze
przed zamiana | Reguly | Zamienionym | Reguly
Flags 57,51%9,46 11,40 64,00+12,42 8,10
Monks 3 92,60 10,00 92,60 10,00
Soybean-small 98,00+6,32 5,00 100,00+0,00 5,00
Soybean-large 89,40 25,00 92,60 23,00
Z00 92,80+8,51 8,90 92,1946,03 8,10

Problemem jaki pojawia si¢ podczas stosowania obu typoéw transformacji (Testl 1 Test2)
jest znaczny w niektdrych przypadkach (bazy danych z duza liczba klas) wzrost liczby
cech. Pojedynczy atrybut symboliczny jest zamieniany na C wartosci numerycznych (C jest
liczba klas). W przypadku dwoéch klas mozna uniknaé tego problemu, korzystajac z
zaleznoSci:
d(x,y) = P(la=x)=P(lla=y)|" +|PQ2la=x)-PQ2la=y)|'=
2|P(la=x)=Pla=y)[

Wzrost liczby cech opisujacych obiekty jest szczegdlnie dotkliwy w matych bazach
danych, gdy stosunek liczby cech do liczby obiektow w danej bazie zbliza si¢ do jednosci,
dane staja si¢ trudne do analizy za pomoca algorytmoéw klasyfikacyjnych, nastgpuje spadek
wynikow klasyfikacji.

5.4 Test procedury PCA

Aby unikna¢ wzrostu liczby cech po zastosowaniu powyzszych wzorow transformacyjnych
zbadamy w ponizszym rozdziale przydatno$¢ do tego celu procedury PCA (Principal
Component Analysis).

Kolejne kroki procedury analizy czynnikow gtéwnych to :
- wyznaczenie macierzy kowariancji dla naszego zbioru danych. Kolejne elementy tej

N
macierzy oblicza si¢ na podstawie wzoru: O = LZ(xi -X)(y,—y)gdzie X i y sa
i=1
warto$ciami srednimi cech w kolejnych kolumnach, N jest liczba wektorow w naszej bazie
danych.
- wyznaczenie warto$ci wilasnych macierzy kowariancji. Wybieramy »n najwigkszych
warto$ci wlasnych 1 wyznaczamy odpowiadajace im wektory wlasne.
- utworzenie kombinacji liniowej wyznaczonych wektorow wtasnych macierzy kowariancji
z naszymi danymi wejsciowymi. Taka sama kombinacj¢ liniowa tworzymy réwniez dla
zbioru testowego jezeli dana baza danych go posiada.
Po wykonaniu PCA obiekty sa w danej bazie danych opisane przy pomocy tylko 7 cech.

W pierwszym tescie jaki wykonamy zbadamy wptyw standaryzacji cech o charakterze
ciagtym na wyniki klasyfikacji uzyskiwane po zastosowaniu procedury PCA.

Na ponizszym wykresie jedynka oznaczono wyniki klasyfikacji po zredukowaniu danych
wejsciowych do 3 cech bez przeprowadzania standaryzacji (w danych wystepowaty cechy
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niesymboliczne o charakterze ciagtym). W przypadku drugim przeprowadzono identyczna
redukcje liczby cech z uprzednia standaryzacja cech ciagtych. Wszystkie testy procedury
PCA przeprowadzano w systemie FSM. Do standaryzacji cech ciaglych uzyto
najprostszego typu standaryzacji: dzielenie przez najwigksza wartos¢.
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1 odpowiadajacych im wektoréw wlasnych, co powoduje pogorszenie koncowych wynikow
klasyfikacji.

Wiyniki klasyfikacji w zaleznosci od stopnia redukcji ilosci danych.
Ponizszy wykres przedstawia wyniki klasyfikacji dla zbioru Flagi. Ostatni stupek

przedstawia wynik dla zbioru ,,oryginalnego”, na ktorym nie przeprowadzano redukcji
danych za pomoca PCA.
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Jak wida¢ z wykresu, jednakowo dobry wynik klasyfikacji w stosunku do zbioru nie
modyfikowanego (ktéry zawierat az 203 cechy) uzyskuje si¢ dla danych zredukowanych do

16 cech.

Podobny test zostal wykonany dla zbioru Australian Credit.
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W przypadku tego zbioru dobre wyniki uzyskujemy przy redukcji danych do 8 cech z
wejsciowych 22.

Rezultaty dla zbiorow: Monkl, Monk2 1 Monk3. po zastosowaniu naszej transformacji
zastepujacej symbole prawdopodobienstwami (wzrost liczby cech z 6 do 12).
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Uzyskujemy nastepujace wyniki:
- Dla zbioru Monkl kazda proba redukcji danych powoduje pogorszenie wyniku
klasyfikacji.
- Dla zbioru Monk?2 przy redukcji do 6 cech poprawiamy wynik klasyfikacji w porownaniu
z danymi wejsciowymi o 2,24%.
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- Dla zbioru Monk3 redukcja do 6 cech daje identyczne rezultaty jak dla danych
wejsciowych (12 cech)

Stosowanie tej procedury jest kosztowne obliczeniowo a wykonanie dodatkowo kilku prob
do okre$lenia optymalnej liczby cech dodatkowo zwigksza ten koszt kilkakrotnie.
Wykonywania kilku prob mozna unikna¢ uzywajac tzw. testu osypiska.

Test osypiska zbioru Monk3
1 2 3 4 5 6 7 8 9 10 11 12
1 | | | | |
4
0,01 -
:g 0,0001
0 ’ \
= 1E-06
25 1E-08 -
@ 2 1E-10
28 1E-12
o= \
2 1E-14
¥ 1E16 e
€ 1E-18 - \‘\0\’_1
1E-20 g
Kolejne wartosci wlasne

Test ten zostal po raz pierwszy zaproponowany przez Cattella w kontek$cie problemu
liczby czynnikéw w analizie PCA. Cattell sugerowal odnalezienie na wykresie miejsca od
ktérego na prawo wystgpuje gwattowny spadek modutu wartosci wlasnych.

Dla zbioru Monk3 taki spadek nastgpuje po szostej] w kolejnosci co do wartosci modutu
warto$ci wiasnej. Dla zbioréw z wigksza liczba wartosci wiasnych np. Flagi (203 wartosci
wlasne) powyzszy wykres byltby ling prosta (w przyblizeniu) i test osypiska nie pozwolitby
wytypowa¢ optymalnej liczby cech. Jednakze na podstawie zbiorow Monk3 mozna
zauwazy¢, ze nie warto bra¢ pod uwagg (typujac optymalna liczbg cech) wartosci wtasnych

mniejszych niz ~10” Regula ta sprawdza si¢ np. w przypadku zbioru Australian Credit
gdzie test osypiska typuje az 14 wartosci wlasnych. Z przeprowadzonych testow wynika,
ze najlepsze wyniki uzyskuje si¢ biorac pod uwage 8 cech.
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6. Podsumowanie

Znalezienie wydajnych metod konwersji zmiennych symbolicznych do postaci
numerycznej jest wazne dla wielu algorytméw klasyfikacyjnych. Metody konwersji
prezentowane w tej pracy wzorowane sa na mierze VDM. Na podstawie
przeprowadzonych badan mozna stwierdzi¢, Ze prezentowane metody w wielu
przypadkach daja poprawe wynikéw klasyfikacji oraz spadek bigdu standardowego.
Ponadto w przypadku FSM oraz C4.5 daje si¢ takze obserwowaé odpowiednio spadek
liczby neuronow oraz liczby regut potrzebnych do rozrdzniania obiektow w testowanych
bazach danych. Zastosowane metody zamiany wartosci symbolicznych warto$ciami
numerycznymi, pozwalaja stosowa¢ dowolne klasyfikatory (oparte na statystyce,
neuronowe i inne) na tak przygotowanych danych.

Wszystkie testowane bazy danych wraz z programem shluzacym do wstepnego
przygotowywania danych znajduja si¢ na dotaczonej do pracy ptycie CD-ROM.
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