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1. Wstep

Sieci neuronowe dzieki duzemu postepowi technologicznemu w
dziedzinie przetwarzania danych majg znaczace zastosowanie w wielu
galeziach nauki i przemystu. Wsréd szerokiego wachlarza zastosowan
znaczacy role odgrywa klasyfikacja. Pozwala ona na rozpoznawanie
recznego pisma, twarzy, czy mna analize wielkich zbioréw danych
doswiadczalnych np. w astronomii albo fizyce czastek elementarnych.
Innym zastosowaniem sieci neuronowych jest predykcja — przewidywanie
wielkosci makroekonomicznych, kurséw walut itp., cho¢ jeszcze nie udat
sie¢ skonstruowaé¢ modelu ktéry generowatby konkretne zyski grajac na
gieldzie. Sztuczne sieci neuronowe wykorzystuje sie takze do sterowania
skomplikowanymi robotami. Sg uzywane rdéwniez w  systemach
wspomagania decyzji.

Obecnie kazdy przy odrobinie dobrej woli moze sobie zamodelowaé i
badaé¢ sie¢ neuronowg na domowym komputerze. Dlatego tez mozna sie
spodziewaé¢ dalszego dynamicznego rozwoju tej dziedziny.

Za pomocg obrazu mozna przekaza¢ najwiecej informacji zdrowemu
cztowiekowi w poréwnaniu z innymi nosnikami bodZcéw. Ponadto obraz
jest takze ltatwo przyswajany przez czlowieka. W nowoczesnym

marketingu rozwinetla si¢ gataz, ktoéora specjalizuje si¢ w kreowaniu
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graficznego wizerunku swoich klientow. Od wyboréw prezydenckich w
USA, gdzie decydujaca role wygranej J. Kennedy’ego odegraly pierwsze
debaty telewizyjne takze politycy nie bagatelizuja przekazu wizualnego.
Zalety histogramow sa od lat wykorzystywane w statystyce do szybkiej
oceny ilosciowej danych.

Jednym z zastosowan sieci neuronowych jest szeroko pojeta klasyfikacja
danych. Zobrazowanie wynikéw dziatania klasyfikujacych sieci jest celem
niniejszej pracy.

Rozdziat drugi przedstawia krotki zarys podstaw  teorii sieci
neuronowych. Poczawszy od pojecia sztucznego neuronu, poprzez
architekture sieci typu MLP i RBF, na uczeniu skonczywszy.

Tematem rozdziatu trzeciego jest tytulowa wizualizacja. Zostatly
przedstawione rdzne sposoby prezentacji danych wielowymiarowych oraz
zaproponowana zostala metoda wizualizacji danych podzielonych na

klasy przez sie¢ neuronowa.



2. Sztuczne siecl neuronowe

2.1. Od neuronu biologicznego do sztucznej sieci

neuronowej

Neuron biologiczny widoczny na rysunku 2.1 sktada si¢ z czterech

zasadniczych czesci. Sg to soma, dendryty, akson i synapsy.

Rysunek 2.1: Neuron biologiczny Rysunek 2.2: Model sztucznego neuronu

Dendryty odbieraja potencjal elektryczny od innych neuronéw poprzez

synapsy, w ktéorych na drodze chemicznej napiecie elektryczne moze byé
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obnizone lub podwyzszone. W somie zachodzi sumowanie potencjalow,
dostarczonych przez dendryty. Jesli sumaryczny potencjal przekracza
pewien prog, neuron zostaje pobudzony i poprzez akson emituje swoj
potencjat elektryczny, ktoéry dochodzi do synaps innych neuronéw. Po
wzbudzeniu napiecie somy wraca do ustalonego potencjatu
spoczynkowego i czeka na nastepne wzbudzenie.
Sztuczny neuron (rysunek 2.2) posiada kilka wejs¢ x; i jedno wyjscie
y. Sygnat wyjsciowy jest wynikiem dziatania na sygnaly wejsciowe
funkcji aktywacji, zwang tez funkcjg transferu.
y=f(xw) (2.1)
Pierwszy model sztucznego neuronu powstal na bazie swojego
biologicznego odpowiednika. Zaproponowany zostal przez Warrena
McCullocha i Waltera Pittsa w 1943 roku. W tym modelu funkcja
aktywacji byta funkcja progowa:

I dla Y wx,+620
i=1

y= (2.2)

0 dla Zw,x,+¢9<0
i=1

gdzie 6 oznacza prég wzbudzenia neuronu.

Pierwotny model rozszerzono o funkcje ro6zniczkowalne aby przy uczeniu

mozna byto wykorzystaé¢ metody gradientowe. Najczesciej spotykanymi

sg funkcja sigmoidalna, tangens lub funkcja Gaussa.



Neuron staje sie bardziej uzyteczny w polaczeniu 2z innymi

neuronami (wezltami) tworzac sie¢ neuronows.

e

wejsciowa ukryta wyjdciowa

Rysunek 2.3: Struktura sieci wielowarstwowej

Neurony w sieci utozone sa w warstwy. Wezly warstwy wejSciowej nie
przetwarzaja sygnatu, stuzy ona tylko do wprowadzenia danych. Sygnat
zostaje przetwarzany przez kolejne warstwy zwane ukrytymi, by
nastepnie zostaé¢ ostatecznie zmodyfikowany przez neurony warstwy
wyjsciowej potaczonych z wyjsciem sieci.

Oprocz sieci jednokierunkowych istniejg jeszcze sieci rekurencyjne, w
ktorych sygnal z warstwy wyjsciowej jest sygnatem wejsSciowym dla sieci

w kolejnym cyklu.



2.2. Sieci MLP (Multi-Layer Perceptron)

Sie¢ typu MLP posiada co najmniej jedng warstwe ukryta.
Polaczenia miedzy neuronami sg pelne. Najczesciej stosowang funkcjg
transferu jest sigmoida zwana tez funkcja logistyczna.

1

l+exp(— ﬂZwijxj +¢9,.]
j=1

Vi = (2.3)
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Rysunek 2.4: Wykresy jednowymiarowej funkcji logistycznej

a) f=0.5,b) g =2

Parametr £ sigmoidy steruje jej skosem. Im wyzszy tym bardziej stromy

jest jej wykres (Rysunek 2.4). W skrajnych przypadkach funkcja



logistyczna przechodzi w funkcje¢ liniowa dla =0 i funkcje¢ skokowsg dla
p>>0. Parametr 8 oznacza prég wzbudzenia neuronu.

Liczbe wezlow w warstwie wejsciowej okresla ilos¢ sktadowych
wektora treningowego. Liczba warstw ukrytych i ich weztow zalezy od
postawionego przed siecia  zadania  klasyfikacyjnego. Dziatanie
pojedynczej funkcji logistycznej rozcigga si¢ od okre$lonego punktu w

przestrzeni az do nieskonczonosci.

SIGMOIDA 3D

Rysunek 2.5: Wykres dwuwymiarowej funkcji logistycznej

Przy zwiekszeniu liczby warstw ukrytych i ich wezlow sie¢ pozwala na
realizacje nawet bardzo wyszukanych obszaréow decyzyjnych.
Parametr g funkcji logistycznej mozna uzalezni¢ od wartosci wag i progu

p=wx+6 (2.4)

wigc aby  uprosci¢ obliczenia, w  procesie uczenia wystarczy

optymalizowaé¢ wagi potaczen i prog przy statym skosie rownym 1.



2.3. Sieci RBF (Radial Basis Function)

Neurony sieci RBF charakteryzujg sie specyficznymi funkcjami
aktywacji. Sa to funkcje, ktorych obszar zmiennosci jest symetryczny
wzgledem wybranego centrum. Wielowymiarowe funkcje w takiej postaci
wydzielaja z przestrzeni hipereliptyczne obszary. Typowym

przedstawicielem funkcji radialnych jest funkcja Gaussa:

G(x)zexp{—%} (2.5)

-1 -0.8 06 -04 -02 0 0.2 0.4 0.6 0.8 1

Rysunek 2.6: Wykresy jednowymiarowej funkcji Gaussa

a) r=1 ¢=-0.5, b) r = 0.3 ¢=0, ¢) r=0.1 ¢=0.5
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W punkcie rownym c¢ funkcja osiagga wartos¢ 1 a parametr r okresla
szeroko$¢ charakterystycznego kapelusza.

Warstwa wejsciowa podobnie jak w sieciach MLP ma tyle weztow
ile sktadowych ma wektor treningowy. Poniewaz jedna wielowymiarowa
funkcja Gaussa wydziela =z przestrzeni zamknigety obszar, przy
problemach klasyfikacyjnych wystarczy jedna warstwa ukryta, ktorej n
weztow separuje n klas. Jednak czesto si¢ zdarza, ze obszar wyznaczony
przez jedna funkcje nie wystarcza. Doktadnosé klasyfikacji mozna
podniesé¢ zwigkszajac liczbe neurondéw ukrytych. Woéwcezas separowane

obszary beda kombinacja kilku funkcji Gaussa.

0.5
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Rysunek 2.7: Obszar decyzyjny wyznaczony przez kombinacje dwdch
dwuwymiarowych funkcji Gaussa.
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Zadaniem warstwy wyjsciowej sieci RBF jest ostateczne wagowe
sumowanie sygnalow z warstwy ukrytej. Odpowiedziag wytrenowanej sieci
na wektor testowy jest pobudzenie jednego z wyjs¢ odpowiadajacego
danej klasie.

Podczas uczenia dobierane sg nie tylko wagi potaczen ale rowniez centra

Gaussow 1 ich szerokosdci.
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2.4. Uczenie sieci

2.4.1. Przygotowanie danych

Przed rozpoczeciem uczenia zwykle dane trzeba  wstepnie
przetworzy¢ poniewaz moga by¢ one niespdjne, niejednorodne lub
niekompletne.

Pierwszym krokiem jest digitalizacja. Sie¢ neuronowa wymaga by
wszystkie dane byly numeryczne. Wartosci cech takich jak szerokosé czy
temperatura sg liczbami. Jednak wartoscig cechy kolor jest np. ‘zielony’.
Wszystkim danym symbolicznym musza byé przypisane wartosci
numeryczne w postaci liczb naturalnych badZz wektoréw binarnych.
(zielony=1, czerwony=2, niebieski=1; albo zielony=100, czerwony=010,
niebieski=001).

7 rozmaitych powodow dane moga by¢ niekompletne. Niektorych
cech nie mozna wyznaczyé, moze zawie$¢ aparatura pomiarowa o
czynniku ludzkim nie wspominajac. Sie¢ neuronowa wymaga jednak aby
wektory wejsSciowe mialy wszystkie skltadowe okreslone. Gdy liczba
niekompletnych wektoréw stanowi niewielka cze$é¢ calego zbioru mozna
je odrzuci¢. Inng metodsg jest obliczenie $redniej na podstawie

wszystkich wartosci cech nalezgcych do danej klasy. Wykorzystujac
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bardziej zaawansowang statystyke mozna znalezé warto$é najbardziej
prawdopodobng w oparciu o znane wektory.

Dane opisuja r6zne cechy, ktérych wartosci moga miesci¢ sie w
roznych  zakresach. W algorytmach klasyfikujacych, w  ktorych
prawdopodobienstwo jest okreslane n podstawie odleglosci taka
niejednorodno$¢ danych prowadzi do zlych rezultatéow. Aby ujednolicié
dane najczesciej stosuje si¢ normalizacje i standaryzacje. W wyniku
normalizacji nowe wartosci cech nalezg do przedziatu <0,1>. Niech x
oznacza wektor wartosci pewnej cechy o n sktadowych. Woéwczas

znormalizowang wartos¢ wyznacza sie ze wzoru:

N _ x; —min(Xx) ( 2.6)
max(X)—min(x)

Standaryzacja w odrdéznieniu od normalizacji zachowuje rozktad

wartosci.
N xi_;
X, = (2.7)
O-.\’
gdzie
-1
x=—ij (2.8)
n-j

o=t IZ"l(x,- ~x) (2.9)
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Po standaryzacji s$rednia nowych wartosci cechy jest réowna 0 a

odchylenie standardowe o, =1.

2.4.2. Inicjalizacja

Wagi a w sieciach RBF dodatkowo parametry funkcji radialnych to
parametry adaptacyjne. W kolejnych krokach uczenia parametry
adaptacyjne sa tak modyfikowane aby zapewni¢ jak najlepsza zgodnosé
wartosci wyjsciowych z wartosciami zagdanymi, zawartymi w zbiorze
treningowym. Uczenie zostaje przerwane gdy parametry te przestaja si¢
znaczgco zmieniaé co wcale nie $wiadczy o tym ze ich wartosci sa
optymalne, poniewaz proces moglt utknagé w minimum lokalnym.
Wartosci poczatkowe parametréow adaptacyjnych moga wiec wpltywaé na
koncowy wynik. Aby wyeliminowac¢ takie sytuacje najczesciej stosuje sie
losowy wyboér wag a uczenie powtarza si¢, co powoduje startowanie z
roznych punktéw. W sieciach RBF parametry funkcji radialnych mozna

wstepnie dobra¢ analizujgc statystyczny rozkltad wartosci wejsciowych.
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2.4.3. Uczenie sieci MLP - algorytm propagacji

wstecznej

Dla uproszczenia notacji przyjmijmy, ze sie¢ ma jedng warstwa
ukryta. Niech indeks 7 oznacza wezly warstwy wejsSciowej, j warstwy

ukrytej, k warstwy wyjsciowej.

Rysunek 2.8: Sie¢ z jedng warstwg ukryta

Do weztow warstwy ukrytej dochodzi sygnal x;, i wychodzi sygnatl y;.

xj:Zw,.jx,. yj:f(Zw,.jx,) ( 2.10)

Catkowity sygnaly wyjsciowy z sieci y, mozna wigc zapisac:

xk:Zijyj ysz(zwjkf(zwijxi)) (2.11)

Minimalizujemy funkcje celu b, ktora ma postac btedu

sredniokwadratowego:

E=%Z(yk—dk)2 = Z f(zwjkf(zwijxi))_dk (2.12)

N | =
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gdzie y jest wektorem wyjSciowym sieci a d wektorem wartosci

zadanych. Pochodna po wagach warstwy wyj$ciowej wynosi:

oF OE Oy, Ox,
= = _d ! :5 i :
3 . By, x, O N (J’k k)f (xk)y] Y (2.13)

gdzie O interpretuje sie jako sygnal bltedu. Za pomoca obliczone]
pochodnej mozna skorygowaé¢ wagi warstwy wyjSciowej:

W, W, —16,y, ( 2.14)

n oznacza stala uczenia, czyli czynnik regulujacy jak bardzo ma sig¢
zmieni¢ nowa waga w stosunku do poprzedniej wartosci.
Pozostaly jeszcze wagi warstwy ukrytej, do ktéorych poprawke wyznacza

sie podobnie:

OF _Z OE 0y, ox, 0y, 0Ox,
ow, ‘T 0y, Ox, Oy, Ox,; Ow,

=2 e —d)f (x )w,f'(x,)x, =6 x, ( 2.15)
ij k
gdzie:

5,=> w0, f'(x;) (12.16)
k

W (2.15) wida¢ zaleznosé¢ sygnalu bledu warstwy j zalezy od btedu
warstwy k. Pokazuje to ze sygnal bledu rozchodzi si¢ odwrotnie do
sygnalu pobudzajacego neurony sieci.

Powyzszy wywo6d mozna uogdlni¢ na dowolng liczbe warstw i zapisac
wzorem:

w(k+1)=w(k)-nVE(w) (2.17)
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gdzie k oznacza krok uczenia.

Sie¢ jest uczona wzorcami ze zbioru treningowego. Po prezentacji calego
zbioru treningowego czyli po jednej epoce oblicza si¢ catkowity sumujac
btedy poszczegolnych wzorcéow (2.11). Uczenie zostaje przerwane gdy
zmiany calkowitego bledu kolejnych epok sa mniejsze od zadanego
progu.

Algorytm propagacji wstecznej jest najprostszym z calej rodziny metod
gradientowych. Uczenie moze zosta¢ przerwane po osiggnieciu minimum
lokalnego funkcji celu. Algorytm jest takze wolno zbiezny. Dlatego tez

uzywa sie raczej bardziej ztozonych i bardziej efektywnych metod.

2.4.4. Uczenie sieci RBF

Dla p wzorcéw uczacych i warstwie ukrytej o m weztach funkcja
celu dla sieci RBF ma postac
1 P
E=—
2

i Jj=1 Jj=1

2
(ijGj(x)—di) +Y 4w, (2.18)
gdzie A jest parametrem regularyzacyjnym, ktory zapewnia gltadkosé
funkcji btedu.
Wszystkie parametry adaptacyjne mozna wyznaczy¢ przez optymalizacje
funkcji (2.17) ze wzgledu na wagi, centra i rozmycia funkcji bazowych.

Jednak takie podejscie jest dos¢ zlozone obliczeniowo. W uczeniu sieci

dla potrzeb wizualizacji zastosowano nastepujaca metode.
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Wartosci centréw funkcji radialnych sg inicjalizowane przy uzyciu
niewielkiej liczby iteracji algorytmu K-Srednich. Nastepnie sa one
optymalizowane algorytmem EM (Expectation Maximization), ktory
doktadnie jest omowiony w pracy [11].

Rozmycia Gaussoéw sa wyznaczane jako maksymalna kwadratowa
odleglo$¢ miedzy centrami.

Wagi sa wyznaczane przy znanych parametrach funkcji radialnych.
Niech funkcje radialne maja posta¢ (2.3), wektor d oznacza wartosci
zadane. Jak pokazano w [5] minimalizacja funkcji celu (2.17) prowadzi

do uktadu réwnan liniowych, ktérego rozwigzaniem jest wektor wag w.

Aw =H'd (2.19)
gdzie
Gi(xy) Gyxy) - G,(x)
Gi(x,) Gy(x,) - G,(Xx,)
= . - : (2.20)
Gi(x,) Gyx,) - G,(x,)
oraz
A=H'H+A (2.21)

Macierz A jest macierzag diagonalng =z wartosciami parametrow

regularyzacyjnych na przekatnej.
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2.4.5. Ocena jakos$ci dziatania sieci

Dane sktadaja sie z par: wzorcéow x i wartosci zgdanych d. Przed
uczeniem sieci dane dzieli sie na zbiér treningowy T i zbiér testowy C.
Podczas uczenia na podstawie wartosci zadanych d; optymalizuje sig¢
parametry adaptacyjne. Jedna =z zalet sieci neuronowych jest ich
zdolnos$¢ do uogodlniania wiec dobrze nauczona sie¢ powinna prawidlowo
klasyfikowaé¢ wzorce testowe, ktore wczesniej nie byly jej prezentowane.
Wytrenowana sie¢ generuje odpowiedzi na podane wzorce x,. Ocena
klasyfikacji polega mna pordéwnaniu tych odpowiedzi z wartosciami
zadanymi d. zawartych w zbiorze testowym.

Jedng 2z technik pozwalajacych na ocene¢ jakosci klasyfikacji jest
kroswalidacja. W jednym kroku kroswalidacji dokonuje si¢ losowego
podzialu bez powtérzen na dane uczgce i testowe. Po =zakonczeniu
procesu uczenia wyznaczany jest na podstawie danych testowych btad
klasyfikacji. Kroswalidacje zwykle powtarza sie kilkunastokrotnie aby

otrzymac sredni wynik.
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3. Wizualizacja

3.1. Sposoby wizualizacji bezposredniej

W wyniku wizualizacji bezposredniej otrzymuje sie wykres badz
figure ktoérych poszczegodlne elementy przedstawiaja wartosci z kazdego
wymiarow.

Najprostsza metoda jest przedstawienie profilu wektora
wielowymiarowego gdzie  wartosdci kolejnego  wymiaru  pokazuje

odpowiedni stupek.

Rysunek 3.1: Profile

Innym sposobem jest przedstawienie wartos$ci wielowymiarowych jako

dlugosci promieni wychodzacych z jednego punktu.
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Rysunek 3.2: Promienie

Jeszcze inng metode zaproponowal w 1973 roku Herman Chernoff.
Wartosci z wielu wymiar6w wyznaczaja rozmieszczenie, ksztatt i
wielko§¢ rodznych czesci twarzy. Zostatla tu wykorzystana naturalna
zdolno§¢ do rozpoznawania szczeg6tow ludzkiej twarzy przez czlowieka
jako szybka metoda analizy 1 zapamig¢tywania wielowymiarowych

danych.

Rysunek 3.3: Twarze Chernoffa

Na powyzszych przyktadach zostaly przedstawiono po 3 wektory 13
wymiarowe z bazy ,Wine recognition data”, nalezace do 3 r6znych klas.
Wektory zostaly poddane standaryzacji. Obrazy otrzymano przy pomocy

programu Systat [15].
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Przedstawione dotychczas przyktady metod wizualizacji sg przydatne do
wizualizacji w sensie zestawienia pojedynczych przypadkéw. Trudno
sobie bowiem wyobrazi¢ analize np. 1000 twarzy Chernoffa.

Innym podejsciem jest metoda wykresu rozproszonego (scatter
plot), gdzie moze by¢ przedstawiony nawet pokazny zbiér danych
wielowymiarowych. Wykres rozproszony przedstawiony na rysunku (3.4)
przedstawia 150 wektoréow z bazy ,Iris Plants Database”. Dodatkowo

przekatna zawiera histogramy wartosci z odpowiednich wymiarow.
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Rysunek 3.4: Wykres rozproszony (scatter plot)
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Na takim wykresie mozna tatwo =zaobserwowaé =zaleznosci miedzy
wartosciami poszczegbélnych wymiaréow. Ciezko jednak wyciaggnaé ogdlne

wnioski co do rozréznienia catych wektorow.

3.2. Projekcja na 2 wymiary

Metody wizualizacji bezposredniej] mimo pewnych zalet trudno
wykorzysta¢ do prezentacji duzych zbiorow wielowymiarowych. Z
pomoca przychodza metody statystyczne takie jak skalowanie
wielowymiarowe  (multidimensional scaling) [4] c¢zy grupowanie
(klasteryzacja).

Wiedz¢ o danych mozna tez pozyskaé¢ przez wizualizacje dziatania
sieci neuronowych. Wynikiem dobrze klasyfikujacej sieci neuronowej jest
wielowymiarowy wektor. Jesli poszczegdlne klasy byly zakodowane jako
binarny wektor wartosci zadanych, skladowe wektora wyjsciowego
odpowiadaja prawdopodobienstwom zakwalifikowania prezentowanego
przypadku do odpowiedniej klasy. Czyli numer sktadowej bliskiej 1
odpowiada numerowi klasy do jakiej zostal zaliczony, podczas gdy reszta
sktadowych jest bliska 0. Zbiér takich wektoré6w mozna przedstawié¢ na
plaszczyznie jako punkty zgrupowane wokoél wierzchotkéow wielokata
foremnego, gdzie kazdy wierzchotek odpowiada jednej klasie.

Niech klasa 1 ma swo6j wierzchotek w punkcie (0,0), a nastepne klasy

zgodnie z rysunkiem. Bok wielokata jest rowny 1.
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Rysunek 3.5: Szkic do wyprowadzenia réwnan na wierzchotki wielokata

Stosujac prosta trygonometri¢ mozna uzyskaé¢ wzory na wspodirzedne

wierzchotkow n-kata dla dowolnego n.

Wprowadzajac oznaczenia:

27 T
a:—] =——,
n P 2 2
1 1
r=—1 xq:_7
2cos(f) T2

otrzymujemy ogdlne wzory:
X, =xg trcos(p+ia)
Y, =ygtrsin(p+ia)

i=01 .., n-1

p=-2_2
12 2 (3.1)

ys=§tg(ﬁ)
(3.2)
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Punkt (x4 ys) Jjest srodkiem okregu opisanego na wielokacie, a r
promieniem. Kat ¢ oznacza przesunigcie zapewniajace aby pierwszy
wierzchotek byl w punkcie (0,0).

Rzutowanie n wymiarowego wektora Y,;, mna ptaszczyzne jest
transformacje liniowa:

Y,, =WY,, +B (3.3)

Macierz W ma wymiar nx2, macierz B 2x1. Elementy macierzy W i B sa

rozwigzaniem uktadu 2n+2 réwnan liniowych:

A X = P

1 0 1 0] RZ x|
0 I 0 Wy, X,
0 0 wy, X,

0 1 w
21 _ N (3.4)

0 0 0 1 Wy, Vs
0 0 0 0 Wy, Vv,
1 0|1 O b, Xg

0 0 0 0 1 2 Vs

Wyroznione 4 podmacierze majag wymiar nxn, wiec wymiar calej
macierzy A wynosi 2n+2.
Rownania od 1 do 2n powstaly =z rzutowania wierzchotkow

hiperszescianu odpowiadajacych klasom na wierzchotki wielokata w
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przestrzeni dwuwymiarowej. Dwa ostatnie odpowiadajg rzutowaniu
przeciwlegltego  wierzchotka  hiperszescianu do  poczatku  uktadu
wspolrzednych (wszystkie sktadowe réwne 1) na $rodek dwuwymiarowego
wielokata.

Zastosowanie transformacji dla danych tréjwymiarowych przedstawia

rysunek (3.6).

Rysunek 3.6: Projekcja danych tréjwymiarowych na plaszczyzne
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3.3. Wizualizacja danych statycznych

Dane na ktorych testowano wizualizacje¢ pochodza 2z r6znych
7zrodet. Wszystkie jednak przeszly proces wstepnego przygotowania.
Pierwszym zabiegiem byla zamiana numeréw klas, badz i etykiet na
wektory binarne, gdzie numer sktadowej réwnej 1 oznaczal klase.
Niektore ze zbioréw danych wymagaly mnormalizacji. W przypadku
brakujgcych danych niepelne wektory zostaly usuniete.

Strukture sieci dobrano testujgc rézne architektury. Wyboér najlepsze]
architektury zalezal od wynikéw 10-krotnej kroswalidacji. W kazdym jej
kroku zbiory byly dzielone losowo na wektory treningowe i testowe w
stosunku 2/3, 1/3.

Nastepnie sie¢ o optymalnej strukturze jednokrotnie uczono a wyniki
klasyfikacji poddano transformacji (3.3) 1 wykreslono rdézne klasy
zaznaczajgc kolorami.

Aby zaznaczyé¢ granice poszczegdlnych klas, do wektorow
wejsSciowych dodano niewielki szum o rozktadzie normalnym. Na tak
zmodyfikowanych wektorach uczono sie¢ analogicznie jak w przypadku
rzeczywistych wektoré6w. Wyniki zaznaczono na wykresach mniejszymi
punktami.

Do uczenia sieci wykorzystano pakiet Netlab [14|. Neurony ukryte

sieci MLP mialy sigmoidalne funkcje aktywacji a RBF funkcje Gaussa.
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W procesie uczenia wagi sieci MLP byly optymalizowane algorytmem
sprzezonych gradientow [10]. W sieciach RBF metoda opisang w

podrozdziale 2.4.4.

3.3.1. Dane ,JIris Plants Database”

Dane zawieraja pomiary trzech gatunkéw irysa: Iris Setosa, Iris
Versicolour, Iris Virginica. Kazdy wektor zawiera opis 4 cech: dlugosé
liscia, szeroko$¢ liscia, ditugosé platka i szerokosé pltatka podanych w

centymetrach. 150 wektoréow po 50 z kazdej klasy.

Struktura i wyniki sieci RBF MLP
Wejscia 4 4
Neurony ukryte 6 5
Wyjscia 3 3
Poprawnie sklasyfikowane wektory 98% 98%

7 wykreséow widaé, ze klasa 2 i 3 czeSciowo sie naktadajg. Klasa 1 jest
bardzo dobrze oddzielona. Po analizie tak zaprezentowanych wynikéw
dziatania sieci mozna stwierdzi¢, ze gatunek Iris Setosa rézni sie
znacznie wygladem od dwoéch pozostatych, ktore maja wiecej cech

podobnych.
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Rysunek 3.7: ,Iris Plants Database”, RBF
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Rysunek 3.8: .Iris Plants Database”, MLP
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3.3.2. Dane ,,Wine recognition data”

Dane pochodza z analizy chemicznej 13 sktadnikéw wina pochodzacego z
réznych wupraw 2z jednego regionu Wloch. Zawieraja 175 wektorow

podzielonych na 3 klasy.

Struktura i wyniki sieci RBF MLP
Wejscia 13 13
Neurony ukryte 5 6
Wyjscia 3 3
Poprawnie sklasyfikowane wektory 99% 100%

Wektory sa bardzo dobrze oddzielone, na wykresach wida¢ wyrazne

granice miedzy klasami.
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Rysunek 3.9: ;Wine recognition data”, RBF
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Rysunek 3.10: ,Wine recognition data”, MLP
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3.3.3. Dane sztuczne

Sztuczne dane powstaly =z generacji losowych liczb 2z rozktadem
normalnym. Wygenerowano 5 klas punktéow nalezacych do hipersfer
umieszczonych w roéznych miejscach przestrzeni czterowymiarowej, o
promieniach z zakresu (0.2, 1). Zbior zawieral 500 wektorow po 100 dla

kazdej z klas.

Struktura i wyniki sieci RBF MLP
Wejscia 4 4
Neurony ukryte 5 7
Wyjscia 5 5
Poprawnie sklasyfikowane wektory 99% 100%

Po projekcji wynikéw dziatania sieci na dwa wymiary poszczegdlne klasy
rozlokowatlty sie woko6l wierzchotkéw pieciokata. Po zakoficzeniu uczenia
sieci dodatkowo zaprezentowano kilka wektoréw nalezgcych do jednej z
klas (3.11a) i kilka zdecydowanie nie nalezacych do zadnej klasy (3.11b).
W pierwszym przypadku zgodnie z oczekiwaniami wektory trafity w
obszar swojej klasy. W drugim przypadku punkty zdecydowanie opuscity

obszar wielokata.
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Rysunek 3.11: Sztuczne dane, RBF, czarnymi k6tkami zaznaczone nowe wektory
a) nalezgce do pierwszej klasy, b) nie nalezace do zadnej z klas
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Rysunek 3.12: Sztuczne dane, MLP,
czarnymi kétkami zaznaczone nowe wektory nalezace do pierwszej klasy

Dla sieci MLP zrezygnowano z pokazania drugiego przypadku poniewaz
zastosowano sie¢ o jednej warstwie ukrytej. Niezerowa wartos$¢ funkcji
sigmoidalnej rozcigga si¢ od okre$lonego punktu w przestrzeni az do
nieskonczonosci wiec dowolny wektor znacznie réznigcy sie od reszty i
tak znajdowatl sie zawsze w obszarze ktorejs z klas. Zastosowanie sieci o

wiekszej liczbie warstw ukrytych powinno rozwigzaé¢ ten problem.
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Rysunek 3.13: Sztuczne dane, RBF, dwie nowe klasy
Po nauczeniu, sieci RBF zaprezentowano dwa zestawy nowych wektorow.
Na wykresie (3.13) widoczne sa dwa nowe skupiska, ktére mozna
interpretowac¢ jako nowe klasy nie wyodrebnione w procesie uczenia. Ma

to znaczenie przy nie wystarczajacej ilosci wektoré6w treningowych.
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3.4. Wizualizacja danych dynamicznych

3.4.1. Atraktor Lorentza

Dane zostaly uzyskane z rozwigzania rownan [9]:

X=0c(-X)
Y=rX-Y-XZ
Z=XY-bZ
z parametrami r = 28, ¢ = 10, b = 8/3. Rozwiagzaniem réwnania jest

trojwymiarowa trajektoria, ktéra wykonuje nieregularnie petle po lewej i

po prawe stronie osi z.

S0 - it B ***7‘* ‘T
| |
| |
| |

40 -

30

G

20

Wygenerowano ponad 2000 wektorow, wsréd ktorych tatwo wyrdznié

dwie 2 klasy.
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Struktura i wyniki sieci RBF MLP
Wejscia 3 3
Neurony ukryte 2 3
Wyjscia 2 2
Poprawnie sklasyfikowane wektory 98% 99%
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Rysunek 3.14: Lorentz, RBF, na prawym wykresie powigkszenie

W przypadku danych dwuwymiarowych nie bylo potrzeby stosowad
projekcji na ptaszczyzne. Zostaly wiec wykreslone wartosci jakie zwraca
sie¢ na wyjsciu czyli prawdopodobienstwo, ze wektor nalezy do danej
klasy.

W przypadku sieci RBF (3.13) gdyby nie kolory nawet na powiekszeniu
nie datoby sie¢ odrézni¢ przynaleznosci danego wektora. Jest to

spowodowane duzym zageszczeniem wartosci na granicy klas.
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Ilos¢ poprawnie klasyfikowanych wektoré6w wyznaczano przez pordéwnanie
maksymalnego wzbudzenia i odpowiadajacej mu wartosci zadanej stad
wyniki klasyfikacji 98%.

Natomiast sie¢ MLP bardzo wyraZnie podzielita prezentowane wektory.
Poza kilkoma przypadkami znakomita wiekszo$¢ z ponad 2000 zostata

zakwalifikowana z prawdopodobienstwem réwnym 1.
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Rysunek 3.15: Lorentz, MLP
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4. Podsumowanie

Na podstawie przedstawionych badan mozna stwierdzié, ze
zaproponowana metoda projekcji na dwa wymiary nadaje sie do
wizualizacji dzialania sieci neuronowej zaréwno typu MLP jak i RBF.
Transformacje na 2D mozna przeprowadzaé¢ z dowolnej liczby wymiarow.
Wyniki dziatania dobrze nauczonej sieci neuronowej mozna prezentowad
nawet na monochromatycznym  wykresie nie tracgc informacji
klasyfikacyjnych poniewaz wektory poszczegdlnych klas skupiajg sig
wokot  wierzchotkow wielokgta. Mozna tez tatwo odréznié wektory
niesklasyfikowane, ktére sg zaznaczane jako punkty poza wielokgtem. Sg
tez zauwazalne ewentualne nowe klasy nie wyodrebnione w procesie
uczenia sieci RBF.

Metode wizualizacji mozna rozwinagé o wyznaczenie granic klas.
Czescia pracy sa zaimplementowane funkcje do programu Matlab [13]

umozliwiajgce wizualizacje wynikéw dziatania sieci neuronowej.
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