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Wstep

Klasyfikacja wzorcéw jest bardzo waznym obszarem zainteresowan sztucznej inteli-
gencji i inteligencji obliczeniowej. Problem sprowadza sie do okreslenia kategorii badanego
obiektu, na podstawie wartosci cech, jakimi ten obiekt opisujemy. Istnieja adaptacyjne mo-
dele potrafigce "nauczy¢ sie” rozwigzywaé powyzszy problem w oparciu o wiedze zawartg
w odpowiednio przygotowanym zbiorze treningowym. Dany model klasyfikacji uczymy
zazwyczaj na calym dostepnym zbiorze treningowym. Zaktadamy wiec, ze dostepne dane
sg pewne, tzn. wiernie odzwierciedlajg dang populacje z ktorej pochodza badane obiekty.
Musimy jednak liczy¢ sie z tym, ze dane moga zawiera¢ btedy pomiarowe i ich usuniecie
7 procesu uczenia moze niejednokrotnie polepszy¢ wyniki. Poza tym znaczacy wktad do
nauki modelu moze posiada¢ niewielki podzbior przypadkéw treningowych i zastapienie
grupy wektoréw jednym lub kilkoma reprezentatywnymi nie zmieni nic, albo prawie nic, w
poprawnosci dziatania klasyfikatora. Odpowiednia selekcja wektoréw referencyjnych moze
wiec poprawi¢ skutecznosé klasyfikacji, jednoczesnie zmniejszajac ztozonosé obliczenio-
wa stosowanych modeli. Ograniczajac liczbe przypadkéw treningowych nie dopusécimy do
"przeuczenia” modelu polepszajgc pdzniejsza generalizacje. Takie uproszczenie problemu
utatwi $ledzenie proceséw zachodzgcych w czasie uczenia oraz moze okazac sie pomocne
przy probie zrozumienia zaleznosci wystepujacych w strukturze danych. Bedziemy wigc
poszukiwacé ”super-wektorow” uczacych, ktére wiarygodnie reprezentuja wiedze zawarta
w zbiorze treningowym.

Celem tej pracy jest przyblizenie zagadnienia wyboru przypadkoéw referencyjnych ze
zbioru treningowego, czyli wektorow, ktore postuza jako wzorce treningowe w procesie
uczenia klasyfikatora oraz wykazanie wptywu takiego postepowania na dzialanie niekto-
rych modeli klasyfikujacych. Pierwszy rozdziat zawiera opis najczesciej stosowanych me-
tod klasyfikacji ze szczegdlnym zwrdceniem uwagi na modele uzyte w doswiadczeniach.
Rozdziat drugi porusza problem selekcji wektoréw oraz zawiera przeglad stosowanych w
tym celu metod. W ostatnim rozdziale pracy znajduja si¢ wyniki eksperymentalne prze-
prowadzone na szeregu zbioréw danych przy uzyciu modeli opisanych w rozdziale drugim.



1. Klasyfikacja

1.1. Zdefiniowanie problemu

Dany jest zbior, zwany zbiorem treningowym, zawierajacy obiekty pochodzace z pew-
nej badanej populacji

T = {(x1, ¢(x1)), (X2, ¢(X2)) -+ {%n, €(%n)) } (1.1)

Obiekt opisany jest zestawem charakteryzujacych go cech, ktérych wartosci tworza
wektor
X = [21, 29, ..., 1q) € RY (1.2)

Kazdy obiekt skojarzony jest z pewng klasa pojec, tzn. wektorowi x; przypisujemy etykiete
C<Xi) eC= {Clu €2y -eny Ck} (13)

oznaczajaca jego przynaleznosé do jednej z k klas. Pare (x, ¢(x)) nazywamy przypadkiem,
probka lub przyktadem. Celem klasyfikacji jest znalezienie odwzorowania

f:R'—=C (1.4)

Jest to wiec szczegdlny przypadek poszukiwania funkeji aproksymujacej, ktéra odwzo-
rowuje x na dyskretne wartosci etykiet klas. Spodziewamy sig, ze dla dowolnego przypadku
x, nie pochodzacego ze zbioru treningowego, klasyfikator bedzie potrafit przydzieli¢ ten
wektor do jednej z k znanych mu klas f(x) = ¢;. Innymi stowy klasyfikator podejmuje
decyzje do ktorej klasy nalezy przypisa¢ dany obiekt. Jezeli rozktad danych jest determini-
styczny (tzn. kazde dwa identyczne przypadki naleza do tej samej klasy) wowczas istnieje
taka funkcja f, ktéra bedzie bezblednie odwzorowywala wszystkie wektory treningowe
f(xi) = c(x;) dla kadego i = 1,2, ..., n. Zauwazmy, ze dla danej funkcji f oraz dowolnego
zbioru T = {(%q,¢(X1)), ..., (Xa, c(Xa))} takiego, ze T N'T = @, istnieje funkcja f* taka,
ze f*(x;) = f(x;) dla wszystkich i = 1,...,n ale f*(X;) # f(X;) dla kazdego i = 1,..., 7.
W zagadnieniu klasyfikacji poszukujemy takiego odwzorowania, ktore nie tylko potrafi
rozpoznaé przypadki ze zbioru treningowego, ale bazujac na wiedzy z niego uzyskanej,
potrafi rozpoznaé¢ z mozliwie minimalnym btedem przypadki nie nalezace do tego zbio-
ru. Celem klasyfikacji jest wiec znalezienie odwzorowania, ktore posiada jak najlepsze
wlasnosci generalizujace.

1.2. Granice i obszary decyzyjne

Z geometrycznego punktu widzenia wektor x = [zy, . .., z4] okresla punkt w d-wymiarowej
przestrzeni cech. Model klasyfikujacy, przydzielajac kazdy punkt z tej przestrzeni do jednej
z k klas, przeprowadza podziat przestrzeni cech na k obszaréw decyzyjnych Ry, ..., Ry
tak, ze wszystkie punkty w danym obszarze R; przydzielane sa do odpowiadajacej mu



1. Klasyfikacja 4

klasy ¢;. Mozna wiec powiedzie¢, ze klasyfikator niejawnie realizuje pewne funkcje dys-
kriminacyjne ¢;(x),¢ = 1,...,k przydzielajac wektor x do klasy ¢; jedli g;(x) > g¢;(x) dla
wszystkich ¢ # 7. Regiony decyzyjne rozdzielone sa powierzchniami decyzyjnymi. Réwna-
nie g;(x)—g;(x) = 0 definiuje taka plaszczyzne rozdzielajaca sasiadujace regiony decyzyjne
R; i R;[3]. Ksztalt powierzchni decyzyjnej zalezy od rozktadu danych w przestrzeni cech
oraz od modelu i jego ztozonosci. Problem generalizacji w tym przypadku sprowadza sie
do poszukiwania powierzchni decyzyjnych, ktére nie sg przesadnie dopasowane do danych
treningowych (rys.1.1).
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Rysunek 1.1. Przyklad dwuwymiarowego dwuklasowego zbioru treningowego (a), oraz dwa

skrajne przypadki powierzchni decyzyjnych (linia przerywana) - (¢) przyklad modelu przeuczo-

nego, powierzchnia decyzyjna jest zbyt dopasowana do danych treningowych dajac staba gene-

ralizacje, (b) najprostszy podzial za pomoca linii prostej jezeli tylko nie powoduje zbyt duzego
btedu moze okazaé sie dobrym rozwiazaniem

1.3. Uczenie modelu

Kazdy model klasyfikujacy, ktory korzysta z wiedzy zawartej w pewnym zbiorze tre-
ningowym mozemy nazywaé¢ modelem uczacym|[3]. W procesie uczenia model adaptuje
wewnetrzne parametry zaleznie od prezentowanych przypadkéw treningowych. Zbior tre-
ningowy 7 w ogdlnosci nie musi zawiera¢ informacji o przynaleznosci danego wektora do
odpowiedniej klasy, wéwczas model musi umie¢ wytoni¢ samodzielnie klasy ze struktury
danych (uczenie bez nadzoru). Je§li mamy wprost podana wiedze o przynaleznosci do
klasy danego wektora (jak to zostato zdefiniowane w naszym przypadku (1.1)), daje nam
to mozliwo$¢ oszacowania jakos$ci uczenia poprzez okreslenie pewnej funkcji btedu

E[f] = 32 B(f(x1), c(xi) (1.5)

Pozwala to na sterowanie kierunkiem uczenia (zwanym uczeniem pod nadzorem) tak aby
zminimalizowa¢ powyzsza funkcje. W najprostszym przypadku dla modeli adaptacyjnych
funkcja btedu definiowana jest w postaci btedu sredniokwadratowego

Bf) = 5 3 1/0x0) = el (1)

DO | =
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1.4. Przeglad metod klasyfikacji

Ponizej opisane zostaly pokrétce niektore modele klasyfikacji. Szczegdtowy opis ich
dziatania nie jest tematem niniejszej pracy - blizsze informacje na ten temat zawiera
cytowana literatura.

1.4.1. k-NN

Metoda k-NN (k-Nearest Neighbors) nalezy do metod opartych na poszukiwaniu po-
dobienstw miedzy przypadkami. Metody te wywodza si¢ z teorii rozpoznawania wzorcow
(ang. pattern recognition) a ich dzialanie polega na poszukiwaniu przypadkéw najbardziej
podobnych, wzgledem pewnej miary podobiefistwa d(x,x’), do przypadku klasyfikowane-
go. W najprostszym przypadku, stosowanym w k-NN, funkcja d(x,x’) jest definiowana
jako odlegto$é pomiedzy x i X' w zadanej metryce. Klasyfikacja k-NN polega na przydzie-
leniu wektorowi x etykiety, ktéora wystepuje najczesciej wérdod k najblizszych sasiadow
klasyfikowanego przypadku. W kazdym punkcie przestrzeni cech okresli¢ mozemy praw-
dopodobienstwo tego, ze wektor x nalezy do klasy ¢;

ki

P(c|x) = m (1.7)

gdzie k; jest liczba wektoréw z sasiedztwa x o etykiecie ¢;, za$ k liczba branych pod uwage
sgsiadow. Klasyfikacja polega wiec na wyborze klasy dla ktérej to prawdopodobienstwo
jest najwieksze. Zdefiniowanie modelu sprowadza sie do wyboru metryki i ilosci k sasiadow.
Gléwna klasa metryk dla d-wymiarowych danych jest metryka Minkowskiego:

@

D(x,y) = <Zl | —yil‘)‘) (1.8)

Dla o = 2 otrzymujemy najczesciej stosowang metryke - euklidesowg a dla o = 1 metryke
Manhattan. Liczbe sasiadow wybieramy najczesciej nieparzysta aby unikna¢ przypadkow
remisowych. Wybér ilosci sasiadow mozna zautomatyzowacé przeprowadzajac serie testéw
dla réznych wartosci k na zbiorze walidacyjnym i wybierajac te wartos¢ dla ktorej ilosé
pomytek byta najmniejsza. k-NN wymaga przechowywania w pamieci wszystkich wek-
torow treningowych. Za kazdym razem gdy klasyfikujemy przypadek musimy przeszukaé
cala pamie¢ (ztozonosé obliczeniowa O(dn)) w poszukiwaniu najblizszych sasiadéw, co
dla duzych zbioréw danych moze by¢ uciazliwe[3].

1.4.2. NRBF

NRBF (ang. Normalized Radial Bases Function) jest klasyfikatorem zainspirowanym
sieciami neuronowymi z radialnymi funkcjami bazowymi (sieci RBF) choé¢ jego dziatanie
bliskie jest klasyfikatorom probabilistycznym, gdyz model za pomocg probek treningowych
probuje oszacowaé rozktad prawdopodobienstwa P(c;|x). W miejscu kazdego przypadku
treningowego umieszczamy centrum funkcji Gaussa o ustalonym parametrze rozmycia o

flx—x ;2

= o

G(x;xj;0) =€ o2 (1.9)
Jesli przeprowadzimy normalizacje wzgledem przypadkéw z catego zbioru treningowego

G(x;%¢,0) = G(x; Xt 0) (1.10)

Z G(x;Xy;0)
k=1
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tak aby

G(x;x;,0) =1 (1.11)
i=1

wowczas mozemy interpretowaé wyrazenie

Plclx)= > G(x;x¢,0) (1.12)

x¢€7e;

jako prawdopodobienstwo przynaleznosci x do klasy ¢;, gdzie 7, jest podzbiorem zbioru
treningowego zawierajacym wszystkie obiekty oznaczone etykieta ¢;[6].

Powyzszy model jest uproszczong wersja sieci neuronowej NRBF. Pomija wazenie wptywu
wezlow zawierajacych funkcje Gaussa, ilo$¢ weztéw jest stata (réwna ilosci probek) i nie
ulega zmianie ich potozenie. Jedynym parametrem, ktéry pozostaje do ustalenia, jest
0. NRBF zachowuje si¢ podobnie jak metoda k najblizszych sasiadow, z ta roznica, ze
rozklad prawdopodobiefistwa P(¢;|x) w przypadku NRBF jest ciagly, gdzie dla k-NN ma
on charakter dyskretny. Parametr £ z metody kNN ma w przypadku NRBF odpowiednik
w postaci o, ktéra decyduje o "zasiegu” funkcji Gaussa.

1.4.3. Ontogeniczna sie¢ neuronowa IncNet

Biologiczne sieci neuronowe staty si¢ inspiracja do powstania matematycznych modeli
przetwarzajacych informacje, nazywanych sztucznymi sieciami neuronowymi. Podstawo-
wym elementem takiej sieci jest neuron, ktory realizuje pewng funkcje transferu, decydu-
jaca o pobudzeniu neuronu, czyli o sile sygnatu powstatego na jego wyjsciu, w zaleznosci
od sumy sygnatéw docierajacych na wejécia neuronu. Sieci ztozone z wielu potaczonych ze
soba neurondéw potrafig realizowa¢ bardzo skomplikowane odwzorowania, przez co znaj-
duja szerokie zastosowanie w systemach klasyfikujacych, aproksyujacych i sterujacych.
Doboér architektury sieci neuronowej jest scisle zwigzany z problemem jaki chcemy za jej
pomocy rozwigzaé. Do klasyfikacji obiektow wykorzystywane sg zwykle jednokierunkowe
wielowarstwowe sieci neuronowe (MLP ang. Multilayer Perceptron), czyli sieci w ktérych
sygnal propaguje sie od wejscia sieci do wyjscia bez sprzezen zwrotnych. Sie¢ MLP z jedng
warstwg ukryta realizuje funkcje

y; = fi(Wha + 1) (1.13)

gdzie y; jest odpowiedzia i-tego neuronu wyjsciowego a wektor u jest sygnatem wyjscio-
wym warstwy ukrytej o k-tej rownej postaci

up = fr(Wx + wy) (1.14)

Uczenie sieci polega na odpowiedniej adaptacji wartosci wag W, wo, W, Wy potaczen mie-
dzy warstwami, zgodnie z pewna reguta uczenia. Odpowiedni dobor funkcji transferu
f(+), realizowanej przez neurony, moze bardzo utatwi¢ problem. Najczesciej w sieciach
MLP stosuje sie funkcje sigmoidalng o(z) = ﬁ Interesujaca klase modeli neuronowych

stanowia sieci z radialnymi funkcjami transferu. Sieci RBF (ang. Radial Basis Function)
realizujg odwzorowanie

flx;w) = Zwi -G(x;x4,0) (1.15)

gdzie funkcja transferu moze by¢ na przyklad funkcja Gaussa (1.9). O sile sygnatu wyj-
sciowego neuronu decyduje odlegtos¢ x od centrum x; funkeji radialne;j.
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Sieci neuronowe z jedna warstwa ukryta wystarczaja do rozwiazania wigkszosci proble-
mow aproksymacyjnych i klasyfikacyjnych - sie¢ posiadajaca dwie warstwy ukryte stanowi
uniwersalny aproksymator[9].

Incremental Network (IncNet) jest siecig jednowarstwowa (architektura identyczna z
sieciami RBF), w pelni ontogeniczna; rosnie, maleje i taczy neurony w trakcie uczenia,
tak aby jak najlepiej dopasowaé swoja strukture do ztozonosci danych treningowych [7].
Jako reguta uczenia zastosowany jest rozszerzony filtr Kalmana a funkcjami transferu
najczesciej sa funkcje bicentralne, utworzone z kombinacji funkcji sigmoidalnych

Bi(x;t,b,s) = ﬁ o(e’(x; — t; + e"))(1 — o(e¥(z; — t; — %)) (1.16)

i=1

Funkcje takie charakteryzuja sie duzg elastycznoscig i pozwalajg estymowaé ztozone po-
wierzchnie decyzyjne przy uzyciu niewielkiej liczby weztéw([8].

1.4.4. Drzewo decyzyjne SSV

Drzewa decyzyjne zbudowane sa z weztéw, realizujacych testy na cechach wektoréw w
ten sposob, ze kazdy z takich testow dzieli przypadki na grupy, prébujac rozseparowac z
jak najwieksza doktadnoscig wektory nalezace do réznych klas. Kazdy z kolejnych testow,
dzieli przypadki na coraz mniejsze grupy, az do momentu catkowitego rozseparowania
wzorcow z roznych klas. Konicowe odgalezienia (liscie drzewa) skojarzone sa z poszczegdl-
nymi etykietami klas. Budowanie drzewa (uczenie modelu) przeprowadzane jest wedlug
pewnego kryterium, ktére stara sie oceni¢ przydatnos¢ danego podziatu - w najprost-
szym przypadku obliczany jest btad klasyfikacji dla danego podziatu i wybierany jest ten,
ktéremu odpowiada najmniejszy btad. Rozro$niete drzewa nalezy przycia¢ - sytuacja w
ktorej kazdy 1is¢ zawiera pojedynczy przypadek nie zapewnia dobrej generalizacji. Klasy-
fikacja wzorca polega na podazaniu od korzenia drzewa do odpowiedniego liscia zgodnie
przestankami spelianymi (badZ nie) w poszczegdlnych weztach.

Kryterium podziatu SSV (ang. Separability of Split Value) stara sie rozdzieli¢ jak naj-
wiekszg ilos¢ par obiektéw pochodzacych z roznych klas. Sprowadza sie to do poszukiwania
maksimum wyrazenia

SSV(s) =2 Y |LS(5,0, T) N T - |RS (5,0, T) N (T — T,)|
ceC
— S min(|LS(s,b, T) N Ti|, |RS(s,b, T) N T.]) (1.17)

ceC

gdzie s jest wartoscig podziatu cechy b (dla ciagtych wartosci jest to punkt, dla nominal-
nych - podzbiér wartosci cechy), LS(s, f, 7)1 RS(s, f,7) to lewa i prawa strona uzyskane
po podziale cechy b dla danego zbioru 7 [4].

1.4.5. System neurorozmyty FSM

Feature Space Mapping jest siecig neuronowsg, o architekturze podobnej do sieci RBF,
cho¢ w dzialaniu przypomina systemy poszukujace regut logicznych w danych - w og6l-
nosci regut logiki rozmytej. Model neuronowy FSM sktada si¢ z jednej warstwy neuronow
ukrytych z lokalnymi faktoryzowalnymi funkcjami transferu

G(x;r,0) = HGt(wi?Tivai) (1.18)



1. Klasyfikacja 8

Dzieki zastosowaniu takich funkcji kazdy wymiar mozemy rozpatrywaé¢ oddzielnie.
Jesli Gy(zy; 7, 0) zdefiniujemy za pomoca funkcji Gaussa (1.9) woéwcezas neurony realizuja
w kazdym wymiarze funkcje przynaleznosci G; : X — [0, 1], okredlajaca w jakim stopniu
dany przypadek mozemy kojarzyé¢ z danym neuronem (czyli z centrum funkeji Gaussa w
poblizu ktorego potozone sa wartoéci odpowiednich cech badanych wektoréw). Klasyfika-
cja wektora x polega na wyborze najbardziej pobudzonego neuronu, ktéremu przypisana
jest odpowiednia etykieta klasy

FSM(x) = C(arg mZaX(Gi(X; r,o))) (1.19)

[loczyn (1.18) mozemy rozumie¢ jako regute logiczna, wéwcezas wektor x jest kojarzony
z neuronem (i odpowiednia klasa) gdy spelnia odpowiadajaca mu regute. Innymi funkcja-
mi faktoryzowalnymi pozwalajgcymi na ekstrakcje regut rozmytych, stosowanymi w sieci
FSM, sa funkcje bicentralne (?7) lub funkcje trapezoidalne. FSM moze takze realizowaé
klasyczne reguty logiczne jesli zastosujemy jako funkcje transferu funkcje prostokatna.
Wstepna klasteryzacja danych wykozystywana jest do ustalenia ilosci weztéw oraz inicja-
lizacji potozen centrow funkcji transferu, ktore sg optymalizowane w pozniejszym procesie
uczenia.

1.4.6. SVM
Jesli funkcje dyskryminujaca zdefiniujemy w postaci
g(x) = w'x + wy (1.20)

wowcezas powierzchnie decyzyjne rozdzielajace klasy beda ptaszczyznami. Takie podejscie
nazywamy liniowa dyskryminacja (LDA)[3]. Mozliwych ptaszczyzn rozdzielajacych dwie
sasiednie klasy moze by¢ wiele - najlepsza generalizacje powinna zapewniaé plaszczyzna
z najwiekszym marginesem. Marginesem nazwiemy nieujemna wartos¢ b spelniajaca

lg(x;) —b] >0,  Vx; €T (1.21)

Przy okresleniu tej granicy decydujacy wplyw maja tylko niektére wektory, nazywane
wektorami wspierajacymi (ang. support vectors), dla ktérych g(x) = b. LDA nie daje
dobrych rezultatow w przypadkach gdy mamy do czynienia z problemem, w ktérym klasy
nie sg separowalne liniowo.

Maszyna wektoréw wspierajacych SVM (ang. Support Vector Machine) opiera sie na
tym samym pomysle co linowa dyskryminacja z maksymalizacjag marginesu z tym, ze przy-
padki nie musza by¢ separowalne w przestrzeni wejsciowej, lecz w pewnej wyzej wymiaro-
wej przestrzeni [3][11]. Zwiekszenie wymiaru przestrzeni zwieksza jej pojemnosé liniowa,
tzn. zawsze istnieje przestrzen w ktorej, po zmapowaniu do niej wektoréw za pomoca
pewnej nieliniowej transformacji ¢(-), dowolne dwie klasy beda separowalne za pomoca
hiperptaszczyzny. Niech yy, = p(xx) bedzie przypadkiem przetransformowanym do wielo-
wymiarowej przestrzeni, wowczas najbardziej optymalnej hiperptaszczyzny rozdzielajacej
dwie klasy poszukujemy minimalizujac wyrazenie

n 1 n
L) =) o — 5 D on;z2¥ Vi (1.22)
k=1 k,j
7 wiezami

> ey, =0 ar, >0, k=1,....n (1.23)
k=1
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gdzie z;, = £1 zalezy od klasy do ktorej nalezy k-ty przypadek. Funkcja o(-) okreslona
jest przez iloczyn skalarny

Yive = @(x;) o(xi) = k(x;, ) (1.24)

gdzie k(x;,x)) nazywane jest funkcja jadra i najczesciej wybierane w postaci funkcji
gaussowskiej (1.9). Funkcja dyskryminacyjna przybiera teraz postaé

n

9(x) = aik(x,%;) + wy (1.25)

i=1

Wektory wspierajace w tym przypadku to wektory dla ktorych ag > 0.

1.5. Podsumowanie

W powyzszym rozdziale omowione zostaty ogdlnie najczesciej stosowane metody klasy-
fikacji. Z punktu widzenia pracy najistotniejsze wydaja sie metody korzystajace z przykta-
déw treningowych bezposrednio podczas klasyfikacji, takie jak k-NN oraz NRBF. Dla tych
metod najtatwiej jest zaplanowaé strategie wyboru wektorow i przewidzie¢ jej wpltyw na
skutecznosé dziatania modelu a zredukowanie ilosci wektoréw prowadzi w tym przypadku
do zmniejszenia kosztu obliczeniowego i pamieciowego procesu klasyfikacji.



2. Strategie szukania wektorow
referencyjnych

2.1. Zdefiniowanie problemu

Szukamy optymalnie matego zbioru S przypadkow reprezentujacych tg sama populacje
co probki treningowe 7, zapewniajacego poprawng klasyfikacje zaréwno przypadkéw ze
zbioru 7 jak i nowych przypadkow, z btedem nie wiekszym (lub niewiele wiekszym) niz
w wyniku uczenia klasyfikatora na catym dostepnym zbiorze treningowym. Innymi stowy,
chcemy przeprowadzi¢ selekcje wektorow ze zbioru danych treningowych, pozostawiajac w
nim tylko wektory najbardziej uzyteczne, pozbywajac sie wektorow mato wartosciowych
lub szkodliwych w sensie pozniejszej klasyfikacji. Jesli szukany zbiér ma by¢ podzbiorem
zbioru treningowego (S C 7'), wéwczas dla zbioru 7 zawierajacego n przypadkéw problem
sprowadza si¢ do znalezienia najbardziej optymalnego z 2" — 1 mozliwych podzbiorow.
Mozemy tez wygenerowaé nowe przypadki - wektory wirtualne, ktére w ogdlnosci moga
by¢ dowolnymi punktami w badanej przestrzeni R%. Ztozonoéé kombinatoryczna problemu
zmusza do stosowania roéznych heurystyk poszukujacych kompromisu pomiedzy maksy-
malng redukcja iloéci wektoréw treningowych a zachowaniem dokltadnosci klasyfikacji.

2.2. Struktura zbioru danych

Tak jak nie znaleziono klasyfikatora, ktory radzitby sobie réwnie dobrze ze wszystkimi
problemami klasyfikacyjnymi, tak tez mozemy spodziewac sie, ze kryterium poszukiwania
wektoréw referencyjnych takze powinno by¢ dopasowane do struktury danego problemu.
Duza czes¢ problemow charakteryzuje sie tym, ze dang klase mozemy zdefiniowaé przez
obszary o jednorodnym rozktadzie przypadkéw oznaczonych tg sama etykieta. Przyktadem
takiego zbioru danych jest Iris (rys.2.1). Dla takich danych mozemy méwié o centrach klas
i granicach pomiedzy nimi, nie trudno wyrézni¢ wzorce odstajace od danych, lezace daleko
do swoich klas lub potozone w gtebi regionéw zajetych przez przypadki z innej klasy, ktore
mozemy interpretowaé jako btedne, stanowigce szum w danych. Zastanowmy sie, ktore
wektory w takim przypadku moga mieé¢ duze znaczenie w klasyfikacji a ktére moga by¢é
szkodliwe. Usuniecie wektorow lezacych wewnatrz jednorodnej klasy nie powinno wpty-
na¢ na doktadnosé¢ klasyfikacji - granice decyzyjne nadal beda okre$lone przez pozostate
wektory potozone blizej granic. Wydaje sie wiec, ze wektorow referencyjnych powinnismy
poszukiwaé w obszarach, na ktérych granicza ze sobg wektory z réznych klas. Z drugiej
strony, gdy usuniemy ze zbioru wektory potozone w bezposrednim sagsiedztwie wektorow
z klas przeciwnych, spowodujemy ”wygtadzenie” granic decyzyjnych, co moze polepszy¢
generalizacje, zmniejszajac ryzyko przeuczenia si¢ modelu. Mozemy posunaé si¢ jeszcze
dalej i poszukac¢ prototypow, ktore reprezentowatyby grupy przypadkow, klastry a nawet
cate klasy. Istniejg jednak problemy, w ktorych klasy nie sg zlokalizowane w grupach
potozonych w okreslonych obszarach przestrzeni cech. W najbardziej ekstremalnym przy-
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Rysunek 2.1. Wizualizacja zbioru Iris wzgledem dwéch cech okreslajacych szerokosé i dlugosé
ptatka

padku wektory z danej klasy moga by¢ rozrzucone po catej badanej przestrzeni i trudno
jest stwierdzi¢, ktory przypadek jest wazny a ktory moze by¢ btedny. Na przyktad, gdy
mamy do czynienia z danymi, ktoérych cechy posiadajg wartosci symboliczne - ktérych nie
sposob uporzadkowaé¢ monotonicznie, nie mozemy spodziewac sie, ze dane beda tworzyty
grupy przypadkow z jednakows etykieta zlokalizowane w okreslonych miejscach przestrzeni
wejsciowej. Kazdy wektor ze zbioru treningowego moze wowczas decydowaé o ksztatcie
granicy decyzyjnej i problem wyboru wektoréw referencyjnych staje sie stosunkowo trud-
ny. Brighton i Mellish[2] stwierdzaja, ze w takich przypadkach najlepiej spisuja sie metody
szukajace prototypow w calej dostepnej przestrzeni.

Powyzsze rozumowanie dotyczy gtéwnie metod opartych na podobienstwie. Dla kNN

usuniecie jednego wektora ma wpltyw na klasyfikacje przypadkéw wytacznie z pewnego
sasiedztwa usunietego. W przypadku bardziej ztozonych modeli takie postepowanie mo-
ze nie posiada¢ lokalnego charakteru. Trudno wywnioskowaé ze struktury danych, bez
wnikania w zawitosci dzialania danego modelu, ktore wektory sg najbardziej istotne na
przyktad dla drzewa decyzyjnego lub dla metody SVM.
Niewatpliwie struktura danych ma wptyw na wybor strategii poszukiwania wektorow re-
ferencyjnych - w réznych problemach rézne przypadki moga odgrywaé istotng role. Dobry
algorytm poszukujacy wektoréw referencyjnych powinien poradzi¢ sobie z kazdym typem
danych - oczywiscie jezeli dane sg przygotowane dobrze i wiarygodnie reprezentuja dany
problem.
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2.3. Przeglad stosowanych metod

Ponizej znajduje si¢ opis kilkunastu metod stosowanych do wyboru wektorow ucza-
cych. Dziatanie wigkszosci z nich opiera si¢ na badaniu zaleznosci miedzy przypadkami
a ich sgsiedztwem, przez co naturalnym ich zastosowaniem jest poszukiwanie wektorow
referencyjnych dla kNN. Nic nie stoi jednak na przeszkodzie, aby przynajmniej cze$¢ z nich
sprobowad uog6lni¢, aby znalazty zastosowanie réwniez dla innych modeli klasyfikujacych.

2.3.1. Filtry szumu

Filtrami szumu® nazwiemy metody usuwajace ze zbioru treningowego przypadki, kté-

re mozemy uwazaé za szkodliwe dla klasyfikatora, czyli wektory btedne lub odstajace
od struktury danych. Spodziewamy sie, ze takie postepowanie podniesie jakos¢ danych i
poprawi wyniki klasyfikacji. Redukcja objetosci zbioru uczacego jest tu stosunkowo nie-
wielka i dlatego metody te czesto sa stosowane jako wstepna filtracja btednych przypadkow
z danych przed dalsza selekcja za pomoca innych algorytmoéw. Filtry szumu sprawdzaja
sie, gdy zbidér treningowy nie zawiera duzo przypadkow, ktére mozemy uznaé za bledne.
Trudnosci moga wystapi¢, gdy poziom szumu w danych jest wysoki i takie wektory prze-
staja by¢ wyjatkami - wowczas jedne btedne wektory moga by¢ dobrze klasyfikowane przez
inne btedne przypadki. W niektorych zbiorach danych niemozliwe jest stwierdzenie czy
dany przypadek jest btedny (np. gdy dane z réznych klas w duzym stopniu sie pokrywaja)
dlatego czesto niezbedna jest wiedza dotyczaca danego zbioru aby oceni¢ czy mozemy w
tym przypadku zastosowaé¢ dany algorytm.

ENN

Wilson w 1972 roku zaproponowal prostg regute edycji danych, wedtug ktorej usu-
wamy ze zbioru wektor jesli jego klasa nie zgadza sie z wiekszoscia jego najblizszych k
sasiadéw ze zbioru oryginalnego 7. W ten sposob pozbywamy si¢ wektoréw otoczonych
przez przypadki z innej klasy (jest to zazwyczaj ”"szum” ) oraz przypadkéw potozonych w
poblizu granic klas (wygladzamy granice decyzyjne), pozostawiajac dane wewnatrz obsza-
réw zajetych przez dana klase (rys.2.2). Ztozonosé czasu algorytmu jest réwna ztozonosci
testu leave one out O(dn?), czyli klasyfikacji kazdego wektora ze zbioru przez pozostate
za pomoca k-NN (Wilson uzywal k=3). Powyzszy algorytm w literaturze funkcjonuje jako
zasada edycyjna Wilsona lub ENN (ang. Edited Nearest Neighbor)[2][13].

RENN i All kNN

Algorytmy RENN i All kNN sg kolejnymi modyfikacjami metody edycyjnej Wilsona.
RENN (ang. Repeated ENN) powtarza ENN wielokrotnie, az do zbieznosci, czyli do mo-
mentu, gdy podczas catej epoki nie zostanie usuniety zaden wektor. Podobne podejscie
odnalez¢ mozna w algorytmie All k-NN, ktory polega na powtarzaniu ENN za kazdym
razem zwiekszajac ilos¢ branych pod uwage sasiadéw (k= 1,2, ...,1).

Kryterium spdjnosci - ENRBF

Analogiczna metode edycji mozna zaproponowaé korzystajaca z klasyfikatora NRBF.
Niech P(¢;|x,S) okresla prawdopodobienstwo, ze wektor x nalezy do klasy ¢; dla zbio-
ru danych §. Jedli zbior S jest dostatecznie gesty, wtedy usunigcie dowolnego wektora

L W literaturze metody te czesto wystepuja pod nazwa metod edycyjnych (ang. editing rules)
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Rysunek 2.2. Rezultat dziatania ENN dla danych Iris

x; nie powinno zmienia¢ w znaczny sposob rozktadu prawdopodobienstwa P(c;|x;, S) =~

P(ci|x, 8, gdzie §' = S — {x;,C;}. W przypadku gdy
P(ci|xi, 8') < P(cj|xi, SY) dla kazdego j # 1 (2.1)

mozemy powiedzie¢, ze x; jest niezgodny (niespéjny) ze zbiorem danych S i mozemy
go pominaé przy uczeniu klasyfikatoral6]. Zdefiniujmy prawdopodobienstwo P(c¢;]x,S) za
pomocg unormowanych funkcji Gaussa (1.10). Reguta edycyjna bedzie miata postaé: usun
przypadek z 7 dla ktorego zachodzi

P(cilxi, T < aP(cj|x;, T") dla kazdego j # 1. (2.2)

Parametr « € [0, 1] decyduje o ostrosci kryterium, czyli o ilogci usunietych wektoréw. Dla
a = 0 zaden wektor nie zostanie usuniety - filtr przepuszcza wszystkie dane. Dla o = 1
usuniete zostana wszystkie przypadki sporne, w ktorych otoczeniu wickszos¢é przypadkow
nalezy do przeciwnej klasy oraz wektory z pobliza granic. Powoduje to wygtadzenie granic
i rozseparowanie klas. Gdybysmy zdefiniowali P(c¢;|x,S) zgodnie z prawdopodobiefistwem
klasyfikacji k-NN (1.7), powyzsze kryterium dla o = 1 staje sie identyczne z modelem
ENN. ENRBF (ang. Edited NRBF') usuwa wektory niespojne stosujac powyzsza regutle
dla kazdego przypadku z T (O(dn?)).

2.3.2. Metody kondensujgce dane

Metodami kondensujgcymi nazwiemy metody, ktorych gtownym celem jest maksymal-
ne zmniejszenie objetosci zbioru treningowego bez zwiekszenia btedu klasyfikacji. Poszu-
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kujg one w zbiorze treningowym przypadkéw, ktorych wkitad do nauki klasyfikatora jest
znikomo maly, przez co niepotrzebnie zwiekszajg koszt czasu i pamieci a ich usuniecie nie
powoduje pogorszenia dziatania modelu klasyfikujacego.

CNN

W 1968 roku Hart zaproponowal algorytm CNN (ang. Condensed Nearest Neighbor),
ktory poszukuje tzw. minimalnego sp6jnego podzbioru zbioru treningowego. Podzbiorem
spojnym zbioru 7 wedtug Harta nazywamy zbior S, ktory pozwala na klasyfikacje wszyst-
kich wektoréw z 7 z dokladnoscig nie mniejszg niz w przypadku, gdy jako zbiér uczacy
uzyjemy oryginalnego zbioru 7[2]. CNN jest algorytmem inkremencyjnym: rozpoczyna
poszukiwanie od pustego zbioru S do ktérego w sposéb losowy dodajemy po jednym
wektorze z kazdej klasy. Kolejne wektory z 7 klasyfikujemy przy uzyciu wektoréw z S
(Hart stosowal k-NN z k& = 1). Jedli x zostanie btednie zaklasyfikowany wéwczas dodajemy
go do §. Powtarzamy cala procedure, az do momentu gdy wszystkie przypadki z 7 beda
poprawnie klasyfikowane przez wektory z S. W rezultacie, kazdy wektor z 7 potozony
jest w mniejszej odlegtosci od przypadku z tej samej klasy w S niz od dowolnego wektora
z innej klasy w tym zbiorze (rys.2.3). Algorytm nie gwarantuje znalezienia minimalnego
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Rysunek 2.3. Rezultat dziatania CNN dla danych Iris

zbioru spojnego, miedzy innymi dlatego, ze otrzymany wynik zalezy od kolejnosci prezen-
tacji przypadkéw. Poza tym wektory, ktére podejrzewamy, ze sa btedne (takie wektory
posiadaja wiekszo$¢ sasiadéw z przeciwnej klasy) zawsze znajda sie w zbiorze S, co z kolei
powoduje, ze wektory bedace ich sasiadami takze muszg sie znalez¢ w szukanym zbiorze
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aby mogty by¢ dobrze klasyfikowane[13].

Identyczne kryterium poszukiwania wektoréw referencyjnych zaproponowal Aha pod na-
zwa B2 ograniczajac si¢ do przeprowadzenia jednej epoki po wszystkich przypadkach z
7T i w rezultacie nie gwarantujac tym samym tego, ze otrzymamy zbior spojny wzgledem
zbioru treningowego.

CA

Chang w 1974 roku zaproponowalt algorytm, ktory szuka w zbiorze treningowym par
wektoréw w celu ich potaczenia w jeden przypadek. Dwa wektory p i q mozemy potaczy¢
w jeden gdy oba nalezg do tej samej klasy oraz jesli takie potaczenie nie "popsuje” spéj-
nosci zbioru, tzn. nie zwiekszy bltedu klasyfikacji przypadkow w 7 za pomoca wektoréw
referencyjnych w S. W najprostszym przypadku wektor powstaty po potaczeniu umiesz-
czamy w srodku prostej taczacej dwa rozpatrywane wektory w przestrzeni cech. Procedure
powtarzamy, az do momentu w ktérym, podczas catej epoki nie zostanie potaczona zad-
na para wektoréw (rys.2.4). Duza zlozono$é czasowa O(dn?) sprawia, iz algorytm nie
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Rysunek 2.4. Rezultat dziatania CA dla danych Iris

znajduje zastosowania dla duzych baz danych, cho¢ jego ciekawg wtasciwoscia jest to, iz
przestrzen poszukiwan wektoréw nie ogranicza sie tylko do potozen wektorow ze zbioru
treningowego[10].

RNN

Algorytm CNN doczekal sie wielu modyfikacji, jedna z nich, o ktérej warto wspo-
mnie¢, jest dekremencyjna wersja tego algorytmu. Szukajac minimalnego zbioru sp6jnego
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mozemy odrzucaé kolejno wektory z 7, testujac za kazdym razem wplyw takiego po-
stepowania na zachowanie spdéjnosci. Jezeli usuniecie wektora spowoduje wzrost bledu
klasyfikacji policzonego dla wszystkich przypadkéw z 7, wowcezas taki przypadek wydaje
sie istotny, dlatego powinnismy go zachowac¢. W ten sposdb, w oparciu o klasyfikacje k-NN,
dziata algorytm RNN (ang. Reduced Nearest Neighbor). Jednak takie podejscie jest bardzo
kosztowne - kazde usuniecie wektora musi by¢ uzasadnione testem klasyfikacji na catym
zbiorze treningowym/[13].

GA i RNGE

W przypadku klasyfikatora minimalnoodlegtosciowego (1-NN) widaé, ze ksztalt gra-
nicy decyzyjnej jest zdeterminowany wylacznie przez wektory lezace w bezposrednim sa-
siedztwie swoich "wrogéw”, czyli wektoréw posiadajacych inng etykiete od przypadku
badanego. Jesli wyznaczymy dla zbioru treningowego diagram Voronoi (rys.2.5a) i od-
dzielimy obszary w diagramie nalezace do réznych klas, wowczas otrzymamy powierzchnie
odpowiadajace powierzchniom decyzyjnym klasyfikatora 1-NN. Zauwazmy, ze jesli usu-

Rysunek 2.5. Wplyw selekcji wektoréw na ksztalt granicy decyzyjnej klasyfikatora 1-NN przy
zastosowaniu edycji sasiadéw z (a) diagramu Voronoi, (b) grafu Gabriela oraz (c) grafu RNGJ1]

niemy wektory, ktore w diagramie sasiaduja wytacznie z wektorami nalezacymi do tej
samej klasy, granica nie ulegnie zmianie, a co za tym idzie, zachowana zostanie sp6jnosé¢
danych wzgledem zbioru treningowego. Poza tym zawarto$é¢ otrzymanego zbioru nie zalezy
od kolejnosci prezentacji wzorcow. Niestety, ztozono$é obliczeniowa algorytmu, zwtaszcza
dla wielowymiarowych danych, jest duza. Wyznaczenie diagramu Voronoi moze by¢ w
najgorszym przypadku rzedu O(n??)), co zmusza do stosowania prostszych metod. Jedna
z alternatyw jest poszukiwanie sasiadéw w grafie Gabriela lub w grafie relatywnym|[1].

Graf Gabriela dla danego zbioru D definiujemy w nastepujacy sposob: dla kazdej pary
punktow (p, q) w zbiorze D, tworzymy sfere S(p, q) tak aby punkty p i ¢ lezaly na koncu
srednicy sfery. Punkty p i ¢ nazwiemy sasiadami w grafie Gabriela jesli wewnatrz takiej
sfery nie wystepuje zaden inny punkt ze zbioru D. Graf Gabriela utworzony jest z odcin-
kéw taczacych wszystkie takie pary. Algorytm edycyjny GE (ang. Gabriel Editing) bedzie
wygladat tak samo jak w przypadku diagramu Voronoi - usuwamy ze zbioru wektory, ktore
w grafie Gabriela sgsiaduja wytacznie z wektorami z tej samej klasy. Otrzymany w ten
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sposob zbior bedzie zawsze podzbiorem zbioru otrzymanego za pomocg diagramu Voronoi
(kazda para punktéw sasiadujaca ze soba w grafie Gabriela jest tez sasiadujaca para w
grafie Voronoi) w zwiazku z tym nie zostaje zachowana catkowicie granica decyzyjna 1-NN
a otrzymany zbior nie jest juz spdjny wzgledem zbioru oryginalnego (rys.2.6). Deformacji
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Rysunek 2.6. Rezultat dzialania GE dla danych Iris

ulegaja fragmenty powierzchni decyzyjnej potozone na krancach regionéw oddzielajacych
dwie klasy (rys.2.5b). Ztozono$¢ algorytmu GE jest rzedu O(dn?) - dla kazdej pary xp i
Xq z€ zbioru treningowego 7 sprawdzamy czy

d*(Xp, Xq) > d*(Xp, Xi) + d*(Xq, Xk dla kazdego k # q # p (2.3)

Jeszcze wiekszg selekcje otrzymamy stosujac wersje algorytmu z wykorzystaniem grafu
relatywnego sasiedztwa RNG (ang. Relative Neighborhood Graph). Dwa punkty xp 1 Xq
definiujemy jako relatywnie bliskie jesli

d(Xp, Xq) = maz[d(xp, Xk), d(Xq, Xk)] dla kazdego k # q # p (2.4)

Graf powstaje w wyniku potaczenia wszystkich takich punktow. Algorytm selekcji RNGE
(ang. RNG Editing) daje w rezultacie podzbidér zbioru otrzymanego za pomoca algorytmu
GE, co prowadzi¢ moze do jeszcze wiekszej degeneracji granicy decyzyjnej (rys.2.5¢).

ICF

Kolejna metoda poszukuje wektoréw potozonych w centrach klas i klastrow zgodnie
z heurystyka mowiagca, ze takie wektory sg dobrze reprezentowane przez ich otoczenie.
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Zdefiniujmy zbior lokalny L(x) wektora x jako zbiér wszystkich przypadkow znajduja-
cych sie wewnatrz najwiekszej mozliwej hipersfery o srodku w punkcie x zawierajacej
wylacznie przypadki z klasy tej samej co x. Tak wiec, promien hipersfery jest odlegtoscia
x od najblizszego przypadku pochodzacego z innej klasy. Wektory posiadajace liczebne
zbiory lokalne otoczone sg przez duzg liczbe przypadkéw nalezacych do tej samej klasy,
wiec mozemy je usunaé bez obawy pogorszenia klasyfikacji. Problemem stanowi ustalenie
momentu w ktérym powinnidmy zaprzesta¢ usuwania kolejnych wektoréw. Brighton i Mel-
lish [2] zaproponowali algorytm ICF (ang. Iterative Case Filtering Algorithm) w ktérym
dla kazdego z przypadkéw okreslamy zbiory:

Cx)={x'eT :xe LX)}

R(x) = {xX € T:x' € L(x)} (2:5)

Zbiér C(x) jest rownowazny zbiorowi lokalnemu wektora x, za$§ R(x) to zbiér wektordéw
dla ktérych x znajduje sie w ich zbiorze lokalnym. Zaproponowana zasada edycji polega
na usunieciu wektora x; jezeli rozmiar zbioru R(x;) jest wiekszy od rozmiaru zbioru C(x;).
Powyzsze kryterium sprawdzane jest dla wszystkich wektorow z S (na poczatku S = 7)
w kazdej iteracji algorytmu ICF, az do momentu, gdy po kolejnej iteracji nie zostanie
usuniety zaden przypadek. W rezultacie otrzymujemy zbiér wektorow, ktore potozone sg
w poblizu granic decyzyjnych (rys.2.7). Mozna zauwazy¢, ze wektory stanowiace szum
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Rysunek 2.7. Rezultat dziatania ICF dla danych Iris

(otoczone przypadkami z innej klasy) sa jedynymi elementami swoich zbioréw R i C,
dlatego aby uchroni¢ algorytm przed zachowywaniem takich przypadkéw, we wstepnej
fazie stosujemy filtr szumu - metode ENN.
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ENRBF2

Wspomnielismy juz, ze dla dostatecznie gestych danych usuniecie jednego wektora
nie powinno mocno zmienié¢ prawdopodobienstwa klasyfikacji P(¢;|x,S) w punkcie x. Dla
k-NN usuniecie przypadku x z wnetrza klasy otoczonego wytacznie przez przypadki o tej
samej etykiecie, nie zmieni wcale lub prawie wcale prawdopodobiefistwa P(¢;|x). Dopuki
nie spowoduje to drastucznych zmian w rozkltadzie prawdopodobienstwa takie postepo-
wanie moze byc uzasadnione. Jesli usuniecie wektora x spowoduje spore zmniejszenie
prawdopodobienstwa przynaleznosci punktu x do danej klasy znaczy to, ze ten wektor
jest istotny i nalezy go zachowac. Inaczej méwiac, mozemy usunaé przypadek x jesli

P(e(xi)|xi; 8)8 < Ple(xy)]x; ) (2.6)

gdzie $ € (0,1) decyduje o wielkosci dopuszczalnego zmniejszenia prawdopodobienstwa.
Dla § = 1 nie zostanie usuniety zaden wektor, prawdopodobiefistwo P(c(x;)|x;; S) nigdy
nie wzro$nie w wyniku usuniecia wektora x;. Im 3 mniejsze od 1 tym wiecej wektoréw
ulegnie usunieciu, niestety kosztem wiekszych deformacji rozktadu prawdopodobienstwa
w punkcie x i jego okolicy. Usuwanie wektoréw mozna przeprowadza¢ pojedynczo, za kaz-
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Rysunek 2.8. Rezultat dzialania ENRBF (5 = 0.99) dla danych Iris

dym razem obliczajac prawdopodobienstwo na zmniejszajacym si¢ zbiorze referencyjnym
- w ten sposob unikniemy przypadku w ktérym moglibysmy usunaé¢ zbyt duzo wektorow
podczas jednej epoki. Jednak takie podejscie jest kosztowne obliczeniowo - wymaga w
kazdej epoce policzenia odpowiednich prawdopodobienstw dla wszystkich pozostajacych
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w S przypadkéw. Przyspieszenie algorytmu mozemy uzyskaé usuwajac cale grupy wek-
torow spetniajacych powyzsze kryterium, jesli tylko wektory z takiej grupy sa daleko
potozone od siebie, tzn. usunigcie jednego z nich nie ma praktycznie wptywu na rozktad
prawdopodobienstwa w poblizu pozostatych przypadkow zaznaczonych do usuniecia.

DROP 1-5

W przypadku klasyfikatora k-NN usuniecie dowolnego przypadku moze co najwyzej
spowodowa¢ ”ostabienie” klasyfikacji wektoréw dla ktérych usuniety wektor byt jednym
z k najblizszych sasiadéw. Niech A(x) oznacza zbiér wektoréw dla ktérych x jest jednym
z k najblizszych sasiadéw. Reguta selekcji zaproponowana przez Wilsona i Martineza [13]
jest postaci: usun wektor x z S (na poczatku bierzemy S = 7) jedli nie zmniejszy to
liczby poprawnie klasyfikowanych wektoréow ze zbioru A(x). Metoda dziata analogicznie
jak RNN z tym, ze nie sprawdzamy za kazdym razem doktadnosci klasyfikacji wszystkich
wektoréw ze zbioru treningowego, lecz tylko tych ze zbioru A(x). Algorytm DROP1 (ang.
Decremental Reduction Optimization Procedure) jest algorytmem dekremencyjnym, czyli
zaczynamy z S = 7. Nastepnie usuwamy kolejne wektory z S zgodnie z powyzsza regu-
ta. Aby przys$pieszy¢ dziatanie algorytmu dla kazdego przypadku, na poczatku tworzone
sy listy zawierajace k + 1 sasiadéw oraz odpowiadajace im listy A. Jest to najbardziej
czasochtonna operacja algorytmu O(dn?). Za kazdym razem, gdy dany przypadek zostaje
usuniety, nastepuje aktualizacja odpowiednich list (O(dn)). Kosztem pamieci zuzytej na
przechowywanie wszystkich tych list zmniejszamy koszt klasyfikacji KNN danego przy-
padku do O(k). Algorytm usuwa wektory stanowiace szum (usuniecie takiego wektora
powinno poprawié¢ klasyfikacje wektoréw dla ktorych byt on jednym z najblizszych sasia-
dow) jak i wektory potozone wewnatrz klastréw. DROP1 jest czuly na kolejnosé prezen-
tacji, co zostato uwzglednione w DROP2, gdzie najpierw wektory zostaja uszeregowane
wedtug odlegtosci od najblizszego ”wroga”. Taki sposob sortowania sprawia, ze najpierw
rozpatrywane do usuniecia sg wektory z wnetrz klas a na koncu najbardziej konfliktowe
przypadki z obszarow granicznych. DROP1 dodatkowo moze w niektorych przypadkach
powodowaé usuniecie catych klastréw (w najbardziej patologicznym przypadku nawet ca-
tych klas), dlatego w DROP2 reguta edycyjna jest bardziej ostrozna: usuwamy x z S jesli
nie zmniejszy to liczby poprawnie klasyfikowanych wektorow dla ktorych x byt jednym z
k najblizszych sasiadéw w 7. Wstepne posortowane danych wydaje sie dobrym rozwia-
zaniem problemu niestabilnosci rozwiagzania, wynikajacej z losowej kolejnosci prezentacji
wzorcow. Musimy jednak pamieta¢ o tym, ze wektory o matej odlegtosci od najblizszego
przypadku z przeciwnej klasy, nie musza by¢ wektorami granicznymi, lecz moga to by¢
przypadki btedne, potozone wewnatrz regionéw zajetych w wiekszosci przez przypadki z
przeciwnej klasy. Dlatego, przed posortowaniem, dobrze jest pozby¢ sie szumu. DROP3
(rys.2.9) jest rozszerzeniem DROP2, w ktérym zastosowano we wstepnej fazie algorytm
ENN filtrujacy szum. Algorytm DROP4 uzywa bardziej ostroznego kryterium przy usu-
waniu szumu - przypadek zostaje usuniety jesli spetnia regute edycyjna Wilsona (ENN)
oraz regute uzyta w algorytmach DROP (czyli nie zwieksza liczby blednej klasyfikacji
wektoréw dla ktorych badany jest jednym z k najblizszych sasiadéw). Algorytm DROP5
jest kolejna modyfikacja DROP2, w ktorej najpierw posortowane dane prezentujemy w
kolejnosci odpowiadajacej rosnacej odlegtosci od najblizszego ”"wroga” - co odpowiada
wstepnej fazie filtrujacej szum. Nastepnie powtarzany jest DROP2 dla odwrotnej kolej-
nosci wzorcow, az do zbieznosci.
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Rysunek 2.9. Rezultat dzialania DROP3 dla danych Iris

2.3.3. Metody prototypowe

Metodami prototypowym: nazwane zostaly modele, ktére poszukujg najbardziej uzy-
tecznych, wzorcowych, przypadkéw, ktére z wysoka doktadnoscia potrafig reprezentowac
czesto spore grupy wektoréw za pomocy jednego lub kilku ”super-wektoréw” referencyj-
nych. Zyskujemy przez to drastyczne uproszczenie problemu, nie majac jednak gwarancji
na zachowanie poprawnosci klasyfikacji.

LVQ

Kwantyzacja wektorow (ang. Vectors Quantization) jest metoda zaproponowana przez
Kohonena[5], ktora za pomoca ustalonej liczby wektoréw prototypowych (zwanych w tym
przypadku wektorami kodujacymi) stara sie odwzorowaé¢ rozktad danych ze zbioru tre-
ningowego. Kazdy z wektoréow kodujacych reprezentuje inny obszar przestrzeni cech. Ich
potozenie ustalane jest w procesie uczenia (LVQ ang. Learning V@) pod nadzorem. Jesli
oznaczymy zbiér wektoréw kodujacych (zwanych ksiega szyfrow (ang. code book))

V={{c(v;),v;};ii=1,..,L} (2.7)

wowcezas dla przypadku x adaptacji ulega potozenie najblizszego wektora kodujacego zgod-
nie z regula

A v F o xi—vi(t)] jesli e(vy) =
““*”‘{vmw%Mm—w@wacwn¢
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Polozenie pozostalych wektoréw nie ulega zmianie. Stala uczenia «; € (0,1) powinna
male¢ ze wzrostem t liczby prezentacji przypadkoéw ze zbioru treningowego.

Trudno$cig zwigzang z LVQ jest ustalenie liczby wektorow prototypowych. Chcieliby$my
aby algorytm szukajacy wektorow referencyjnych potrafit dla kazdego zbioru danych sa-
modzielnie ustali¢ ilos¢ potrzebnych przypadkéw. LVQ moze jednak znalezé zastosowanie
jako metoda optymalizujaca potozenie wektoréw referencyjnych otrzymanych za pomoca
innych algorytmow.

MC1 i RMHC

Bardzo prosta i szybka metoda jest metoda stochastycznego szukania potaczonego z
metodami wspinaczki zaproponowana przez Skalaka [12]. Algorytm MC1 (ang. Monte
Carlo 1) wybiera losowo [ wektoréw jako zbior referencyjny dla klasyfikatora. Nastepnie
przeprowadzany jest test klasyfikacji na zbiorze 7. Operacje powtarzamy wielokrotnie,
losujac w kazdej epoce nowy zestaw wektoréw i zapamietujac tylko ten dla ktérego btad
klasyfikacji byl najmniejszy. Algorytm RMHC (ang. Random Mutation Hill Climbing)
dziata podobnie, z ta rdéznica, ze proces szukania inspirowany jest algorytmami ewolucyj-
nymi. Zbiér [ wektoréw szukanych reprezentowany jest w postaci ciggu bitéw, w ktérym
w kazdej epoce ulega mutacji jeden losowo wybrany bit, co w istocie sprowadza sie do
zamiany losowo wybranej pary w S 1 7. Zostaje zachowana tylko ta sekwencja dla ktorej
funkcja przetrwania (czyli poprawnosé klasyfikacji) osiagneta najwieksza wartosé. Nie ma-
my gwarancji znalezienia najlepszych prototypow, lecz dla wielu zbioréw danych powyzsza
metoda daje dobre wyniki. Problemem pozostaje, podobnie jak w przypadku LVQ, wybor
ilodci szukanych wektorow referencyjnych oraz ilosci losowan (mutacji). Skalak stosowal
w doswiadczeniach [ = ilosci klas, klasyfikatorem byt k-NN z £ = 1 dla m = 100 liczby
epok.

IB3

Algorytm IB3, zaproponowany w 1992 roku przez Aha, zachowuje w zbiorze S tylko
wektory statystycznie ”akceptowalne”. Rozpoczynamy od umieszczenia losowo wybranego
wektora w S. Nastepnie, kazdy przypadek z 7 jest dodawany do S jesli jest btednie
klasyfikowany przez ”akceptowalne” wektory z S (gdy takie wektory nie wystepuja w
tym zbiorze, woéwczas wybierane sa losowo). W celu okreslenia, czy dany wektor jest
akceptowalny, definiowana jest gérna i dolna granica przedziatu zaufania
pr o/

. (2.9)
I+ =
gdzie p oznacza prawdopodobienstwo odniesienia sukcesu w n préobach a z jest poziomem
zaufania. Dla danego wektora z S we wzorze (2.9) p oznacza czesto$¢ poprawnej klasyfi-
kacji, czyli stosunek liczby poprawnych klasyfikacji do n liczby wszystkich przeprowadzo-
nych klasyfikacji wektora od momentu wprowadzenia go do S. Granice przedziatu (2.9)
obliczamy tez w stosunku do klasy z ktérej pochodzi badany przypadek, woéwczas, p ozna-
cza stosunek liczby rozpatrywanych dotychczas przypadkéw z tej klasy do n wszystkich
rozpatrywanych przypadkéw. Wektor w zbiorze S jest akceptowalny, jesli dolna granica
przedziatu zaufania dla tego przypadku jest wieksza od gornej granicy przedziatu zaufa-
nia dla klasy z ktorej pochodzi dany przypadek, przy poziomie zaufania 90% (z = 0.9).
Podobnie przypadek jest usuwany (jest nieakceptowalny), jesli gérna granica przedziatu
zaufania dla tego przypadku jest statystycznie nizsza (dla poziomu zaufania 70%(z = 0.7))
od dolnej granicy przedziatu zaufania dla klasy z ktorej pochodzi ten przypadek[13].

Cma:v/min =
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Rysunek 2.10. Rezultat dzialania IB3 dla danych Iris

ELH, ELGrow i Explore

Cameron-Jones zaproponowal stosowanie funkcji kosztu postaci
J(m,n,x) = F(m,n) +mlogy(c) + F(x,n —m) + xlogy(c — 1) (2.10)

gdzie n jest liczbg wektorow w 7, m liczba wektorow w S, ¢ liczba klas, x liczba wek-
toréw ktore zostaly zle zaklasyfikowane przez k-NN a F'(m,n) jest kosztem kodowania n
dostepnych przypadkéw za pomoca m wektoréw zdefiniowanym nastepujaco:

m

F(m,n) =log™ () ) =1log" o 2.11
(mom) = 108" (3 ) = o (jzoj!(n_j)!) (211)
gdzie log*(x) oznacza sume po dodatnich wyrazeniach log,(x), log,(log, ), itd.[13].
Algorytm ELH (ang. Encoding Length Heuristic) dodaje kolejne wektory z 7" do pustego
na poczatku zbioru S jedli tylko powoduje to zmniejszenie kosztu J(-) w stosunku do
sytuacji w ktérej bysmy tego nie zrobili. ELGrow (ang. Encoding Length Grow) po zakon-
czonej fazie ELH dodatkowo przeprowadza redukcje elementéw zbioru S, odrzucajac dany
przypadek jezeli zaowocuje to obnizeniem kosztu (2.10). Kolejny algorytm z tej rodziny -
Explore, stanowi rozszerzenie algorytmu ELGrow poprzez potaczenie ze stochastycznym
szukaniem minimum kosztu. Mianowicie, po zakonczeniu ELGrow, wykonywane jest 1000
mutacji polegajacych na losowym odrzucaniu lub dodawaniu pojedynczych wektoréw je-
sli tylko taka operacja powoduje zmniejszenie kosztu. Powyzsze metody daja w rezultacie
bardzo mate zbiory referencyjne (rys.2.11), zwtaszcza ELGrow i Explore generuja zbiory
zawierajace czesto tylko po jednym przypadku z kazdej klasy.
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Rysunek 2.11. Rezultat dzialania ELH (po lewej) i Explore (po prawej) na zbiér danych Iris

DEL

DEL (ang. Decremental Encoding Length) to kolejny algorytm zaproponowany przez
Wilsona i Martineza [13] w ktérym zastosowano kryterium ELH. Algorytm przypami-
na DROP3 z tym, ze przypadek jest usuwany zgodnie z zasada stosowana w metodach
Cameron-Jonesa, tzn. jesli tylko nie zwiekszy to kosztu (2.10). Jest to wiec dekremencyjna
wersja algorytmu ELH.

2.4. Podsumowanie

Opisane tu algorytmy daja pewien oglad stosowanych podej$¢ przy szukaniu wektorow
referencyjnych. Réznorodnych metod, poszukujacych prototypy i redukujacych objetosci
zbioréw treningowych, istnieje bardzo duzo. Funkcjonujg tez réznorodne ich modyfikacje i
nie sposoéb wymieni¢ tu wszystkie. W pracy skupiono sie na metodach, ktére zostalty zaim-
plementowane i wykorzystane w eksperymentach numerycznych, opisanych w nastepnym
rozdziale.



3. Eksperymenty numeryczne

3.1. Implementacja i obliczenia

Opisane w poprzednim rozdziale metody wyboru wektoréw uczacych, zostaly za-
implementowane w jezyku C++ i dolaczone w postaci dodatkowych modutéw (biblio-
tek DLL) do programu Ghost Miner. Cze$é kodéw zrédtowych poszezegblnych modeli
(min. IB3, ELH, Explore, ElGrow, DEL, DROP1-5) oparta zostala na zrédtach pocho-
dzacych z programu ”Drop”, napisanego w jezyku C przez Wilsona i Martineza, udo-
stepnionego pod adresem: http://axon.cs.byu.edu/ randy/pubs/ml/drop/. Modele GE i
RNGE zaimplementowane zostaly w oparciu o zrédta w jezyku Java, dostepne pod adresem:
http://cgm.cs.mcgill.ca/ godfried/teaching/projects.pr.98/sergei/

Zastosowany w obliczeniach program Ghost Mainer (rys.3.1) stuzacy do eksploracji danych,
udostepnia wiele narzedzi do preparacji i wizualizacji danych a takze szereg modeli klasyfiku-
jacych. Kazda metoda wyboru wektoréow referencyjnych dotaczona zostala do tego programu
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Rysunek 3.1. Program do eksploracji danych Ghost Miner

w postaci funkcji transformujacej dane (rys.3.2), ktérej argumentem w kazdym przypadku jest
zbiér treningowy za$ wynikiem dzialania (wartoscia zwracana) - zbiér wektoréw referencyjnych.
Tak otrzymany zbidr, uczestniczyt nastepnie w procesie uczenia jednego z modeli klasyfikacyj-
nych dostepnych w programie ” Ghost Miner”. Doktadno$¢ nauczonego modelu sprawdzana byta
podczas klasyfikacji przypadkow pochodzacych z odpowiednio przygotowanego zbioru testowego.
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Rysunek 3.2. Konsola wyboru metod transformujacych zbiér treningowy (po lewej) i przykla-
dowa konsola stuzaca do ustalenia parametréw modelu ICF

Metody wyboru wektoréw zastosowane zostaly dla siedmiu zbioréw danych (zob. Dodatek).
Wszystkie dane przed rozpoczeciem obliczen zostaly znormalizowane zgodnie ze wzorem
T;— T
x, = . (3.1)

%(xma:v - xmzn)

gdzie ez 1 Tmin Oznaczaja najwiekszg i najmniejszg wartosé i-tej cechy. Podczas normalizacji
5% (a = 0.05) wektoréw o najbardziej skrajnych wartosciach danej cechy zostalo pominietych
w celu unikniecia szkodliwego wplywu danych ”odstajacych” od struktury zbioru uczacego na
normalizacje. Jesli dane nie posiadaly odpowiedniego zbioru testowego, lecz byly w postaci
jednego zbioru danych, wéwczas stosowana byla dziesieciokrotna kroswalidacja (10CV), tzn.
dane dzielone byly losowo na 10 réwnych liczebnie podzbioréw i w kazdej z 10 préb jeden z nich
traktowany byt jako zbior testowy, pozostate 90% przypadkéw uczestniczylo w procesie uczeniu
klasyfikatora. Wszystkie obliczenia powtorzone zostaly dziesieciokrotnie.

3.2. Wyniki klasyfikacji

W ponizszych tabelach umieszczone sa wyniki otrzymane dla poszczegdlnych zbiorow da-
nych. Pierwsza kolumna zawiera, wyrazony w procentach, stosunek |S|/|7| ilosci wektorow
otrzymanych po zastosowaniu danego algorytmu do ilosci wektoréw w calym dostepnym zbiorze
treningowym, stanowiacy wartos¢ srednia dla 100 testow. Pozostale kolumny zawieraja wyniki
klasyfikacji przeprowadzone przy pomocy szeSciu metod klasyfikacji: k-NN z metryka euklide-
sowa z automatycznym wyborem k (dla k = 1,...,10 wybieramy takie ktére daje najmniejszy
blad dla testu 10CV), NRBF z metryka euklidesowa i "rozmyciem” funkcji Gaussa o = 4, FSM
z gaussowskimi funkcjami transferu, IncNet réwniez z gaussowskimi funkcjami transferu, SSV
ze strategig szukania pierwszy-najlepszy, SVM z gaussowskimi funkcjami jadra.

Pierwszy wiersz w tabeli zawiera wyniki klasyfikacji dla przypadku gdzie zbiorem referencyjnym
byl caty zbiér treningowy & = 7. W przypadkach oznaczonych x zastosowanie danej metody
klasyfikacji stato si¢ niemozliwe z powodu zbyt duzej selekcji wektoréw. Na przyktad, metody
ELGrow i Explore zazwyczaj pozostawiaja w zbiorze treningowym po kilka wektoréw w kazdej z
klas. Tak mate zbiory treningowe sprawiaja klopoty w trakcie klasteryzacji stosowanej w FSM a
takze przy probie kroswalidacji takiego zbioru np. przy obcinaniu drzewa decyzyjnego SSV, lub
przy automatycznym wyborze k dla k-NN. Dla tak matych zbioréw referencyjnych ilosé sasiadéw
w kNN wybierana bylta recznie £ = 1. We wszystkich metodach selekcji wykorzystana zostata
metryka euklidesowa. Iloé¢ sasiadéw w metodach korzystajacych z k-NN wynosila £ = 3 (ana-
logicznie do badan przeprowadzonych przez Wilsona i Martineza w [13]). Dla ENRBF ustalono
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o =11a=0.2. ENRBF99 oznacza zastosowanie kryterium ENRBF2 (2.6) pozwalajacego na
usuniecie wektora jesli nie spowoduje to zmniejszenie prawdopodobienstwa jego klasyfikacji do
99% (B = 0.99) jego wartosci z przed selekcji. ENRBF95 odpowiada ENRBF2 odpowiednio z
8 = 0.95. W metodach MC1 i RMHC rozmiar zbioru referencyjnego réwny byt liczbie klas w
T a ilos¢ iteracji m = 100 (analogicznie jak w [12]). Dla poréwnania z tymi dwiema metodami
wykonany zostal analogiczny test LV(Q inicjowany pojedynczymi przypadkami z kazdej klasy.
Wspodlezynnik uczenia dla LVQ wynosit o = 0.02 a iloéé iteracji m = 20.

Metody filtrujace szum, w przypadku zbioru danych Wine, Iris i Wisconson Breast Cancer
daly w sumie niewielka redukcje zbioru oryginalnego, w niektérych przypadkach polepszajac
doktadnosé klasyfikacji. Najostrozniejszym kryterium selekcji szumu okazat sie ENRBF, z kolei
najbardziej radykalny w tej grupie AIIkNN, dla danych Pima Indian Diabetes, uznat za btedne
blisko potowe przypadkéw a ich usuniecie poprawito klasyfikacje k-NN o kilka procent, nie szko-
dzac innym klasyfikatorom. W tym samym przypadku ENRBF usunat tylko 2.22% wektoréw
osiagajac poréwnywalng doktadnosé klasyfikacji jak dla zbioru otrzymanego z AIIkKNN. W sumie
filtry szumu spetnily swoja role, poprawiajac zazwyczaj doktadno$é klasyfikacji o pare procent,
tylko w niektorych przypadkach mozna zauwazy¢ niewielki spadek doktadnodci.

Wséréd pozostalych metod wyrdzni¢ nalezy metody ICFEF, IB3, DROP3 i NRBF99, ktére
w duzym stopniu redukuja rozmiar zbioru treningowego, bez wickszych szkdd dla klasyfikacji.
Skutecznosé tych metod jest jednak uzalezniona od uzytego klasyfikatora oraz rézni sie dla
poszczegdlnych zbioréw danych.

Dla zbioru Wine metody GE i ENRBF99, dajac okoto 60 procentowsa redukcje, nie zaszkodzity
powaznie zadnemu z zastosowanych klasyfikatorow. Metody bardziej selekcyjne, jak ICF, IB3,
CNN i DROP2-5, dobrze wypadly dla klasyfikatorow kNN i NRBF. Zadziwiajace, ze zbior
referencyjny otrzymany metoda Explore, zachowujac tylko 1.95% wektoréw (po jednym przy-
padku na klase), zapewnia bardzo dobra klasyfikacje dla k-NN, NRBF. Réwniez inne metody
szukajace pojedynczych wektoréw reprezentujacych cala klase (MC1, RMHC, LVQ1) potrafity
w tym przypadku zachowa¢ wysoki poziom poprawnosci klasyfikacji. Zmniejszenie ilosci wekto-
row treningowych negatywnie wptyneto na SVM - im mniejszy zbiér referencyjny tym gorsza
otrzymujemy klasyfikacje.

Dla zbioru Pima Indian Diabetes wplyw redukcji ilosci przypadkéw treningowych mial mniej
szkodliwy wplyw na klasyfikator SVM. Metody Explore i LVQ redukujac objetosé¢ zbioru do
0.3%, spowodowaly zmniejszenie doktadnosci klasyfikacji SVM o okoto 8% a w przypadku k-NN
i NRBF dajac w rezultacie nawet kilkuprocentowy wzrost poprawnosci klasyfikacji. ENRBF99,
pozostawiajac 75.71% wektoréw uczacych, "nie zaszkodzil” zadnemu klasyfikatorowi. Inne me-
tody, dajace wieksza redukcje, powodowaly czasem kilkuprocentowy spadek doktadnosci klasy-
fikacji. W najgorszym przypadku, dla metody DROP1, btad klasyfikacji SVM ulegt zwickszeniu
o ponad 20%, FSM o okoto 12% a SSV o 6%.

W przypadku danych Czerniak mozna zauwazy¢ ekstremalnie rézna skutecznosé dziatania po-
szczegdlnych klasyfikatorow. Drzewo decyzyjne SSV zapewnia 100% poprawnos$é klasyfikacji,
gdzie k-NN i NRBF w okoto potowie przypadkéw podejmujg mylna decyzje odnosnie klasy da-
nego wzorca. Wybodr wektoréw referencyjnych dowolna metoda (oprécz DROP1) nie spowodowal
zmniejszenia dokladnosci SSV. 17.20% przypadkéw otrzymanych metoda DEL wystarcza aby
zapewni¢ 100% dokladnosé dla tego klasyfikatora. Metoda GE nie usunela zadnego przypadku
ze zbioru treningowego, oznacza to, iz wszystkie przypadki wystepujace w tym zbiorze danych
sa granicznymi wektorami w diagramie Voronoi. Klasyfikacja SVM na zredukowanym zbiorze
referencyjnym prowadzila za kazdym razem do sporego zmniejszenia dokladnosci klasyfikacji.
Metody wybierajace po kilka prototypow, takie jak LVQ, Explore, MC1 i RMHC, w przypadku
klasyfikacji k-NN i NRBF, spowodowaly zmniejszenie o kilka procent iloéci popetnianych btedéw.
Interesujacy jest fakt, ze LVQ1 spowodowalo dosy¢ duzy wzrost poprawnosci klasyfikacji kNN,
NRBF oraz FSM.

Dla zbioru Cleveland Heart Disease wigkszo$¢ metod wyboru wektoréw referencyjnych nie spowo-
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dowala znacznego wzrostu btedu klasyfikacji. Wyjatek stanowi DROP1, ktéry negatywnie wply-
nal na wyniki wszystkich klasyfikatoréw. Bardzo mate zbiory referencyjne réwniez w tym przy-
padku wystarczaja aby zapewni¢ dostatecznie duza dokladnoéé klasyfikacji a niekiedy (Explore
i LVQ1 dla kNN i NRBF) nawet powodujac jej kilkuprocentowy wzrost.

Dane Appendictis charakteryzuja sie tym, ze klasa wigkszoSciowa zawiera az 80% przypadkéw
z calego zbioru treningowego, dlatego dobrze dziatajacy klasyfikator dla takich danych nie mo-
ze popelniaé¢ bledu wiekszego niz 20%. Tak nieréwnomierny rozklad danych stal sie powodem
niestabilnego zachowania niektérych metod opisanych w niniejszej pracy. Zbiér referencyjny
otrzymany metodami Explore, ElGrow i DEL zawieral zazwyczaj tylko kilka przypadkéw z
klasy wigkszo$ciowej. Podobnie dla DROP1 i IB3 zdarzalo sie, ze wszystkie przypadki z klasy
mniejszosciowej zostaly usuniete ze zbioru uczacego. ENRBF99 zredukowat ilo$¢ wektoréw do
30.89% nie powodujac praktycznie zadnych szkéd przy klasyfikacji dowolna z zaprezentowanych
metod. LVQ, MC1 i RMHC ponownie wykazaly, ze jeden wektor moze czesto by¢ dobrym re-
prezentantem calej klasy.

Réwniez dla danych Wisconsin Breast Cancer metody prototypowe wykazaly wysoka skutecz-
nosé. Pozostate modele dobrze spisaty sie dla kNN i NRBF powodujac w najgorszym przypadku
kilkuprocentowy wzrost btedu klasyfikacji. Bardzo dobrze wypadly metody GE i RNGE zacho-
wujac wysoka doktadnosé wszystkich zastosowanych metod klasyfikacji.

Dla danych Iris klasyfikator SVM okazal si¢ czuly ze wzgledu na iloé¢ przypadkéw uczacych
i mozna zauwazy¢ wrecz proporcjonalny spadek doktadnosci klasyfikacji wraz ze wzrostem
redukcji zbioru uczacego. Jedynie ENRBF99, wybierajac 71.69% wektoréw do uczenia SVM,
potrafil nie zaszkodzi¢ temu klasyfikatorowi. Z posréd innych metod dobrze wypadl GE oraz
1B3. Wigkszo$¢ modeli potrafito wygenerowaé poprawne zbiory referencyjne dla klasyfikatorow
k-NN, NRBF i IncNet. W tym przypadku metody LVQ, MC1 i RMHC spowodowaly niewielki
wzrost btedu klasyfikacji, cho¢ inna metoda - Explore, wybierajac rownie maty zbior referencyjny
(2.24%), nie wplynela negatywnie na poprawnos$é klasyfikacji.



‘ Zbior danych : Wine

[Metoda SI/ITT | &NN | NRBF | FSM TncNet SSV SVM
S=1T 100.00 £ 0.00 | 96.28 + 4.62 | 95.38 & 4.73 | 95.67 & 5.13 | 97.08 = 3.14 | 91.28 = 7.44 | 98.32 = 2.88
ENN 95.51 + 0.87 | 94.88 & 4.80 | 96.24 + 4.81 | 95.78 £ 4.81 | 96.72 + 4.01 | 90.56 = 6.21 | 97.00 = 3.76
RENN 95.10 & 0.81 | 95.16 & 4.59 | 96.29 + 3.95 | 95.61 &+ 5.05 | 97.14 + 3.95 | 90.10 = 7.41 | 96.84 = 4.13
AIIKNN | 9231 & 1.11 | 94.04 + 5.12 | 95.67 £ 4.50 | 94.84 = 5.25 | 97.50 £ 3.67 | 90.51 £ 7.24 | 96.66 = 4.72
ENRBF | 98.04 + 0.31 | 96.02 & 4.42 | 9580 = 4.15 | 95.54 £ 4.82 | 97.81 + 3.05 | 90.49 £ 7.27 | 97.01 £ 3.07
CNN 16.50 = 2.28 | 90.93 + 6.78 | 91.93 & 5.61 | 84.00 + 11.09 | 93.48 & 6.95 | 81.30 & 12.69 | 67.00 & 16.09
CA 433 £ 0.77 | 85.97 £ 8.0 | 84.07 & 11.17 | 50.48 + 12.31 | 81.91 + 1.03 ¥ 51.54 + 13.93
DROP1 549 + 0.83 | 90.29 + 7.26 | 90.89 = 6.96 | 65.79 + 15.77 | 88.15 + 8.93 ¥ 52.83 + 14.33
DROP2 11.94 = 1.62 | 93.53 & 5.41 | 93.92 & 5.65 | 71.24 &+ 13.43 | 89.72 &+ 8.44 | 75.98 &+ 13.17 | 50.39 & 11.93
DROP3 11.96 + 1.53 | 93.79 &+ 5.76 | 94.83 & 5.61 | 70.35 = 14.47 | 90.57 &+ 8.19 | 74.07 &+ 12.15 | 45.25 & 7.55
DROP4 12.10 + 1.47 | 93.32 £ 5.45 | 95.05 & 5.53 | 68.97 + 13.89 | 90.82 & 8.75 | 74.65 &+ 10.33 | 47.16 & 10.29
DROP5 0.99 £ 2.12 | 93.96 + 5.56 | 94.32 & 4.75 | 73.72 £ 14.40 | 91.24 + 6.32 | 71.26 + 11.90 | 86.12 & 10.09
ICF 8.55 & 1.59 | 90.72 + 6.76 | 90.67 £ 6.87 | 67.60 & 12.26 | 92.01 £ 5.51 | 65.12 + 15.25 | 48.28 & 15.19
GE 66.60 & 2.00 | 94.69 & 5.25 | 93.74 £ 529 | 94.89 £ 4.91 | 96.01 + 4.63 | 92.06 = 6.19 | 95.80 = 4.18
RNGE 2329 + 1.39 | 92.90 + 5.59 | 93.97 = 5.58 | 83.27 £ 9.63 | 92.40 + 5.84 | 86.94 = 7.99 | 74.92 & 13.87
IB3 18.07 + 5.45 | 94.04 & 6.35 | 94.26 & 5.58 | 88.42 = 9.61 | 92.80 & 5.96 | 78.42 &+ 11.13 | 90.60 = 9.10
ENRBF99 | 60.65 + 1.02 | 95.27 £ 5.02 | 97.92 = 3.12 | 95.73 £ 4.84 | 97.63 + 3.28 | 91.34 = 6.77 | 96.47 £ 4.15
ENRBFO5 | 33.06 + 2.27 | 94.70 + 4.46 | 97.24 = 4.07 | 91.10 £ 7.08 | 96.68 + 4.02 | 89.75 = 6.89 | 94.41 £ 5.32
BELH 0.64 £ 1.95 | 92.24 + 5.68 | 93.00 £ 6.58 | 61.72 & 14.89 | 87.10 & 9.74 | 71.50 + 13.04 | 49.37 & 10.82
ELGrow 2.05 £ 0.41 | 88.02 & 7.31 | 88.52 £ 7.76 ¥ 86.62 £ 8.71 ¥ 37.83 + 11.03
Explore 1.95 & 0.39 | 95.38 & 4.41 | 94.54 & 5.46 ¥ 92.81 + 8.29 ¥ 3472 £ 5.63
DEL 490 £ 0.77 | 90.27 £ 7.09 | 90.54 £ 6.45 ¥ 88.71 + 8.03 ¥ 4754 £ 13.24
VQ 1.87 £ 0.0 | 90.56 & 7.11 | 90.69 £ 6.72 ¥ 91.39 £ 6.43 ¥ 33.15 + 1.81
MC1 1.87 £ 0.0 | 89.63 + 7.95 | 88.88 + 7.42 ¥ 89.21 & 8.45 * 33.27 £ 2.15
RMHC 1.87 £ 0.0 | 89.53 + 7.70 | 89.50 = 8.16 ¥ 90.31 + 8.20 ¥ 33.83 £ 3.15

Tabela 3.1. Wyniki klasyfikacji danych Wine
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‘ Zbior danych : Pima Indian diabetes

| Metoda |S|/| 7| | k-NN | NRBF | FSM |  IncNet SSV SVM
S=T 100.00 £ 0.0 | 69.95 £ 4.54 | 73.01 £4.81 | 73.12 &£ 5.00 | 75.40 £ 4.76 | 73.76 £ 4.85 | 79.62 = 0.60
ENN 73.15 £ 0.99 | 74.88 £ 4.24 | 66.00 £ 1.52 | 72.53 £ 4.90 | 75.75 £ 4.54 | 75.16 £4.35 | 77.25 £ 3.95
RENN 69.18 £ 1.14 | 74.50 £ 3.94 | 65.91 £ 1.19 | 70.62 &= 4.62 | 74.66 £ 4.36 | 75.07 £ 4.26 | 77.00 = 3.66
AlIKNN 04.28 £ 1.16 | 74.41 £ 4.60 | 66.38 £ 1.76 | 71.71 &= 5.13 | 75.58 £ 4.65 | 73.94 £ 4.47 | 77.05 £ 3.73
ENRBF 97.88 £ 0.31 | 71.36 £ 4.85 | 66.43 £ 1.36 | 73.63 = 3.74 | 75.93 £4.33 | 73.69 £ 3.98 | 77.34 £ 4.58
CNN 50.53 + 1.32 | 64.24 £ 5.75 | 69.66 £ 2.96 | 69.30 £ 5.92 | 73.24 £ 4.94 | 72.46 £ 4.50 | 76.19 £ 4.27
DROP1 6.76 £ 1.53 | 64.27 £ 6.62 | 68.96 £ 8.18 | 61.22 £ &8.19 | 72.11 £ 5.64 | 66.01 £ 8.31 | 57.90 £ 13.96
DROP2 17.84 £1.69 | 69.75 £ 5.18 | 70.00 &= 3.09 | 70.04 £ 4.65 | 75.33 £ 3.96 | 72.76 &+ 4.69 | 74.85 £ 4.17
DROP3 12,99 £ 1.38 | 72.58 £ 4.68 | 73.74 £ 4.79 | 70.55 £ 4.89 | 76.03 &£ 4.16 | 72.46 &= 5.68 | 74.94 £ 4.51
DROP4 1777 £1.92 | 72.30 £ 4.94 | 71.22 &£ 3.44 | 71.57 £ 4.54 | 75.72 £ 4.16 | 73.38 £ 5.43 | 76.16 £ 4.67
DROP5 18.99 £ 1.80 | 70.52 £ 4.61 | 71.93 &£ 3.71 | 72.22 £ 4.90 | 76.17 £ 4.89 | 71.76 &+ 5.37 | 76.56 £ 5.03
ICF 9.57 £0.74 | 71.16 &£ 4.65 | 71.45 £ 4.33 | 66.36 £ 5.18 | 74.20 &+ 4.65 | 70.76 £ 6.22 | 67.52 £ 3.76
GE 67.85 £ 1.27 | 64.17 £ 5.03 | 66.25 £ 1.73 | 69.45 £ 3.96 | 74.01 £4.24 | 71.61 £4.94 | 76.37 £ 3.69
RNGE 59.50 £ 1.05 | 67.23 £ 4.99 | 68.95 £ 2.67 | 71.67 &= 4.88 | 73.49 £ 4.56 | 72.74 £ 5.10 | 76.39 &= 4.42
IB3 7.82 £0.97 | 69.12 £4.99 | 72.04 £ 5.43 | 68.42 £ 5.64 | 74.04 £ 4.88 | 70.33 £ 6.10 | 66.56 £ 12.16
ENRBF99 | 75.71 £ 1.11 | 69.74 & 5.42 | 69.76 £ 3.16 | 73.87 £ 4.82 | 76.26 £ 4.47 | 75.26 = 4.11 | 77.06 &= 4.46
ENRBF95 | 53.55 &£ 0.91 | 63.85 £ 6.08 | 59.56 £ 8.29 | 66.70 &= 5.72 | 70.99 £ 6.28 | 70.50 £ 5.88 | 76.33 = 4.76
ELH 22.21 £2.05 | 67.33 £4.75 | 71.63 £4.86 | 67.98 £ 5.95 | 73.27 £ 5.65 | 70.59 £ 5.33 | 74.29 £ 3.90
ELGrow 0.32 £ 0.15 | 69.26 £ 6.22 | 69.32 £ 5.10 * 66.14 + 7.61 * 68.20 = 6.80
Explore 0.32 £ 0.10 | 72.45 £ 5.62 | 76.17 + 4.60 * 66.85 + 7.85 * 72.21 £ 7.46
DEL 1.13 £ 048 | 70.02 £ 5.96 | 71.10 £ 6.02 | 51.11 £ 19.52 | 71.35 £ 5.52 * 67.00 £ 8.47
LVQ 0.29 £ 0.0 | 72.52 &£ 4.40 | 72.67 £ 3.92 * 72.21 £4.11 * 72.43 £ 4.23
MC1 0.29 £ 0.0 | 69.78 +4.98 | 70.22 £ 4.83 * 67.70 £ 7.29 * 69.76 £ 5.38
RMHC 0.29 £0.0 | 70.09 £ 5.70 | 70.49 &+ 5.48 * 67.81 £ 7.12 * 69.69 = 5.80

Tabela 3.2. Wyniki klasyfikacji danych Pima Indian diabetes
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‘ Zbior danych : Czerniak

| Metoda | |S|/| 7| | k-NN | NRBF FSM IncNet SSV SVM
S=T 100.L0 £0.0 |46.15£ 0.0 | 50.00+ 0.0 |91.92 £ 7.12|65.76 £ 4.60 | 100.00 £ 0.0 | 76.92 £ 0.0
ENN 79.20 £ 0.0 | 5769 £ 0.0 |57.69 %+ 0.0 |79.61 £ 8.89 | 6884 £ 4.94 | 100.00 £ 0.0 | 73.07 £ 0.0
RENN 76.40 £ 0.0 | 5769 £ 0.0 |57.69 %+ 0.0 |7961=x 7.03]|63.46 £ 5.51 | 100.00 £ 0.0 |69.23 £ 0.0
AlIKNN 70.40 £ 0.0 | 57.69 £ 0.0 |57.69+ 0.0 |95.76 £ 5.57 | 64.53 £ 4.79 | 100.00 £ 0.0 | 73.07 £ 0.0
ENRBF 93.20 £ 0.0 |46.15£ 0.0 |50.00+ 0.0 |91.53 £ 6.22 | 63.07 £ 3.24 | 100.00 £ 0.0 |65.38 £ 0.0
CNN 4296 £ 0.87 | 41.53 £ 7.86 | 38.07 £ 7.35 | 96.92 &£ 5.06 | 48.07 £ 13.10 | 100.00 £ 0.0 | 48.84 £ 3.16
CA 16.71 £ 0.90 | 45.00 £ 10.58 | 31.92 £ 9.07 | 80.38 £ 10.79 | 30.0 £ 3.97 | 100.0 £ 0.0 | 29.23 £ 5.50
DROP1 18.24 £ 2.55 | 41.53 £ 9.38 | 50.38 £ 4.94 | 83.84 £ 9.73 | 37.30 £ 12.30 | 97.30 £ 8.51 | 35.76 = 6.79
DROP2 28140 £ 0.0 | 4230+ 0.0 |4230% 0.0 | 79.23 £15.61 | 30.76 = 2.56 | 100.00 = 0.0 | 26.92 £ 0.0
DROP3 21.54 £ 2.05 | 50.00 £ 11.88 | 54.23 &£ 7.78 | 87.69 £ 5.37 | 43.46 &+ 18.31 | 100.00 £ 0.0 | 33.84 £ 4.36
DROP4 27.28 £ 0.30 | 39.23 £ 10.99 | 37.30 £ 9.07 | 88.07 £ 6.89 | 40.00 + 10.60 | 100.00 £+ 0.0 | 39.61 £ 2.59
DROP5 26.80 £ 0.0 |53.84 £ 0.0 |53.84 £+ 00 |8.46=£ 4.79|43.84 £ 7.73 | 100.00 £ 0.0 | 50.00 £ 0.0
ICF 200 £0.0 |61.53+ 0.0 6923+ 0.0 |70.00=£ 5.37| 5884+ 851 |100.00+ 0.0 |3846 £ 0.0
GE 100.L0 £0.0 |46.15 £ 0.0 |50.00x 0.0 |91.53 £ 7.20|65.38 £ 6.01 | 100.00 £ 0.0 | 76.92 £ 0.0
RNGE 048 +£0.0 |46.15+t 0.0 |46.15+ 0.0 |89.23 £ 8.65| 58.09 &+ 12.87 | 100.00 = 0.0 | 50.00 £ 0.0
IB3 28.95 £4.05 | 51.92 £ 14.30 | 48.84 &= 7.26 | 94.61 £ 7.29 | 45.76 &£ 13.25 | 100.00 = 0.0 | 46.53 £ 10.16
ENRBF99 | 56.33 £ 0.78 | 39.61 £ 9.07 | 36.53 &+ 9.11 | 96.92 £ 3.97 | 46.53 + 13.50 | 100.00 £ 0.0 | 46.92 £ 2.43
ENRBF95 | 41.95 +£ 0.68 | 31.508 £ 8.06 | 34.53 &+ 5.06 | 95.00 £ 6.29 | 41.53 + 6.48 | 100.00 £ 0.0 | 13.16 £ 1.85
ELH 29.99 + 1.48 | 37.69 £ 9.02 | 43.07 £ 8.46 | 83.84 £ 12.53 | 41.15 £ 7.70 | 100.00 £ 0.0 | 42.69 £ 3.82
ELGrow 237 £0.74 | 60.38 &£ 12.82 | 60.76 £ 13.17 * 55.00 £ 9.60 * 26.53 £ 7.35
Explore 2.82 £0.95 | 53.46 £ 12.08 | 53.84 £ 11.46 * 61.53 £ 5.43 24.23 £ 2.59
DEL 1720 £0.0 [ 6153 £ 0.0 |5384 £ 0.0 |5807x 983 |27.69 £ 6.73 | 100.00 £ 0.0 | 38.46 = 0.0
LVQ1 1.60 £ 0.0 | 67.69 £ 2.68 | 68.46 £ 3.53 * 70.00 £ 2.43 * 2423 £ 1.85
MC1 1.60 £ 0.0 | 53.46 £ 1.42 | 53.07 £ 8.65 * 60.38 = 7.02 * 23.84 £ 1.62
RMHC 1.60 £ 0.0 | 63.84 £ 9.62 | 61.53 £+ 12.69 * 54.64 = 9.55 * 25.38 £ 7.29

Tabela 3.3. Wyniki klasyfikacji danych Czerniak

auzofinownu fiyuowhiaodsysy &

1€



‘ Zbior danych : Cleveland heart disease

‘ Metoda IS|/|T| | k-NN | NRBF | FSM IncNet SSV SVM ‘
S=T 100.0 £0.0 | 7439+ 7.55|79.39 + 7.11 | 80.34 =+ 6.14 | 82.11 &+ 6.45 | 75.87 £ 8.41 | 81.55 &= 5.79
ENN 80.31 £1.24 | 71961 & 7.59 | 79.2 £ 7.59| 7943 £ 6.88 | 8024 + 7.70 | 7744 &+ 7.55 | 81.08 &= 6.96
RENN 76.94 £ 1.42 | 79.27 £ 6.85| 7894+ 7.3 | 8105+ 6.75 | 80.19 &£ 6.94 | 76.62 £ 7.53 | 79.85 £ 6.96
AlIKNN 62.72 £ 1.86 | 7848 & 7.25 | 7878 &£ 7.7 | 79.62 £ 882 | 80.65+ 752|771 £+ 6.65|81.28 %+ 7.05
ENRBF 89.84 + 0.76 | 78.03 &= 7.24 | 80.06 = 7.7 | 80.46 £ 7.05 | 8258 + 749 | 79.6 + 5.71 | 82.24 + 5.95
CNN 4273 £2.07 | 709 £+ T7.11 | 77.26 £ T7.85 | 73.67 £ 7.84 | 7861 £ 824 | 71.39 =+ &858 | 81.16 = 6.54
DROP1 4.95 4+ 2.21 |1 67.45 £10.93 | 69.6 =+ 10.6 | 62.53 £ 14.23 | 63.16 &= 11.51 | 62.87 & 15.94 | 67.22 £ 12.43
DROP2 1591 £2.76 | 76.95 &+ 7.93 | 77.58 £ 8.48 | 76.53 + 6.61 | 78.53 &= 6.77 | 71.67 £ 8.41 | 81.15 = 6.54
DROP3 1246 £ 231 | 77.76 £ 7.51 | 7871 & 7.46 | 77.23 £ 7.94 | 79.63 £ 835 | 7212+ 7.77 | 81.17 &£ 6.77
DROP4 1543 £ 247 | 77.87 £ 7.00 | 7814 &+ 7.22 | 77.55 £ 8.2 |80.69 £ 7.78 | 70.33 £ 87 | 80.52 %+ 6.2
DROP5 1652 £ 249 | 7731 £ 697 | 7812+ 7.09 | 79.01 &+ 6.05 | 81.77 £ 7.71 | 73.46 £ 7.1 82.05 £ 7.24
ICF 11.80 £ 1.47 | 75.84 + 7.83 | 77.57 =+ 6.61 | 75.07 &= 8.12 | 76.04 £ 10.0 | 69.76 £ &8.73 | 79.63 =+ 6.82
GE 99.07 £ 0.58 | 76.33 &= 7.45 | 80.88 =+ 6.33 | 80.17 £ 6.23 | 81.74 £ 6.39 | 76.53 = 7.78 | 81.63 =+ 6.51
RNGE 55.17 £ 1.73 | 74.08 £ 86 | 799 £ 649 | 7757 £ T7.77 | 80.11 £ 8.2 71.95 £ 8.62 | 81.93 £ 6.03
IB3 11.16 £1.90 | 76.86 =+ 7.15 | 77.73 £ 7.13 | 77.36 &= 8.65 | 76.22 £ 9.82 | 7247 £ 7.37 | 79.65 £ 6.74
ENRBF99 | 53.94 4+ 3.32 | 7898 £ 6.59 | 80.71 £ 7.2 79.41 £ 6.36 | 81.49 £ 6.81 | 76.41 £ &8.24 | 81.93 &+ 5.87
ENRBFO95 | 3827 £ 281 | 77.90 & 7.83 | 79.95 &+ 6.65 | 77.16 = 7.55 | 82.06 £ 7.13 | 74.06 + &8.14 | 82.46 + 7.17
ELH 17.02 £ 272 | 7231 £ 808 | 76.29 &+ 7.23 | 71.97 &+ 8.56 | 74.92 £ 9.5 71.82 £ 851 | 79.84 £ 7.03
ELGrow 0.73£009| 731 = 831 |73.02+ 94 * 73.54 + 10.27 * 72.59 £+ 10.16
Explore 0.73 &= 0.00 | 80.08 &+ 7.2 79.17 £ T7.71 * 80.16 = 6.57 * 79.5 £+ 8.69
DEL 1.51 £0.14 | 76.67 £ 6.91 | 77.07 =+ 7.82 | 54.96 & 10.68 | 74.99 £ 8.85 * 74.02 &£ 9.68
LVQ 0.73 £0.0 | 80.86 + 7.02|81.19 £ 7.21 * 81.64 £ 7.04 * 80.79 £ 7.99
MC1 0.73£0.0 | 79.0 & 8.03 | 78.78 £ 6.95 * 79.38 &£ 7.2 * 79.11 + 6.17
RMHC 0.73 0.0 |79.03+ 6.29 | 78.7 £ 6.69 * 79.62 £ 8.21 * 78.85 £ 7.51

Tabela 3.4. Wyniki klasyfikacji danychdla zbioru Cleveland heart disease

auzofinownu fiyuowhiaodsysy &

(43



‘ Zbiér danych : Appendictis

| Metoda |S|/| 7| | k-NN | NRBF | FSM IncNet SSV SVM |
S=T 100.0 £ 0.0 | 83.00 £ 84.41 | 86.63 £ 9.56 | 85.89 £ 9.63 | 86.97 £ 8.19 | 86.31 £ 9.98 | 87.71 £ &.31
ENN 84.650 £ 1.70 | 89.03 £ 7.84 | 85.28 £ 8.58 | 87.90 £ 8.25 | 86.93 £ 9.45 | 8548 £ 9.35 | 86.83 £ 10.06
RENN 84.62 £ 1.71 | 88.35 £ 8.74 | 85.73 =+ 883 | 86.82 &= 8.59 | 86.58 £ 8.43 | 84.80 &= 9.54 | 86.62 £ 9.00
AIIKNN 75.38 £ 2.22 | 87.65 £ 8.54 | 8548 £ 7.51 | 86.22 £ 9.16 | 86.41 £ 8.82 | 84.41 £ 10.75 | 88.15 £ 8.51
ENRBF 92.59 + 0.81 | 87.06 £ 8.98 | 84.97 £ 9.07 | 87.22 £ 8.59 | 86.91 = 8.42 | 88.71 == 9.46 | 86.85 &= 8.94
CNN 39.42 4+ 3.09 | 71.67 £ 13.52 | 85.02 £ 891 | 75.85 £ 11.28 | 85.74 £ 9.09 | 81.75 £ 13.55 | 80.07 == 6.28
CA 23.88 £ 2.21 | 80.50 £ 7.76 | 82.88 &+ 8.34 | 64.62 £ 16.84 | 81.60 &= 9.77 | 71.95 £+ 16.18 | 80.47 £ 6.77
DROP1 5.88 £ 1.83 | 78.02 £ 22.16 | 84.16 £ 12.14 | 72.44 4+ 22.15 | 80.26 + 18.03 * 81.96 £+ 15.31
DROP2 7.24 £ 1.63 | 83.70 £ 12.02 | 86.39 £ 8.80 | 60.22 £ 29.65 | 83.08 £ 11.88 * 82.54 £ 8.19
DROP3 7.09 £ 1.24 | 85.95 £ 9.39 | 86.88 £ 8.79 | 64.40 £ 24.36 | 85.91 £ 8.97 * 80.88 £ 8.12
DROP4 7.28 + 1.37 | 86.02 £ 10.26 | 85.27 £ 9.16 | 66.10 £ 23.70 | 84.75 £ 10.07 * 80.99 &+ 7.05
DROP5 7.59 &+ 1.05 | 87.25 £ 9.06 | 86.76 £ 10.45 | 74.95 £+ 21.05 | 85.50 £ 10.18 * 80.55 &+ 7.78
EOP 85.85 4+ 2.58 | 79.45 £ 12.37 | 85.78 £ 8.61 | 86.38 &= 8.25 | 85.81 £ 9.10 | 86.30 £ 10.39 | 87.50 &= 8.30
ICF 5.47 £ 1.53 | 87.89 £ 8.63 | 85.87 &+ 8.16 * 83.82 + 12.81 * 79.40 £ 12.94
GE 43.56 £ 2.97 | 76.29 £ 12.70 | 86.18 £ 9.38 | 67.75 £ 3.23 | 86.60 £ 7.80 | 86.54 £ 10.26 | 84.85 £ 8.63
RNGE 36.95 £ 3.10 | 78.12 £ 11.78 | 85.84 + 9.81 | 61.73 £ 12.74 | 85.86 + 10.24 | 86.10 4+ 10.33 | 80.38 £ 6.55
IB3 4.53 £ 2.46 | 79.30 = 14.11 | 79.00 £ 15.08 * 79.55 £ 14.73 * 76.39 £+ 16.37
ENRBF99 | 30.89 4+ 2.65 | 87.12 £ 9.15 | 87.03 &£ 9.09 | 82.00 4 10.63 | 86.60 &= 7.77 | 85.21 &+ 9.88 | 87.27 = 7.68
ENRBF95 | 1821 4 2.03 | 86.75 £ 9.52 | 86.73 &£ 9.64 | 75.29 4 18.26 | 85.65 = 8.96 | 85.10 4+ 12.82 | 82.82 4+ 17.57
ENRBF90 | 13.30 &£ 1.95 | 84.51 £ 9.83 | 83.53 £ 12.86 | 59.07 £ 21.90 | 84.97 £ 10.24 | 83.43 £+ 14.04 | 64.02 4+ 29.21
ELH 15.33 £ 4.55 | 87.58 £ 11.85 | 85.08 &= 9.07 | 87.12 &+ 8.40 | 83.06 + 11.37 * 77.34 £ 13.91
ELGrow 1.42 £ 0.62 | 80.67 £ 8.82 | 80.11 £ 7.65 * 80.57 £ 7.52 * 81.22 £ 7.79
Explore 1.63 £ 0.58 | 81.89 £ 8.35 | 81.57 £ 7.97 * 81.38 £ 8.58 * 8277 £ 7.79
DEL 3.03 £ 1.52 | 80.59 £ 12.65 | 82.68 &= 9.97 * 82.97 £ 10.31 * 82.37 £ 9.82
LVQ 2.1 4+ 0.01 | 85.28 4+ 10.40 | 86.13 + 12.17 * 85.81 + 11.26 * 85.94 £ 1.81
MC1 2.1 £0.01 | 86.54 &+ 8.62 | 86.38 4+ 10.08 * 84.51 £ 13.11 * 87.34 £ 9.23
RMHC 2.1 £0.01|85.12 4+ 9.01 | 87.04 £ 9.15 * 84.22 + 13.22 * 86.75 £ 9.52
Tabela 3.5. Wyniki klasyfikacji danych dla zbioru danych Appendictis

auzofinownu fiyuowhiaodsysy &

€€



‘ Zbiér danych : Wisconsin breast cancer

[Metoda | [S|/IT] | kNN | NRBF | FSM | TIncNet |  SSV SVM
S=7 [1000 £0.0 [94.86 = 4.16]96.29 £ 3.58 [ 9652 £ 2.07 | 96.56 £ 2.20 [ 95.63 = 2.56 | 96.85 £ 2.0
ENN 96.26 £ 0.35 | 96.65 = 2.28 | 95.78 £ 2.49 | 95.86 £ 2.36 | 96.62 £ 2.02 | 93.73 £ 5.10 | 96.96 £ 1.9
RENN 95.85 £ 0.39 | 96.57 £ 2.06 | 95.84 £ 2.27 | 95.98 £ 2.32 | 96.58 = 1.96 | 94.87 = 2.37 | 96.93 £ 1.89
AIKNN | 9271 % 0.63 | 96.80 £ 221 | 95.56 + 2.0 | 95.66 = 2.39 | 96.59 + 2.12 | 94.50 & 2.67 | 96.86 £ 1.91
ENRBF | 97.69 & 0.79 | 95.91 £ 2.03 | 95.64 + 2.47 | 95.65 £ 2.25 | 96.58 + 2.17 | 94.80 £ 232 | 96.74  2.03
CNN 10.92 £ 0.81 | 91.25 = 3.25 | 96.68 & 2.00 | 93.77 £ 3.22 | 95.89 £ 2.40 | 90.05 = 4.90 | 96.56 £ 2.5
DROP1 147 £ 0.57 | 87.56 £ 15.27 | 90.69 % 9.70 8 8 F 77.35 £ 12.69
DROP2 331 £ 0.79 | 94.61 £ 2.87 | 95.98 £ 1.99 | 84.79 £ 8.18 | 05.18 £ 3.33 | 89.18 £ 5.24 | 9547 £ 4.06
DROP3 3.00 = 0.64 | 96.08 £ 2.35 | 96.18 £ 2.15 | 88.35 £ 7.78 | 96.38 £ 243 | 87.98 £ 8.01 | 96.16 £ 2.14
DROP4 332 £ 0.70 | 95.75 £ 2.69 | 96.12 + 2.23 | 86.82 = 9.56 | 95.78 + 2.96 | 88.29 + 5.35 | 95.25 + 4.12
DROP5 45 +090 | 95.14 £ 243 96.05 + 2.10 | 93.33 £ 5.11 | 9648 + 2.3 | 85.12 & 11.69 | 96.58 £ 1.93
ICF 278 & 1.06 | 92.03 £ 3.98 | 92.41 + 4.77 | 74.02 + 19.46 | 90.04 + 9.17 | 87.71 & 10.81 | 84.05 & 17.87
GE 46.79 £ 3.71 | 94.93 £ 2.50 | 95.75 + 2.44 | 95.76 £ 2.50 | 96.35 + 2.30 | 9257 + 3.13 | 96.18 + 2.32
RNGE 10.79 + 0.71 | 9542 = 2.04 | 96.58 & 2.28 | 94.36 & 2.92 | 94.43 £ 6.18 | 90.71 = 544 | 95.75 £ 3.18
1B3 4.27 £ 0.67 | 96.14 £ 2.52 [ 96.76 + 1.99 | 94.02 £ 3.10 | 94.47 £ 3.07 | 86.79 = 5.96 | 95.87 £ 4.68
ENRBF99 | 15.43 £ 1.25 | 95.60 £ 2.27 | 96.74 2.0 | 95.79 £ 2.25 | 96.15 + 2.64 | 87.79 £ 9.70 | 96.83 £ 2.08
ENRBF95 | 8.60 £ 0.83 | 95.20 £ 2.32 | 95.85 & 2.86 | 92.60 £ 6.85 | 93.35 & 5.54 | 71.84 £ 26.75 | 81.67 £ 16.82
ELH 3.19 £ 0.66 | 91.66 = 4.53 | 93.84 & 3.74 | 86.70 = 9.36 | 92.96 £ 5.81 | 85.06 £ 7.59 | 76.16 =+ 25.61
ELGrow 0.32 £ 0.0 | 9216+ 4.11|92.60 + 3.48 8 93.95 £ 4.03 F 02.70 £ 3.48
Explore 0.32 £ 0.0 |95.13 £ 256 | 95.19 + 243 8 95.50 £ 4.58 F 05.46 £ 2.67
DEL 0.88 £ 0.18 | 95.02 = 3.17 | 95.37 £ 2.73 8 95.86 £ 3.46 F 78.72 £ 14.95
VQ 0.32 £ 0.0 | 9286+ 2.69 | 92.81 £ 2.78 F 96.09 £ 243 F 0449 £ 2.74
MC1 032+ 0.0 | 9498 £ 2.65 | 94.71 + 2.74 * 96.48 £ 1.95 F 96.65 £ 2.33
RMHC 032 £ 0.0 |96.39 = 2.05 | 96.49 £ 2.18 * 95.49 £ 3.17 * 96.22 + 2.14

Tabela 3.6. Wyniki klasyfikacji danych Wisconsin breast cancer

auzofinownu fiyuowhiaodsysy &

ve



‘ Zbior danych : Iris

| Metoda SI/IT] | k-NN | NRBF | FSM IncNet SSV SVM

S=T 100.0 £0.0 9526 £ 4.92 ] 9553 £5.34 | 9580 £ 5.13 ] 9540 £ 5.19 | 9540 £ 5.39 | 90.40 £ 6.90
ENN 95.28 £ 0.73 | 95.93 £ 523 | 96.13 £4.62 | 94.80 £ 4.96 | 95.73 £ 5.17 | 95.26 £ 5.64 | 87.93 £ 7.79
RENN 95.21 £ 0.67 | 95.80 £ 5.25 | 95.80 £ 4.23 | 9540 £ 5.77 | 95.46 = 5.10 | 95.06 £ 5.71 | 87.86 £ 7.54
AlNIKNN 94.04 £1.24 | 95.80 £ 5.24 | 95.20 £ 5.89 | 95.26 £ 5.11 | 95.66 = 5.14 | 94.53 £ 5.20 | 86.53 £ 9.40
ENRBF 100.0 £ 0.0 |95.73 £ 4.59 | 95.73 £ 4.37 | 95.80 £ 5.06 | 95.06 = 4.95 | 94.66 £ 5.66 | 88.86 = 7.62
CNN 18.40 £ 2.55 | 93.60 £ 5.03 | 95.8 £ 819 | 91.73 £ 4.83 | 95.80 £ 15.26 | 80.46 = 7.13 | 63.33 £ 5.37
CA 7.8 £1.23 9413 £ 6.03 | 94.26 £ 5.26 | 86.86 £ 10.60 | 95.06 £ 5.20 * 47.40 £ 14.89
DROP1 764 £148 | 91.26 £ 7.45|91.73 £ 7.36 | 75.26 £ 13.34 | 90.86 £ 8.50 * 38.60 = 11.97
DROP2 1091 £1.61 | 94.66 = 5.53 | 95.06 £ 5.04 | 86.00 = 9.90 | 93.40 £ 5.59 | 85.06 = 9.14 | 37.00 £ 7.93
DROP3 11.33 £ 1.38 | 95.06 &= 4.93 | 96.06 £ 4.59 | 88.53 £ 8.61 | 92.86 £ 6.47 | 84.86 = 8.55 | 39.33 £ 11.65
DROP4 11.44 £ 1.52 | 94.53 £ 5.67 | 95.00 £ 5.03 | 88.13 £ 9.64 | 92.20 £ 6.66 | 85.00 = 8.61 | 41.80 £ 14.37
DROP5 11.11 + 1.44 | 93.87 &= 5.88 | 94.33 + 6.11 | 88.13 £ 10.38 | 94.13 £ 5.51 | 72.60 £ 12.22 | 40.53 £ 11.34
ICF 9.55 £2.29 | 91.66 &£ 10.38 | 93.13 £ 7.83 | 78.86 £ 13.32 | 91.80 £ 8.64 * 42.00 £ 14.09
GE 36.95 £ 1.73 | 94.80 £ 5.29 | 95.00 £ 5.23 | 93.00 £ 6.45 | 95.00 £ 5.33 | 94.66 = 6.32 | 64.86 £ 11.81
RNGE 18.02 £ 1.35 | 82.93 £ 15.66 | 93.13 £ 5.88 | 81.46 £ 12.55 | 93.66 £ 7.59 | 66.33 & 11.26 | 35.66 £ 6.42
IB3 1997 £6.19 | 94.46 £ 5.83 | 95.13 £ 5.10 | 93.66 = 6.71 | 95.40 £ 5.48 | 87.46 + 11.86 | 58.20 £ 11.89
ENRBF99 | 71.69 &+ 1.33 | 95.66 £ 4.97 | 95.80 &£ 5.18 | 95.60 = 5.51 | 95.20 £ 5.38 | 93.86 £ 6.64 | 90.80 = 7.24
ENRBF95 | 20.44 +1.49 | 93.76 £ 6.80 | 94.93 £ 5.20 | 94.06 = 6.04 | 96.40 &= 4.33 | 83.66 £ 14.58 | 64.53 = 3.90
ELH 877 £1.94 | 93.13 £ 6.27 | 94.20 £ 6.07 | 85.06 £ 11.55 | 92.80 £ 5.57 * 48.20 £ 16.50
ELGrow 225 £0.15 | 89.80 &£ 7.77 | 88.53 £ 7.82 * 87.93 £ 8.57 * 34.00 £ 2.10
Explore 224 £0.22 1 96.06 £ 4.38 | 95.53 £ 5.25 * 93.00 £ 6.39 * 33.33 £ 0.0

DEL 5.73 £1.52 1 93.40 £ 6.97 | 94.60 £ 5.81 | 68.86 = 16.16 | 91.40 £ 7.58 * 33.73 £ 1.26
LVQ 222+£0.0 | 8855+ 1.11 | 88.33 £ 7.52 * 88.06 £ 7.88 * 33.33 £ 0.0

MC1 222 £0.0 |90.67 £ 8.24|90.60 £ 7.72 * 90.00 £ 7.43 * 33.33 £ 0.0

RMHC 222 £0.0 |91.67 £ 6.97 | 90.26 £ 7.47 * 89.60 £ 8.16 * 33.33 £ 0.0

Tabela 3.7. Wyniki klasyfikacji dla danych Iris

auzofinownu fiyuowhiaodsysy &

Gg



3. Eksperymenty numeryczne
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3.3. Optymalizacja polozen wektoréw poprzez LVQ

W ponizszych tabelkach zebrane zostaly wyniki klasyfikacji dla kilku metod wyboru wek-
toréw referencyjnych w potaczeniu z LVQ, ktory dodatkowo przeprowadzal adaptacje potozen
wyselekcjonowanych wektorow. LVQ byl inicjowany wektorami wybranymi ze zbiory treningo-
wego przez dang metode selekcji. Wspdlezynnik uczenia wynosit a = 0.02 a ilosé iteracji m = 20.

Zastosowanie optymalizacji potozenn wektoréw referencyjnych metoda LVQ w niektorych
przypadkach okazuje sie by¢ bardzo korzystne. Na przyktad, klasyfikatory uczone na zbiorach
otrzymanych za pomoca ICF, DROP3 i IB3, wykazywaly mniejszg poprawnosé klasyfikacji bez
zastosowania optymalizacji LVQ. W pozostalych przypadkach ”douczanie” zbioru referencyjnego
miato niewielki wplyw na zmiane poprawnosci klasyfikacji.

Zbiér danych : Wine

| Metoda | k-NN | NRBF | FSM | IncNet | SSV | SVM |
ENN+LVQ 94.78 £ 5.01 | 95.19 +4.54 | 94.92 £ 4.86 | 97.35 £ 3.50 | 90.85 + 6.70 | 96.47 + 4.32
ENRBF+LVQ | 95.46 4+ 4.45 | 95.58 £ 4.38 | 95.21 &+ 4.43 | 97.31 £3.96 | 90.74 &+ 6.84 | 97.76 &+ 3.71
CNN+LVQ 91.96 £ 6.90 | 94.78 4+ 4.96 | 88.06 £ 10.27 | 91.94 £+ 7.00 | 79.45 + 13.86 | 88.99 + 8.24
DROP3+LVQ 94.41 £ 5.12 | 95.61 4+ 4.37 | 74.35 £ 14.17 | 89.66 £ 8.05 | 73.62 + 13.71 | 82.10 £ 9.10
ICF+LVQ 93.83 £ 4.92 | 94.94 + 4.68 | 73.66 £ 13.29 | 93.59 £+ 6.63 | 63.20 + 17.08 | 86.70 £+ 11.05
RNGE+LVQ 93.88 £ 5.74 | 93.12 £ 5.79 | 93.76 £ 6.09 | 94.11 £ 5.43 | 86.11 + 9.08 | 93.69 + 5.74
Ib34+LVQ 95.16 £ 4.04 | 95.61 & 4.74 | 95.72 £ 4.44 | 94.14 £ 6.55 | 79.60 + 11.66 | 93.03 £ 6.04
ELH+LVQ 95.62 £+ 4.54 | 94.70 + 5.30 | 63.20 £ 15.76 | 85.17 £ 9.77 | 65.70 £+ 18.65 | 72.55 £+ 14.50

Tabela 3.8. Wyniki klasyfikacji danych Wine

| Zbiér danych : Pima Indian diabetes |

| Metoda | k-NN | NRBF | FSM | IncNet | SSV | SVM |
ENN4IVQ 74.44 + 459 | 73.29 + 4.20 | 74.40 & 4.65 | 75.44 & 4.34 | 74.93 £ 4.45 | 77.08 + 4.03
ENRBF+LVQ | 73.89 4+ 5.05 | 73.68 £ 4.01 | 74.60 4+ 4.63 | 75.70 £ 4.89 | 73.45 4+ 4.10 | 77.23 £ 4.28
CNN+LVQ 69.34 £ 4.99 | 71.68 4+ 3.52 | 69.47 £ 4.97 | 74.70 + 4.28 | 72.42 £ 4.69 | 76.79 £ 4.38
DROP3+LVQ 70.73 £ 5.14 | 74.69 £ 4.33 | 73.06 + 4.41 | 75.38 &£ 5.01 | 72.30 £ 5.39 | 75.81 4+ 4.96
ICF+LVQ 65.78 £ 5.93 | 72.82 &+ 5.77 | 70.46 £ 5.42 | 74.23 + 4.82 | 70.17 £ 6.09 | 75.14 £+ 4.29
RNGE+LVQ 70.54 + 5.05 | 73.77 £ 4.21 | 72.47 + 5.43 | 73.57 £ 1.09 | 73.00 + 4.85 | 76.47 + 4.41
Ib34+LVQ 68.57 £ 6.22 | 69.13 + 6.15 | 69.48 £ 6.23 | 72.25 + 6.63 | 70.35 £ 5.78 | 71.95 £+ 7.32
ELH+LVQ 64.83 £ 6.22 | 71.88 & 5.69 | 69.17 £ 5.74 | 73.47 + 5.84 | 70.64 £ 6.56 | 75.59 + 4.82

Tabela 3.9. Wyniki klasyfikacji danych Pima Indian diabetes

| Zbiér danych : Czerniak |

| Metoda | k-NN | NRBF FSM | IncNet | SSV | SVM |
ENN+LVQ 55.00 + 3.64 | 53.84 &= 0.0 72.69 £ 10.16 | 67.30 £ 7.95 | 100.00 £ 0.0 73.07 £+ 0.0
ENRBF+LVQ | 46.15 + 0.0 50.00 £ 0.0 80.38 £ 5.86 | 61.92 £ 4.60 | 100.00 + 0.0 65.38 £ 0.0
CNN+LVQ 48.84 + 4.07 | 53.84 &+ 2.56 | 83.46 + 17.86 | 48.84 + 12.16 | 100.00 + 0.0 50.00 + 0.0
DROP3+LVQ 57.30 +£ 859 | 61.92 £ 6.13 | 63.46 + 5.51 | 47.30 = 9.60 | 100.00 £ 0.0 35.76 £+ 3.64
ICF+LVQ 69.61 £ 2.18 | 70.00 &= 3.03 | 89.23 + 10.38 | 51.92 + 7.08 | 100.00 & 0.0 35.38 £+ 1.62
RNGE+LVQ 52.31 + 2.89 | 52.69 &= 0.0 97.69 £ 4.13 | 68.07 £ 9.07 | 100.00 £ 0.0 50.00 + 0.0
Ib34+LVQ 55.00 &+ 7.26 | 52.30 £ 11.05 | 79.61 4+ 13.81 | 45.38 4+ 17.18 | 100.00 £ 0.0 40.38 £+ 5.51
ELH+LVQ 54.61 + 3.97 | 49.23 £ 4.36 | 67.30 4+ 10.45 | 43.07 4+ 10.99 | 100.00 £ 0.0 45.00 £ 3.64

Tabela 3.10. Wyniki klasyfikacji danych Czerniak
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Zbiér danych : Cleveland heart disease

| Metoda | k-NN | NRBF | FSM | IncNet | SSV | SVM |
ENN+LVQ 79.07 £ 7.04 | 78.78 £ 6.70 | 79.10 £+ 6.80 | 80.32 £ 6.78 | 77.47 £ 7.74 | 80.48 £ 7.40
ENRBF-+LVQ | 78.92 £ 6.61 | 79.89 £ 6.51 | 80.09 £ 7.05 | 81.67 £ 7.14 | 79.00 £ 7.73 | 81.91 £ 6.80
CNN+LVQ 75.22 £ 7.27 | 72.42 £ 831 | 74.82 £ 7.48 | 79.80 £ 7.19 | 71.75 £ 7.91 | 80.58 £ 7.11
DROP3+ILVQ | 77.55 £ 6.76 | 79.03 £ 7.83 | 77.58 £ 6.68 | 81.29 £ 6.82 | 71.29 £ 8.73 | 80.68 £ 6.78
ICF+IVQ 7743 £8.12 | 79.563 £ 6.11 | 76.20 £ 6.89 | 79.54 £ 7.81 | 69.04 £ 8.82 | 79.59 £ 6.98
RNGE+LVQ 78.74 £ 6.62 | 72.51 £ 7.93 | 76.87 £ 8.44 | 80.83 £ 6.04 | 72.62 £ 7.23 | 81.94 £ 6.89
Ib3+LVQ 7878 £ 7.28 | 7877 £ 7.56 | 7T7.17T £ 7.66 | 79.84 + 7.33 | 72.64 £ 8.26 | 80.75 £ 1.62
ELH+LVQ 74.84 £ 832 | 76.12 £ 7.95 | 73.37 £8.31 | 78.06 £ 7.73 | 70.25 + 9.35 | 80.10 £ 6.62

Tabela 3.11. Wyniki klasyfikacji danych Cleveland heart disease

Zbiér danych : Appendictis

| Metoda | k-NN | NRBF | FSM IncNet SSV SVM |
ENN+LVQ 87.60 £ 9.36 | 83.12 £ 857 | 86.83 £ 874 | 86.94 £ 9.76 | 85.18 & 10.82 | 86.78 = 8.90
ENRBF+LVQ | 86.38 £ 9.17 | 87.42 + 10.28 | 86.57 = 8.55 | 87.20 £ 7.40 | 88.11 £ 8.89 | 86.90 £ 9.83
CNN+LVQ 86.00 &+ 10.08 | 84.54 £ 9.48 | 80.91 £ 10.52 | 85.85 + 8.74 | 82.65 &+ 10.59 | 80.17 £ 6.35
DROP3+LVQ | 84.00 £ 9.82 | 84.39 + 12.31 | 86.52 = 10.45 | 86.75 &+ 10.57 | 86.61 £ 10.37 | 81.75 £ 11.63
ICF+LVQ 86.93 + 9.66 | 86.60 = 9.46 * 88.10 £ 2.11 * 81.40 £ 9.02
RNGE+LVQ 85.86 = 9.94 | 84.92 + 852 | 78.79 + 12.03 | 85.79 + 10.25 | 85.95 & 10.32 | 80.36 = 6.33
Ib3+LVQ 80.89 & 11.31 | 82.35 £ 9.58 * 80.98 + 13.87 * 79.03 £+ 13.54
ELH+LVQ 75.90 £ 13.53 | 79.38 £ 12.35 | 80.56 + 14.17 | 83.38 & 12.26 | 78.90 & 15.80 | 79.50 + 11.07

Tabela 3.12. Wyniki klasyfikacji danych dla zbioru danych Appendictis

Zbiér danych : Wisconsin breast cancer

[ Metoda | k-NN | NRBF | FSM | IncNet | SSV SVM
ENN+LVQ 96.72 £+ 2.07 | 96.66 £ 1.89 | 96.06 & 2.61 | 96.58 £ 1.93 | 93.02 £ 7.85 | 96.84 £+ 1.97
ENRBF+LVQ | 96.52 4+ 2.24 | 96.37 £ 0.23 | 95.93 £ 2.26 | 96.53 &+ 2.09 | 94.94 £ 2.11 | 96.69 £ 2.34
CNN+LVQ 96.10 £+ 2.66 | 94.86 £ 1.77 | 95.99 + 2.16 | 96.07 = 2.06 | 91.19 £ 4.86 | 96.82 £ 2.10
DROP3+LVQ | 95.03 & 2.14 | 96.16 £ 2.14 | 93.70 & 3.41 | 95.07 &+ 2.37 | 90.49 £ 3.52 | 96.78 £ 0.51
ICF+LVQ 95.89 £+ 2.67 | 96.02 £ 2.60 | 93.21 & 4.00 | 94.52 4+ 4.62 | 86.82 £ 11.99 | 95.57 £ 2.60
RNGE+4+LVQ 95.80 £ 2.69 | 94.32 £2.90 | 94.16 &+ 3.11 | 95.64 &£ 3.47 | 91.91 £ 4.16 | 96.92 £ 2.18
Ib34+LVQ 96.72 £ 2.47 | 96.73 £ 2.08 | 93.84 + 4.22 | 95.74 &+ 1.34 | 88.67 £ 5.31 | 96.96 £ 0.19
ELH+LVQ 95.61 £+ 2.18 | 95.36 £ 2.67 | 92.66 & 3.75 | 95.50 & 2.54 | 83.73 £ 7.53 | 94.26 £ 7.30

Tabela 3.13. Wyniki klasyfikacji danych Wisconsin breast cancer

Zbiér danych : Iris

[ Metoda [ kNN | NRBF |  FSM IncNet SSV [ SVM
ENN+LVQ 95.80 £ 4.74 | 95.80 £ 5.21 | 95.60 £ 5.78 | 95.73 £ 5.33 | 95.00 £ 5.17 | 88.00 £ 7.92
ENRBF+LVQ | 95.2 + 5.7 | 95.66 £ 5.40 | 95.33 £ 534 | 95.20 £ 4.90 | 94.53 £ 5.57 | 88.93 £ 8.51
CNN+LVQ 88.20 £ 11.67 | 95.53 & 5.07 | 88.53 £ 10.98 | 94.33 £ 6.39 | 80.80 £ 15.48 | 64.86 = 4.69
DROP3+LVQ | 93.66 £ 5.86 | 94.80 £ 5.01 | 90.40 = 9.79 | 95.40 £ 4.2 | 85.86 £ 8.53 | 41.80 + 11.61
ICF+LVQ 91.06 £ 10.49 | 90.26 & 9.39 | 85.73 & 23.67 | 91.40 & 12.04 | 79.13 & 13.47 | 44.00 £ 14.76
RNGE+LVQ | 78.33 + 15.01 | 91.40 £ 5.59 | 89.26 & 10.26 | 93.06 = 7.84 | 65.40 £ 9.62 | 33.80 £ 1.47
b3 +LVQ 94.06 £ 5.86 | 93.66 £ 5.29 | 92.33 £ 7.91 | 94.86 £ 5.16 | 88.06 £ 9.88 | 62.80 & 10.13
ELH+LVQ 93.06 £ 5.91 | 94.33 £ 5.81 | 83.13 £ 13.70 | 94.46 £ 5.74 | 78.46 £ 12.71 | 45.80 £ 14.55

Tabela 3.14. Wyniki klasyfikacji dla danych Iris
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3.4. Dalsze wnioski

Chcac unaocznié¢ wplyw opisanych metod dzialanie poszczegélych klasyfikatoréw, otrzymane
wyniki, dla wszystkich zastosowanych zbioréw danych, zostaly usrednione i przedstawione na
odpowiednim wykresie. O§ pozioma odpowiada $redniemu poziomowi redukcji liczby wekto-
réw (wyrazonemu w procentach) dla wszystkich zastosowanych zbioréw danych, za$ o pionowa
wyznacza Srednie odchylenie (dla uzytych zbioréw danych) poprawnosci klasyfikacji AE po
zastosowaniu jednej z metod redukcji od poprawnoéci uzyskanej w przypadku zastosowania w
procesie uczenia oryginalnego zbioru treningowego. Polozenie danej metody na wykresie okresla
jej przydatno$é dla danego klasyfikatora. Metody polozone powyzej linii przerywanej (AE > 0)
to metody dla ktérych poprawnosé klasyfikacji wzrosta po selekcji wektorow. Metody po lewej
generuja najmniejsze zbiory referencyjne, po prawej - daja najmniejsza redukcje.

Dla k-NN (rys. 3.3) najwiekszy spadek poprawnosci (okolo 5%) klasyfikacji daja DROP1 i
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Rysunek 3.3. Srednia zmiana poprawnoéci AE klasyfikacji kNN po redukeji ilosci wektoréw w
zbiorze treningowym (AE = 0 odpowiada dokladnosci 79.98%)

CNN. Metody nazwane filtrami szumu spelniaja swoje zadanie, zmniejszajac zazwyczaj ilos¢
mylnie zaklasyfikowanych przypadkéw. Zadziwiajaco duzo metod o znacznym stopniu redukcji
umiejscowito si¢ powyzej AE = (. Zastapienie calej klasy jednym przypadkiem (LVQ, MC1,
RMHC) dalo w tym wypadku bardzo dobre wyniki. Optymalizacja polozen za pomoca LVQ
podniosta poprawnosé klasyfikacji we wszystkich (poza ENN) przypadkach.

W przypadku NRBF (rys. 3.4) réwniez wystapito sporo metod, ktére wraz z duza selekcja, da-
waly niewielkie straty doktadnosci klasyfikacji. DROP3 i ICF redukujac objeto$¢ zbioru trenin-
gowego ponizej 20%, podniosty poprawnosé klasyfikacji. Reszta metod wypadla stabiej, jednak
zaden z modeli nie spowodowal wiekszego niz 5% spadku doktadnosci klasyfikacji.

W przypadku FSM (rys. 3.5) mozna zauwazy¢ tendencje spadku poprawnosci klasyfikacji dla
coraz mniejszych zbioréw wektoréw uzytych do uczenia. IB3, RNGE i CNN sa jedynymi metoda-
mi, ktore dajac redukcje ponizej 50% zbioru oryginalnego, nie spowodowaly spadku doktadnosci
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Rysunek 3.4. Srednia zmiana poprawnoéci AE klasyfikacji NRBF po redukeji iloéci wektoréw
w zbiorze treningowym (AE = 0 odpowiada dokladnosci 82.32%)

klasyfikacji wiekszego niz 5%. Dobre wyniki osiagnal ENRBF99 (zachowujac srednio polowe
wektoréw, bez straty dokladnosci). Optymalizacja polozen za pomoca LVQ nie przyniosta w
tym przypadku poprawy dziatania, oprécz DROP3 i ICF.

IncNet (rys.3.6) jest rowniez czuly na ilo$¢ wektoréw uczacych. Pomoc ze strony LVQ poprawia
sytuacje niektérych metod ale tylko niewielka ich cze$é nie spowodowata spadku doktadnosci
mniejszego niz 5%. Zadziwiajaco dobrze wypadl LVQ, dopasowujacy po jednym wektorze dla
klasy, powodujac $rednio spadek o 2.14% liczby poprawnie klasyfikowanych przypadkow.

Dla drzewa decyzyjnego SSV (rys. 3.7) metody redukujace ilos¢ wektoréw uczacych ponizej
50% spowodowaly znaczny spadek poprawnosci klasyfikacji. Z calej grupy takich metod najlep-
szy okazal si¢ IB3+LVQ, zmniejszajac poprawnosé klasyfikacji o 4.09%.

W przypadku SVM (rys. 3.8) selekcja wektoréw okazala sie najmniej korzystna. Mozna za-
uwazy¢ proporcjonalny spadek doktadnosci klasyfikacji wraz ze zmniejszaniem rozmiaru zbioru
uczacego. Co prawda, optymalizacja potozen poprawia troche sytuacje, jednak dla wigkszosci
metod spadek liczby poprawnie klasyfikowanych przypadkéw jest wiekszy od 10%.
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Rysunek 3.5. Srednia zmiana poprawnoéci AE klasyfikacji FSM po redukeji ilosci wektoréw w
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zbiorze treningowym (AFE = 0 odpowiada dokladnosci 88.47%)
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Rysunek 3.6. Srednia zmiana poprawnosci AE klasyfikacji IncNet po redukeji iloéci wektoréw
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w zbiorze treningowym (AE = 0 odpowiada dokladnosci 85.74%)
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Rysunek 3.7. Srednia zmiana poprawnosci AF klasyfikacji SSV po redukcji iloéci wektoréw w

AE

zbiorze treningowym (AE = 0 odpowiada dokladnosci 88.32%)

AIKNN, __ENN
[ R R R R EEEEEEEEe LARERE SENNHLVQZ 7"
RENN ENRBF+LVQ
« ENRBF99 o GE
5
« CNN+LVQ
-10 -
*1b3+LVQ
i 1B3 8 DROPS « RNGE+LVQ
ICF+LVQ
ENRBF95
-15 4 DROP3+LVE e %  ¢RNGE
ELH+LVQ NN
-20 4
DROP3
DROF2 » ¢ ELH

E (GFe *DROP4

-25 MCle opEL
ELGrow e « DROP1
1 LVQ ¢ RMHC
Explore
-30 T T T T T T T T T T T 1
0 20 40 60 80 100

Rysunek 3.8. Srednia zmiana poprawnosci AFE klasyfikacji SVM po redukeji ilogci wektoréw w
zbiorze treningowym (AE = 0 odpowiada dokladnosci 85.73%)



Podsumowanie

W pracy poruszone zostalo zagadnienie wyboru wektoréw referencyjnych dla modeli klasy-
fikujacych. Szereg zaprezentowanych metod daje oglad stosowanych podejsé¢ wywodzacych sie
z dziedziny rozpoznawania wzorcéw oraz uczenia maszynowego. Skutecznoéé¢ dziatania stosowa-
nych metod uzalezniona jest w duzej mierze od problemu przed jakim stawiamy dany model.
Podejscie, dajace dobre wyniki w przypadku niektérych zbioréw danych treningowych, moze sie
nie sprawdzi¢ w dla innych zbioréw. Czes¢ prezentowanych metod stosowana moze by¢ wytacznie
dla klasyfikatoréw k-NN i NRBF. Wyr6znié nalezy algorytmy GA oraz ENRBF2, wybierajace
zbiory dobrze reprezentujace przypadki treningowe dla wszystkich zastosowanych metod klasy-
fikacji. Modele ICF oraz DROP3 daja dobre rezultaty dla klasyfikatoréw k-NN i NRBF przy
stosunkowo duzej redukcji iloéci wektoréow, zwlaszcza jesli poprawimy polozenie otrzymanych
portotypéw metoda LVQ. Zauwarzalny jest pozytywny wplyw na jakos¢ klasyfkacji zastosowania
optymalizacji potozen wektoréow referencyjnych przy pomocy LVQ. Interesujacym faktem jest
duza skuteczno$é¢ metod, ktére ograniczaja rozmiar zbioru referencyjnego do bardzo matej liczby
przypadkow. Wyrdznié nalezy tu metody Explore, LVQ1 i ICF. Niekiedy jeden wektor reprezen-
tujacy cala klase okazuje sie wystarczajaco dobrym Zrodiem wiedzy dla klasyfikatora, gtéwnie
dla modeli k-NN lub NRBF. Male zbiory prtotypowe ulatwiaja ekstrakcje regut i zaleznosci
wystepujacych w strukturze danych, ktére mozemy odnie$é¢ do calego zbioru treningowego.



Dodatek: Dane uzyte w eksperymentach

Appendictis Database

106 wektoréow w 2 klasach (85 przypadki ostrego zapalenia wyrostka, 21 reszta)
8 cech o wartosciach ciagtych

Pochodzenie danych: Shalom Weiss'

Wisconsin Breast Cancer Databases

699 wektoréw, 2 klasy (458 przypadkéw ztosliwych raka i 241 przypadkéw tagodnych)
9 cech o dyskretnych warto$ciach

Pochodzenie danych: UCI Machine Learning Repository 2

Czerniak

Zbiér treningowy:

250 wektoréw, 4 klasy (przypadkéw tagodnych 62, odmiana blekitna 64, podejrzenie choroby
62, rak zlosliwy 62)

14 cech (2 o wartosciach ciaglych, 12 binarnych)

Zbiér testowy:

26 wektoréw (odpowiednio 6, 7, 6, 1 7 wektoréw)

Pochodzenie danych: Wojewddzki Szpital Specjalistyczny w Rzeszowie

Cleveland Heart Disease Databases

303 wektoréw, 5 klas (164 zdrowi, oraz cztery stopnie zaawansowania choroby 55, 36, 35, 13)
13 cech (4 ciaglych, 9 nominalnych)

6 wartosci brakujacych

Pochodzenie danych: UCI Machine Learning Repository

Pima Indians Diabetes Database

768 wektoréw, 2 klasy (500 klasa 1, 268 klasa 2)

8 cech o wartosciach dyskretnych

Pochodzenie danych: UCI Machine Learning Repository

Wine Recognition Database

178 wektoréw w 3 klasach (odpowiednio 59 , 71 i 48 wektoréw)
13 ciagtych cech

Pochodzenie danych: UCI Machine Learning Repository

Iris Plant Database

250 wektoréw, 3 klasy (Setosa 50, Virginica 50, Versicolor 50)
4 cechy o wartosciach ciaglych

Pochodzenie danych: UCI Machine Learning Repository

L http://www.phys.uni.torun.pl/kmk /projects/datasets.html
2 http://www.ics.uci.edu/ mlearn/MLRepository.html
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