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Rozdziat 1

Wstep

1.1 Sztuczne sieci neuronowe - informacje ogdlne

1.1.1 Biologiczne i sztuczne sieci neuronowe

Inspiracja dla powstania sztucznych sieci neuronowych byla niewatpliwie biologia. Bio-
logiczna sie¢ neuronowa to system zlozony z polaczonych ze soba pojedynczych komoérek
nerwowych - neuronéw. Jeden neuron skojarzony jest $rednio z 10* innymi neuronami [2].
Sygnaly w sieci przekazywane sa pomiedzy komoérkami nerwowymi za pomoca impulséw
elektrycznych. Neuron reaguje na podstawie wartosci wszystkich wzbudzen, ktére dotarty do
niego w okreslonym przedziale czasu. Aktywacja neuronu i przekazanie sygnalu dalej, naste-
puja jesli potencjal pobudzenia jego blony komoérkowej przekroczy pewien progowy poziom.

Model sztucznej sieci neuronowej mozna opisaé jako strukture ztozong z pewnych jedno-
stek, zdolng do zdobywania, przetwarzania i wykorzystywania wiedzy. Sie¢ potrafi uogoélniaé¢
zdobyta wiedze na nowe przypadki. Budowa i zasady dziatania sztucznych sieci neuronowych
byly wzorowane na wiladciwosciach sieci biologicznych. Ponizej wymieniono niektére cechy

sieci naturalnych, ktérych odpowiedniki mozna odnalez¢ w sieciach sztucznych [18]:

e Architektura sieci: sie¢ zlozona jest z wielu, potaczonych ze soba, jednostek przetwa-

rzajacych - neuronéw.

e Budowa neuronu: dendryty i akson w wezle sieci biologicznej odpowiadaja wielu wej-

Sciom i wyjsciu sztucznego neuronu.
e Mozliwos$¢ odbierania i przetwarzania wielu sygnatéw jednoczesnie.

e Sygnal wyjSciowy - jest generowany na podstawie wartosci sumy wazonej sygnaléw

wejsciowych, moze zostaé przekazany dalej wielu wezlom sieci.

o Wiasciwosci synapsy: sygnaly wejsciowe sa modyfikowane poprzez nadanie wag odpo-

wiednim synapsom neuronu, wagi te ulegaja zmianie wraz z doswiadczeniem.



e Dziatanie neuroprzekaznikéw: pobudzajace lub hamujace.

Cho¢ model sztucznego neuronu powstal w oparciu o neuron biologiczny, a pomiedzy
sztucznymi i naturalnymi sieciami neuronowymi zauwazy¢ mozna wiele analogii, to sieci wy-
korzystywane w zadaniach inteligencji obliczeniowej nie sa w stanie nasladowaé skomplikowa-
nych funkcji sieci naturalnych. Model sztucznych sieci jest zbyt prosty by odtworzy¢ ztozona
strukture i dzialanie sieci stworzonych przez przyrode. Pomimo niemoznosci wymodelowania
”syntetycznego mozgu”, sztuczne sieci neuronowe wykorzystywane sg w wielu dziedzinach.
W nastepnym podrozdziale wymieniono niektére najwazniejsze przyktady zastosowan takich

sieci.

1.1.2 Przyklady zastosowan sieci neuronowych

Sieci neuronowe maja wiele zastosowan, jednym z najbardziej przydatnych jest klasyfika-
cja. Prawidlowa segregacja zlozonych wielowymiarowych danych czesto jest zadaniem prze-
kraczajacym mozliwosci cztowieka, podczas gdy sztuczne sieci neuronowe radza sobie z tym
calkiem dobrze. Innymi odpowiednimi dla sieci zadaniami sa: przetwarzanie sygnaléw, aprok-
symacja, modelowanie matematyczne. Sztuczne sieci neuronowe moga znalezé¢ zastosowanie
w kazdej dziedzinie, w ktérej potrzebne jest rozwiazanie ktérego$ z powyzszych zagadnien.

Sieci wykorzystuje sie zaréwno w biznesie, przemyéle jak i nauce. Znakomicie sprawdza-
ja sie w przetwarzaniu i analizie réznego rodzaju danych: fizycznych, geologicznych czy tez
medycznych, czesto sa jednym ze sktadnikéw systemow ekspertowych. W medycynie moga
stuzy¢ na przyktad jako pomoc przy stawianiu diagnoz. Takze ekonomia korzysta z mozliwosci
sieci neuronowych w zagadnieniach takich jak modelowanie i prognoza zjawisk ekonomicz-
nych. Za pomoca sieci bada si¢ na przykitad zachowania gieldy i rynkéw, podejmowane sa
proby badania zaleznosci prowadzacych do upadku przedsigbiorstw [16]. Kolejna dziedzina,
w ktérej mozna wykorzystaé sztuczne sieci, jest astronomia. Sieci wykorzystywane mogg by¢
miedzy innymi do klasyfikacji galaktyk i w rozpoznawaniu typéw widmowych gwiazd. Wiecej
o wykorzystaniu sztucznych sieci neuronowych w astronomii mozna przeczytaé¢ na przyktad
w [19],[17],[3].

Powyzsze przykltady stanowia jedynie niewielka cze$é¢ catego spektrum probleméw przy

rozwigzywaniu ktorych znajduja zastosowanie sztuczne sieci neuronowe.

1.2 Cel pracy

Niniejsza praca zajmuje si¢ wielowarstwowymi jednokierunkowymi sieciami neuronowy-
mi. Jej celem jest zbadanie dzialania i mozliwosci wynikajacych z zamiany funkcji aktywacji
w takich sieciach ze standardowej na aktywacje oparta o funkcje odlegtosci, implementacja

tak zmodyfikowanej sieci i poréwnanie jej dziatania ze zwykla siecia wielowarstwows.



Poniewaz sieci w niniejszej pracy testowane sa poprzez poréwnanie jakosci dokonywanych
przez nie klasyfikacji, w drugim rozdziale oméwiono zagadnienie klasyfikacji oraz sposoby po-
rownywania btedéw klasyfikacji.

W nastepnej czesci pracy przedstawiono podstawowe pojecia zwigzane z sieciami wielo-
warstwowymi. Opisano: budowe neuronu, architekture sieci oraz proces nauki.

Rozdzial czwarty przedstawia podstawowy podzial funkcji wyjécia i aktywacji wykorzy-
stywanych w sieciach neuronowych oraz wprowadza termin nieeuklidesowych sieci neurono-
wych, jako szczegdlnego rodzaju sieci wykorzystujacych funkcje oparte na odleglosci (sieci
D-MLP). Dalsza czes$¢ rozdziatlu prezentuje pokrétce ksztalty obszaréw decyzyjnych mozli-
wych do wygenerowania przez sieci D-MLP.

W kolejnym rozdziale oméwiono szczegdly implementacji sieci, miedzy innymi przedsta-
wiono wykorzystane funkcje transferu, podano sposoby wstepnego przetwarzania danych.

Czesc¢ szosta prezentuje wyniki dziatania nieeuklidesowej sieci neuronowej dla kilku zbio-
row danych. Wyniki te poréwnano z analogicznymi rezultatami dla zwyktych sieci wielowar-
stwowych. W rozdziale podane sg opisy zbioréw danych, tabelki poréwnawcze bledéw oraz
przyktadowe granice decyzji.

Rozdzial ostatni zamyka i podsumowuje prace.



Rozdziat 2

Zagadnienie klasyfikacji

2.1 Podstawowe pojecia

Pod pojeciem klasyfikacji mozna rozumieé¢ zagadnienie przydzielania obiektéw do pew-
nych grup na podstawie ustalonych kryteriéw. Poszczegdlne dane poddawane klasyfikacji
nazywa sie obrazami lub obiektami. Sg one wektorami w wielowymiarowej przestrzeni cech
(atrybutéw), okreslajacych wladciwosci obiektu. Do danego obiektu na podstawie jego atry-
butow moze zostaé przypisana etykieta okreélajaca klase. Klasa jest zbiorem wektoréw o
podobnych wlasciwosciach. Elementy jednej klasy moga sie miedzy soba réznié, jednak wta-
snosci na podstawie ktorych dokonuje sie klasyfikacji powinny by¢ podobne w obrebie elemen-
tow tej samej klasy. Systemem klasyfikujacym nazywa sie pewien model teoretyczny, ktorego

zadaniem jest odnalezienie jak najlepszego odwzorowania z wektora danych x na klase c.

Zadaniem klasyfikatorow jest wiec przydzielenie punktéw do odpowiednich klas. Zazwy-
czaj klasyfikator ma do dyspozycji dwa zbiory danych: pierwszy, z informacja do ktérej z
klas naleza poszczegdlne wektory, tzw. zbiér treningowy oraz drugi, zawierajacy nieprzypi-
sane wektory, nazywany zbiorem testowym. Na podstawie informacji uzyskanych ze zbioru
uczacego, klasyfikator dokonuje przypisania obiektéw ze zbioru testowego do istniejacych
klas. Proces, podczas ktorego model klasyfikacyjny wykorzystuje informacje zawarte w zbio-
rze treningowym i na tej podstawie modyfikuje pewne swoje parametry tak, aby jak najlepiej
klasyfikowaé dane, nazywa sie nauka z nadzorem lub nauka z nauczycielem. Nalezy jeszcze
wspomnieé o klasteryzacji, rozwazanej jako klasyfikacja bez nadzoru. O klasteryzacji mozna
mowié, gdy istnieje probka niepogrupowanych danych i nie ma informacji o klasach na jakie
moglyby one zostaé podzielone. Zadaniem klasyfikatora jest wtedy wyodrebnienie klas na
jakie mozna podzieli¢ te obiekty. W niniejszej pracy pojawi si¢ jedynie pierwszy rodzaj kla-
syfikacji, a jako model klasyfikujacy zostang wykorzystane modele sieci neuronowych: MLP
i DMLP.



2.2 Generalizacja

Bardzo waznym i pozadanym przymiotem systemoéw klasyfikacyjnych jest zdolnosé do
generalizacji. Generalizacja to umiejetno$é formutowania ogélnych prawidtowosci na podsta-
wie przeanalizowanych przyktadéw. Podczas nauki system moze zbytnio ”dopasowaé sie” do
danych treningowych, co czesto skutkuje niewystarczajaco dobrym rozpoznawaniem klas w
zbiorze testujacym. Klasyfikator z dobra generalizacja potrafi zaklasyfikowaé nie tylko obiek-
ty ze zbioru treningowego, ale takze, korzystajac z informacji zdobytych podczas treningu,
jest w stanie z zadowalajaca dokladnoscig zaklasyfikowaé dane nie uczestniczace w procesie

uczenia.

2.3 Granice decyzji

Wektor danych x; o atrybutach [z;1...24,] opisuje punkt w n-wymiarowe] przestrzeni cech.
System klasyfikujacy dokonuje mapowania wektora x; na odpowiadajaca mu klase ¢;, wybie-
rajac jedna ze zbioru mozliwych klas {c;...c;}. Klasyfikator okresla zbiér prawdopodobienstw
”a posteriori”: P (¢;|x;) j = 1...d, dla wektora x; . Prawdopodobienstwo ”a posteriori” P (c;|x;)
oznacza prawdopodobienstwo przynaleznosci wektora x; o okreslonych atrybutach [x;1...24,],
do klasy c¢;j. W idealnym przypadku jedno z prawdopodobienistw réwne jest jednosci, reszta
przyjmuje wartos¢ zerowa. Najczesciej jednak rozktady danych w przestrzeni cech dla r6znych
klas sa takie, ze dla danego wektora prawdopodobienstwa ”a posteriori” przynaleznosci do
roznych klas przyjmuja wartosci niezerowe. Optymalny klasyfikator przypisuje wtedy obiekt
klasie, dla ktérej prawdopodobienistwo ”a posteriori” dla obiektu jest najwieksze. Prawdopo-
dobienstwo przynaleznoéci obiektu do klasy realizowane jest w klasyfikatorach poprzez pewne
funkcje nazywane funkcjami dyskryminacyjnymi f;(x), I = 1,2...d . Mozna zapisaé, ze klasyfi-
kator przydzieli obiekt x; do klasy ¢; jesli fj(xi) > fr(xi) dla j,k=1,2..dij # k.

Obszarem decyzyjnym klasy c; nazywa si¢ taki fragment przestrzeni cech, dla ktérego
kazdy polozony wewnatrz niego obiekt x; przynalezy do klasy c¢j. Obszary decyzyjne oddzie-
lone sa od siebie hiperpowierzchniami zwanymi granicami decyzyjnymi. Granica pomiedzy
obszarami decyzyjnymi klas ¢, i ¢, lezy na powierzchni, ktorej punkty z rownym prawdopo-

dobienstwem naleza do klas ¢, i ¢,. Réwnanie takiej granicy decyzyjnej ma postac:

fm(x) = fu(x) =0 (2.1)

2.4 Jakosé klasyfikacji

2.4.1 Miara btedu

Celem procesu klasyfikacji jest jak najdokladniejsze przydzielenie danych obiektéw do

odpowiednich klas. Jako miernik poprawnosci dokonanej klasyfikacji stosuje sie¢ zazwyczaj



wspdlezynnik bedacy stosunkiem ilosci poprawnie sklasyfikowanych punktow do ogdlnej licz-
by wektoréow danego zbioru:
N,
p=-2 2.2
K (22)
Wspodlezynnik btedu liczony jest jako stosunek liczby blednie zaklasyfikowanych danych
do ilo$ci wszystkich obiektéw w zbiorze:

B
N

(2.3)

2.4.2 Poréwnywanie i ocena modeli klasyfikujacych

Czesto zachodzi potrzeba poréwnania i oceny réznych systemow klasyfikacji. Powszech-
nym sposobem komparacji takich systeméw jest zestawianie i ocena btedow popekianych
przez nie podczas procedury klasyfikacji danych. Pamieta¢ przy tym trzeba, ze poréwnywanie
jakichkolwiek klasyfikatoréw ma sens jedynie gdy poréwnuje sie ich dziatanie na okreslonych
rozktadach danych. Dany model dla pewnego problemu moze dawaé znakomite rezultaty,
podczas gdy dla innych zagadnien bedzie zawodzil. Poniewaz wazna i pozadana cechg modeli
klasyfikacyjnych jest, opisywana wczeéniej zdolnoéé do generalizacji, ich testowanie powin-
no odbywa¢ sie na danych, ktére nie uczestniczyly w procesie nauki. Istnieje mozliwosé, ze
podczas treningu system zostanie ”przeuczony” i, pomimo ze bardzo dobrze rozpozna klasy
punktéw w zbiorze na ktérym sie uczyl, to generalizacja bedzie niewystarczajaca. Zasto-
sowanie oddzielnych zbioréw do nauki i testowania, pozwala oceni¢ model klasyfikacyjny
pod wzgledem zdolnosci do generalizacji. Innym niebezpieczenstwem moze by¢, np. nikta
reprezentatywnosé zbioru treningowego w stosunku do ogélnego problemu. Blad otrzymany
podczas testowania modelu zalezy zaréwno od wlasciwosci danego modelu, jak tez od wad
zbioru uczacego. Dobrze jest wiec wykonaé testy modelu na wielu podziatach i jako miernik
jakosci modelu uznaé, np. rednig po wszystkich bledach. Wielokrotne testowanie jest zale-
cane takze w przypadku, gdy sam proces nauki moze zalezeé¢ od jakichs losowych czynnikéw.
Na przyktad w standardowym algorytmie propagacji wstecznej w sieci neuronowej, dla ktorej
wagi inicjalizowane sg losowo, funkcja kosztu podczas nauki niekoniecznie musi zmierzaé¢ do
globalnego minimum. Przy takich samych pozostalych parametrach sieci, rézna inicjalizacja
wag moze znacznie wpltywaé na koncowy wynik nauki, a wiec takze na wielkos¢ popelnianego
przez sie¢ bledu.

Istnieje wiele metod pomocnych w okreslaniu jakoéci dziatania klasyfikatoréw. Czesé z

nich zostanie wymieniona i krétko scharakteryzowana w dalszej czesci podrozdziatu [18],[2].

Prosty test Czasami do klasyfikacji dostaje sie zbiér danych, ktéry zostal juz wczesniej
podzielony na cze$¢ testowa i treningowa. Wystarczy wtedy wykorzysta¢ podzbiér trenin-

gowy do nauki, a test przeprowadzi¢ na przeznaczonej do tego czesci danych. Dla lepszego
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oszacowania poprawnosci klasyfikacji dobrze jest powtérzyé nauke i testy wielokrotnie, a btad

policzy¢ jako érednia.

Kroswalidacja Kroswalidacja, zwana jest takze sprawdzianem krzyzowym lub walidacja
krzyzowa. Zbiér danych dzieli sie¢ na m rozlacznych, mozliwie réwnych podzbioréw. Kazdy z
nich staje sie zbiorem testowym dla klasyfikatora trenowanego na zbiorze uczacym, ztozonym
z m—1 pozostalych czeéci. Blad modelu okresla sie liczac srednia btedéw z tych m probek. Im
wieksze m, tym lepiej oszacowaé¢ mozna jakos¢ klasyfikatora, ale jednoczesnie zbiory testowe

staja sie coraz mniejsze.

Leave-one-out Szczegdlnym przypadkiem kroswalidacji jest tzw. ”leave-one-out”, sytuacja
gdy m réowne jest liczbie wektoréw danych N. Dostaje sie wowczas N zbioréw treningowych
zawierajacych N — 1 obiektéw i IV probek testujacych, kazdg sktadajaca sie tylko z jednego

wektora. Leave-one-out stosuje sie zazwyczaj do zestawéw danych o malej liczbie obrazéw.

Kroswalidacja stratyfikowana Kroswalidacjg stratyfikowana nazywa sie kroswalidacje,
w ktorej podczas podziatu proporcje liczebnoéci wektoréw nalezacych do poszczegdlnych klas
w oryginalnym zbiorze sg zachowane w kazdej probce. Jest to szczegblnie wazne w sytuacji
gdy w opracowywanym zestawie istnieja znaczne dysproporcje w liczebnosci poszczegdlnych

klas. Stratyfikacji z oczywistych wzgledow nie stosuje w leave-one-out.

11



Rozdziat 3

Sieci MLP

Sie¢ MLP (Multi Layer Perceptron) to wielowarstwowa, jednokierunkowa sie¢ neuronowa.

W dalszej czedci pracy poprzez termin sie¢ neuronowa bedzie rozumiana sie¢ MLP.

3.1 Neuron

Podstawowymi elementami z ktorych sktada sie sie¢ neuronowa sg neurony. Ponizej przed-
stawiono zaproponowany przez McCulloch’a i Pitts’a matematyczny model budowy i dziata-

nia sztucznego neuronu.

net —» f(net)]—»

Rysunek 3.1: Model sztucznego neuronu

Do "ciala” neuronu dochodzi wiele wej$¢ (x). Dane wchodzace na wejscia, mnozone sa
przez wspolczynniki skalujace ich warto$é - wagi (w). Wagi sa parametrami adaptacyjnymi
sieci, stanowia analogie do czulosci biologicznego neuronu na impulsy pochodzace z poszcze-

gélnych wejsé. Iloczyny wag i sygnaléw wejsciowych sa sumowane i tworza sygnal pobudza-

12



jacy oznaczony jako net:
N
net = Zwi - T (3.1)
i=0

Gdzie N okresla liczbe wejé¢ neuronu, uzalezniong od wymiaru wektora danych wejéciowych.

Do aktywacji neuronu czesto dodaje sie tzw. prog , nazywany tez biasem, oznaczony jako
0. Mozna go poréwnaé do potencjalu pobudzenia neuronu biologicznego. Po uwzglednieniu

biasu pobudzenie ma postac:
N

net = Z w; - T; + 60 (3.2)

i=0
Bias mozna zrealizowa¢ dodajac do neuronu jeszcze jedno wejécie i ustalajac wartoéé sygnatu
wchodzacego na to wejscie na 1, wtedy pobudzenie ma znéw postaé¢ (3.1). W ciele neuronu
pobudzenie net jest przetwarzane, dajac w rezultacie sygnal wyjsciowy. Do przetwarzania

net wykorzystywana jest pewna funkcja, zwana funkcja wyjscia:

y = f(net) (3.3)

W najprostszym przypadku funkcja ta moze by¢ tozsamosciowa i dawaé jak owynik aktywacje

net, czesciej jednak wykorzystywane sg bardziej skomplikowane funkcje.

3.2 Funkcje wyjscia

Funkcja wyjscia to funkcja okreslajaca zaleznos¢ miedzy pobudzeniem neuronu net, a jego
wyjsciem y. W klasycznym modelu perceptronu McCullocha i Pittsa wykorzystywana byta

funkcja skokowa w postaci:

1
ety =4
0, gdy net <0

gdy net > 0 (3.4)

Obecnie jako funkcje wyjécia stosowane sa najczesciej funkcje ciggle, przyjmujace wartosci
posrednie z zakresu [0, 1]. Przewaga tych funkcji nad (3.4) jest miedzy innymi ich rézniczko-
walnoéé, umozliwiajaca wykorzystanie algorytmoéw gradientowych w nauce sieci. Typowym
ksztaltem takiej funkcji jest sigmoida, a klasycznym przykitadem - sigmoidalna funkcja uni-
polarna zwana tez funkcja logistyczna. Jej wzér (5.5) oraz wykres ( Rys. 5.1) znajduja sie w
dalszej czeéci opracowania, w podrozdziale po$wieconym wykorzystanym w pracy funkcjom
transferu. Liczone od aktywacji (3.1) funkcje typu sigmoidalnego uzywane w sieciach MLP
zaliczane sa do tzw. funkcji nielokalnych. Taka pojedyncza funkcja dzieli przestrzen danych
wejéciowych na dwa nieskonczone obszary.

Funkcje transferu uzywane w sieciach MLP, stanowig rodzaj omawianych wczeéniej funk-
¢ji dyskryminacyjnych. Ciagle sigmoidy dziela przestrzen wejsciowa na obszary o okreslonym
stopniu przynaleznosci do danej klasy, binarne funkcje progowe dziela przestrzen kategorycz-

nie, na cze$¢ nalezaca lub nie do danej klasy, bez stopniowania przynaleznosci.
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3.3 Warstwy sieci neuronowej

Rysunek 3.2: Schemat sieci neuronowej: warstwa wejéciowa reprezentujaca wektor danych, 2

warstwy ukryte i jeden neuron jako warstwa wyjsSciowa.

3.3.1 Budowa sieci

Architektura sieci okreslona jest poprzez liczbe i sposéb potaczenia sktadajacych sie na
nig neuronéw. Najprostszym i szczegdlnym przyktadem sieci neuronowej jest sie¢ utworzona z
pojedynczego neuronu. Taka "sie¢ 7, jest w stanie poradzi¢ sobie z przydzieleniem danych do
dwoch liniowo separowalnych klas, nie nadaje sie jednak do rozwigzywania bardziej ztozonych
zagadnien. Wieksze mozliwosci daja sieci wielowarstwowe, gdzie wyjscia neuronéw jednej
warstwy polaczone sg z wejsciami neuronéw warstwy nastepnej. Kazdy z neuronéw danej
warstwy ma ten sam wektor danych wejSciowych. Wagi sa indywidualne dla pojedynczego
neuronu. Neurony nalezace do jednej warstwy nie sg ze soba potaczone.

Zazwycza] rozroznia sie warstwy :

o Wejsciows - warstwa ta nie wykonuje obliczen, a jedynie dostarcza sygnaly pierwszej

warstwie ukrytej.

e Wewnetrzng - moze zawiera¢ jedna lub wiecej warstw ukrytych, o réznej iloéci neuro-

néw, wszystko zalezy od ztozonosci rozwazanego problemu.

e Zewnetrzng - tworzy wyjscie sieci. Zazwyczaj ilo$¢ neurondéw tej warstwy odpowiada
ilosci klas rozpoznawanych w danym zadaniu: kazdy neuron odpowiada jednej klasie

danych.
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3.3.2 Ksztalty obszaréw decyzyjnych realizowane przez MLP

Sie¢ sktadajaca sie z jednego neuronu tworzy hiperptaszczyzne dzielaca przestrzen na 2
czesci (Rys.4.8 ). Dodawanie do sieci nowych warstw zwieksza zakres odwzorowan, ktore sie¢
jest w stanie zrealizowa¢. Neurony pierwszej warstwy ukrytej dzielg przestrzen wejsciows na
pewne proste podprzestrzenie, kolejne warstwy tworza bardziej skomplikowane fragmenty,
w koncu warstwa zewnetrzna konstruuje finalne obszary decyzyjne sieci. W zasadzie sie¢ z
dwoma warstwami ukrytymi, o odpowiednio wysokiej liczbie neuronéw jest w stanie wyge-
nerowaé obszary decyzyjne o dowolnym ksztalcie. Na rysunkach Rys. 3.4 i Rys. 4.10 mozna

zobaczy¢ przykladowe obszary decyzyjne realizowane przez sie¢ z jedna warstwa ukryta:

Rysunek 3.3: Obszar decyzyjny realizowany przez jeden neuron.

Rysunek 3.4: Przykladowy obszar decyzyjny dla sieci skladajacej sie z dwoch neuronéw i

wyjscia.
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Rysunek 3.5: Obszar decyzyjny mozliwy do zrealizowania przez sie¢ sktadajaca sie z czterech

neuronéw w warstwie ukrytej oraz wyjscia.

3.4 Uczenie sieci neuronowych

Nauka sieci polega na minimalizacji funkcji kosztu (zwanej dalej takze funkcja btedu). Mi-
nimalizacja ta jest realizowana poprzez odpowiednie modyfikacje wag neuronéw. W zaleznosci
od wymagan, mozna uzywac roznych funkcji btedu. Powszechnie stosowang i wykorzystana w
niniejszej pracy funkcjg kosztu, jest funkcja sumujaca kwadraty réznic pomiedzy wartosciami
wyjsciowymi obliczonymi przez sie¢, a wartosciami wzorcowymi. Podczas uczenia, w kazdej
iteracji redukowana jest funkcja btedu dla kolejnych, poszczegdlnych obrazéw wejsciowych.

Y.aczny blad dla calego zbioru danych uczacych, dla jednej epoki mozna przedstawié jako:

E= 03 () — i)’ (3.5)

Gdzie n jest liczba wektoréw wejsciowych uczacych sie¢, m liczba wyjsé sieci, y;(x;) oznacza
odpowiedZ obliczong przez sie¢ na j-tym wyjsciu od wektora wejSciowego x;, natomiast dj;
to oczekiwana odpowiedz neuronu. Do nauki sieci najczedciej wykorzystywane sg rézne pro-
cedury oparte na metodach gradientowych. Podstawowa metoda nauki dla MLP jest metoda

propagacji wstecznej btedu.

3.5 Metoda propagacji wstecznej btedu

Metoda wstecznej propagacji btedu zaliczana jest do metod gradientowych. Minimaliza-
cja funkcji bledu wiaze sie z liczeniem gradientéw po parametrach adaptacyjnych (wagach) i
zmianie wag w kierunku przeciwnym do obliczonego gradientu. Obliczanie gradientu wymaga,
aby funkcja bledu, a co za tym idzie takze funkcje transferu dla neuronéw byty rézniczko-

walne.
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3.5.1 Regula delta

Ponizej wyjasniono sposéb nauki oparty o tzw. regute delta dla sieci jednowarstwowej.
Wagi w procesie uczenia modyfikowane sg iteracyjnie. Wzér na wspélczynnik o jaki dokonuje

sie korekcja wag ma postac:

AWi =Y El(wi) (36)

Gdzie n to wspdlczynnik uczenia - parametr dobierany w zaleznosci od problemu, E; to
blad jednego (I-tego) obrazu wejsciowego, w; to wektor wag dla i-tego neuronu. Rozpisujac
k-ta sktadowa gradientu i uwzgledniajac to, ze btad zalezy od wag poprzez aktywacje, mozna

dojs¢ do ponizszego wzoru:

Ok,  OE; Onet;
c?wik - Bneti 8wik

(3.7)

Gdzie w;, jest waga k-tego wejécia, i-tego neuronu w danej warstwie, a net; to aktywacja
i-tego neuronu. Blad jest zalezny od aktywacji poprzez funkcje transferu. Rozwijajac pierwsza

czesé prawej strony wzoru (3.7), dostaje sie wyrazenie okreslane jako §:

_ 0E
~ Onet;

0
onet;

—0y

= % (fui — di)* = (fu — dis) ' (net;) (3.8)

Indeks [ przy di; i fi;; ma podkreslaé, ze sa to wartosci dla l-tego obrazu wejsciowego.
f'(net;) oznacza pochodng funkcji transferu po pobudzeniu i-tego neuronu. Nie jest to za-
znaczone wprost, ale oczywiscie pobudzenie jest w tym wypadku liczone od wartosci l-tego
obrazu. Drugi czlon prawej strony réwnania (3.7) réwny jest wartosci k-tej sktadowej wektora

wejéciowego:

Onet;

awik T (3.9)

Podsumowujac: wzér na korekcje k-tej wagi, i-tego neuronu, w j-tym kroku, dla jednego

wektora wejéciowego, w jednej warstwie mozna zapisaé:

wi ™ = wl) — 0 (fi - di) f (neti)ay (3.10)

Powyzszy przyklad mozna tatwo uogdlni¢ dla bardziej rozbudowanej sieci. Na regule
delta bazuje, majacy zastosowanie dla sieci wielowarstwowych, algorytm propagacji wstecznej
btedu.
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3.5.2 Algorytm propagacji wstecznej btedu

Wzory dla sieci wielowarstwowej sa analogiczne do wzoréw dla sieci jednowarstwowej.
Roéznica polega na tym, ze funkcja btedu liczona jest tylko dla ostatniej warstwy, gdyz wzor-
cowe warto$ci sygnatu znane sg tylko dla wyjscia sieci, nie za$ dla wyj$¢ poszczegdlnych
warstw wewnetrznych. Nazwa propagacja wsteczna bledu oznacza, ze do obliczenia btedu (w
sensie 0) danej warstwy trzeba najpierw okresli¢ blad warstwy, ktéra znajduje sie przed nia.
Czyli najpierw liczy sie warto$ci na wyjsciu sieci, a na ich podstawie okresla bledy warstw
wcezesniejszych cofajac sie az do warstwy wejsSciowe;.

Niech 51(8) oznacza sygnal delty dla i-tego neuronu s-tej warstwy, a cala sie¢ konczy sie na
warstwie o numerze s+1, wzory sa odpowiednie dla jednego, danego wektora wejsciowego(w

poprzedniej sekcji zaznaczal to indeks ;, teraz dla czytelnosci pominiety ):

s _ OB _ OE off _ OE

%

f(net;) (3.11)

- 8neti - 8]’1(5) 6neti - afz(S)

fi(s) okresla warto$¢ wyjscia i-tego neuronu s-tej warstwy i jest tym samym jedna ze

skladowych wektora wejscia £(®) dla warstwy s+1.

Rozwijajac (3.11) dalej dostaje sie:

©) f: [f(sﬂ) (”etj(f(s))> - djr = (3.12)

Delta uzywana do obliczania poprawki dla warstwy s wykorzystuje delte liczona w war-
stwie s+1, tak samo delta dla warstwy s-1 korzysta z delty warstwy s itd. Ostatecznie delta
dla i-tego neuronu warstwy s wynosi:

m
51-(5) = f'(net;) > §lst st (3.13)

Ji
J=0

Zmiana wagi k-tego wejscia i-tego neuronu:
Awl) = —nf sl (3.14)

Algorytm nauki polega na iteracyjnym poprawianiu wag dla neuronéw sieci przy pomocy
powyzszych wzoréw. W jednej iteracji do nauki wykorzystywane sa wszystkie obrazy zbioru
uczacego. Dobrze jest gdy wektory danych podawane sa na wejscie w kolejnosci losowej. Po
wykonanej iteracji mozna obliczy¢ blad calo$ciowy ze wzoru (3.5).

Istnieja rézne kryteria okreslajace moment zakonczenia nauki sieci, np.:
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e Nauka jest przerywana, gdy wartosé funkcji kosztu dla zbioru uczacego osiagnie wartosé

mniejsza od wczesniej zadanego parametru: |E| < e

e Nauka jest przerywana gdy zmiana cato$ciowej funkcji btedu jest mniejsza od zadanego

parametru: [AE| < e

e Nauka jest przerywana gdy spada zdolno$¢ sieci do generalizacji. Mozna wydzieli¢ ze
zbioru testowego podzbior walidacyjny i sprawdza¢ na nim blad klasyfikacji podczas
nauki. Trening przerywa sie w momencie gdy wraz ze spadkiem funkcji kosztu btad
zbioru walidacyjnego zaczyna rosnaé. Strategia ta ma zapobiec zbytniemu przeuczeniu

sieci.
e Nauke przerywa sie po okreslonej liczbie epok.

Wadami metody wstecznej propagacji btedu sg miedzy innymi wolna zbieznos¢ oraz moz-

liwos$¢ utykania na minimach lokalnych.
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Rozdziat 4

DMLP 1 Nieeuklidesowe sieci

neuronowe

Poza aktywacja w formie iloczynu skalarnego wektora wag i wejécia omdéwiong w po-
przednim rozdziale, w sieciach wielowarstwowych mozna stosowaé aktywacje oparta o miare
odleglosci. Aktywacja taka uzywana jest miedzy innymi w sieciach z radialnymi funkcja-
mi bazowymi (sieci RBF wykorzystujace jako aktywacje odleglo$é od centrum funkcji ba-
zowej). Sieci MLP, uzywajace jako pobudzenia funkcji opartej o odlegloéé, nazwaé mozna
D-MLP (Distance-based MLP)[8]. Sieci D-MLP w ktérych wykorzystana zostala miara od-
legtosci inna niz euklidesowa nosza miano nieeuklidesowych sieci MLP. Zastapienie wazonej
aktywacji funkcja bazujaca na odleglosci, powoduje znaczng zmiane ksztaltow obszarow de-

cyzyjnych wyznaczanych przez siec.

4.1 Formy aktywacji neuronu

Realizacja skomplikowanych obszaréw decyzyjnych moze by¢ osiagnieta poprzez rozbudo-
wywanie architektury sieci: dodanie kolejnej warstwy ukrytej i zwiekszanie iloéci neuronéw.
Wiaze sie to jednak ze zwiekszeniem zlozonosci sieci. Alternatywnym podejsciem moze by¢é
stosowanie odpowiednich funkcji transferu, pozwalajacych uzyskaé¢ obszary decyzyjne podob-
ne do realizowanych przez standardowe sieci MLP, przy jednoczeénie do$é¢ prostej budowie
samej sieci. Ponizej krétko przedstawiono rézne rodzaje funkcji wyjscia i aktywacji oraz omo-
wiono ich wpltyw na realizowane przez neuron granice decyzji. W podrozdziale tym korzystano

gléwnie z prac: [10],[11].

4.1.1 Rodzaje aktywacji

Mozna wyr6znié trzy podstawowe rodzaje aktywacji:

e Standardowa aktywacja bedaca iloczynem skalarnym okreslona réwnaniem: (3.1) lub
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réwnowaznie wzorem: I(x; w) oc w’ X.

e Aktywacja oparta o funkcje odlegloéci: D(x;w) o ||x — w||, okreslajaca stopien po-
dobiefistwa pomiedzy x a prototypowym wektorem w. Jako D(x;w) moze by¢ wzieta
dowolna funkcja odlegloéci np. Minkowskiego, Czebyszewa, Mahalanobiusa. Dla da-
nych symbolicznych mozliwe jest uzycie normy probabilistycznej np. Modified Value

Difference Metric (MVDM).
o Kombinacja dwoch typow aktywacji, majaca ogdlna forme:

A(x;w,t) o< awx + B||x — t||.

4.1.2 Funkcje wyjscia

Funkcje wyjscia mozna podzieli¢ na dwie podstawowe grupy: skokowe (np. (3.4) ) i ciagle.

Wiéréd funkceji ciagtych wyrédznia si¢ nastepujace trzy rodziny:
e Funkcje sigmoidalne.
e Funkcje zlokalizowane wokot pojedynczego centrum, np. funkcje RBF.
e Funkcje posiadajace kilka punktow centralnych.

Wiasciwy dobdr funkeji wyjscia i aktywacji prowadzi do utworzenia funkcji transferu po-
zwalajacej na wydzielenie przez sie¢ odpowiedniego obszaru decyzyjnego. W tej czesci pracy
przedstawiona zostanie kombinacja sigmoidalnych funkcji wyjscia z aktywacja wykorzystuja-

ca funkcje odleglosci. Pelny podzial i opis funkeji transferu mozna znalezé w [10].

4.2 DMLP

W niniejszym rozdziale szerzej omowione zostana wiasciwosci sieci z funkcja transferu
powstala z polaczenia aktywacji opartej na odlegloéci oraz sigmoidalnej nielokalnej funkcji
wyjscia. Funkcje aktywacji neuronu z postaci (3.1) da sie przeksztalci¢ tak, aby stala sie
funkcja zawierajaca odleglo$é [9] :

2 2 2
wx = 0.5 (w2 + [[x]|? = [[w - x| (4.1)

Drugim mozliwym przeksztalceniem jest:

w - x =025 (|lw + x| = [|w — x|?) (4.2)
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Uogoblniajac, funkcje wyjscia liczy¢ mozna od aktywacji w postaci:
net' = dy — D(w,x) (4.3)

Gdzie dyp ma warto$é¢ ustalona (np. dla dy = ||w||? + ||x||? jeéli wektory x i w maja okreslona
stala norme), badz jest parametrem adaptacyjnym (zawierajacym bias), a D(w, x) to funkcja

odlegtosci. Jako funkcje odleglodci najprosciej jest przyja¢ dowolna norme Minkowskiego:

1
N v
DM(W,X,O&,"}’) = <Z|wl _mi|a> (44)
=1

Dla o = v = 2 dostaje sie norme euklidesows. Zmiana parametréw « i vy pozwala uzyskac
inne rodzaje normy Minkowskiego. Poza metryka Minkowskiego mozliwe jest wykorzystanie
innych funkcji odlegtosci.

Implementacje nieeuklidesowej sieci MLP mozna wykona¢ na dwa sposoby. Prezentowana w
niniejszej pracy metoda polega na zastapieniu aktywacji net poprzez net’ i wymusza pewna
modyfikacje w algorytmie nauki:

Wzér na korekcje k-tej wagi i-tego neuronu (3.10) przyjmuje postac:

W = W] — (i - di) f(net]) St (4.5)

(2

Algorytm propagacji wstecznej btedu zaktada istnienie pochodnej funkcji aktywacji, a co
za tym idzie w D-MLP musi istnie¢ pochodna funkcji odleglosci. Jest to spetnione dla miary

Minkowskiego. Bez problemu da sie dla niej wyznaczy¢ gradient:

1

0Dy (W, x,a,y) 1 N T _1 0wk, — xg)
_ - 2| N . L 4.6
Dy S ; lw; — i alwg — T D (4.6)

Mozliwe jest tez zaimplementowanie nieeuklidesowej sieci MLP bez zmian w algorytmie
nauki, a tylko poprzez odpowiednig, transformacje danych wejsciowych. Metode ta opisano w

artykule [9]. Zostanie ona pobieznie oméwiona w nastepnej sekcji.

4.3 Implementacja nieeuklidesowych sieci neuronowych przez

renormalizacje

Zaklada sie stala norme wektoréw wejsciowych x. Aby ustalenie stalej normy nie laczyto
sie ze strata informacji wymagane jest dodanie jednej lub wiecej cech do wektoréw wej-
$ciowych. Dodatkowa skladowa wektora danych moze byé¢ warto$é zp = /R? — [|x]|? gdzie
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R > maxx||x|| . Powyzsze dzialania skutkuja umieszczeniem danych na sferze o promieniu
R. Wektor w postaci: (x,zr) moze zosta¢ znormalizowany do ||(x,zg)||p = 1 przy uzyciu
norm opartych o rézne funkcje odleglosci, np. odpowiedniej normy Minkowskiego. Bardziej

szczegblowe opracowanie, wraz z przykladem zastosowania w [9].

4.4 Obszary decyzyjne generowane przez sieci D-MLP

Zastapienie aktywacji w funkcji wyjscia z postaci (3.1) na (4.3), powoduje zmiane ksztal-
tu realizowanych przez taka funkcje obszaréw decyzyjnych. Zamkniety obszar decyzyjny do
ktérego wyznaczenia w sieci MLP musiatyby byé¢ wykorzystane co najmniej trzy neurony war-
stwy ukrytej i jeden neuron wyjscia, w sieciach D-MLP moze by¢ zrealizowany za pomoca

zaledwie jednego neuronu.

4.4.1 Ksztalty generowane przez norme Minkowskiego

Na rysunkach: 4.1, 4.2, 4.3, 4.4 przedstawiono wykresy funkcji sigmoidalnej liczonej od
aktywacji opartej o norme Minkowskiego dla réznych parametréw ~v i o, z warunkiem a = « i
dla ustalonego dy. W zaleznosci od wartosci a powierzchnie decyzyjne moga przyjmowac rézne
ksztalty: od hypocykloidy dla o € (0,1) , ktéra przy przejsciu do o = 1 daje réwnoleglobok,
poprzez okrag dla o = 2, przeksztalcajacy sie w prostokat dla coraz wigkszych wartosci
«. Bardziej skomplikowane obrazy decyzyjne moga zostaé¢ uzyskane, poprzez wykorzystanie

odpowiednio wiekszej liczby neurondw.

I" ! i‘il l
nl|
o
'!I!'l

i

i !

Rysunek 4.1: Obszar decyzyjny realizowany przez jeden neuron dla v = o = 0.5.
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Rysunek 4.2: Obszar decyzyjny realizowany przez jeden neuron dla vy =« = 1.

Rysunek 4.3: Obszar decyzyjny realizowany przez jeden neuron dla v = o = 2.

T,?;",’,’:ﬂrﬂll’l"’i"l"l'l'l'ii‘.\‘\:&i
fimim

A

Rysunek 4.4: Obszar decyzyjny realizowany przez jeden neuron dla v = a = 5.
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4.4.2 Obszary decyzyjne generowane przez D-MLP

W tym podrozdziale zaprezentowany zostanie przeglad ksztaltéw jakie generowaé¢ moze
pojedynczy neuron ze standardowa sigmoidalna funkcja wyjscia o wzorze (5.5) i aktywacja

w formie:

N 3 N o] N o]
Ky =05 (Z |xila> + <Z ]wi|°‘> — (Zm— —xi|°‘> —0 (4.7)
=1 =1 =1

Gdzie za 0 w wigkszosci przypadkéw brana byla $rednia warto$é¢ Kq(6 = 0), a zakres
danych wejsciowych neuronu ograniczony zostal do obszaru [0, 1] na [0, 1].

Dla aktywacji w formie iloczynu skalarnego wektoréw wag i wejécia lub réwnowaznej mu
formuly (4.1) dostaje sie powierzchnie decyzyjna o réwnolegtych poziomicach, zageszczaja-
cych sie wraz ze wzrostem wartosci wag. Dla K7, dla parametréow: « réznego od 2 i v réznego
od 1, wplyw wag nie jest juz tak oczywisty. Najciekawsze obszary dostaje sie dla malych
wag, ktorych wartosé nie przekracza 1, a nawet jest mniejsza od 0.4. Dla wag przyjmujacych
wartosci 1 i wieksze, zaleznos$é ksztaltu v jest analogiczna dla réznych «. Dla malych v do-
staje sie podobne do opisywanych wczeéniej réwnolegle poziomice zageszczone tym bardziej,
im wieksze wagi i mniejsze . Wraz z rosnacym < skos sie zmniejsza i poziomice zaczynaja sie
zakrzywiaé¢ w zaleznosci od a: wklesle dla o < 1, romboidalnie dla o« = 1, koliscie dla o« = 2
i coraz bardziej ”prostokatnie” dla a > 2. Przyktadowy przebieg zmian w ksztalcie funkcji
wraz ze wzrostem parametru 7y, od v = 0.1 do v = 10, dla o = 2 i w; = wy = 1 przedsta-
wiono na rysunku Rys. 4.5. Ewolucja zarysu poziomic dla innych wartosci « i wickszych wag
wyglada podobnie.

Sytuacja dla matych wag jest nieco bardziej skomplikowana, rowniez mozna tu zauwazy¢
pewne prawidlowodci, chociazby takie, ze dla ~ zblizajacego sie lub przekraczajacego wartosé
«, zaczynaja sie tworzy¢ zamkniete obszary o ksztaltach zaleznych od «. Przyktadowe zarysy
poziomic dla aktywacji (4.7) dla réznych wartosci parametréw, pogrupowane wedtug wartosci
a przedstawiono na rycinach: Rys. 4.6 i Rys. 4.7 dla a = 0.5, Rys. 4.8 dla o = 1, Rys. 4.9
dla @ = 2, Rys. 4.10 dla o = 4. Typowe ksztalty funkcji zostaly zebrane i uporzadkowane
wedtug najwazniejszych parametrow w tabeli 4.1.

Powyzsze obserwacje mozna wykorzystaé, na przyklad w inicjalizacji sieci z aktywacja
(4.7). Wartosci poczatkowe wag powinny by¢ niewielkie, mniejsze od 0.5, choéby dlatego, ze
dla niewielkich wag niezerowy gradient zazwyczaj rozciaga sie na dos¢ duzej czesci obszaru,

co jest wazne zwlaszcza w poczatkowej fazie uczenia sieci.
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(8)y=3 (h) v=10

Rysunek 4.5: Ewolucja ksztaltu obszaru decyzyjnego realizowanego przez neuron z funkcjag

aktywacji (4.7), wraz ze zmiang parametru v, dla wag: w; = we = 1 i parametru o = 2.
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(a) y=0.25 (b)y=105

(c)y=1 (d)y=2

Rysunek 4.6: Ksztalty obszaru decyzyjnego realizowanego przez neuron z funkcja aktywacji

(4.7), dla wy; = wy = 0.1, @ = 0.5 i réznych ~.

il 1
0.9 0.9
08 08
0.7 0.7
06 05
0.5 05
0.4 0.4
03 03
0.2 0.2
0.1 0.1
o 02 0.4 05 08 1 0 0 02 0.4 06 0.8 1 0

(a)y=1, w1 =w2=0.1,0 = 6p+0.6 (b) vy=10.5, w1 = w2 =0.3 (¢) y=10.5, w1 = 0.5, wp = 0.1

Rysunek 4.7: Ksztalty obszaru decyzyjnego realizowanego przez neuron z funkcja aktywacji

(4.7), dla a = 0.5, dla réznych wag i .
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0s 0.9
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04 0.4
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0.4
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0.2
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1) 0.2 0.4 06 08 1 0

(g) y=4,w1 =03, w2 =0.1 (h) v =3,w; =0.5,w2 =0.1

Rysunek 4.8: Ksztalty obszaru decyzyjnego realizowanego przez neuron z funkcja aktywacji

(4.7), dla o = 1. Jedli nie podano inaczej to w; = wy = 0.1.
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(€)7=30=060+03 (h)y=3,0=00+0.3, w1 = w2 =0.2

Rysunek 4.9: Ewolucja ksztaltu obszaru decyzyjnego realizowanego przez neuron z funkcja
aktywacji (4.7), wraz ze zmiana parametru -, dla wag: w; = wy = 0.1 i parametru o = 2

(rys a-f)

29



1 1 1 1
09 0.3 09 0.9
08 0.8 08 0.8
07 0.7 07 0.7
06 06 06 0.6
05 05 05 0.5
0.4 0.4 04 0.4
03 0.3 03 0.3
02 0.2 02 02
01 0.1 01 0.1

% 02 0.4 06 08 1 0 % 02 0.4 [ 08 1 0

(a) y=05 (b)y=1

1 1 1 1
09 0.9 09 0.9
08 0.5 08 0.8
07 0.7 07 0.7
06 06 06 0.6
05 05 05 0.5
0.4 0.4 04 0.4
03 03 03 0.3
02 0.2 02 02
0.1 0.1 o1 0.1

% 02 0.4 06 08 1 0 % 02 0.4 05 08 1 0
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(8) v=6,0 =00+ 0.3,

Rysunek 4.10: Ksztalty obszaru decyzyjnego realizowanego przez neuron z funkcja aktywacji

(4.7),dlaa=41w; =wy =0.1.
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Tabela 4.1: Poréwnanie typowych ksztaltéw generowanych przez réwnanie ( 4.7)

o ~ [w1, ws] Typowy ksztalt

[0,1) [0, ) [0—-1,0-1] -I

N

[, 00) [0—1,0—1] .I

A |

1 [0,1) [0—1,0—1] .l

B |

[1,00) 0-1,0-1] .‘

|
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(w1, wa]

Typowy ksztalt

[0—1,0—1]

[1—o00,1— o]

[0—1,0—1]

[1— 00,1 — o]

[0—1,0-1]

[1—o00,1— o0

(v, 00)

0—1,0—1]

[1— 00,1 — o]
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Rozdzial 5
Implementacja sieci

W celu sprawdzenia dzialania i poréwnania skutecznosci zaimplementowane zostaty dwa
rodzaje sieci: MLP i D-MLP. Do nauki wykorzystano algorytm propagacji wstecznej btedu.
Sieci zostaly przetestowane na sztucznych rozkladach danych. Program zostal napisany w

jezyku C4f. Ponizej oméwiono niektére kwestie dotyczace programu.

5.1 Wstepne przetwarzanie danych

Sieci neuronowe dzialaja zazwyczaj na wartosciach numerycznych. Jesli atrybuty danych
wejSciowych nie sa wartoSciami numerycznymi (np. kolor, ple¢), powinny zostaé zastapione
przez wektory binarne badz liczby. Na przyklad cecha przyjmujaca wartosci: dziecko, kobie-
ta, mezczyzna, moze zostaé zrealizowana w nastepujacy sposob: dziecko (1 0 0), kobieta (0
1 0), mezczyzna (0 0 1). Takze klasy na jakie podzielone sa dane oznacza sie za pomoca nu-
merycznych etykiet. Taka etykiete realizuje sie zazwycza] przez wektor binarny o wymiarze
rownym iloSci neuronéw wyjsciowych. Ewentualnie w przypadku 2 klas mozna zastosowac
jeden neuron wyjsciowy i oznaczenie dla klas 01 1.

Czesto spotyka sie dane, ktérych cechy maja warto$ci mieszczace sie w roznych, nierzadko
odlegtych przedzialach. Zbyt duze dysproporcje pomiedzy wartosciami cech w poszczegélnych
wymiarach sa niebezpieczne, zwlaszcza dla sieci okreslajacych prawdopodobienstwo przyna-
leznosci do danej klasy na podstawie odlegtodci. Biorac pod uwage powyzsze, przed ”poda-
niem” danych wejéciowych do sieci neuronowej zazwyczaj poddaje sie je pewnym transforma-

cjom. Ponizej zostana oméwione dwie z takich transformacji: normalizacja i standaryzacjal[4].

Normalizacja Normalizacja to prosta transformacja sprawiajaca, ze wartosci cech miesz-

cza sie w przedziale [0, 1]. W celu dokonania normalizacji stosuje sie przeksztalcenie:

£y = = Tmin_ (5.1)



s

min/maz to najmniejsza/najwigksza warto$é

Gdzie z} to s-ta cecha i-tego wektora danych, x
s-tej cechy sposréd wszystkich wektoréw danych.

Czasami stosuje si¢ normalizacje z usunieciem elementéw odstajacych (tzw. normalizacje
z obcieciem), polegajaca na odrzuceniu pewnej czesci skrajnych wartosci atrybutéw przy
liczeniu maksimum i minimum danej cechy. Ma to duze znaczenie, gdy zbiér danych zawiera
obiekty, ktérych atrybuty maja wartosci znacznie wykraczajace poza normalny zakres danej

cechy.

Standaryzacja Standaryzacja w odrdznieniu od normalizacji zachowuje oryginalny roz-
ktad wartosci cech. Jest bezpieczniejsza w stosowaniu od zwyktej normalizacji. Po dokonaniu
standaryzacji $rednia warto$é¢ atrybutu wynosi 0, z odchyleniem standardowym réwnym 1.

Standaryzacji dokonuje sie uzywajac przeksztalcenia:

s _ 38
gg=22 (5.2)
Um
Gdzie T to wart$¢ srednia:
B
s = N Z x; (5.3)
i=1
02 jest wariancjy :
1 X
2 _ —5\2
o53° = N1 ; (xf — x9) (5.4)

5.2 Zastosowane funkcje wyjscia

W pracy wykorzystano trzy funkcje wyjscia.

e Sigmoidalna funkcja unipolarna: Szeroko stosowana i podawana w wielu opracowaniach
jako typowa funkcja transferu dla wielowarstwowych sieci neuronowych. Posiada prosta

pochodna w postaci : f;(net) = Bf1(1 — f1). Parametr 3 okresla nachylenie funkcji.

1
fl(net) = W (55)
e Funkcja fo w postaci:
0, r<a—Azx
1 (z—a)(2Az+z—0a)
s+ 5o, x€la—Ax,a
fo(x —a,Az) = f (x_a)Q((gAA?ix+a) | : (5.6)
§+W, JZ‘E[CL,CL"‘ALE]
1, x>a+ Ax

34



08k

[IR=R 2

0.7k

06

05k

03F

02F

25

Rysunek 5.1: Wykres funkcji logistycznej f7.
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Rysunek 5.2: Wykres funkcji fo.
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e Funkcja f3 o wzorze:

fa(x —a,b) = 21ﬂln

14+ 6x—a+ﬁ
1 4 ex—a—B

Rysunek 5.3: Wykres funkcji fs.

Funkcje fo i f3 pochodza z [6].

Skos w wykorzystywanych w pracy funkcjach transferu, jest regulowany za pomoca od-
powiednich parametréw ((3,Ax), parametry te nie sa adaptacyjne. Zbyt mocny skos utrudnia
nauke, z kolei funkcja o malej stromiznie czesto nie jest w stanie prawidtowo rozdzieli¢ obsza-
row decyzyjnych. W zwyktych sieciach MLP rzeczywisty skos funkeji zalezny jest dodatkowo
od wartosci wag, zmienia sie wiec podczas nauki. W sieciach D-MLP ze wzgledu na specy-
ficzna forme aktywacji skos nie zalezy juz w sposéb tak oczywisty od wag. Rodzi to pewien
problem w przypadku funkcji f3. Nachylenie wywotane przez przypisanie § wartosci 0.1 w
wielu przypadkach jest niewystarczajace, a ustawienie 3 ponizej 0.1 nie wplywa juz na zwiegk-
szenie nachylenia funkcji. O ile w MLP korygowalo sie to podczas nauki poprzez zmiane wag,
to sieci D-MLP mialy problem z nauka i okresleniem odpowiednich obszaréw decyzyjnych, ze
wzgledu na zbyt maty skos funkcji. W zwigzku z tym dla f3 w D-MLP wprowadzono jeszcze
jeden parametr nieadaptacyjny : d, pozwalajacy odpowiednio regulowa¢ nachylenie. Po tej

zmianie funkcja f3 uzywana w D-MLP ma postaé:

1

f3($ - a, b) = ﬁln

1+ ed(w—a) +8
T el B
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5.3 Inicjalizacja

5.3.1 Inicjalizacja wag

Istnieja rézne techniki optymalizacji inicjalizacji parametréw adaptacyjnych sieci. Dobrze
zainicjalizowana sie¢ uczy sie krocej i ma mniejsze szanse utknaé¢ w minimum lokalnym funkcji
kosztu. W pracy przyjeto najprostszy sposob inicjalizacji wag: sposéb losowy. Inicjalizacja
byla powtarzana kilkunastokrotnie. Wylosowane wagi mieszcza sie w przedziale (0,1). Dla
danych znormalizowanych mieszczacych sie w pewnym zakresie wartosci, najlepiej przyjac
wagi startowe w podobnym przedziale. Dodatkowo zbyt wysoka warto$¢ wag na poczatku
nauki w przypadku MLP powodowalaby za duze nachylenie funkcji transferu, utrudniajac

nauke. Dla sieci DMLP przedzial mozliwych wartosci wag zostal ograniczony do (0, 0.5).

5.4 Parametry a iy

Parametry « i vy okreslajg rodzaj metryki Minkowskiego, wplywajac na ksztalty obszarow
decyzyjnych tworzonych przez sie¢ D-MLP. Zostaly one potraktowane jako parametr adapta-
cyjny. Podczas nauki zmieniaja sie w kazdym neuronie, na zasadzie analogicznej do korekcji

wag.
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Rozdziat 6

Wyniki

W rozdziale tym przedstawiono wyniki zastosowania sieci D-MLP do klasyfikacji danych.
Testy wykonano na przyktadowych rozktadach, efekty poréwnano z rezultatami dla zwyktych
sieci MLP.

6.1 Dane sztuczne 2D

Wykorzystane w tym podrozdziale rozklady pochodza ze strony Tom’a Fawcett’a[13],
gdzie zamieszczone zostaly wraz z wynikami dla réznych algorytméw klasyfikacji. W pracy
zachowano oryginalne nazwy rozktadoéw, takie same jak na stronie.

Kazdy plik pierwotnie sktadal sie z 6561 punktow nalezacych do dwdch klas. Punkty byty
rozmieszczone na dwuwymiarowym obszarze [0,4]x[0,4] z rozdzielczoscia 0.05. Dane zostaly
znormalizowane, aby miescily sie w obszarze [0,1]x[0,1]. Testowanie sieci odbytlo sie za pomo-
ca metody dziesieciokrotnej kroswalidacji. Dla kazdego zbioru danych zamieszczone zostaty:
rycina przedstawiajaca dany rozklad, tabela poréwnawcza dokladnosci klasyfikacji osiagnie-
tej przez sieci MLP i D-MLP dla trzech funkcji fi, fo, f3, przykladowe obszary decyzyjne
wygenerowane przez sieci dla prébki 1000 losowo wybranych punktéw i wykresy poréwnuja-
ce zbieznos¢ sieci MLP i D-MLP. Liczba punktéw na rysunkach przedstawiajacych obszary
decyzyjne zostata ograniczona do 1000, poniewaz wigksza ich ilosé zaktdocaltaby czytelnosé, a
prébka 1000 obiektéw wydaje sie byé wystarczajaco reprezentatywna dla 6561 punktowych

zbioréw danych. Zélta barwa zaznaczono dokladny przebieg granicy decyzyjnej.
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6.1.1 Circle

Dane Circle sktadaja si¢ z 5651 punktéw podzielonych na dwie klasy: po 3364 i 3197
obiektow. Circle nie jest trudnym rozktadem. Dla obu rodzajéw sieci, dla wszystkich funkcji
wyjscia zbieznoéé¢ funkeji btedu jest szybka. Sie¢ D-MLP daje bardzo dobre wyniki i wyko-

rzystuje jeden neuron, MLP radzi sobie dos¢ dobrze, przyblizajac ksztalt kota za pomoca 6

neuronéw.

[IRe]
0.8
0.7
0.6
0.5
0.4
03
0z

0.1

Rysunek 6.1: Rozktad Circle

Funkcja | Rodzaj Liczba Poprawnosé
transferu sieci neuronéw | klasyfikacji
h DMLP 1 99.94 +0.14
MLP 6 98.43 £ 0.64

fo DMLP 1 99.83 +0.11
MLP 6 97.35+1.43

fa DMLP 1 99.76 £ 0.26
MLP 6 98.96 £ 0.39

Tabela 6.1: Wyniki otrzymane dla rozktadu Circle dla sieci MLP i D-MLP, metoda dziesig-

ciokrotnej kroswalidacji.
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(a) MLP 6 neuronéw (b) D-MLP 1 neuron

Rysunek 6.2: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Circle dla funkji: f;
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(a) MLP 6 neuronéw (b) D-MLP 1 neuron

Rysunek 6.3: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Circle dla funkji: fo

120

100 100

80 80

&0 ] “ e

40 40

20 20

0 500 1000 1500 2000 a 500 1000 1500

2000 2500
epoka

epoka
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Rysunek 6.4: Zmiana btedu $redniokwadratowego w zaleznosci od epoki uczenia dla danych
Circle dla funkji: f3
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(b) D-MLP -1 neuron.

Rysunek 6.5: Obszary decyzyjne utworzone dla danych Circle, przez sieci MLP i D-MLP

uzywajace funkcji: fi.
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(b) D-MLP -1 neuron.

Rysunek 6.6: Obszary decyzyjne utworzone dla danych Circle, przez sieci MLP i D-MLP

uzywajace funkcji: fo.
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(b) D-MLP -1 neuron.

Rysunek 6.7: Obszary decyzyjne utworzone dla danych Circle, przez sieci MLP i D-MLP

uzywajace funkcji: fs.
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6.1.2 Polynomial

Dane Polynomial sktadaja sie z 6561 punktow podzielonych na dwie klasy: po 3989 i 2572
obiektow. Przetestowano na nich sie¢ MLP sktadajaca sie z trzech neuronéw oraz dwie sieci
D-MLP, jedna zlozona z dwdch, druga z trzech neuronéw. Dodanie trzeciego neuronu nie-
znacznie poprawia wyniki dla D-MLP. Efekty dzialania obu rodzajow sieci sg poréwnywalne,
zaznaczy¢ nalezy jedynie, ze D-MLP potrzebuje wickszej liczby inicjalizacji do osiggniecia

prawidtowego rozwiazania, niz sie¢ MLP.
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Rysunek 6.8: Rozklad Polynomial
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Funkcja | Rodzaj Liczba Poprawnosé
transferu | sieci | neuronéw | klasyfikacji
f1 DMLP 2 97.10 £ 0.97
DMLP 3 98.55 £ 0.89

MLP 3 96.28 £+ 3.24

fa DMLP 2 96.45 £ 1.01
DMLP 3 97.87 £1.20

MLP 3 98.92 £ 0.72

/3 DMLP 2 98.25 £ 0.40
DMLP 3 98.58 £ 0.64

MLP 3 99.42 £ 0.27

Tabela 6.2: Wyniki otrzymane dla rozkltadu Polynomial dla sieci MLP i D-MLP metoda

dziesieciokrotnej kroswalidacji.
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(c) D-MLP 3 neurony

Rysunek 6.9: Zmiana bledu $redniokwadratowego w zaleznosci od iteracji uczenia dla danych

Polynomial dla funkcji fi.
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Rysunek 6.10: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Polynomial dla funkcji fo.
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Rysunek 6.11: Zmiana bledu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Polynomial dla funkcji fs.
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(c) D-MLP 3 neurony.

Rysunek 6.12: Obszary decyzyjne utworzone dla danych Polynomial, przez sieci MLP i D-
MLP uzywajace funkcji: fi.
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(c) D-MLP 3 neurony.

Rysunek 6.13: Obszary decyzyjne utworzone dla danych Polynomial, przez sieci MLP i D-
MLP uzywajace funkcji: fo.
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(c) D-MLP 3 neurony.

Rysunek 6.14: Obszary decyzyjne utworzone dla danych Polynomial, przez sieci MLP i D-
MLP uzywajace funkcji: fs.
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6.1.3 Sinus

Dane Sinus sktadaja sie z 5651 punktéw podzielonych na dwie klasy: po 3368 i 3193 obiek-
tow. W sieci MLP wykorzystano 5 neuronéw, D-MLP sktada sie z 3 neuronéw. Zbiezno$é
bledu jest w miare szybka i poréwnywalna dla obu sieci, z tym ze dla D-MLP do uzyska-

nia poprawnego wyniku potrzebna jest wieksza liczba inicjalizacji niz dla MLP. Rezultaty

klasyfikacji sa zblizone, cho¢ MLP daje nieznacznie lepsze rezultaty.

09
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U501 02 03 o4 o5 o5 07 08 o8
Rysunek 6.15: Rozklad Sinus

Funkcja | Rodzaj Liczba Poprawnosé

transferu | sieci | neuronéw | klasyfikacji

fi DMLP 3 97.70 + 0.66

MLP 5 99.47 +0.37

f2 DMLP 3 97.58 + 0.61

MLP 5 98.48 +0.61

f3 DMLP 3 96.74 + 0.97

MLP 5 98.45 +0.44

Tabela 6.3: Wyniki otrzymane dla rozkladu Sinus dla sieci MLP i D-MLP metoda dziesie-

ciokrotnej kroswalidacji.
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Rysunek 6.16: Zmiana bledu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Sinus dla funkcji f;.
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Rysunek 6.17: Zmiana bledu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Sinus dla funkcji fo.
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Rysunek 6.18: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Sinus dla funkcji f3.
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MLP - 5 neuronéw.

)

(a

(b) D-MLP - 3 neurony.

Rysunek 6.19: Obszary decyzyjne utworzone dla danych Sinus przez sieci MLP i D-MLP

uzywajace funkcji fi.
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) MLP - 5 neuronéw.

a

(

(b) D-MLP - 3 neurony.

Rysunek 6.20: Obszary decyzyjne utworzone dla danych Sinus przez sieci MLP i D-MLP

uzywajace funkcji fo.
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(a) MLP - 5 neuronéw.

(b) D-MLP - 3 neurony.

Rysunek 6.21: Obszary decyzyjne utworzone dla danych Sinus przez sieci MLP i D-MLP

uzywajace funkcji f3.
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6.1.4 Checkerboard

Dane Checkerboard sktadaja sie z 5651 punktow podzielonych na dwie klasy: po 3645 i
2916 obiektéw. Checkerboard jest trudnym rozktadem. Sie¢ MLP daje w miare dobre wyniki,
cho¢ potrzebuje do tego az dwdch warstw, kazda po 4 neurony. Charakterystyczne dla tego
problemu jest to, ze sie¢ MLP z funkcja f3 dosé wolno zbiega do minimum (Rys. 6.25a).
Sie¢ D-MLP zlozona z 4 neuronéw jest w stanie osiaga¢ poprawne rozwiazania (Rys. 6.26b),
zdarza sie to jednak rzadko i typowe granice decyzyjne maja raczej jakos¢ porownywalng
z Rys. 6.27b i 6.28b. Proces nauki w przypadku D-MLP jest bardzo trudny, sie¢ trzeba

inicjalizowaé duza ilos¢ razy aby uzyskaé zadowalajacy efekt. Zwraca uwage duza wariancja.
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Rysunek 6.22: Rozktad Checkerboard

Funkcja | Rodzaj Liczba Poprawnosé
transferu | sieci neuronéw | klasyfikacji
f1 DMLP 4 90.42 + 3.67
MLP 4+4 94.97 +1.97

fa DMLP 4 86.69 + 5.05
MLP 4+4 94.62 + 1.63

f3 DMLP 4 84.94 £6.11
MLP 4+4 96.40 + 0.93

Tabela 6.4: Wyniki otrzymane dla rozktadu Checkerboard dla sieci MLP i D-MLP metoda

dziesieciokrotnej kroswalidacji.
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Rysunek 6.23: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Checkerboard dla funkcji fi.
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Rysunek 6.24: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Checkerboard dla funkcji fs.
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Rysunek 6.25: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Checkerboard dla funkcji fs.
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(b) D-MLP - 4 neurony.

Rysunek 6.26: Obszary decyzyjne utworzone dla danych Checkerboard przez sieci MLP i
D-MLP uzywajace funkcji f;.
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(b) D-MLP - 4 neurony.

Rysunek 6.27: Obszary decyzyjne utworzone dla danych Checkerboard przez sieci MLP i
D-MLP uzywajace funkcji fo.
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(b) D-MLP - 4 neurony.

Rysunek 6.28: Obszary decyzyjne utworzone dla danych Checkerboard przez sieci MLP i
D-MLP uzywajace funkcji fs.
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6.2 Dane Appendicitis

Dane Appendicitis dotycza zapalenia wyrostka robaczkowego, pochodzg od Shalom Weiss
[15]. Caly zbiér sklada sie ze 106 wektoréw, kazdy po 8 cech. Dane podzielone sa na dwie klasy:
85 przypadkéw ostrego zapalenia i 21 obiektéw nalezacych do drugiej klasy opisujacej inne
problemy. Dane zostaly znormalizowane z 5% obcieciem i podanne testowi dziesieciokrotne;j
kroswalidacji dla sieci MLLP i D-MLP. Dla obu rodzajow sieci btad szybko zbiega do wartosci
minimalnej, sie¢ D-MLP do$¢ tatwo uczy sie dla tego rozktadu. Widaé, ze zastosowanie sieci
D-MLP daje nieco lepsze wyniki niz MLP przy tej samej liczbie wykorzystanych neuronéw.

Skutecznosé innych metod klasyfikacji dla tego zbioru znalezé mozna na stronie [15].

Funkcja | Rodzaj Liczba Poprawnosé
transferu sieci neuronéw | klasyfikacji
f DMLP 1 86.33 £6.9
MLP 1 86.00 4+ 8.00

fo DMLP 1 88.00 £+ 9.80
MLP 1 85.33 £ 6.00

f3 DMLP 1 88.67 £ 10.12
MLP 1 86.67 + 7.46

Tabela 6.5: Wyniki otrzymane dla danych Appendicitis dla sieci MLP i D-MLP metoda

dziesieciokrotnej kroswalidacji.
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Rysunek 6.29: Zmiana bledu sredniokwadratowego w zaleznosci od epoki uczenia dla danych

Appendicitis dla funkcji f;.
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Rysunek 6.30: Zmiana btedu sredniokwadratowego w zaleznosci od epoki uczenia dla danych
Appendicitis dla funkcji fs.
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Rysunek 6.31: Zmiana bledu sredniokwadratowego w zaleznosci od epoki uczenia dla danych

Appendicitis dla funkcji f3.
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Rozdziat 7

Z.akonczenie

W niniejszej pracy dokonano przegladu ewolucji ksztaltéw mozliwych do wygenerowania
przez sie¢ D-MLP. W tym celu wykorzystano funkcje aktywacji w postaci(4.7). Podjeto tez
probe uporzadkowania tych ksztaltow w zaleznosci od odpowiednich parametréw. Integralna
czeScig pracy byla réwniez implementacja zwyklej sieci MLP i sieci D-MLP wykorzystu-
jacej norme Minkowskiego oraz poréwnanie dziatania tych sieci na kilku zbiorach danych.
Wykazano, ze sieci D-MLP sa niewatpliwie dosé ciekawym rozwiazaniem, pozwalajacym na
uzyskanie elastycznych obszarow decyzyjnych przy znacznie zredukowanej ztozonosci sieci.
Dla niektérych rozkladéw danych, (na przyklad Circle) sprawdzaja sie Swietnie. Niestety
sieci te w poréwnaniu do MLP bardzo trudno sie ucza, znaczenie moze tu mieé¢ nieliniowa
zalezno$é¢ aktywacji od wartosci parametrow. Odpowiednia inicjalizacja powinna w pewnym
stopniu zredukowaé ten problem, dlatego z pewnoscig dopracowanie metody inicjalizacji sieci
powinno by¢ wziete pod uwage.

Praca nie wyczerpuje problemu D-MLP. Testy zostaly przeprowadzone jedynie dla paru
sztucznych dwuwymiarowych rozktadéw danych, oraz na jednym zbiorze danych medycz-
nych. Interesujacym mogloby by¢ sprawdzenie jak D-MLP radzi sobie w innych problemach
o wiekszej liczbie wymiaréw i rzeczywistych rozktadach. Otwarte pozostaje pytanie na ile
rozne formy aktywacji sieci D-MLP sg sobie réwnowazne. W pracy szerzej zajeto sie trans-
formacja (4.1) i jej uogdlnieniem, pomijajac zupelnie przeksztalcenie (4.2). Ograniczono sie
tez do normy Minkowskiego jako funkcji odleglosci, podczas gdy zastosowanie innych miar
odlegtosci takze mogloby dac¢ ciekawe rezultaty.

Na koncu trzeba jeszcze wspomnieé o wykorzystanych w pracy funkcjach wyjscia. Zasto-
sowano trzy funkcje, oznaczane jako: f1, fo, f3, wszystkie sprawdzity sie dobrze, efekty ich
dziatania sa poréwnywalne. Jedynie funkcja f3 w D-MLP sprawiata pewne ktopoty. Podczas
testowania sieci okazalo sig, ze parametr regulujacy nachylenie funkcji f3 ma ograniczone
dziatanie. Dlatego w sieciach D-MLP, gdzie zaleznos¢ nachylenia od wielkosci wag jest za-
zwyczaj rézna niz w MLP, aby sie¢ byta w stanie dobrze sie uczy¢ konieczne stato sie dodanie

do funkcji nowego parametru.
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Podsumowujac, sieci D-MLP sa na pewno interesujaca alternatywa dla zwyklych sieci
wielowarstwowych. Dla niektérych rozktadéw ich efektywnosé jest poréwnywalna, a czasami
nawet lepsza niz sieci MLP, a ilo§¢ neurondéw wykorzystanych do rozwigzania zagadnienia
mniejsza. Tym niemniej przydatnos$é sieci D-MLP wiaze si¢ z otwarta jak na razie kwestia

poprawy ich zdolnosci do nauki.
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