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Wstęp 

Obecne technologie zbierające dane dostarczają unikalne możliwości i wyzwanie dla zautomatyzowanych metod uczenia maszynowego. Duże projekty naukowe takie jak Projekt poznania ludzkiego genomu (en. Human Genome Project, HUGO Project, program naukowy mający na celu poznanie sekwencji wszystkich komplementarnych par zasad tworzących ludzki genom), Teleskop Hubble’a czy inicjatywa stworzenia mapy mózgu, generują ogromne ilości danych. Te zbiory danych wymagają automatycznych metod do analizy, filtrowania i klasyfikacji, zanim mogą zostać przedstawione w zrozumiałym dla człowieka formacie. Drzewa decyzyjne są użytecznymi narzędziami do tego celu. Pozwalają one na klasyfikacje przez sekwencje łatwych do zrozumienia testów. Na przestrzeni lat zostało przedstawionych wiele algorytmów budujących drzewa decyzyjne. Część z nich buduje drzewa, które podejmują decyzje w węźle na podstawie jednego parametru, a część wykorzystuje wszystkie cechy w celu dokonania podziału[1].
Niniejsza praca ma na celu przedstawienie działania i sposobu implementacji dwóch algorytmów znajdujących granice decyzji dla podziału wielowymiarowych danych w oparciu o wszystkie cechy zbioru: LMDT (Linear Machine Decision Trees) i OC1 (Oblique Classifier 1). Prezentowane algorytmy zostały zaprojektowane i zaimplementowane jako dodatki do systemu Intemi. System powstał w Katedrze Informatyki Stosowanej na Wydziale Fizyki, Astronomii i Informatyki Stosowanej Uniwersytetu Mikołaja Kopernika w Toruniu, pod kierunkiem dra Krzysztofa Grąbczewskiego i dra Norberta Jankowskiego. Intemi to zaimplementowany w języku C# system przeznaczony do przeprowadzania zaawansowanych analiz danych, również na meta poziomie.
Struktura niniejszej pracy przedstawia się w następujący sposób. Rozdział pierwszy ogólnie przedstawia zagadnienie drzew decyzyjnych, rodzaje algorytmów, różnice między nimi i opis metody Cost-Complexity wykorzystywanej do przycinania drzew decyzyjnych. W rozdziale drugim znajduje się opis algorytmu LMDT oraz sposobu jego implementacji. Rozdział trzeci opisuje algorytm OC1 i przedstawia sposób jego implementacji. Rozdział czwarty prezentuje wyniki otrzymane dla zaimplementowanych algorytmów na kilkunastu zbiorach danych przy różnych ustawieniach początkowych. Algorytmy zostały porównane na podstawie otrzymanych dokładności, a także przy użyciu testów statystycznych. W tym rozdziale również, przeprowadzona została analiza anomalii występujących przy wyborze optymalnego drzewa.
Podziękowania

Chciałabym wyrazić serdeczne podziękowania mojemu promotorowi Panu Doktorowi Krzysztofowi Grąbczewskiemu za udzieloną pomoc, kierowanie pracą i poświęcony czas. 

Rozdział 1
Ogólny opis cech drzew decyzyjnych.
1.1 Podstawowe pojęcia.

W celu lepszego i łatwiejszego zrozumienia prezentowanych zagadnień zacznę od przedstawienia podstawowych pojęć, a także różnych rodzajów i sposobów budowy drzew decyzyjnych. 

Drzewa decyzyjne są jedną z najpopularniejszych metod wykorzystywanych przy analizie danych do znajdowania potencjalnie interesujących wzorców w zbiorze danych, a także uczeniu maszynowym.

Drzewa decyzyjne budowane są zwykle na podstawie zbioru wielowymiarowych danych, tzw. krotek. Krotka jest pojedynczym elementem zbioru, określającym wartości zadanych cech (parametrów) dla danego obiektu. Liczba cech określa natomiast wymiar badanego zbioru danych.

Na przykład zbiór iris prezentuje 150 krotek określonych przez cztery parametry (długość płatka, szerokość płatka, długość liścia, szerokość liścia). Każda z krotek należy do jednej z trzech klas – Setosa, Virginica lub Versicolor. Klasa jest to zbiór krotek o podobnych własnościach. W ten sposób przedstawione dane wykorzystywane są do budowy drzewa decyzyjnego, które definiuje podział na podstawie wartości parametrów i klas do których krotki należą. 

Drzewo decyzyjne składa się z kilku elementów:
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Rysunek 1
- korzeń - zawiera wszystkie krotki, tu dokonuje się pierwszego podziału;

- węzeł decyzyjny - zawiera krotki, które trzeba podzielić zgodnie z decyzją podjętą w węźle;

- liść - węzeł, który nie ma podwęzłów;
- głębokość drzewa – najdłuższa ścieżka od liścia do korzenia;

Algorytmy budujące drzewa decyzyjne zaczynają od korzenia z zadanym zbiorem danych i kolejno dzielą węzły w taki sposób, by oddzielić wektory należące do różnych klas. Każdy podział opisany jest przez test decyzyjny, czyli regułę logiczną dzielącą przestrzeń krotek na oddzielne regiony[2]. W zależności od rodzaju testu decyzyjnego, węzeł może zostać podzielony na dwa lub więcej podwęzłów. Proces dzielenia węzła powtarzany jest do momentu uzyskania liścia. Liść otrzymuje etykietkę klasy przeważającej w nim.
W celu uzyskania lepszych wyników stosowana jest standaryzacja danych. Standaryzacja jest w statystyce rodzajem normalizacji zmiennej losowej, w wyniku której zmienna uzyskuje średnią wartość oczekiwaną zero i wariancję jeden. Najczęściej spotykanym sposobem standaryzacji jest tzw. standaryzacja Z :
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gdzie:

x – zmienna standaryzowana

σ – odchylenie standardowe populacji

μ – średnia z populacji

Standaryzacje stosuje się w drzewach decyzyjnych w celu ujednolicenia danych. Cechy mogą być podawane w różnych jednostkach, przez co ich nominalne wartości mogą się znacznie od siebie różnić. Cecha, której nominalna wartość znacznie przeważa nad innymi, miałaby największy wpływ na dokonywany podział. Nadanie cechom wartości z tego samego przedziału pozwala na uzyskanie bardziej wiarygodnego podziału.

1.2 Cechy drzew decyzyjnych.
Algorytmy budujące drzewa decyzyjne można podzielić ze względu na kilka własności:

Metoda podziału w węźle 
· jednowymiarowo:

Metoda podziału jednowymiarowego polega na znalezieniu jednej cechy, najbardziej rozróżniającej klasy w zbiorze danych. Test decyzyjny oparty jest tylko o wybraną cechę i na jej podstawie dokonywany jest podział.
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Rysunek 2 Podział zbioru iris algorytmem jednowymiarowym

[image: image5.wmf]Przykładowe algorytmy:

C4.5, ID3

· wielowymiarowo:

Przy metodach wielowymiarowych budowane są hiperpłaszczyzny, których parametry otrzymywane są na podstawie wszystkich cech.  W metodach tego rodzaju w wyniku podziału węzeł może otrzymać dwa lub więcej podwęzłów;
 SHAPE 



Rysunek 3 Podział zbioru iris algorytmem wielowymiarowym

Przykładowe algorytmy:

LMDT, OC1

Kryterium rozbudowy (ocena podziału) [3]
Kryterium rozbudowy jest cechą drzewa decyzyjnego określającą zasadę, na podstawie której wybierane są cechy i ich wartości dające najlepszy podział. W zależności od algorytmu stosowane są różne metody rozbudowy.
W podanych metodach:
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– liczba krotek po lewej stronie podziału w węźle;
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– liczba krotek po prawej stronie podziału w węźle;
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– liczba krotek należących do klasy i znajdujących się po lewej stronie podziału w węźle;
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 – liczba krotek należących do klasy i znajdujących się po prawej stronie podziału w węźle;
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– numer klasy, do której należy krotka Ti;
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 – liczba wszystkich krotek w węźle;

a. maksymalizacja ilości informacji (information gain) – C4.5;
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IG rośnie wraz ze wzrostem jakości podziału.

b. Gini Index
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Za najlepszy podział uznaje się ten, który charakteryzuje się najmniejsza wartością Index’u Gini (tu: Impurity); 

c. Twoing Rule:
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Wartość TR rośnie do 1 wraz z poprawą jakości podziału.

d. Max Minority
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Minimalizacja MaxMinority prowadzi do uzyskania drzewa, które będzie miało maksymalnie głębokość log(n).

e. Sum Minority


[image: image22.wmf]MinorityR

MinorityL

y

SumMinorit

+

=

    (11)
Minimalizacja sumy, oznacza poprawę jakości podziału.

f. Sum of Variances
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Minimalizacja sumy, oznacza poprawę jakości podziału.

Kryterium stopu i przycinanie drzewa

W algorytmach budujących drzewa decyzyjne podział węzłów, może być dokonywany do momentu, gdy w węźle znajdują się jedynie krotki z jednej klasy. Jednakże taki sposób działania prowadzi do nadmiernej rozbudowy drzewa, w liściach znajduje się niewielka ilość krotek. W efekcie takie drzewo nie dostarcza nam żadnej informacji o rozkładzie badanego zbioru danych. Aby uniknąć takiej sytuacji stosuje się przycinanie drzewa (pruning). Wyróżniamy dwa rodzaje przycinania:

a. Postpruning  - wykorzystuje zbudowane, pełne drzewo i usuwa z niego zbędne węzły; 

b. Prepruning – przestaje rozwijać węzeł, gdy spełniony jest warunek stopu;

W pierwszym przypadku dążymy do uzyskania pełnego drzewa, a następnie badamy wszystkie jego poddrzewa i usuwamy te, które wnoszą najmniej informacji. W wypadku prepruningu należy zdefiniować kryterium stopu, czyli moment w którym węzeł nie już dalej dzielony i staje się liściem. Wyróżniamy kilka takich sytuacji:

a. Gdy wszystkie przypadki w węźle należą do jednej klasy (liść jest etykietowany tą klasą);

b. Gdy ilość przypadków w węźle jest mniejsza niż zakładany próg (liść jest etykietowany klasą większościową);

c. Gdy osiągnięto wymaganą czystość węzła (liść jest etykietowany klasą większościową);
W zależności od zastosowanych w algorytmach metod, zmienia się jakość otrzymywanego podziału, a także wielkość wynikowego drzewa decyzyjnego (ilość węzłów).

W większości przypadków drzewa decyzyjne powstałe przy użyciu algorytmów wielowymiarowych uzyskują większy procent poprawnie sklasyfikowanych krotek, jednakże, dla niektórych zbiorów danych, algorytmy takie jak C4.5, rozpatrujące zbiór krotek jednowymiarowo, dają lepsze rezultaty. Zwykle decyzje o tym, jaki algorytm powinien zostać użyty do klasyfikacji danego zbioru podejmuje się na podstawie jego własności.
1.3 Cost-Complexity Pruning

W przedstawionych przeze mnie algorytmach do przycinania drzew zastosowana została metoda Cost-Complexity Pruning[7]. Metoda ta jest przykładem przycinania postpruning i oparta jest na kroswalidacji. Kroswalidacja to metoda uczenia, która dzieli zbiór danych na rozłączne zbiory treningowe i testowe. Jeżeli rozpatrujemy kroswalidację n-krotną, zadany zbiór danych jest dzielony n razy na zbiór treningowy i testowy. Ilość elementów zbioru testowego stanowi 
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 całego zbioru danych. 

Dla pojedynczego zbioru treningowego budowane jest jedno drzewo decyzyjne. Po zakończeniu rozbudowy następuje jego stopniowe przycinanie. Działa to następująco. Każdy węzeł w drzewie jest punktem startowym dla poddrzewa zakończonego liśćmi. Podczas przycinania usuwane są poddrzewa najmniej znaczące. Węzeł początkowy przyciętego poddrzewa staje się liściem w drzewie głównym, etykietowanym klasą większościową. Wielkość błędu dla każdego liścia wyznaczana jest na podstawie sumy liczby krotek nie należących do klasy etykietującej węzeł. 
Aby zilustrować ten etap rozważmy następujący przykład[8]:


[image: image27]
Rysunek 4
Stosując notację Breimana: T – jest poddrzewem, t – węzłem, NT – liczbą liści w węźle. Rozważmy poddrzewo (Rysunek 4), którego korzeń umieszczony jest w węźle 26. Ma ono 4 liście (NT=4). Jeśli to poddrzewo zostanie przycięte, węzeł 26 stanie się liściem z etykietką klasy 1. Liczba źle sklasyfikowanych krotek dla tego liścia wyniesie 15. Liczba krotek w całym drzewie wynosi 200. Stosunek błędnie sklasyfikowanych krotek w węźle do wszystkich znajdujących się w węźle wynosi tu:
 r(t) = 15/35, a proporcja danych w t p(t)=35/200, więc koszt błędu w węźle obliczamy:

R(t) = r(t)p(t) = 15/35 * 35/200 = 15/200. 

Jeśli poddrzewo nie zostanie przycięte, koszt błędu poddrzewa wynosi:

R(Tt) = ∑R(i) = 2/17 * 17/200 + 0 + 6/11 * 11/200 + 2/4 * 4/200 = 10/200,

gdzie i oznacza liść w badanym poddrzewie.

Oznaczmy przez 
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 parametr złożoności poddrzewa i zdefiniujmy koszt złożoności poddrzewa jako:
R(Tt) + αNT
i koszt węzła, jeśli poddrzewo zostanie przycięte:

R(t) + α.

Wartości te są sobie równe kiedy:

α = [R(t) – R(Tt)]/ [NT – 1] = (15/200 – 10/200) / (4-1) = 5/600.

α jest wyznaczane dla każdego węzła. Do przycięcia wybierane jest to poddrzewo, które ma początek w węźle o najmniejszej wartości α. Po przycięciu poddrzewa następuje ponowne wyliczenie wartości α, dla każdego węzła i ponowne przycięcie kolejnego poddrzewa. Proces ten powtarzany jest do momentu, aż nie będzie żadnego poddrzewa. Następnie wykorzystywany jest zbiór testowy wyznaczony przez kroswalidację. Zbiór ten  wykorzystywany jest w celu określenia wielkości błędu popełnianego przez każde z przyciętych drzew decyzyjnych. Cały proces budowy drzewa i przycinania powtarzany jest dla każdego zbioru treningowego uzyskanego z kroswalidacji.

Po każdym przebiegu kroswalidacji otrzymujemy malejący ciąg drzew :
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 jest drzewem otrzymanym w wyniki działania algorytmu, budującego drzewo decyzyjne w oparciu o zbiór treningowy, a kolejne drzewa w ciągu są to drzewa uzyskane w procesie przycinania 
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 jest drzewem z jednym węzłem – korzeniem.
Dla każdego z drzew wyznaczana jest wartość α (wyliczana dla korzenia) i błąd popełniany dla zbioru testowego. 
Ostatnim etapem jest wyznaczenie drzewa decyzyjnego dla całego zbioru danych. Drzewo to jest następnie przycinane i powstaje ciąg drzew malejących 
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. W tym przypadku również wyznaczana jest wartość α dla każdego z drzew.
Następnym krokiem jest wybór jednego z otrzymanych w ostatnim etapie drzew jako finalnego[9]. 

W zaimplementowanych przeze mnie algorytmach zastosowana została kroswalidacja pięciokrotna (n=5), czyli wynikowe drzewo jest wybierane na podstawie pięciu drzew uzyskanych dla pięciu zbiorów treningowych.
Na wyjściu dla n-krotnej kroswalidacji dostajemy n+1 tablic zbierających wartości α i błąd dla każdego z przyciętych drzew:

	
[image: image34.wmf]1

1

T


	
[image: image35.wmf]1

2

T


	
[image: image36.wmf]1

3

T


	…
	
[image: image37.wmf]1

k

T



	
[image: image38.wmf]1

1

a


	
[image: image39.wmf]1

2

a


	
[image: image40.wmf]1

3

a


	…
	
[image: image41.wmf]1

k

a



	
[image: image42.wmf]1

1

blad


	
[image: image43.wmf]1

2

blad


	
[image: image44.wmf]1

3

blad


	…
	
[image: image45.wmf]1

k

blad




	
[image: image46.wmf]2

1

T


	
[image: image47.wmf]2

2

T


	
[image: image48.wmf]2

3

T


	…
	
[image: image49.wmf]2

k

T



	
[image: image50.wmf]2

1

a


	
[image: image51.wmf]2

2

a


	
[image: image52.wmf]2

3

a


	…
	
[image: image53.wmf]2

k

a



	
[image: image54.wmf]2

1

blad


	
[image: image55.wmf]2

2

blad


	
[image: image56.wmf]2

3

blad


	…
	
[image: image57.wmf]2

k

blad




.

.

.

	
[image: image58.wmf]n

T

1


	
[image: image59.wmf]n

T

2


	
[image: image60.wmf]n

T

3


	…
	
[image: image61.wmf]n

k

T



	
[image: image62.wmf]n

1

a


	
[image: image63.wmf]n

2

a


	
[image: image64.wmf]n

3

a


	…
	
[image: image65.wmf]n

k

a



	
[image: image66.wmf]n

blad

1


	
[image: image67.wmf]n

blad

2


	
[image: image68.wmf]n

blad

3


	…
	
[image: image69.wmf]n

k

blad




	
[image: image70.wmf]1

1

+

n

T


	
[image: image71.wmf]1

2

+

n

T


	
[image: image72.wmf]1

3

+

n

T


	…
	
[image: image73.wmf]1

+

n

k

T



	
[image: image74.wmf]1

1

+

n

a


	
[image: image75.wmf]1

2

+

n

a


	
[image: image76.wmf]1

3

+

n

a


	…
	
[image: image77.wmf]1

+

n

k

a




n pierwszych tablic wykorzystujemy do wyznaczenia, które drzewo z ciągu 
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 wybrać jako finalne. Najpierw wyznaczamy błąd dla każdego z drzew zbudowanego na podstawie całego zbioru danych. W tym celu wyznaczamy średnią geometryczną:


[image: image79.wmf]1

1

1

*

+

+

+

=

n

l

n

l

a

a

a

  (21)

Jedynym przypadkiem, dla którego nie wyznaczamy średniej geometrycznej jest skrajne wartość 
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Następnie analizujemy wszystkie n tablic szukając przedziału 
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 zawierającego wyznaczoną średnią α. Sumujemy błędy popełnione przez każde drzewo dla 
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. Suma błędów jest błędem dla drzewa 
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W tym momencie następuje wybór drzewa wynikowego. Mamy dwie metody wyboru: 0-SE i 1-SE. Metoda 0-SE za drzewo wynikowe uznaje to drzewo z ciągu 
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, dla którego suma błędów wyznaczona na podstawie 
[image: image86.wmf]a

 jest najmniejsza.
Nie zawsze jednak metoda ta dokonuje wyboru optymalnego drzewa. Może się zdarzyć, że gdybyśmy przyjrzeli się drzewom powstałym w wyniku działania algorytmu, intuicyjnie wybralibyśmy inne drzewo (na przykład mniejsze). Jednak jego błąd nie jest najmniejszy i w przypadku metody 0-SE jest ono odrzucane.

Rozwiązaniem w takiej sytuacji jest metoda 1-SE. Daje ona możliwość wyboru mniejszego drzewa, niż wybrane metodą 0-SE. W metodzie 1-SE wybieramy najmniejsze z drzew, którego błąd E jest nie większy od błędu minimalnego plus wyznaczona wartość SE (standard error – błąd standardowy). Wartość tę wyznaczamy w następujący sposób: znajdujemy najmniejszy błąd zaobserwowany dla ciągu drzew 
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 i oznaczmy przez E’. Następnie wykorzystując wielkość zbioru treningowego (N’) wyznaczamy wartość SE:
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Wybieramy najmniejsze drzewo z liczbą błędów nie przekraczającą wartości E’+SE(E’) [10].
Rozdział 2
Linear machine decision tree

2.1 Ogólny opis algorytmu LMDT (Linear Machine Decision Tree)
LMDT (Linear Machine Decision Tree), jak sama nazwa wskazuje, jest metodą budowy drzewa decyzyjnego w oparciu o trening maszyny liniowej. Punktem startowym dla tego algorytmu jest cały zbiór krotek, który następnie dzielony jest na R regionów (R – liczba klas występujących w węźle). Jeśli w węźle występują tylko krotki z jednej klasy, węzeł otrzymuje etykietkę o nazwie przechowywanej klasy i staje się liściem. W przeciwnym razie jest ponownie dzielony[4]. W ten sposób algorytm buduje wieloklasowe drzewo decyzyjne. Każdy test w drzewie decyzyjnym tworzony jest przez trening maszyny liniowej i eliminację szumów w kontrolowany sposób. Dwa czynniki decydują o znajdowaniu przez LMDT dobrego podziału. Po pierwsze: sposób znajdowania i eliminacji cech wprowadzających szumy, co daje efektywne zbliżanie się do wielowymiarowego podziału. Po drugie: trening maszyny liniowej pozwala LMDT znajdować dobry podział próbek, bez względu na to czy są one liniowo separowalne czy nie. 

LMDT wykorzystywany jest do klasyfikacji zbiorów danych zawierających dane numeryczne. W przypadku danych symbolicznych są one zamieniane na dane numeryczne, aby mogły być wykorzystane do dalszych obliczeń. Po wczytaniu danych i nadaniu im odpowiedniego formatu następuje ich standaryzacja, a następnie trening maszyny liniowej. 

Maszyna liniowa jest zbiorem składającym się z R liniowych funkcji dyskryminacji, które używane są do przypisania krotki do jednej z R klas. Przyjmijmy, że Y jest wektorem wzorcowym opisującym numerycznie próbkę. Wtedy każda funkcja dyskryminacji gi(Y) jest postaci WiTY, gdzie Wi jest wektorem wagowym klasy i. Przyporządkowania próbki do klasy i maszyna liniowa dokonuje wtedy i tylko wtedy, gdy: 
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Jedną z metod uczenia maszyn liniowych jest zasada całkowitej eliminacji błędów, polegająca na manipulowaniu współczynnikami wektorów wagowych klas i i j tak, aby każda próbka została poprawnie sklasyfikowana. Klasa i jest klasą do której próbka należy, a klasa j to klasa, do której próbka została błędnie włączona przez maszynę liniową. Manipulacja wektorami wagowymi polega na dodaniu lub odjęciu od nich odpowiedniej wartości, w celu poprawienia jakości podziału dokonywanego na ich podstawie. Wartość ta oznaczana jest przez c  i wyznaczana:
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gdzie 
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c jest najmniejszą liczbą, która zmieniając współczynniki wektorów wagowych prowadzi do poprawnego sklasyfikowania badanej próbki. Ostateczna zmianę wektorów można zapisać:
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Jeśli zadane próbki zbioru treningowego są liniowo separowalne, wtedy wprowadzenie takiej poprawki dla wszystkich próbek doprowadzi do idealnego podziału. Natomiast dla niepodzielnych liniowo zbiorów wprowadzono modyfikacje metody. 
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Rysunek 5
Wyróżniono dwa problematyczne przypadki, kiedy próbek nie można dokładnie rozdzielić:

· Kiedy próbka jest daleko od obszaru, w którym dokonywany jest podział (Rys.5 - krzyżyk). W tym przypadku, jeśli założymy, że granica podziału zmierza do właściwego położenia, duża zmiana spowodowana oddaleniem badanej próbki doprowadzi do pogorszenia podziału.

· Kiedy próbka leży blisko granicy podziału, włączenie jej do właściwej klasy spowodowałoby pogorszenie podziału (Rys.5 - kółko). 
Biorąc pod uwagę skrajne przypadki ostateczna forma poprawki c  ma postać:
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Każda zmiana współczynników wektorów wagowych powoduje zmianę długości maszyny liniowej, czyli sumy długości wektorów wagowych. Pojawiający się w obu przypadkach współczynnik β pełni rolę warunku stopu. Zmniejsza się on za każdym razem, gdy długość maszyny liniowej maleje w aktualnym dopasowaniu, ale rosła w poprzednim. Zmniejszenie wartości β sterowane jest współczynnikami a i b, w taki sposób, że β =a β -b. Takie kryterium zmniejszania β zostało przyjęte, ponieważ długość maszyny liniowej rośnie bardzo szybko w początkowej fazie uczenia i stabilizuje się kiedy granica decyzyjna jest bliska finalnego położenia. β maleje geometrycznie ze współczynnikiem a i arytmetycznie ze stałą b. Takie rozwiązanie pozwala algorytmowi na spędzenie większej ilości czasu na trenowaniu maszyny liniowej przy mniejszych wartościach β, kiedy hiperpłaszczyzna jest blisko swojego ostatecznego położenia[5].

W ogólnym zarysie trening maszyny liniowej wygląda w następujący sposób[6]:
1. Inicjalizujemy β na 2;

2. Jeśli w węźle, którego podział jest właśnie dokonywany znajdują się tylko krotki należące do tej samej klasy lub β<0.001, algorytm się kończy;

3. W przeciwnym razie algorytm sprawdza, gdzie sklasyfikowana jest każda krotka i dla każdej źle sklasyfikowanej, gdzie k< β:

a. Wyznaczana jest poprawka c= β 2/(β +k) i nowe wektory Wi i Wj;

b. Jeśli długość maszyny liniowej maleje w tym dopasowaniu, ale rosła w poprzednim wtedy β =a β -b. Domyślne wartości a i b to 0.999 i 0.0005;

4. Powrót do kroku 2.

W celu uzyskania jak najlepszego i najbardziej zrozumiałego drzewa, które nie zawiera zbędnych cech, stosuje się eliminacje tych parametrów, które nie podnoszą jakości klasyfikacji w węźle. Zaszumione lub nieistotne cechy mogą pogarszać jakość klasyfikacji. Jednym z elementów LMDT jest znajdowanie i eliminacja takich cech. Kiedy algorytm znajduje się blisko swojej ostatecznej lokacji, eliminuje cechę, która ma najmniejszy wpływ na podział krotek w węźle. Po usunięciu cechy trening maszyny liniowej jest kontynuowany. Proces eliminacji postępuje do czasu, aż zostanie tylko jedna cecha. Podczas uczenia maszyny liniowej zapamiętywana jest maszyna liniowa z najmniejszą liczbą cech i dająca najdokładniejszy podział. Wybór cechy, która ma zostać wyeliminowana dokonywany jest na podstawie miary jej dyspersji względem wszystkich klas. Cecha występująca w danym zbiorze danych ma określoną wagę (wartość) w każdym z wektorów wagowych. Im bardziej dana cecha rozróżnia klasy w zbiorze tym większa jest miara dyspersji tej cechy, dlatego też, w procesie eliminacji wybierana jest cecha o najmniejszej wartości dyspersji. LMDT wyznacza wartość dyspersji dla danej cechy F jako sumę kwadratów różnic wag dla każdej pary klas.


[image: image97.wmf](

)

å

=

-

=

klas

liczba

j

i

j

F

i

F

waga

waga

dyspersja

_

0

,

2

,

,

 (20)
Cechy są eliminowane w momencie, kiedy wielkość poprawki k dla wszystkich krotek w węźle jest większa od β. Jednakże nie jest konieczne czekać aż do tego momentu. Jeśli dla kolejnych n krotek stosunek wielkości aktualnej maszyny liniowej do maksymalnej wartości wielkości maszyny liniowej otrzymanej do tej pory jest mniejszy niż 0.01, kolejna cecha jest eliminowana[5].
2.2 Przedstawienie sposobu implementacji

Algorytm LMDT został zaimplementowany w następujący sposób:

[image: image98]
Na wejściu podawany jest zbiór danych. Dane przechowywane są w dwóch tablicach: tab i nalezy. tab zawiera wartości wszystkich cech dla każdej krotki, a nalezy nazwę klasy, do której dana krotka należy. Z danych wejściowych wczytywany jest badany węzeł i przechowywany w tablicach: wezel i nal. Po wczytaniu wartości wywoływana jest funkcja sprczydziel, w celu sprawdzenia czy dany węzeł powinien być dalej dzielony.  sprczydziel dostaje na wejście tablice złożoną z nazw klas, do których należą krotki w węźle. Ponieważ każdy węzeł dzielony jest na R podwęzłów  (R – liczba klas w węźle) funkcja sprczydziel sprawdza, jakie klasy występują w węźle i modyfikuje jednowymiarową tablice losowac, oznaczając przez 1 klasę występująca w węźle i przez 0 taką, która w danym węźle nie występuje. Jeśli w danym węźle występuje tylko jedna klasa na wyjściu sprczydziel otrzymujemy false i rozpatrywany jest kolejny węzeł. Wartość true otrzymujemy, gdy w węźle występuje więcej niż jedna klasa. Kiedy węzeł należy dzielić inicjalizowane są zmienne wykorzystywane w algorytmie: a = 0.999, b = 0.0005 i β = 2. Następnie losowane są współczynniki wektorów wagowych klas występujących w węźle. Za pomocą funkcji podzial i wektorów wagowych krotki przypisywane są do klas, dla których maszyna liniowa ma największą wartość. W kolejnym etapie wywoływana jest funkcja zmiana  manipulująca wektorami wagowymi. Wybiera ona losowo krotkę, jeśli jej przypisanie do klasy różni się od jej rzeczywistej przynależności, wyznaczana jest poprawka c i zgodnie z nią zmieniane są wartości parametrów wektorów wagowych. Następnie dla uzyskanych wektorów ponownie wywoływana jest funkcja podzial w celu wyznaczenia nowego przyporządkowania krotek. Po dokonaniu zmian obliczana jest suma długości nowych wektorów wagowych i jeśli w tym kroku zmalała, ale wzrosła w poprzednim zmniejszany jest parametr β. Proces zmian parametrów wektorów wagowych powtarzany jest tak długo, aż wartość β < 0.001 lub wektory podzielą zbiór na obszary, w których znajdą się tylko elementy z tej samej klasy.
Po każdej zmianie wektorów wagowych sprawdzana jest aktualna jakość podziału. W tym celu wykorzystywana jest funkcja accuracy. Jeśli uzyskana wartość jest większa niż przechowywana wartość najlepszego dopasowania, zachowywane są wektory wagowe dające lepsze dopasowanie i poziom uzyskiwanej przez nie dokładności.

Dodatkowym elementem algorytmu, zastosowanym w celu uzyskania jak najlepszego podziału, jest eliminacja parametrów. Do tego celu została zaimplementowana funkcja eliminacja, która wybiera cechę najmniej rozróżniającą rozpatrywane klasy. Po usunięciu najmniej istotnej cechy parametr β jest ponownie ustawiany na 2 i proces manipulacji wektorami wagowymi rozpoczyna się od nowa.

Po wyeliminowaniu wszystkich cech otrzymujemy wektory wagowe, które dały najlepszy rezultat. Na ich podstawie wyznaczane są wartości funkcji wagowych dla wszystkich krotek. Na podstawie otrzymanych wartości krotka przypisywana jest do klasy, dla której wartość funkcji wagowej okazała się największa. Na podstawie tych przypisań dokonywany jest podział na podwęzły, tzn. wszystkie krotki przypisane do tej samej klasy trafiają do jednego podwęzła.

W ten sposób uzyskujemy R podwęzłów. Tablice tab i nalezy są odpowiednio sortowane, żeby odzwierciedlały uzyskany podział. Granice węzłów w tych tablicach przechowywane są w liście wezly. Wczytywany jest kolejny węzeł i proces uczenia zaczyna się od początku.

Uzyskane drzewo jest następnie przycinane i wyznaczane jest optymalne drzewo z użyciem metody Cost-Complexity opisanej wcześniej.

[image: image99]
Rysunek 6  LMDT z wykorzystaniem Cost-Complexity
W celu testowania jakości dokonywanego podziału, wykorzystana została kroswalidacja. Sposób działania został przedstawiony na Rysunku 7. Na początku budowana jest Tablica dystrybucji zawierająca wszystkie krotki. Na podstawie Tablica dystrybucji budowana jest tablica Dystrybucja zawierająca dane wejściowe podzielone na zbiór testowy i treningowy. Kolejnym etapem jest znalezienie drzewa decyzyjnego w oparciu o zbiór treningowy. Następnie na podstawie zbioru testowego określana jest jakość podziału dokonywanego przez znalezione drzewo. Na wyjściu otrzymujemy, dla przypadku przedstawionego na Rysunku 7, 20 drzew. W zależności od ustawień początkowych kroswalidacji zmienia się ilość drzew wyjściowych. Dla kroswalidacji m x n dostajemy m tablic dystrybucji i n Dystrybucji dla każdej z tych tablic.
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Rysunek 7
Rozdział 3
Oblique Classifier 1

3.1 Ogólny opis działania algorytmu OC1(Oblique Classifier 1)
OC1 jest algorytmem budującym drzewa decyzyjne wykorzystując do podziału przestrzeni hiperpłaszczyzny. W celu znajdowania jak najlepszego podziału łączy się tu metody deterministyczne i losowe. Element losowy jest wykorzystywany w celu początkowego umieszczenia hiperpłaszczyzny i ucieczki z lokalnych minimów. Losowość umożliwia również algorytmowi tworzenie wielu różnych drzew na podstawie jednego zbioru danych. 
Istnieje kilka problemów, z którymi musi sobie radzić algorytm dzielący przestrzeń próbek:

· ograniczenia na położenie i orientację hiperpłaszczyzny;

· miara jakości podziału;

· wybór strategii przeszukiwania przestrzeni możliwych hiperpłaszczyzn i         znajdowania najlepszej;
· losowy wybór współczynników hiperpłaszczyzny startowej;


W dalszej części przybliżę sposoby radzenia sobie z tymi problemami zastosowane w algorytmie OC1. 

Omawiany algorytm nie nakłada żadnych ograniczeń co do kierunku hiperpłaszczyzny. Jednakże, nie rozróżnia się tu hiperpłaszczyzn mających takie same zbiory próbek po obu stronach, tzn. jeśli mamy przestrzeń n próbek w d wymiarowej przestrzeni to nasz algorytm rozpoznaje jedynie 
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 różnych hiperpłaszczyzn. Rozpoczyna swoje działanie od losowego wyboru parametrów hiperpłaszczyzny, a następnie stosuje heurystyczne metody dla znalezienia lokalnego minimum, po osiągnięciu którego używa niedeterministycznego kroku, aby z niego uciec. Mówiąc dokładniej, proces znajdowania lokalnego minimum wygląda następująco.
Mamy daną przestrzeń P zawierającą n próbek opisanych w d wymiarach (przez d cech), gdzie każda próbka należy do określonej klasy. Wybieramy losowo współczynniki a hiperpłaszczyzny H o równaniu:
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Niech Pj=(xj1,x j2,…,xjd) będzie j-tą krotką ze zbioru P. Jeśli teraz podstawimy Pj do równania (23) otrzymamy: 
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gdzie znak Vj określa po której stronie hiperpłaszczyzny znajduje się krotka. Jeżeli H dokonuje podziału w sposób dokładny, wtedy krotki należące do tej samej klasy mają ten sam znak Vj, to znaczy sign(Vi)=sign(Vj) ↔ category(Pi) = category(Pj). Położenie hiperpłaszczyzny w algorytmie OC1 wyznaczane jest przez odpowiedni dobór współczynników ai. Jeśli założymy, że tylko współczynnik am jest zmienną, a pozostałe współczynniki są stałe, wtedy Vj można wyrazić jako funkcje am. Jeśli teraz zdefiniujemy Uj:
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wtedy krotka Pj jest po dodatniej stronie hiperpłaszczyzny, jeśli am>Uj i po ujemnej w przeciwnym przypadku. Przez ustalenie wartości współczynników a1,..,ad+1 możemy otrzymać n ograniczeń na wartość am używając n elementów zbioru P. Problemem jest znalezienie takiej wartości parametru am, która spełniałaby jak najwięcej ograniczeń. Znalezienie tego parametru jest dość proste, gdyż w rzeczywistości jest to podział prostopadły do osi w 1-D. Najlepszy podział jednowymiarowy uzyskuje się tu obliczając i sortując rosnąco wartości Uj parametru m dla wszystkich próbek, a następnie sprawdza się dokładność podziału dla wartości 
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 jako średniej arytmetycznej dwóch sąsiadujących wartości Uj. Wartość 
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uzyskana jako rozwiązanie jednowymiarowego problemu jest dobrym kandydatem, by stać się nową wartością am. Przyjmijmy, że H1 jest hiperpłaszczyzną H, w której zamieniliśmy am na
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. Jeśli H1 dzieli przestrzeń lepiej niż H, wtedy H staje się H1. Jeśli H1 uzyskuje mniejszą dokładność, wtedy zostajemy przy położeniu H. W przypadku, gdy dokładność uzyskiwana przez obie hiperpłaszczyzny jest taka sama, H staje się H1, ale zmniejsza się prawdopodobieństwo (ozn. stag_prob) tego, że zmiana położenia hiperpłaszczyzny poprawi jakość podziału. Aby zapobiec zbyt długiemu przebywaniu algorytmu w miejscu, stag_prob maleje exponencjalnie wraz z liczbą przypadków (stagnant), dla których dokładność H=H1. 
 Metoda szukania parametrów w pseudokodzie wygląda następująco:

 Perturb(H, m) //m zmienia się od 1 do d+1;

   {


    for ( j = 1 to n )
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    Sortuj tablice U w porządku rosnącym;
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=GiniIndex(U);

    H1=rezultat podstawienia 
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 za am do H;

if (dopasowanie(H) < dopasowanie(H1))


{

     am=
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; 

     stagnant=0;

}

if (dopasowanie(H)= dopasowanie(H1))

{

     am=
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; 


stag_prob=e-stagnant;

stagnant+=1;

}

  }

Algorytm działa tak długo, aż osiągnie lokalne minimum. Kolejnym krokiem jest ucieczka z lokalnego minimum. Lokalne minima stanowią duży problem w poszukiwaniu najlepszej hiperpłaszczyzny. Proces poszukiwania osiąga minimum w momencie, kiedy żadna zmiana parametrów hiperpłaszczyzny, w sposób zaimplementowany w algorytmie, nie powoduje polepszenia jakości podziału. Istnieją dwie metody na realizacje ucieczki z lokalnego minimum: ponowne rozpoczęcie poszukiwania minimum od losowo wybranej hiperpłaszczyzny lub przekształcenie znalezionej hiperpłaszczyzny o pewną wartość, w kierunku losowo wybranego wektora. Technika przekształcania w kierunku wektora działa następująco: kiedy hiperpłaszczyna 
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osiągnie lokalne minimum wybierany jest losowy wektor R = (r1,r2,….,rd+1), który zostanie wykorzystany do przekształcenia odpowiednich współczynników hiperpłaszczyzny H. Następnie obliczana jest wartość α o jaką dana płaszczyzna zostanie przekształcona w kierunku wektora R. Po zastosowaniu przekształcenia równanie hiperpłaszczyzny ma następującą postać:
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Za każdym razem, kiedy nowa płaszczyzna H1 podnosi jakość podziału H staje się H1 i przekształcenie współczynników nowej hiperpłaszczyzny zaczyna się od początku. Po wykonaniu J ucieczek z lokalnego minimum algorytm dokonuje podziału przestrzeni krotek względem tej hiperpłaszczyzny, spośród wszystkich otrzymanych, dla której uzyskał najlepszy podział.

Drugą metodą ucieczki z lokalnego minimum jest losowanie współczynników nowej hiperpłaszczyzny i ponowne ich przekształcanie w sposób zadany w algorytmie. Tą ucieczkę również powtarzamy zadaną przez użytkownika liczbę razy J[11].
W implementacji algorytmu OC1 dla oceny jakości podziału dla różnych wartości Uj została użyta metoda Gini Index. Za najlepszy punkt podziału rozpatrywanego węzła uznaje się ten, który charakteryzuje się najmniejszą wartością indeksu Gini.

Drugą zaimplementowaną metodą oceniającą jakość podziału, jest metoda Twoing Rule. Metoda ta wykorzystywana jest przy porównaniu jakości podziału tego samego węzła dokonanego przez dwie hiperpłaszczyzny.
Dla algorytmu OC1, tak jak w przypadku LMDT wykorzystana została metoda Cost-Complexity i kroswalidacja w celu przycięcia drzewa i wyznaczenia dokładności podziału.
3.2 Przedstawienie sposobu implementacji
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Algorytm został zaimplementowany w postaci klasy, złożonej z zestawu funkcji i pól. Na wejściu podawany jest zbiór treningowy. W każdym obrocie pętli rozpatrywany jest jeden węzeł. W pierwszym kroku sprawdzane jest czy dany węzeł powinien być dalej dzielony. Do tego celu wykorzystywana jest funkcja sprczydziel. Określa ona czy spełniony jest warunek stopu. Jeśli tak, rozpatrywany jest kolejny węzeł. W przeciwnym wypadku losowane są współczynniki hiperpłaszczyzny, która ma posłużyć jako wyjściowa do szukanego podziału. Wyznaczanie hiperpłaszczyzny odbywa się przez znalezienie wszystkich jej współczynników. Są one wyznaczane pojedynczo. Za pomocą funkcji Perturb1, dla wszystkich krotek wyznaczane są wartości V, a następnie U dla szukanego parametru, tzn. jeżeli w danym kroku szukany jest pierwszy parametr hiperpłaszczyzny to do obliczenia V i U wykorzystywane są wartości pierwszej cechy każdej krotki. Znalezione wartości U przechowywane są w tablicy. W kolejnym kroku tablica przechowująca wartości U jest sortowana w porządku niemalejącym. Funkcja Perturb1  na wyjściu zwraca posortowaną tablicę U. Następnie znajdujemy najlepszy jednowymiarowy podział węzła na podstawie otrzymanej tablicy U w oparciu o Index Gini. Ten etap jest realizowany w funkcji Perturb2. Znajdowanie parametru odbywa się w następujący sposób. Dla posortowanych wartości U1<U2<…<Un wyznaczana jest średnia arytmetyczna wartości Uk i Uk+1 (ozn. sr) dla każdej pary sąsiadujących wartości U. Otrzymujemy n-1 takich wartości. Dla każdej z nich wyznaczamy wartość  Index Gini. Szukamy takiej wartości sr, dla której wartość indeksu Gini  jest najmniejsza. Wartość dla której uzyskano najlepszy podział zbioru, staje się wartością szukanego parametru hiperpłaszczyzny. W ten sposób znajdujemy wszystkie parametry. Powtarzamy ten proces do momentu osiągnięcia lokalnego minimum. Kolejnym krokiem jest ucieczka z lokalnego minimum przez ponowne wylosowanie współczynników hiperpłaszczyzny. Ucieczka powtarzana jest kilkanaście razy (J). Kiedy parametry hiperpłaszczyzny są już ustalone, następuje podział węzła względem hiperpłaszczyzny, dla której uzyskana została największa dokładność. W tym celu wyznaczamy dla każdej krotki wartość V, która określi po której stronie hiperpłaszczyzny znajduje się badana krotka. Jeśli wartość V dla danej krotki jest większa od 0 to znajduje się ona po dodatniej stronie hiperpłaszczyzny, w przeciwnym razie po ujemnej. Krotki, gdzie V > 0, wpisywane są do tymczasowej tablicy. Tablica ta jest wielkości rozpatrywanego węzła. Kiedy zostaną w niej umieszczone wszystkie krotki znajdujące się po dodatniej stronie jest ona uzupełniana pozostałymi krotkami. Następnie wczytywany jest kolejny węzeł. Po wczytaniu następuje sprawdzenie czy podział jest potrzebny. Jeśli tak to powtarzana jest opisana wyżej procedura.  

Tak jak w przypadku LMDT tu również wykorzystana została kroswalidacja i metoda Cost-Complexity do wyznaczenia i przetestowania wynikowego drzewa.
Rozdział 4
Prezentacja otrzymanych wyników
4.1 Prezentacja zbiorów danych
Testy zaimplementowanych algorytmów zostały przeprowadzone na kilkunastu wybranych zbiorach danych:

	Nazwa zbioru danych
	Liczba krotek
	Liczba klas
	Liczba atrybutów

	Australia
	690
	2
	14

	Balance
	625
	3
	4

	Breast cancer
	285
	2
	9

	Diabetes
	768
	2
	8

	Heart
	270
	2
	13

	Hepatitis
	155
	2
	19

	Ionosphere
	351
	2
	33

	Iris
	150
	3
	4

	Segment
	2310
	7
	18

	Votes
	433
	2
	16

	Wine
	178
	3
	13

	Zoo
	101
	7
	16


Poniżej pokazane są drzewa powstałe na podstawie pełnego zbioru danych. W każdym węźle przedstawiona jest ilość elementów każdej klasy zbioru i cecha mająca największy wpływ na dokonany podział w węźle.
AUSTRALIAN

OC1
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	5
	9
	11,8%

	LMDT
	2
	3
	10%
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	6
	11
	9,7%

	LMDT
	8
	12
	5,6%


BREAST CANCER
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	2
	3
	2,4%

	LMDT
	2
	3
	2,1%
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	2
	3
	25,7%

	LMDT
	2
	3
	20%
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	3
	5
	13,1%

	LMDT
	2
	3
	10,4%
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	3
	5
	10,9%

	LMDT
	2
	3
	3,2%
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OC1
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	4
	7
	8,5%

	LMDT
	2
	3
	5,1%


IRIS

OC1
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	3
	5
	6,6%

	LMDT
	3
	4
	0,6%


VOTES
OC1
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	4
	7
	4,4%

	LMDT
	2
	3
	1,4%
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	Liczba liści
	Liczba węzłów
	Błąd

	OC1
	4
	7
	5%

	LMDT
	2
	3
	0%


ZOO
OC1
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	0%


4.2 Porównanie algorytmów na podstawie dokładności podziałów.
     Jakość dokonywanych przez algorytmy podziału została przetestowana na kilku konfiguracjach. Zmianie podlegały: wielkość i liczba powtórzeń kroswalidacj, kryterium stopu (przycinanie drzewa lub zatrzymanie podziału przy odpowiedniej wartości Indexu Gini). Dane w tabelach zostały przedstawione w postaci średnia dokładność +/- odchylenie standardowe. Średnia dokładność wyznaczona została na podstawie dokładności wszystkich drzew wynikowych uzyskanych z kroswalidacji.
CV 10x2, drzewo przycinane metodą Cost-Complexity 
	Nazwa zbioru danych
	LMDT
	OC1

	Australian
	84,5+/-4,4
	82,5+/-2,3

	Balance
	91+/-1,5
	83,7+/-2,4

	Breast
	95,7+/-1,1
	96,7+/-0,9

	Diabetes
	74,7+/-2,1
	72,6+/-2,2

	Heart
	79,9+/-3
	77,6+/-2,4

	Hepatitis
	78,1+/-4,2
	81,2+/-4,7

	Ionosphere
	87,3+/-2,4
	83,7+/-4,5

	Iris
	94,5+/-3
	92,3+/-8,7

	Segment
	66,4+/-1,4
	63,8+/-3,1

	Votes
	94,3+/-1,2
	92,7+/-4,2

	Wine
	96+/-2
	91,4+/-2,5

	Zoo
	87,7+/-5,9
	64,5+/-11,2


CV 5x5, drzewo przycinane metodą Cost-Complexity
	Nazwa zbioru danych
	LMDT
	OC1

	Australian
	84,9+/-2,3
	83,8+/-3,9

	Balance
	91,4+/-3,3
	86,4+/-5,5

	Breast
	95,8+/-1,4
	96,9+/-1,5

	Diabetes
	76,2+/-2,9
	73,3+/-3,8

	Heart
	79,9+/-4,7
	77,9+/-3,8

	Hepatitis
	79,3+/-7,2
	78,3+/-7,4

	Ionosphere
	86,7+/-4
	85+/-5,8

	Iris
	95,9+/-3,5
	91,9+/-9,4

	Segment
	69,8+/-2,5
	73,6+/-2,3

	Votes
	94,1+/-2,1
	94,5+/-2,4

	Wine
	96,9+/-2,7
	88,8+/-7,6

	Zoo
	92,3+/-6,4
	73,4+/-9,9


CV 10x2, Index Gini  w liściu < 0.3
	Nazwa zbioru danych
	LMDT
	OC1

	Australian
	84,7+/-1,4
	81,9+/-3,4

	Balance 
	91,7+/-2
	83,7+/-4,2

	Breast
	95,8+/-0,8
	96,7+/-0,9

	Diabetes 
	75+/-1,3
	72,2+/-2

	Heart 
	79,8+/-2,5
	77,5+/-3,4

	Ionosphere
	86,2+/-2,3
	83,4+/-3,3

	Iris
	94,8+/-2,1
	92,4 +/-4,3

	Segment
	67,8+/-1,5
	69,3+/-2,1

	Votes
	93,9+/-1,2
	93,5+/-2,7

	Wine
	95,4+/-2,6
	89,8+/-3,6

	Zoo
	90,9+/-4,8
	81,5+/-7,8


CV 5x5, Index Gini  w liściu < 0.4
	Nazwa zbioru danych
	LMDT
	OC1

	Australian
	84,8+/-2,7
	81,1+/-3,3

	Balance 
	92,8+/-2,2
	82,2+/-4,9

	Breast
	95,8+/-1,6
	96,9+/-1,4

	Diabetes 
	76+/-2,7
	72,9+/-3

	Heart 
	80,3+/-5,1
	77,8+/-5,1

	Ionosphere
	87,1+/-2,4
	80,8+/-3,6

	Iris
	96,3+/-3,4
	94,4+/-4,2

	Segment
	70,7+/-2,8
	72,2+/-3,1

	Votes
	93,9+/-2,5
	94,5+/-2,4

	Wine
	96,3+/-3,3
	91,2+/-3,7

	Zoo
	93,2+/-5,7
	83,1+/-11,4


Wyniki otrzymane dla algorytmów LMDT i OC1 można również, dla porównania, zestawić z metodami dokonującymi podziału jednowymiarowego. W tym celu wykorzystana została metoda SSV z użyciem kroswalidacji 10x2, a obliczenia wykonane zostały  przy użyciu programu GhostMiner. Metoda SSV (Separability of Split Value) buduje drzewa binarne. Decyzja w węźle oparta jest o maksymalną wartość separowalności. Separowalnością podziału s dla cechy f i zbioru krotek D nazywamy:
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gdzie C jest zbiorem klas, a Dc zbiorem wektorów z D, które należą do c[12]. 
	Nazwa zbioru danych
	LMDT
	OC1
	SSV

	Australian
	84,5+/-4,4
	82,5+/-2,3
	85,3+/-2

	Balance 
	91+/-1,5
	83,7+/-2,4
	79,7+/-2,7

	Breast
	95,7+/-1,1
	96,7+/-0,9
	94,7+/-0.9

	Diabetes 
	74,7+/-2,1
	72,6+/-2,2
	74,1+/-2,3

	Heart 
	79,9+/-3
	77,6+/-2,4
	77,1+/-3,4

	Hepatitis
	78,1+/-4,2
	81,2+/-4,7
	79,2+/-1,1

	Ionosphere
	87,3+/-2,4
	83,7+/-4,5
	84,9+/-3,5

	Iris
	94,5+/-3
	92,3+/-8,7
	95,3+/-1,7

	Votes
	94,3+/-1,2
	92,7+/-4,2
	88,4+/-4,1

	Wine
	96+/-2
	91,4+/-2,5
	93,9+/-1,6

	Zoo
	87,7+/-5,9
	64,5+/-11,2
	87,5+/-6,3


Jakość otrzymywanych podziałów jest porównywalna, jednak do pełnego obrazu porównać należy jeszcze wielkość otrzymywanych drzew. Ponieważ algorytm LMDT nie dokonuje podziału binarnego, a OC1 i SSV dzielą binarnie, sensowne jest jedynie porównywanie dwóch ostatnich. W tabeli mamy średnią ilość węzłów w drzewie +/- odchylenie standardowe.
	Nazwa zbioru danych
	Liczba węzłów SSV
	Liczba węzłów OC1

	Australian
	4,1+/-1,5
	6+/-2,6

	Balance 
	7+/-0
	16,6+/-6

	Breast
	6,1+/-1,02
	3+/-0

	Diabetes 
	5,4+/-0,8
	5,1+/-2,8

	Heart 
	6,4+/-1,3
	3,8+/-1,5

	Hepatitis
	2,4+/-2,2
	4,4+/-1,4

	Ionosphere
	6,6+/-0,8
	4,2+/-1,36

	Iris
	5+/-0
	5+/-0,92

	Votes
	4,1+/-1,2
	3,1+/-0,4

	Wine
	6,8+/-0,6
	5,5+/-1,1

	Zoo
	5,7+/-0,9
	4,5+/-2,5


W większości przypadków drzewo otrzymywane za pomocą algorytmu OC1 jest mniejsze, a mimo tego nie tracimy na dokładności.
4.3 Testy statystyczne.

Porównywanie otrzymanych dokładności podziału zaimplementowanych algorytmów to tylko jedna z metod ich porównania. W praktyce do oceny, która z metod klasyfikacji danych jest lepsza stosuje się statystyczne testy istotności. Test statystyczny często nazywany jest procedurą weryfikacji hipotez statystycznych, bowiem głównym zadaniem takiego testu jest sprawdzenie słuszności (dokładniej prawdopodobieństwa prawdziwości) postawionej hipotezy, czyli jakiegoś sądu (przypuszczenia) dotyczącego rozkładu populacji generalnej, bez zbadania jej całości. Prawdziwość hipotezy weryfikujemy za pomocą wyników próby losowej, czyli w przypadku oceny istotności różnic systemów uczących się, za pomocą wektorów z wynikami uzyskanymi w procesie testowania tych systemów na pewnych zbiorach danych. W każdym teście istotności należy sformułować dwie hipotezy. Podczas testowania istotności różnic w wynikach uzyskanych przez metody uczenia maszynowego wyglądają one następująco:

· Hipoteza zerowa, oznaczona przez H0: porównywane metody uzyskują takie same wyniki na danym zbiorze, to znaczy wyniki, które nie różnią się istotnie – wszelkie różnice między nimi są jedynie dziełem przypadku;

· Hipoteza alternatywna H1: metody uzyskują istotnie różne wyniki;
Decyzję o przyjęciu lub odrzuceniu hipotezy zerowej podejmujemy na podstawie statystyki, czyli zmiennej losowej będącej pewną funkcją wyników próby losowej. Decyzja jest podejmowana dla pewnego poziomu istotności, czyli prawdopodobieństwa odrzucenia prawdziwej hipotezy zerowej. Poziom istotności oznacza się przez α[13].
W celu zbadania różnic między algorytmem LMDT i OC1 wykorzystany został test t-Studenta. Do wyznaczenia statystyki dla testu t-Studenta potrzebne są następujące dane:

n – liczba zebranych wyników (długość wektora XA i XB)
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- wektor z wynikami uzyskanymi podczas testowania algorytmu LMDT;
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- wektor z wynikami uzyskanymi podczas testowania algorytmu OC1;  
Na podstawie wektorów XA i XB wyznaczamy wektor różnic poszczególnych par wyników:
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Następnie wyliczamy średnią wektora D: 
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oraz jego odchylenie standardowe:
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Statystyka testowa zadana jest wzorem:
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W tabeli poniżej zebrane zostały wartości statystyki dla różnych zbiorów danych porównujące algorytmy LMDT i OC1 (kolumna t), budujących drzewo z wykorzystaniem kroswalidacji 10x2. W kolumnach oznaczonych α znajduje się ocena czy odrzucamy hipotezę zerową (ozn. TAK) czy też nie ma podstaw do jej odrzucenia (ozn. NIE), dla różnych poziomów istotności. 
	Nazwa zbioru danych
	t
	α = 0.05
	α = 0.01
	α=0.001

	Australia
	3,125979

	TAK
	TAK
	NIE

	Balance
	11,60751
	TAK
	TAK
	TAK

	Breast
	-3,77679
	TAK
	TAK
	NIE

	Diabetes
	3,444895
	TAK
	TAK
	NIE

	Heart
	2,364638
	TAK
	NIE
	NIE

	Hepatitis
	-2,48759
	TAK
	NIE
	NIE

	Ionosphere
	3,287302
	TAK
	TAK
	NIE

	Iris
	3,9952736
	TAK
	TAK
	TAK

	Segment
	4,780695
	TAK
	TAK
	TAK

	Votes
	8,089347
	TAK
	TAK
	TAK

	Wine
	7,304523
	TAK
	TAK
	TAK

	Zoo
	7,724487
	TAK
	TAK
	TAK


Jak widać dla jednych danych algorytmy mogą radzić sobie podobnie, a dla innych otrzymywane wyniki znacznie od siebie odbiegają. Nie można jednoznacznie ocenić, iż jedna z metod jest lepsza od drugiej. 

4.4 Analiza anomalii w wyborze optymalnego drzewa.
Zwykle w wyniku kroswalidacji otrzymujemy drzewa o podobnej wielkości (ilości węzłów), jednak dla niektórych danych wielkość ta może być inna za każdym razem lub może się zdarzyć, iż kilka z wynikowych drzew znacznie różni się wielkością od pozostałych. W tej części chciałabym przedstawić kilka przykładów takich drzew i zbadać przyczyny, dla których zostały ona wybrane jako najlepsze w kroswalidacji.

Pierwszym przykładem będzie drzewo zbudowane przez algorytm LMDT na zbiorze balance. W większości przypadków dla kroswalidacji 10x2 zostało wybrane drzewo o trzech liściach, czyli podział zakończył się już po pierwszym podziale. Jednak zdarzało się, że za najlepsze uznane zostało drzewo o pięciu liściach. 
[image: image146]
Przeanalizujmy otrzymane wartości α (zob. podrozdział 1.3 - Cost Complexity Pruning) dla otrzymanych drzew zbudowanych na podstawie zbiorów treningowych w każdym etapie kroswalidacji dla tego przykładu. Wynikowe drzewo wybierane jest na podstawie pięciu drzew zbudowanych na różnych zbiorach treningowych (ozn. Drzewo 1-5). Wartości α ułożone są rosnąco – wielkość drzewa maleje wraz ze wzrostem wartości α. 
	
	Wartość α
	Popełniony błąd

	Drzewo 1 
	0,03493
	7

	
	0,03742
	7

	
	0,04030
	7

	
	0,04366
	7

	
	0,05199
	7

	
	0,05733
	7

	
	0,06399
	7

	
	0,07257
	5

	
	0,08399
	5

	
	0,12099
	4

	
	0,22599
	5

	
	0,528
	33

	Drzewo 2
	0,02514
	3

	
	0,03742
	2

	
	0,04727
	2

	
	0,05688
	2

	
	0,06349
	2

	
	0,07199
	2

	
	0,09919
	3

	
	0,12199
	3

	
	0,22999
	5

	
	0,528
	33

	Drzewo 3
	0,02514
	9

	
	0,03082
	9

	
	0,03714
	9

	
	0,04690
	10

	
	0,05119
	10

	
	0,06299
	9

	
	0,08199
	8

	
	0,11899
	9

	
	0,23
	9

	
	0,528
	33

	Drzewo 4


	0,02278
	8

	
	0,03969
	9

	
	0,05119
	9

	
	0,06349
	9

	
	0,07199
	8

	
	0,09839
	9

	
	0,15733
	9

	
	0,22999
	10

	
	0,528
	33

	Drzewo 5
	0,04435
	6

	
	0,04802
	6

	
	0,05241
	6

	
	0,07315
	4

	
	0,084
	5

	
	0,12096
	6

	
	0,22580
	8

	
	0,53225
	36

	Drzewo wynikowe
	0,01762
	33

	
	0,02285
	33

	
	0,02902
	33

	
	0,04691
	34

	
	0,05128
	34

	
	0,05662
	33

	
	0,08333
	30

	
	0,12259
	31

	
	0,23076
	37

	
	0,52884
	140


Wartości błędów dla drzew zbudowanych na zbiorach treningowych uzyskiwane są na podstawie klasyfikacji zbioru testowego. Natomiast dla drzewa wynikowego błąd wyznaczany jest na podstawie średniej geometrycznej sąsiadujących wartości α i błędów uzyskanych przez drzewa treningowe. Na przykład dla α=0,12259, w drzewie wynikowym, błąd wyznaczany jest następująco:

[image: image147.wmf]1682

,

0

23076

,

0

12259

,

0

*

9

8

=

*

=

=

a

a

a

sr


Na błąd dla tej wartości α składają się następujące wartości błędów z drzew budowanych na zbiorach treningowych:

4+3+9+9+6=31.
Jak widać wyznaczony błąd dla α=0,12259 (drzewo o siedmiu węzłach) jest znacznie mniejszy niż dla α = 0,23076 (drzewo o czterech węzłach). Składają się na to błędy popełniane przez drzewa zbudowane na podstawie zbiorów treningowych, dla których również drzewo o siedmiu węzłach popełnia mniejszy błąd, niż drzewo o czterech węzłach. Niewielkie różnice błędów dla drzew budowanych na postawie zbiorów treningowych, przekładają się na znaczące różnice błędów w drzewie wynikowym. Dla lepszego zobrazowania sytuacji, na poniższym wykresie zestawiłam zależność α z wielkością uzyskiwanego błędu, dla dwóch przypadków, w których za najlepsze uznane zostało drzewo o czterech węzłach (czyli rozmiarze uznanym za optymalny) i przypadku, w którym wybrane zostało drzewo o siedmiu węzłach.
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Wykres granatowy prezentuje przypadek, w którym wybrane zostało drzewo o siedmiu węzłach. Dwa pozostałe są dla przypadków, gdzie optymalne okazało się drzewo o czterech węzłach. Na wykresie granatowym widać, iż mimo że mamy drzewo o czterech węzłach (α = 0,23076), nie zostaje ono wybrane, ponieważ wielkość błędu dla takiego drzewa jest dużo większy od wartości minimalnej uzyskanej w tym przebiegu i nie mieści się w granicach wyznaczonej wartości SE. Jak widać dla pozostałych dwóch wykresów różnica między minimalną wartością uzyskanego błędu a wielkością błędu dla drzewa o czterech węzłach jest mniejsza.
Innym przykładem jest drzewo uzyskiwane dla zbioru iris przez algorytm OC1. W większości przypadków uzyskujemy drzewo pięciowęzłowe, ale zdarza się, że za najlepsze uznane zostaje takie o siedmiu węzłach.


[image: image149]
	
	Wartość α
	Popełniony błąd

	Drzewo wynikowe
	0,12799
	8

	
	0,20888
	8

	
	0,30666
	21

	
	0,63999
	46


Dla α = 0,20888 (drzewo siedmiowęzłowe) błąd jest znacznie mniejszy, niż dla α = 0,30666 (drzewo pięciowęzłowe).

Tu również, dla lepszego zobrazowania problemu, posłużę się wykresem.
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Wykres granatowy przedstawia przypadek, w którym za najlepsze uznane zostało drzewo o siedmiu węzłach. Dla drzewa pięciowęzłowego błąd był tak duży (21), że nie mieścił się w przedziale błędu dla wyznaczonej wartości SE. Dla pozostałych dwóch wykresów wybrane zostało drzewo pięciowęzłowe. Mniejsze drzewo w tych przypadkach było drzewem trzywęzłowym i jego błąd był dużo większy. Jak widać na wykresie wartości α dla drzew o pięciu węzłach są zbliżone we wszystkich przypadkach, jednak błąd dla nich uzyskiwany znacznie się różni w przypadku wykresu granatowego. Pokazuje to, że nawet dla podobnych wartości α możemy uzyskać różne wielkości błędów, co przekłada się na wybór optymalnego drzewa.
To, że nie zawsze wybierane jest to drzewo, które uznalibyśmy za optymalne, uwarunkowane jest klasyfikacją zbioru testowego. Korzystając przy przycinaniu drzewa z metody Cost Complexity musimy dobierać zbiór testowy w taki sposób, żeby elementy żadnej z klas nie miały znaczącej przewagi. Wyobraźmy sobie sytuację w której dla zbioru iris zbiór treningowy składa się w 50% z krotek klasy Setosa, w 35% z krotek klasy Virginica i 15% krotek klasy Versicolor. W takim wypadku prawdopodobnie wybierane byłoby drzewo o trzech węzłach (dwóch liściach), a nie to o pięciu węzłach, gdyż różnica w błędzie popełnianym przez te drzewa byłaby niewielka, wiec wybierane byłoby drzewo mniejsze. 
Wielkość wybranego drzewa może również zależeć od metody wyboru optymalnego drzewa zastosowanej przez Cost-Complexity (0-SE lub 1-SE). Tabele poniżej zawierają wielkość drzewa (wyrażoną jako średnią liczbę węzłów w drzewie) z odchyleniem standardowym i dokładność uzyskiwaną dla danej metody, pierwsza dla algorytmu LMDT i kroswalidacji 10x2, druga dla OC1 i kroswalidacji 10x2.
	Zbiór danych
	Wielkość drzewa dla 0-SE
	Wielkość drzewa dla 1-SE
	Dokładność dla 0-SE
	Dokładność dla 1-SE

	Australian
	3,8+/-1,5
	3+/-0
	85,2+/-1,5
	84,5+/-4,4

	Balance
	10,3+/-6,4
	4,46+/-1,1
	91,8+/-1,6
	91+/-1,5

	Breast
	3,3+/-0,97
	3+/-0
	96,2+/-1,1
	95,7+/-1,1

	Diabetes
	5,3+/-4,6
	3,1+/-0,45
	74,8+/-2,2
	74,7+/-2,1

	Heart
	3,2+/-0,6
	3+/-0
	78,9+/-3
	79,9+/-3

	Hepatitis
	3,3+/-0,7
	3,1+/-0,45
	78,4+/-4,2
	78,1+/-4,2

	Ionosphere
	12,8+/-14,5
	3,4+/-1,05
	87,1+/-2,5
	87,3+/-2,4

	Iris
	4,5+/-2,2
	4+/-0
	95,5+/-2,6
	94,5+/-3

	Segment
	51,5+/-48,2
	26,65+/-13,9
	67,3+/-1
	66,4+/-1,4

	Votes
	3,5+/-0,88
	3,4+/-1,39
	93,6+/-2,2
	94,3+/-1,2

	Wine
	4+/-0
	4+/-0
	96,1+/-1,5
	96+/-2

	Zoo
	7,9+/-0,3
	7,85+/-0,36
	90,2+/-3,5
	87,7+/-5,9


	Zbiór danych
	Wielkość drzewa dla 0-SE
	Wielkość drzewa dla 1-SE
	Dokładność dla 0-SE
	Dokładność dla 1-SE

	Australian
	9+/-3,7
	6+/-2,6
	83,3+/-1,9
	82,5+/-2,3

	Balance
	22,8+/-11,9
	16,6+/-6
	84,4+/-4,4
	83,7+/-2,4

	Breast
	3,3+/-0,97
	3+/-0
	96,6+/-0,8
	96,7+/-0,9

	Diabetes
	10+-/9,6
	5,1+/-2,8
	72,9+/-2,6
	72,6+/-2,2

	Heart
	7,8+/-5,4
	3,8+/-1,5
	77,8+/-3,1
	77,6+/-2,4

	Hepatitis
	6,7+/-2,3
	4,4+/-1,4
	79,1+/-4,8
	81,2+/-4,7

	Ionosphere
	9,4+/-4,9
	4,2+/-1,36
	85+/-3,2
	83,7+/-4,5

	Iris
	7,8+/-3,3
	5+/-0,92
	88,6+/-5,6
	92,3+/-3,4

	Segment
	133,3+/-57,7
	59,1+/-24,8
	69,8+/-1,8
	63,8+/-3,1

	Votes
	8,3+/-3,5
	3,1+/-0,4
	88,7+/-4,8
	92,7+/-4,2
3

3

3

3

3

3

5

3

3

3

3

3

3

3

3

3

3

3

3

	Wine
	6,1+/-1,2
	5,5+/-1,1
	90,7+/-4,1
	91,4+/-2,5

	Zoo
	10,1+/-1,9
	4,5+/-2,5
	78,2+/-8,2
	64,5+/-11,2


Jak widać drzewo wybierane przez metodę 0-SE jest zawsze większe, jednak dokładność drzew otrzymanych przez obie metody jest podobna. Przy drzewach decyzyjnych nie zależy nam jednak na zbyt dużym drzewie, ponieważ daje nam zbyt rozbudowany obraz danych, dlatego lepszym rozwiązaniem wydaje się być stosowanie metody 1-SE.
Podsumowanie

W niniejszej pracy omówione i zaimplementowane zostały dwie metody klasyfikacji danych. Przedstawione zostały sposoby działania każdej z nich, a także rezultaty uzyskiwane przez nie dla różnych zbiorów danych. Badane były pod kątem  zmian otrzymanych wyników w zależności od ustawień początkowych, takich jak wielkość kroswalidacji, zastosowanej metody wyboru najlepszego drzewa czy kryterium stopu. Analiza otrzymanych wyników pozwala zaobserwować dla jakich ustawień otrzymamy optymalne wyniki (małe drzewo, duża dokładność).

Otrzymane wyniki zostały również porównane z rezultatami otrzymywanymi dla algorytmów dokonujących podziału jednowymiarowego (jako przedstawiciel tego typu algorytmów wybrany został algorytm SSV).
Do porównania jakości dokonywanych podziałów wykorzystane zostały także testy statystyczne, które są często stosowaną metodą w porównywaniu systemów uczących się. W pracy wykorzystany został test t-Studenta, przy pomocy którego dokonana została ocena czy LMDT i OC1 dają statystycznie istotnie różne rezultaty.
Na koniec przedstawione i zbadane zostały anomalie występujące przy wyborze drzewa wynikowego.

Przedstawione metody to tylko dwie z wielu istniejących algorytmów, dokonujących podziału wielowymiarowego. Jednak już na podstawie obserwacji wyników tych dwóch algorytmów można powiedzieć, że jakość dokonywanego przez nie podziału zależy od danych na których działamy. Nie możemy wybrać jednego, który zagwarantuje optymalny podział każdego zbioru danych. Dlatego też, żeby wybrać optymalny algorytm stosuje się automatyczne metody wyboru, tego który da optymalne wyniki dla zadanego zbioru danych.
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przycinanie





LMDT





Zbiór treningowy





Zbiór testowy





LMDT





Wyznaczenie tablicy α i błędów





przycinanie





LMDT





Zbiór treningowy





Zbiór testowy




















Dane





Wyznaczenie najlepszego drzewa





Wyznaczenie tablicy α





Wyznaczenie tablicy α i błędów





przycinanie





LMDT





Zbiór treningowy





Zbiór testowy





Wyznaczenie tablicy α i błędów





przycinanie





LMDT





Zbiór treningowy





Zbiór testowy





Wyznaczenie tablicy α i błędów





przycinanie





LMDT





Zbiór treningowy





Zbiór testowy





Wyznaczenie tablicy α i błędów

















  0 – Setosa


46 – Versicolor


  1 – Virginica





  0 – Setosa


  4 – Versicolor


49 – Virginica





  0 – Setosa


50 – Versicolor


50 – Virginica





  0 – Setosa


50 – Versicolor


50 – Virginica





50 – Setosa


50 – Versicolor


50 – Virginica





61 – klasa 1


47 – klasa 2








57 – class 1


29 – class 2








4 – class 1


18 – class 2











Podział węzła


V





nie





tak





Czy osiągnięto lokalne minimum?





Wyznaczenie najlepszego podziału U


Perturb2





Wyznaczenie wartości U dla każdej krotki dla badanego parametru


Perturb1





Losowanie początkowych współczynników płaszczyzny





Sprawdzenie czy węzeł należy dzielić





sprczydziel





Wczytanie węzła





Wczytanie zbioru danych





nie





eliminacja





Eliminacja cechy





tak





Zostały jeszcze jakieś parametry do wyeliminowania?





Zmiana parametru β





podzial





Przypisanie krotek do klas na podstawie funkcji wagowych.





zmiana





Losowanie źle sklasyfikowanej krotki i zmiana parametrów wektorów wagowych.





podzial





Przypisanie krotek do klas na podstawie funkcji wagowych.





nie





tak





β<0.001 lub


węzeł zawiera tylko krotki z jednej klasy





Sprawdzenie czy węzeł ma być dzielony


sprczydziel





wezel	nalezy





Wczytanie węzła





Inicjalizacja zmiennych:


a = 0.999


b = 0.0005


β = 2


losowanie wektorów wagowych





Zbiór danych





tak





0-setosa


0-virginica


1-versicolor








0-setosa


26-virginica


0-versicolor








0-setosa


1-virginica


25-versicolor








22-setosa


0-virginica


0-versicolor








0-setosa


27-virginica


26-versicolor








23 – klasa 1


9 – klasa 2








12 cecha








3 cecha








12-right


4-balanced


1-left





14-right


12-balanced


238-left


3 cecha





274-right


37-balanced


50-left


2 i 4 cecha





0-right


1-balanced


12-left





288-right


49-balanced


288-left


1 cecha





4-right


2-balanced


274-left





1-right


1-balanced


0-left





0-right


6-balanced


0-left





4-right


7-balanced


274-left


3 cecha





9-right


0-balanced


0-left





0-right


4-balanced


7-left





4-right


29-balanced


3-left





270-right


2-balanced


4-left





5-right


14-balanced


274-left


3 i 4 cecha





13-right


33-balanced


10-left


3 i 4 cecha





288-right


49-balanced


288-left


2 i 4 cecha





21-right


9-balanced


0-left





3-right


8-balanced


44-left





1 – Democrat


262-Republican








4 cecha








168- Democrat


267-Republican








węzeł 28


  


3  3  5














0 – klasa 1


0 – klasa 2


0 – klasa 3


0 – klasa 4


0 – klasa 5


0 – klasa 6


10 – klasa 7








0 – klasa 1


0 – klasa 2


0 – klasa 3


0 – klasa 4


4 – klasa 5


0 – klasa 6


0 – klasa 7








0 – klasa 1


20 – klasa 2


0 – klasa 3


0 – klasa 4


0 – klasa 5


0 – klasa 6


0 – klasa 7








węzeł 27





15  5  0








167- Democrat


5 – Republican








6 cecha








241-malignant


458 – benign








2-malignant


445 – benign





2 cecha








500 - klasa 1


268 – klasa 2








444 – klasa 1


98 – klasa 2








0 – klasa 1


0 – klasa 2


0 – klasa 3


13 – klasa 4


0 – klasa 5


0 – klasa 6


0 – klasa 7








0 – klasa 1


0 – klasa 2


5 – klasa 3


0 – klasa 4


0 – klasa 5


0 – klasa 6


0 – klasa 7








0 – klasa 1


0 – klasa 2


0 – klasa 3


0 – klasa 4


0 – klasa 5


8 – klasa 6


0 – klasa 7








tak





Sprawdzenie dokładności podziału


accuracy





10 – klasa 1


116 – klasa 2








150 – klasa 1


21 – klasa 2








160 – klasa 1


137 – klasa 2








2 cecha








500 - klasa 1


268 – klasa 2








354 - klasa 1


52 – klasa 2








nie





163 - Democrat


14- Republican








168-Democrat


267-Republican








2 cecha








29 – die


35 – live








2 cecha








32 – die


123 – live








3 – die


88 – live








33 – klasa 1


117 – klasa 2








160 – klasa 1


137 – klasa 2








127 – klasa 1


20 – klasa 2








212 – good


5 – bad








29 – die


2 – live





3 – die


121 – live





15 i 17 cecha








32 – die


123 – live








13 – good


121 – bad








1 cecha








225 – good


126 – bad








41 – klasa 1


0 – klasa 2


0 – klasa 3


0 – klasa 4


0 – klasa 5


0 – klasa 6


0 – klasa 7








  0 – klasa 1


20 – klasa 2


   5 – klasa 3


13 – klasa 4


  4 – klasa 5


 8 – klasa 6


10 – klasa 7


4 i 9 cecha








41 – klasa1


20 – klasa 2


5 – klasa 3


13 – klasa 4


4 – klasa 5


8 – klasa 6


10 – klasa 7


3, 10 i 13 cecha








  0 – klasa 1


  0 – klasa 2


   0 – klasa 3


 13 – klasa 4


  0 – klasa 5


 0 – klasa 6


  0 – klasa 7








  0 – klasa 1


  0 – klasa 2


   0 – klasa 3


   0 – klasa 4


  0 – klasa 5


 8 – klasa 6


10 – klasa 7








  0 – klasa 1


 20 – klasa 2


   5 – klasa 3


  0 – klasa 4


  4 – klasa 5


 0 – klasa 6


  0 – klasa 7








  0 – klasa1


  0 – klasa 2


   0 – klasa 3


13 – klasa 4


  0 – klasa 5


 8 – klasa 6


10 – klasa 7


2 cecha








5 –Democrat 253Republican








4 cecha








41 – klasa1


  0 – klasa 2


   0 – klasa 3


  0 – klasa 4


  0 – klasa 5


 0 – klasa 6


  0 – klasa 7








41 – klasa 1


20 – klasa 2


   5 – klasa 3


13 – klasa 4


  4 – klasa 5


 8 – klasa 6


10 – klasa 7


4 i 9 cecha





12 – good


79 – bad








225 – good


126 – bad








6 i 7 cecha








50 – Setosa


0-Versicolor


0 –Virginica








0 – Setosa


1 - Versicolor


50 –Virginica





0 – Setosa


49-Versicolor


0 –Virginica





50 – Setosa


50-Versicolor


50 –Virginica


3 i 4 cecha





24-right


17-balanced


44-left


1 i 2 cecha





250-right


20-balanced


6-left





2-right


7-balanced


225-left





12-right


5-balanced


13-left


3 cecha





0-right


5-balanced


0-left











Wybrane drzewa





Wybrane drzewa





59 – class 1


71 – class 2


48 – class 3


10 cecha





1 – class 1


63 – class 2


0 – class 3





58 – class 1


8 – class 2


48 – class 3


1 cecha





58 – class 1


7 – class 2


0 – class 3








0 – class 1


1 – class 2


48 – class 3





59 – class 1


71 – class 2


48 – class 3


3 i 13 cecha





0 – class 1


71 – class 2


0 – class 3





0 – class 1


0 – class 2


48 – class 3





59 – class 1


0 – class 2


0 – class 3





137-right


4-balanced


3-left














0-setosa


26-virginica


1-versicolor








22-setosa


27-virginica


26-versicolor








5-right


0-balanced


0-left





0-right


1-balanced


5-left





0-right


14-balanced


0-left





węzeł decyzyjny








korzeń





296 – klasa 1


23 – klasa 2





7 – klasa 1


19 – klasa 2





19 – klasa 1


218 – klasa 2











5-right


15-balanced


5-left








144-right


21-balanced


147-left











353 – klasa 1


39 – klasa 2





liść





nie





węzeł 26





20  10  5








2-right


2-balanced


139-left








50 – Setosa


50 – Versicolor


50 – Virginica


1 cecha





  0 – Setosa


50 – Versicolor


50 – Virginica


4 cecha





50 – Setosa


  0 – Versicolor


  0 – Virginica





  0 – Setosa


49 – Versicolor


  9 – Virginica





  0 – Setosa


  1 – Versicolor


41 – Virginica





80 – klasa 1


265 – klasa 2








383 – klasa 1


307 – klasa 2











klasa 2





węzeł 31





0  3  0








węzeł 30





15  2  0








klasa 1





klasa 1





węzeł 29





2  2  0








klasa 3





LMDT z użyciem Cost-Complexity





Czy liczba ucieczek z lokalnego minimum = J ?





nie





2 – good


11 – bad








211 – good


16 – bad








Określenie jakości wynikowego drzewa








Określenie jakości wynikowego drzewa








Tablica dystrybucji





Tablica dystrybucji





Tablica dystrybucji





Tablica dystrybucji





Tablica dystrybucji





Tablica dystrybucji





Tablica dystrybucji





Zbiór 


testowy





Dystrybucja





Zbiór 


testowy





Tablica dystrybucji





Zbiór treningowy





LMDT z uzyciem Cost-Complexity





Dystrybucja





Zbiór treningowy





tak





Tablica dystrybucji





Określenie jakości wynikowego drzewa








LMDT z użyciem Cost-Complexity





Zbiór treningowy





Dystrybucja





Zbiór 


testowy





Dystrybucja





Określenie jakości wynikowego drzewa








LMDT z użyciem Cost-Complexity





Zbiór treningowy





Zbiór 


testowy





Tablica dystrybucji





C


V





10


x


2





Z


B


I


Ó


R





DANYCH





WE


J


Ś


C


I


OWYCH





3 cecha








213 – good


27 – bad








0 – good


20 – bad








2 cecha








213 – good


47 – bad








29 – die


14 – live





0 – die


21 – live





10 – klasa 1


108 – klasa 2








6 cecha








241-malignant


458 – benign








2-malignant


443 – benign





239-malignant


15 – benign








146 - klasa 1


216 – klasa 2





56 – klasa 1


170 – klasa 2








239-malignant


13 – benign








10 cecha








8 cecha








383 – klasa 1


307 – klasa 2








30 – klasa 1


268 – klasa 2





14 cecha








10 cecha








8 cecha





10 cecha








303 – klasa 1


42 – klasa 2
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