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Wstep

Gléwnym celem tej pracy bylo stworzenie modutu InTrees wspotpracujacego z
powstajaca na Uniwersytecie Mikotaja Kopernika w Toruniu platforma Intemi, realizujaca
zadania z zakresu inteligencji obliczeniowej. Zgodnie z przyjgtymi zatozeniami i tendencjami
obowiazujacymi w nowoczesnej informatyce, aplikacja =zostala zaprojektowana i
zrealizowana w cato$ci w postaci obiektowej, jest skalowalna i posiada budowe¢ modularna,
co daje szerokie mozliwosci jej przysztej rozbudowy. Uzytkownik znajdzie w niej
szczegOtowe implementacje najpopularniejszych 1 najskuteczniejszych algorytméow budowy
drzew decyzji. Dzigki unikalnemu podejsciu do tematu, korzystajacy z tatwoscia moze taczy¢
poszczegoOlne elementy znanych metod z wlasnymi implementacjami. Cato$¢ zintegrowana
jest z platforma Intemi, dzigki czemu uzyskujemy dostep do szeregu zasobow, takich jak
walidacja krzyzowa, metody wizualizacji, repozytorium wynikOw oraz wiele innych.

Praca sktada si¢ z czterech gldéwnych czesci. Pierwsza zawiera wprowadzenie do
metod drzew decyzyjnych, wraz z omdéwieniem gtéwnych elementow typowych algorytmow
konstrukcji drzew klasyfikacji. Moim celem nie byto wyczerpujace przedstawienie tematu, a
jedynie omowienie jego najwazniejszych aspektow oraz zarys podstawowych idei. Catos§¢
stworzona zostala z mys$la o przyszlych uzytkownikach modutu Intemi, ze szczegdlnym
uwzglednieniem tych, ktérzy dopiero rozpoczynaja swoja przygode z inteligencja
obliczeniowa.

Kolejne rozdziaty to przeglad najbardziej znanych i1 osiagajacych najlepsze wyniki
algorytméw generujacych drzewa klasyfikacji. Mozna traktowa¢ go takze, jako uscislenie
koncepcji nakreslonych w pierwszej czgsci pracy, poprzez nadanie im konkretnej postaci i
wskazanie zastosowanych w nich metod 1 rozwigzan. Wigkszo§¢ przedstawionych

algorytmow znalazto si¢ w module InTrees, a ich implementacje zostalty oméwione w dalszej



czgSci pracy. Jednym z gloéwnych tematow jest zagadnienie regut logicznych, a w
szczegdlnosci proces ich generowania na podstawie gotowych drzew klasyfikacji.

Czg$¢ poswigcona opisowi implementacji modutu InTrees przeznaczona jest dla
programistow 1 zaawansowanych uzytkownikow aplikacji pragnacych rozwijaé
zaprezentowane rozwigzanie. Moze ona takze postuzy¢ jako pomoc przy tworzeniu kolejnych
modutéw platformy Intemi.

Praca zakonczona jest eksperymentami, ktore w ciekawy sposob porownuja

poszczegbdlne elementy algorytmow konstruujacych drzewa klasyfikacji.



Rozdzial 1

Wprowadzenie do drzew decyzyjnych

Sposéb reprezentowania wiedzy stuzacej do podejmowania decyzji przy pomocy
drzew jest bardzo stary i nie wywodzi si¢ ani z systemoéw ekspertowych ani z inteligencji
obliczeniowej. Obecnie stat si¢ on jednak podstawowa metoda indukcyjnego uczenia sig
maszyn. Wptyngla na to duza efektywnos$¢, mozliwos¢ prostej implementacji, a takze duza

intuicyjnosc¢ 1 tatwos$¢ w rozumieniu drzew klasyfikacji przez cztlowieka.

1.1 Teoria drzew decyzyjnych

1.1.1 Struktura drzewa, podstawowe pojecia 1 definicje

Rozwazajac pojecie drzewa decyzyjnego mamy na mysli strukture ztozona z weztow,
z ktorych wychodza galezie prowadzace do innych weztow lub lisci. Drzewo decyzyjne ma
typowe wilasciwosci drzewa, w znaczeniu, jakie temu pojeciu nadaje si¢ w informatyce.
Formalnie mianem drzewa okre§lamy dowolny spdjny graf acykliczny. Krawedzie grafu
nazywane sa gal¢ziami, wierzchotki z ktorych wychodzi co najmniej jedna krawedz weztami,

a pozostale wierzchotki lis¢mi. [2]

Definicja 1.1 (Przestrzen klasyfikacji)

Przestrzen klasyfikacji okresla sig¢ jako zbidr wlasnosci q, ktére charakteryzuja elementy



zbioru W.

Definicja 1.2 (Drzewo klasyfikacji)

Drzewem klasyfikacji dla przestrzeni klasyfikacji X 1 zbioru klas C
nazywamy parg D spetniajaca jeden z ponizszych warunkow:

1. D = (W, (), gdzie W jest wezlem a () jest pusta lista drzew.

2.D=W, (D, ...,D,)), gdzie W=(f,c) jestwezlem, ne N, dlakazdegoiec {1,...n},
D,;=((f.c;),L;) jestdrzewem (ktore nazywamy poddrzewem bezposrednim drzewa D)
oraz

dla kazdego x € X, z fi(x)<1 (tzn., ze kazdy wektor wpada co najwyzej do jednego
i=1

podwezta).
Wezet W nazywamy wowczas weztem gtownym lub korzeniem drzewa D. Wezty
gtéwne drzew D,, . . .,D, nazywamy podweztami albo dziecmi we¢zta W, a wezet W ich

nadweztem lub rodzicem.

Definicja 1.3 (Wezel drzewa klasyfikacji)

Weztem drzewa klasyfikacji dla przestrzeni klasyfikacji X i zbioru klas C nazywamy dowolng
pare W=(f,c) , gdzie f:X—|0,1| oraz c € C. Funkcje f nazywamy wowczas
funkcjq przynaleznosci do wezta W, a klase c etykietq wezta W.

Definicja 1.4 (Klasyfikator)
Klasyfikatorem opartym na drzewie D nazywamy funkcj¢ klasyfikujaca, ktora kazdemu

wektorowi x € X przyporzadkowuje klasg, ktora jest etykieta liScia zawierajacego x.
Warto takze uscisli¢ kilka termindéw uzywanych w ogolne;j teorii drzew.

Definicja 1.5 (Rodzenstwo)
Wezty majace wspdlnego rodzica nazywamy rodzenstwem (kazdy wezet jest

dla pozostatych bratem).

Definicja 1.6 (Poddrzewo)

Poddrzewem drzewa W jest jego kazde poddrzewo bezposrednie, a takze kazde



poddrzewo dowolnego poddrzewa bezposredniego.

Definicja 1.7 (Lis¢ drzewa)
Lisciem drzewa D nazywamy kazdy wezet drzewa W, ktory jest weztem gtownym

poddrzewa z pusta lista poddrzew wtasciwych.

Definicja 1.8 (GalqzZ drzewa)

Galezia drzewa D nazywamy dowolny ciag weztow (W), . . .W,) taki, ze n € N,

W, jest weztem gtéwnym drzewa D, W, jego lisciem oraz dla kazdego i € {2, .. .,n} W, jest
podweztem wezta W, .

Definicja 1.9 (Dlugosé galezi drzewa)
Dhugoscia galezi drzewa nazywamy liczbg weziow ja stanowiacych.

Definicja 1.10 (Gl¢bokosé drzewa)
Glebokos$cia drzewa nazywamy maksymalna dlugos¢ gatezi tego drzewa.

Definicja 1.11 (Drzewo binarne)
Drzewem binarnym nazywamy drzewo, w ktorym kazdy wezel nie bedacy lisciem posiada

doktadnie dwa podwezty.

Definicja 1.12 (Przynaleinosé do wezla drzewa)
Méwimy, ze x € X nalezy (badz wpada) do wezta W=(f,c) drzewa D oile
f(x)=1 oraz, albo W jest wezlem gtéwnym D, albo x nalezy do nadwezla wezla W w

drzewie D.

1.1.2 Przykladowe drzewo decyzyjne

Przyklad 1.1

Zatozmy, ze chcemy zautomatyzowaé proces podejmowania decyzji o wyborze s$rodka
lokomocji podczas podrézy stuzbowej naszych pracownikow.

Mamy do dyspozycji nastepujace parametry (cechy) opisujace kazda delegacje:



- odlegtos¢: (lokalna, migdzynarodowa)
- liczebnos¢ grupy (1, 2-5, >5)
- ograniczenie finanséw (tak, nie) rozumiane jako: “Czy koszt odgrywa znaczaca rol¢?”
- ograniczenie czasowe (tak, nie) rozumiane jako: “Czy czas odgrywa znaczaca rolg?”
- bagaz (maty, duzy)
Przyjmijmy, ze jezeli liczebno$¢ grupy przekracza 5 oséb, to podréz samochodem
nadal jest mozliwa. Zostanie uzyty po prostu wigcej niz jeden samochod.
Przyktadowe drzewo decyzyjne wygenerowane dla tego problemu mogloby wygladaé

nastgpujaco (Rysunek 1.1).

Odlegtass

lokalna migdzyn aradoma

Liczebnosd
grupy Ograniczenie

finansdues
1 =5 2-0 \
J ¥ Tak NIE
Bagaz
Il 2ty *: Druzy
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Rysunek 1.1: Przyktadowe drzewo decyzyjne



1.1.3 Zalety 1 ograniczenia drzew decyzyjnych

Drzewa decyzyjne moga by¢ budowane przy wykorzystaniu algorytmicznych technik
"dziel 1 zwycigzaj". Metoda ta jest znana ze swej szybkosci [25]. Dodatkowo reprezentacja
wykorzystujaca drzewa jest przy tym stosunkowo efektywna pamigciowo w porOwnaniu z
innymi podej$ciami, chociaz obecnie nie jest to juz tak istotne. Wazniejsze i godne
podkreslenia jest to, ze drzewa decyzyjne umozliwiaja niezwykle efektywna implementacj¢
procesu klasyfikowania przyktadow, czyli stosowania hipotezy uzyskanej w procesie uczenia
sig¢ [1].

Drzewa moga by¢ uzywane zarowno do selekcji jak i1 ekstrakcji cech. Bardzo istotna
zaleta drzew jest to, ze ich modele sa stosunkowo zrozumiate dla cztowieka, tatwe do
wizualizacji i translacji na reguty logiczne. Dlatego tez zalecane sa w przypadkach, w ktérych
wazna jest nie tylko poprawnos$¢ klasyfikacji, ale rowniez mozliwo$¢ logicznej oceny
proponowanych przez system rozwiazan.

Drzewa klasyfikacji moga reprezentowaé dowolne pojgcia [1], jesli tylko ich definicje
mozna wyrazi¢ w zaleznos$ci od atrybutdéw, nalezy jednak podkresli¢ fakt, ze w przypadku
niektorych zlozonych hipotez odpowiednie drzewa moga by¢ rownie ztozone.[1] Znanymi
przyktadami nie posiadajacymi naturalnej reprezentacji za pomoca drzew decyzji sa sytuacje
“wigkszo$¢ jest za” oraz “prawdziwos$¢ n czynnikow z m mozliwych” [4]. Ograniczenia
drzew wynikaja glownie z faktu, ze stosowane testy sprawdzaja wartosci pojedynczych
atrybutoéw, tracac w ten sposob szans¢ na wykorzystanie ewentualnych zaleznos$ci pomigdzy
poszczegdlnymi warto$ciami atrybutu, co mogloby zaowocowac sformutowaniem prostszej
hipotezy. Znamienny jest réwniez fakt, ze o ile koniunkcje atrybutoéw reprezentuje si¢ w
bardzo naturalny sposéb poprzez sekwencje atrybutéw wzdtuz pewnej $ciezki w drzewie, to
proba reprezentacji ich alternatywy czgsto prowadzi do znacznej komplikacji budowy drzewa.

Uciazliwy moze by¢ rowniez brak stabilnosci drzew [3]. W skrajnych przypadkach
zmiana pojedynczej wartosci atrybutu moze prowadzi¢ do catkowitej przebudowy struktury
drzewa. Wreszcie drzewa decyzyjne nie daja mozliwosci tatwej aktualizacji, czyli
doskonalenia drzewa po dofaczeniu do zbioru treningowego nowych przypadkow, a nieliczne
algorytmy oferujace takie mozliwos$ci, osiagaja zwykle rezultaty gorsze niz w przypadku

budowania drzewa od podstaw.
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1.2 Konstruowanie drzewa metoda zstgpujaca

Istnieje wiele algorytmow uczenia si¢ poje¢ z wykorzystaniem drzew decyzyjnych do
reprezentacji hipotez. Zgodnie z ogdélnym celem uczenia si¢ indukcyjnego, daza one do
uzyskania mozliwie prostego drzewa decyzyjnego klasyfikujacego przyktady ze zbioru
treningowego z jak najmniejszym bledem oczekujac, ze takie drzewo bgdzie miato réwnie
niewielki btad podczas klasyfikacji dokonywanej na zbiorze testowym [1].

W wigkszosci przypadkéw algorytmy konstrukcji drzew decyzyjnych mozna
sprowadzi¢ do wspdlnego schematu budowy drzewa metoda zstgpujaca. W schemacie takim
wyrdzni¢ mozna cztery podstawowe elementy: kryterium rozbudowy, kryterium stopu, test
atrybutu, metoda przycinania drzewa (ang. pruning). Szczego6lne znaczenie dla ksztattu
drzewa powstatego w wyniku dziatania algorytmu maja dwa pierwsze elementy - kryterium
rozbudowy oraz kryterium stopu. Metoda przycinania drzewa nie jest juz tak $cisle zwiazana
z danym algorytmem i definiuje sposob radzenia sobie z nadmiernym dopasowaniem si¢
modelu do danych treningowych (ang. overfitting)[ 10]. Rodzaje testow atrybutu okreslaja
natomiast typy danych, do klasyfikacji ktorych drzewo moze zosta¢ wykorzystane. Czgs¢
algorytméw ograniczonych jest wylacznie do atrybutow nominalnych, inne radza sobie

$wietnie takze z atrybutami porzadkowymi i ciagtymi.

1.2.1 Zarys algorytmu

Schemat konstrukcji drzewa decyzyjnego moze zosta¢ przedstawiony w postaci
procedury rekurencyjnej budujDrzewo. Jako argumentéw podawanych przy jej wywotaniu
uzywamy trzech zmiennych:
P - zbior etykietowanych przyktadow pojecia docelowego c,
d - domyslna etykieta kategorii przyporzadkowywana do liScia, gdy nie mozliwe jest
okreslenie jego wiasciwej etykiety,
S - zbi6r wszystkich mozliwych testow,
Przyktadowe wywotanie procedury moze mie¢ nastgpujaca postaé:

.S)

budujDrzewo(T , arg max|T*
d

Przez T® oznaczamy podzbior zbioru treningowego T, ktorego przyktady etykietowane sa

kategoria d. Za domy$lng etykietg kategorii, przyj¢liSmy wigc tutaj najliczniej reprezentowana
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kategori¢ w zbiorze treningowym.
W podanym algorytmie (Algorytm 1.1) o utworzeniu liScia decyduje kryterium stopu.
Spetnienie kryterium stopu powoduje utworzenie liScia. Jezeli kryterium stopu nie jest
spetlnione tworzony jest wezel n - nastgpuje wybodr testu #, ze zbioru S, a nastepnie dla
kazdego z jego mozliwych wynikdw tworzona jest gataz prowadzaca do poddrzewa, ktore
budowane jest poprzez rekurencyjne wywotanie tej samej procedury. Etykieta klasy (zwykle
klasy wigkszosciowej) przypisywana jest na kazdym poziomie budowy drzewa, zarowno do
weztow jak 1 lisci. Utatwia to poOzniejszy proces przycinania drzewa. W wywotaniu
rekurencyjnym tworzacym poddrzewo, do ktoérego prowadzi gataZz odpowiadajaca wynikowi
r testu t,, przekazujemy zbidr tylko tych przyktadéw, dla ktoérych test ¢, daje wynik r
(P, 7) . Zbiér pozostajacych do wykorzystania testow S jest pomniejszany o 7,, gdyz jego
ponowne wykorzystanie na nizszym poziomie drzewa nie moze przynie$¢ zadnych korzysci

[1].

funkcja budujDrzewo(P,d,S)
argumenty wejsciowe: P, d, S - zgodnie z opisem powyzej
wynik: korzen drzewa decyzyjnego reprezentujacego hipoteze przyblizajaca ¢ na
zbiorze P
budujDrzewo(P,d,S)
jesli kryteriumStopu(P,S) to
utworz lisé k;
di:= kategoria(P,d);
zwroc k;
koniec jesli
utworz wezet n;
t..= wybierzTest(P,S),
d,:= kategoria(P,d);
dla wszystkich 7SR, wykonaj
n[r]:= budujDrzewo (P,,.d,.S—(t,});
koniec dla
Zwroé n;

Algorytm 1.1: Schemat zstgpujacego konstruowania drzewa decyzyjnego
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1.2.2 Test atrybutu. Rodzaje testow.

Operacja wyboru testu, nazywana przez nas kryterium rozbudowy drzewa, jest
rdzeniem wszystkich algorytméw indukcji drzew decyzyjnych opartych na schemacie
zstepujace] budowy drzewa 1 to ona przede wszystkim decyduje o ich wiasnosciach [1].
Istotne jest jednak nie tylko to jak wybieramy, ale takze co tak naprawde mamy do wyboru.

Rodzaje testow dla pojedynczych atrybutow zaleza od typow tych atrybutow, sposrod
ktorych wyr6zniamy trzy najbardziej podstawowe: nominalne, porzadkowe i ciagte.

Dla atrybutow nominalnych o skonczonej liczbie warto$ci stosuje si¢ zwykle test polegajacy
na sprawdzaniu wartosci atrybutu. Wynikiem takiego testu jest po prostu wartos¢ danego

atrybutu. Taki test nazywamy testem tozsamosciowym.

Definicja 1.13 (Test toisamosciowy)
Test - X— R, jest testem tozsamo$ciowym dla atrybutu a:X—4 ,to R=4 idla

kazdego przykladu x€X mamy ¢(x)=t(a)

Dla atrybutéw nominalnych mozna stosowal rowniez testy rownosciowe oraz testy

przynaleznosciowe [1].

Definicja 1.14 (Test rownosciowy)
Test t: X =R, jest testem rownosciowym dla atrybutu a:X—4 , jezeli jest
zdefiniowany dla kazdego przyktadu x€X nastepujaco:

t(x)= 1 jesli a(x)=v,
0 jesli a(x)#uv,

przy czym v€A jest jedna z mozliwych warto$ci atrybutu a. Wowczas oczywiscie

R,=(0,1]

Definicja 1.15 (Test przynaleznosciowy)
Test t: X — R, jest testem przynaleznoSciowym dla atrybutu a:X —4 , jezeli jest
zdefiniowany dla kazdego przyktadu x€X nastgpujaco:

t(x)= 1 jesli a(x)eV,
x - rye.
0 jeslia(x)gV,

przy czym V <A jest pewnym wlasciwym podzbiorem przeciwdziedziny atrybutu a.
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Testy rownosciowe nie zwigkszaja jednak w sposéb znaczacy ,sity wyrazu” drzew
decyzyjnych, natomiast testy przynalezno$ciowe pomimo, iz pozwalaja czasami na
reprezentacj¢ hipotezy w sposdb znaczaco prostszy, znacznie zwigkszaja obliczeniowa
ztozono$¢ problemu wyboru testu [1]. . Testow przynalezno$ciowych moze by¢ bardzo duzo,
a ich liczba wyktadniczo zalezy od rozmiaru przeciwdziedziny atrybutu, ktérego dotycza.

Dla atrybutow porzadkowych o skonczonej liczbie wartosci mozna stosowac
wszystkie testy, o ktorych byta mowa przy okazji atrybutéw dyskretnych. Nalezy mie¢ jednak
na uwadze, ze rezygnacja z dodatkowej informacji jaka jest relacja porzadku atrybutéw, moze
pozbawi¢ nas mozliwosci konstrukcji prostszych i bardziej doktadnych drzew [1].

W  przypadku atrybutow  ciaglych  mozliwe jest  stosowanie  testow
przynaleznosciowych, w ktérych podzbiorem przeciwdziedziny testowanego atrybutu jest
pewien przedzial. Uporzadkowanie warto$ci ciaglych jest oczywiscie uwzgledniane i
pozostaje jedynie wybor koncow przedzialow. Najczesciej wykorzystuje sig relacje porzadku,
ktora mozemy oznacza¢ uzywajac matematycznych symboli nierowno$ci. Polega ona na
porownaniu wartosci atrybutu z wybrana wartoscia z jego przeciwdziedziny za pomoca tych

nierownosci. Taki test nazywamy testem nierownosciowym.

Definicja 1.16 (Test nieréwnosciowy)
Test t: X — R, jest testem przynaleznoSciowym dla atrybutu a:X —4 , jezeli jest
zdefiniowany dla kazdego przyktadu x€X nastgpujaco:

_| 1 jesli a(x)<0,

t(x)
0 jeslia(x)>0,

przy czym 6O€ A jest pewna warto$cia progowa z przeciwdziedziny atrybutu.

W praktyce najczesciej stosowanymi testami sa testy tozsamosciowe i

nierownosciowe.

1.2.3 Kryterium rozbudowy
Centralnym punktem kazdego algorytmu konstruujacego drzewo metoda zstgpujaca
jest kryterium wyboru testu (kryterium rozbudowy). Decyduje ono o ztozono$ci drzewa, czyli

po prostu o jego rozmiarze. Zadaniem dobrego kryterium rozbudowy jest wybor, sposrod
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testow kandydujacych, testu generujacego jak najkorzystniejszy podziat probek. Aby podjaé
decyzje o wyborze testu potrzebna jest funkcja liczbowo oceniajaca warto$¢ testow. Wybor
testu maksymalizuje warto$¢ funkcji oceny lokalnie, czyli niezaleznie dla kazdego wezta, co
niekoniecznie prowadzi¢ musi do optymalnych drzew rozpatrywanych jako catos¢. Z drugiej
strony konstrukcja drzew globalnie optymalnych bylaby nieporéwnywalnie bardziej
kosztowna, dlatego tez w praktyce stosuje si¢ rézne metody szukania heurystycznego.
Poprawnos¢ klasyfikacji poszczegdlnych weztow nie przektada si¢ wprost na poprawnosé
klasyfikacji catych drzew, dlatego wigkszo$¢ systemow budowania drzew klasyfikacji uzywa
najczesciej kryteriow podzialu (weztoéw na podwezly) wywodzacych si¢ z teorii informacji,
uznajac prosta jakos¢ klasyfikacji jako kryterium niewystarczajace [8]. Najczgsciej stosowane
kryteria zostana przedstawione w dalszej czgsci poswigconej przegladowi popularnych

algorytméw drzew decyzyjnych.

1.2.4 Kryterium stopu

Kryterium stopu procedury budowy drzewa odpowiada za jego doktadnosé. Podczas
rekurencyjnego generowania drzewa klasyfikacji, zbidr przyktadow przekazywanych do
procedury budowy drzewa ulega zmniejszeniu. Pozostawiane sa w nim jedynie przyktady,
dla ktorych test wybrany w poprzednio utworzonym wezle daje wynik odpowiadajacy
wychodzacej z tego wezta galgezi. Na coraz glgbszych poziomach rekurencji stopniowo
zmniejsza si¢ liczba przyktadow co pociaga za soba zmniejszanie si¢ liczby r6znych kategorii.
Automatycznie formuluje si¢ wigc naturalne kryterium stopu, ktoére konczy konstrukcje, gdy
zbior przyktadéw jest pusty lub gdy wszystkie przyktady naleza do tej samej kategorii.

P=@V|{d'eC|(TxeP)c(x)=d']|=1,

Kiedy podjgta zostanie decyzja o zaprzestaniu podzialdow i1 utworzeniu liscia, nalezy
przydzieli¢ do niego etykietg kategorii, wspdlna dla wszystkich przyktadow z tego zbioru. Na
ogot stosuje si¢ kategori¢ domyslna, wskazujaca na najczeSciej wystgpujaca klas¢ na
bezposrednio wczesniejszym poziomie rekursji, kiedy jeszcze zbior przyktadéw nie byt
pusty. Jezeli zakonczenie procesu zachodzi na skutek tego, ze wszystkie rozwazane przyktady
naleza do tej samej klasy to oczywiscie 1i$¢ etykietujemy ta whasnie klasa.

Zwro¢my uwage, ze zbior mozliwych do wykorzystania testow takze ulega
zmniejszaniu w miar¢ postgpowania procesu konstrukcji drzewa. Poniewaz jest to zbidr

skoficzony, to na odpowiednio glgbokim poziomie wywotania rekurencyjnego stanie si¢ on
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zbiorem pustym, chyba Zze wczes$niej zadziata jedno z kryteriow opisanych powyzej. Tak
sytuacja oznacza, ze zestaw testow przekazanych algorytmowi jest niewystarczajacy do
skonstruowania drzewa spdjnego ze zbiorem trenujacym. Obserwujemy to przede wszystkim
wtedy, gdy zbior trenujacy nie jest poprawny i1 zawiera przeklamania lub gdy zestaw
atrybutodw nie opisuje przyktadow w dostateczny sposéb i w zwiazku z tym przestrzen hipotez
jest zbyt uboga do reprezentowania pojecia docelowego. W takim przypadku algorytm
zgltasza brak mozliwos$ci konstrukcji drzewa klasyfikacji lub tworzony jest li§¢ etykietowany
klasa wiekszosciowq.

Zdarzaja si¢ sytuacje, kiedy $wiadomie podejmujemy decyzj¢ o zaprzestaniu dalszych
podziatéw pomimo, ze wezel, ktory przeksztalcamy w 1is¢ zawiera przyktady nalezace do
roznych klas. Postepowanie takie ma nas uchroni¢ od zbytniego dopasowywania si¢ drzewa
klasyfikacji do danych treningowych. Sposréd najczesciej stosowanych w takiej sytuacji
kryteriow stopu mozemy wyr6zni¢ kryteria uwzgledniajace:

- osiagnigcie zakladanej doktadnosci podziatow,
- osiagnigcie zakladanej ilo$ci gatezi,

- osiagnigcie ilosci atrybutow mniejszej niz zaktadany prog.

1.2.5 Przycinanie

W poprzednim podrozdziale omawiane byly kryteria stopu, majace zapobiec
zbytniemu dopasowaniu si¢ modelu klasyfikacji do danych treningowych. Praktyka dowodzi
jednak, ze znacznie lepsze rezultaty, niz wczesne konczenie budowy drzewa, daje technika
zwana przycinaniem (ang. pruning). Przycinanie to usuwanie nieistotnych z punktu widzenia

dziatania klasyfikatora czgsci w pelni rozrosnigtego drzewa. Polega na zastapieniu jego
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funkcja przytnijDrzewo(T,P)
argumenty wejsciowe:
T - drzewo do przycigcia
P - 7zbior przycinania
wynik: drzewo T po przycigciu
przytnijDrzewo(T,P)
dla wszystkich weztéw n drzewa 7 wykonaj

zastap n liSciem k z etykieta wigkszosciowej kategorii w zbiorze Py, jesli

nie powigkszy to szacowanego na podstawie P btedu rzeczywistego
drzewa T;

koniec dla

zwroc T.

Algorytm 1.2: Schemat przycinania drzewa decyzyjnego

wybranych poddrzew przez liscie, ktorym przypisuje si¢ etykiete kategorii najczesciej
wystepujacej wsrod zwiazanych z nim przyktadéw. Zmniejszenie rozmiaru drzewa, ktore
pociaga za soba uproszczenie jego konstrukcji, pomimo ze powoduje obnizenie jakosci
klasyfikacji na zbiorze treningowym, podczas docelowej klasyfikacji daje znacznie lepsze
rezultaty. Drzewa uzyskane po przycigciu, poza ewentualnym zmniejszeniem biedu
rzeczywistego, sa czytelniejsze dla cziowieka, wymagaja mniejszej iloSci pamigei 1 sa
efektywniejsze podczas procesu klasyfikacji. Algorytm przycinania drzewa decyzyjnego
przedstawiony zostal na schemacie. (Algorytm 1.2).

Czasami stosuje si¢ bardziej zaawansowana metode przycinania (tzw. subtree raising
lub przycinanie od $rodka), w ktdrej przycigcie wezta nie oznacza zastapienia go lisciem a
jednym z jego wezldw potomnych. Pociaga to bardzo czgsto za soba koniecznosé
reorganizacji caltej struktury poddrzewa. Taka operacja jest bardzo kosztowna i dlatego
niezbyt czesto stosowana [5]. Dziatanie obu metod zostalo zaprezentowane na schemacie
(Rysunek 1.2).

Procesy przycinania drzewa potrzebuja danych, na podstawie ktoérych oszacowany
zostanie btad rzeczywisty drzewa. Jednym z podejs¢ jest szacowanie z uzyciem oddzielnego
zbioru przycinania, ztozonego z przyktadow z poza zbioru trenujacego. Mozna stosowac je

woweczas, kiedy dostepna jest dostatecznie duza liczba przykladow. Rzadko jednak jesteSsmy
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w tak komfortowej sytuacji. Ocena ksztattu drzewa dajaca najwigksze prawdopodobienstwo
uogo6lniania problemu jest zwykle dokonywana przez uczenie kroswalidacyjne lub podobne

techniki (kroswalidacja Monte Carlo, bagging itp.).

Drzewo przed praycieciem Drzewnmn po prEycieciu

A A

N | S

4 e v
T [\ Ve

Klasyezne prycinanie (ang. subtree replacement)

Drzewo przed prycieciem Crzewo po przycieciu

Przycinanie od Srodka (ang. subtree raising)

Rysunek 1.2: Dwie metody przycinania drzewa
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Rozdzial 2

Przeglad drzew decyzyjnych

2.11D3

Algorytm ID3 oparty jest na teorii informacji. Kryterium oceniajacym podziaty jest
tutaj zysk informacyjny (ang. information gain)

ALS, W)=1,(W)=2 pidp(W7)

gdzie W? sa podwezlami wezta W wynikajacymi z podziatu S oraz p;jest stosunkiem liczby
wektoréw zbioru treningowego wpadajacych do wezta W, do liczby wektorow wpadajacych
do wezta W.

Miara niejednorodnosci wezta w zysku informacyjnym jest entropia

1 (W)==2 P(c|W)log,P(c|W)

ceC

W kolejnych rekurencyjnych przebiegach algorytmu wezty dzielone sa na podwezty,
az do uzyskania maksymalnego drzewa. Podczas kazdego podziatu tworzonych jest tyle
weztow potomnych ile warto$ci ma najbardziej informatywna cecha, czyli ta oferujaca
najwigksza redukcje entropii. Niekorzystna konsekwencja takiej strategi jest tendencja do
preferowania cech, ktore maja duza w stosunku do innych liczbe wartosci. Drugim bardzo
duzym ograniczeniem jest wymodg dyskretno$ci wszystkich cech przestrzeni klasyfikacji.
Jezeli chcemy uzy¢ metody ID3 do problemow z przestrzeni cech ciagtych, musimy dokonaé
wstepnej dyskretyzacji. Sytuacje dodatkowo komplikuje fakt, ze metoda jest bardzo wrazliwa

na jakos¢ dyskretyzacji 1 moze dawac¢ bardzo roézne rezultaty dla réznych jej odmian.

19



Wszystko to sprawia, ze ID3 jest rzadko wykorzystywany do zastosowan praktycznych, gdzie
czasami mozna go spotka¢ w rozbudowanej wersji NewID[14]. Dal on jednak solidne
podstawy dla jednego z najpopularniejszych 1 najszerzej stosowanych algorytmow drzew

decyzji - metody C4.5. [5]

2.2 C4.5
Metoda C4.5 podobnie jak jej poprzedniczka ID3 korzysta z teorii informacji. W duzej

czesci oba algorytmy sa identyczne, C4.5 rozbudowana zostata jednak o elementy, ktore
nadaja jej zupetnie nowa jakos$¢. Zostaly wprowadzone nastgpujace zmiany:
- modyfikacja miary nieczystosci wgziow,
- mozliwo$¢ wykorzystania ciagtych atrybutow,
- metoda oczyszczania (przycinania) drzewa,
- mozliwo$¢ klasyfikacji niepetnych danych.

W C4.5 zamiast zysku informacyjnego stosuje si¢ tzw. wzgledy zysk (ang. gain ratio).
Ma to zapobiega¢ niepozadanemu efektowi preferowania atrybutow o duzej liczbie
mozliwych wartosci.

Wzgledny zysk okre§lamy wzorem:

gdzie
SI(S,W)==2. p,log, p,

W powyzszym réwnaniu p; okresla stosunek liczby wektorow wpadajacych do i-tego
podwezta do liczby wektorow w wezle W, a zatem SI (S, W) (ang. Split Information) jest
entropia rozktadu wynikajacego z podziatu S.

W przypadku cech ciagtych rozpatrywane sa wszystkie mozliwe podziaty na dwa
zbiory (—oo, al oraz (a,o) W przeciwienstwie do atrybutéw dyskretnych, ciaglte moga
pojawi¢ si¢ na kilku poziomach tej samej gal¢zi drzewa. Dla kazdego podziatu okresla si¢
wartos¢ wzglednego zysku informacyjnego i wybiera ten, ktory wypada najlepie;j.

Przycinanie drzewa oparte zostalo na statystycznej ocenie istotnos$ci roznicy biedu
klasyfikacji dla danego wezta 1 jego weztow potomnych. Zaktadajac dwumianowy rozktad

liczby btedow szacuje si¢ prawdopodobienstwo zmniejszania btedu i obcina podziaty, dla
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ktérych prawdopodobienstwo nie przekracza zadanego progu. Istnieje tez wersja algorytmu
przycinania, w ktorej zamienia si¢ poddrzewo o korzeniu w danym wezle jego najlepszym
poddrzewem.

C4.5 radzi sobie z brakujacymi wartosciami w danych. Podczas budowania drzewa
ocena zysku nie uwzglednia danych, dla ktérych brakuje wartosci badanej cechy, a wyliczony
zysk skaluje si¢ mnozac przez czgsto§¢ wystgpowania wartosci tej cechy w probie
treningowe;j.

Obecnie istnieje takze zmodyfikowana wersja algorytmu C4.5 zwana C5 lub tez See5.
Poniewaz jest to jednak produkt komercyjny, popularnos¢ jego jest o wiele mniejsza, a

rezultaty jego zastosowan nie sa powszechnie dostepne. [8, 5, 11]

2.3 CART

Opracowana w 1984 roku metoda CART (Classification and regression trees) jest
nadal bardzo popularna i szeroko stosowana. Drzewa decyzyjne tworzone przez ten algorytm
sa binarne 1 zawieraja doktadnie dwie gatezie w kazdym z weztow.

CART moze by¢ stosowane zaréwno do danych ciagltych jak i dyskretnych. W
przypadku danych ciagtych stosuje sig¢ technikg zblizona do tej z algorytmu C4.5 - rozpatruje
si¢ wszystkie podziaty dwuprzedzialowe zdeterminowane punktem podziatu a.

Jako kryterium oceniajace jakos¢ podzialéw CART wykorzystuje przyrost czystosci
weztow. Sugerowang przez autordw miara nieczystosci jest tzw. Gini index:

I,=1=) P(c|W)

ceC
Mozna takze stosowac¢ znang z ID3 1 C4.5 entropig.

Niezaleznie od uzytej miary, mozna stosowa¢ technikg binaryzacji. CART dokonuje
wowczas podziatu danych na dwie superklasy i nast¢pnie dla nich ocenia jako$¢ podziatow.
System probuje tak polaczy¢ klasy w grupy, aby byly one w miarg rownoliczne.

W algorytmie CART silnie rekomendowane jest niestosowanie kryteridow stopu, na

rzecz przycinania w petni rozrosnigtego drzewa. [8, 11, 12]

21



24 FACT i QUEST

Tradycyjne algorytmy bazujace na algorytmach szukania zachtannego niosa ze soba
dwa dosy¢ istotne ograniczenia - spora zlozono$¢ obliczeniowa oraz duza tendencyjnos¢
podczas wyboru zmiennych. Algorytmy FACT (Fast Algorithm for Classification Trees) i
QUEST (Quick, Unbiased, Efficient, Statistical Tree) to algorytmy parametryczne,
wykorzystujace statystyki bazujace na pewnych zatozeniach co do rozkladu danych.
Kluczowym elementem tych algorytmoéw jest wybor cech podziatu, ktory jest wyraznie
oddzielony od samego podzialu. W algorytmie FACT wykorzystuje si¢ do tego celu
statystyke F, wybierajac cechg dla ktérej warto$¢ tej statystyki jest maksymalna. Analiza
dokonywana jest dla cech ciaglych, w przypadku cech dyskretnych dokonywana jest ich
konwersja. W algorytmie QUEST dla cech ciaglych takze wykorzystywana jest statystyka F,
natomiast analiza cech dyskretnych odbywa si¢ z uzyciem testu X° niezalezno$ci danej
cechy 1 klasy.

Kiedy dana cecha zostanie wybrana, FACT uzywa liniowej dyskryminacji (LDA) do
skonstruowania podzialu. Takie rozwiazanie posiada dwie wady. Po pierwsze wegzet dzielony
jest na tyle podweztow ile jest klas. Jezeli ta liczba jest duza, moze doprowadzi¢ to do zbyt
szybkiego podzialu danych treningowych i otrzymane drzewo bedzie zbyt krotkie aby
uzyska¢ ciekawe informacje z danych. Drugim zauwazalnym brakiem jest ignorowanie efektu
nierownos$ci wariancji poszczeg6lnych klas.

Obie niedogodnosci zostaly rozwiazane w metodzie QUEST. Aby zapewni¢ binarno$¢
podziatow, klasy grupowane sa w dwie superklasy przed zastosowaniem procedury
dyskryminacji. Rozwiazaniem drugiego problemu jest zastosowanie dyskryminacji
kwadratowej (QDA) w miejsce dyskryminacji liniowej stosowanej w FACT. W wyniku QDA
otrzymuje si¢ dwa potencjalne punkty podziatu, z ktorych wybiera si¢ ten, ktory jest blizszy
$redniej warto$ci jaka przyjmuje analizowana cecha w populacji wektorow nalezacych do
jednego z klastrow.

Kontrola ztozono$ci drzew w algorytmach FACT i QUEST moze odbywac sig z
wykorzystaniem kryteriow stopu. Dodatkowo QUEST potrafi takze stosowac¢ kroswalidacje

na wzor systemu CART [8, 24]
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2.5 CALS
Algorytm Cal5 zostal opracowany z mysla o ciaglych 1lub dyskretnych

uporzadkowanych warto$ciach atrybutow. Istnieja jednak odmiany algorytméw potrafiace
radzi¢ sobie z nieuporzadkowanymi dyskretnymi warto$ciami rownie skutecznie.

Niech E bedzie probka ze zbioru przyktadow opisanych przez n atrybutow. Cal5
przeksztalca n — wymiarowe przyktady w przestrzenie reprezentowane przez podzbiory

E€E(i=1,..,n) , gdzie klasa c,;(j=1,..,m) wystepuje z prawdopodobienstwem
plc;)>B ,a PB<I1 jestprogiem decyzji.

Drzewo jest budowane sekwencyjnie. Poczawszy od jednego atrybutu, rozwijane jest
rekurencyjnie z uzyciem nastgpnych, tak dlugo, az wystarczajace rozroznienie klas zostanie
osiagnigte. Jezeli w wezle nie moze zosta¢ podjgta decyzja o przydzieleniu klasy, galaz
utworzona z uzyciem kolejnego atrybutu jest dotaczana do drzewa. Kolejnos¢ wyboru
atrybutu odbywa si¢ na podstawie jednej z dwoch metod: statystycznej lub opartej na entropii.
W przypadku metody entropowej stosuje si¢ omawiany wczesniej (znany z takich drzew jak
ID3) [19] wspolczynnik przyrostu informacji (Information Gain). PodejScie statystyczne nie
uzywa rezultatéw przeprowadzanej dyskretyzacji. Dla atrybutéw ciagltych wspdtczynnik
(quotient) [13]

. A
quotient (N)=m
jest miara dyskryminacji, gdzie 4 jest odchyleniem standardowym przyktadéw ze zbioru N od
srodka cigezko$ci wartosci atrybutow 1 D jest $rednig kwadratow wartosci odlegtosci pomigedzy
klasami.

Bardzo istotng czgécia algorytmu Cal5 jest, oparta na podejsciu statystycznym,
procedura dyskretyzacji. Wszystkie przyklady m,€E w danym wezle N sa porzadkowane
(rosnaco) wzgledem wartosci nowo wybranego atrybutu 4; . Przedziat zawierajacy
uporzadkowane warto$ci atrybutu jest budowany rekursywnie z wartosci  @; poczawszy od
warto$ci najmniejszych do najwigkszych. Nowe warto$ci dodawane sa do przedziatu tak
dlugo, az mozliwe bedzie podjecie decyzji o przydzieleniu etykiety klasy, lub bgdzie pewne
(zgodnie z przyjetym poziomem ufno$ci), ze taka decyzja nie bedzie mogta by¢ podjeta.
Powyzsze informacje uzyskujemy na drodze testow dwoch hipotez:

HI: Istnieje klasa ¢; w przedziale [ taka, ze:
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plc|N)=p
H2: Dla kazdej klasy ¢; wystgpujacej w I spelniona jest nierownos¢:

plclN)<B
gdzie: p(c|N) jest warunkowym prawdopodobienstwem w danym wezle N, S jest
progiem definiowanym przez uzytkownika lub w wyniku meta-nadzoru.
Testy hipotez otwieraja nam drogg do nastepujacych decyzji:
(a) Jezeli istnieje klasa ¢; dla ktorej H1 jest prawdziwa, to klasa ta jest dominujaca w
1. Przedzial I jest zamykany. Powiazana Sciezka w drzewie jest konczona — tworzony jest li¢
etykietowany klasa ¢;
(b) Jezeli hipoteza H2 jest prawdziwa, stwierdzany jest brak klasy dominujacej. Przedziat
jest zamykany. Niezbgdny jest nowy test z uzyciem kolejnego atrybutu.
(c) Jezeli nie moze by¢ podjeta ani decyzja (a), ani (b), przedziat jest rozszerzany o
kolejna warto$¢ atrybutu, oraz wykonywany jest ponowny test hipotez. Jezeli nie ma
kolejnych probek, przydziela si¢ etykiete klasy wigkszosciowej, jako najbardziej
prawdopodobna.

W nastepstwie tej procedury, obserwuje si¢ duza ilo§¢ matych przedziatow [, z
przydzielonymi etykietami klas, lub oznaczonych jako wymagajacych dalszej procedury.
Sasiadujace ze soba przedziaty 1,,1,,, , etykictowane w ten sam sposob, sa taczone. Tak
utworzone przedzialy, do ktorych przypisane jest unikalna etykieta klasy, podczas budowania
drzewa staja si¢ lis¢mi. Te, ktore wymagaty dalszej procedury, sa optymalnie (w sensie

statystycznym) przygotowane do dalszej rozbudowy. [16,17]
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Rozdzial 3
Reguly logiczne

Sposrod wszystkich metod reprezentacji wiedzy stosowanych w maszynowym uczeniu
si¢ nie ma takiej, ktora bytaby blizsza metodom stosowanym do zapisu wiedzy przez ludzi niz
reprezentacja regulowa. Zastosowanie drzew decyzyjnych znacznie ulatwia proces
generowania regut. Obiekty sa oceniane na podstawie warto$ci ich atrybutéw zgodnie z
kolejnoscia wynikajaca ze struktury drzewa. Generowanie regul na podstawie drzew
decyzyjnych umozliwia ich zwarty zapis i znacznie skraca czas potrzebny do wnioskowania.
Reguta sklada si¢ z czesci warunkowej 1 czesci decyzyjnej. Wskazuje ona decyzj¢ wlasciwa
dla sytuacji, gdy spetniona jest cze$¢ warunkowa [9]. Regule mozemy zapisaé nastgpujaco:

JEZELI warunki TO decyzja

3.1 Logiczne podstawy regul

Reguta w postaci przedstawionej powyzej jest nawiazaniem do logicznej implikacji.
Oba pojecia nie sa jednak catkowicie jednoznaczne. W klasycznej logice implikacja tworzy z
dwoch logicznych formut 4 1 B nowa formul¢ A4 — B ktorej przypisuje si¢ wartos$¢ logiczna
(prawda lub falsz) na podstawie wartosci logicznej 4 i B. W przypadku reguty logicznej, o ile
cze$¢ warunkowa mozemy interpretowaé jako logiczng formule, to niekoniecznie jest to
prawdziwe dla czeSci decyzyjnej tej reguty. W tym drugim wypadku jest to zalezne od
rodzaju wiedzy reprezentowanej przez regutg i od sposobu jej wykorzystania. Czasami czg$ci

decyzyjne moga by¢ interpretowane jako stwierdzenia prawdy lub falszu, czasami jednak
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polegaja one na wykonaniu pewnych akcji, ktorym trudno przypisa¢ jakakolwiek warto$¢
logiczna [9]. Dla nas najbardziej interesujacym typem regut beda reguly stuzace do
klasyfikowania przyktadow. Oznacza to, ze czgs¢ warunkowa okresla pewne warunki, ktore
moga by¢ spetnione przez przyktady lub nie, czg¢$¢ decyzyjna okresla etykiete kategorii, ktora
nalezy przypisa¢ do przyktadu. W tym szczegdlnym przypadku reguta bedzie miata postac:
JEZELI warunki TO kategoria
lub tez w wersji skrdcone;j:
warunki — kategoria
Obu czgsciom takiej reguty mozemy przypisaé interpretacje logiczna. Aby méc regule w tej
postaci traktowaé jako logiczna implikacje w sposob Scisly, zmienimy sposoéb zapisu w celu
eliminacji wszelkich niejednoznacznosci. Zatozmy, ze na dziedzinie X okreslone sa atrybuty
a, a, ..., a,. Wowczas warunki naktadane przez regul¢ na wartosci atrybutow przyktadu
X€X mozna reprezentowal przez pewna zawierajaca te wartosci formutle logiczna
ola,(x),as(x),...,a,(x)]. Czes¢ decyzyjna moze byé natomiast zapisana jako h(x) = d,
gdzie de€C, C jest zbiorem kategorii, # oznacza hipotezg reprezentowana za pomoca
reguty. Jesli reguta taka ma by¢ stosowana do wszystkich przyktadéw dziedziny, to jej zapis
w logicznej notacji moze przyjac nastepujaca postac:

(VxeX)(«la,(x),a,(x),...,a,(x)|—=h(x)=d)

3.2 Reprezentacja warunkow

W przypadku regut logicznych wykorzystywanych do klasyfikacji danych szczegdlna
role odgrywa sposob reprezentacji czgsci warunkowej reguly, gdyz zaktadamy, ze czes¢
decyzyjna jest po prostu etykieta kategorii [1]. Do reprezentacji warunkow wykorzystamy
kompleksy - interpretowane jako koniunkcje prostych warunkow dla wartosci pojedynczych

atrybutéw, nazywanych selektorami.

3.2.1 Selektory
Rozwazajac cztery rodzaje selektorow: uniwersalny, pojedynczy, dysjunkcyjny i

pusty, zdefiniujemy je w sposdb pozwalajacy na jednolite ich traktowanie.
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Definicja 3.1 (Selektor pojedynczy)

Mowimy, ze selektor pojedynczy jest spelniony dla przyktadu x, jesli atrybut a; dla tego
przykladu ma pewna wskazang warto$¢ z jego przeciwdziedziny V€A, | a wiec warunek
réwnowazny takiemu selektorowi mozna zapisaé jako @;(x)=v . Selektor taki zapisujemy

jako ta wtasnie wartos¢ v.

Definicja 3.2 (Selektor dysjunkcyjny)

Mowimy, ze selektor dysjunkcyjny jest spelniony dla przyktadu x, jesli atrybut ma jedna z

wymienionych wartosci z jego przeciwdziedziny Vi Vi Vi €A, przy  czym
{V,»J,Vig, ---,V,»k}?fA , Co oznacza, ze warunek réwnowazny takiemu selektorowi mozna

przedstawié jako a,(x)=v, Va,(x)=v,V..Va,(x)=v, . Selektor dysjunkcyjny zapisujemy

jako listg wartosci  V;;, V;y, ..., Vi oddzielonych symbolem alternatywy v;;Vv,V..Vv, .

Definicja 3.3 (Selektor uniwersalny)
Moéwimy, ze selektor uniwersalny jest spetniony dla przyktadu x przez dowolna wartosé¢
atrybutu 4, z jego przeciwdziedziny. Warunek réwnowazny takiemu selektorowi mozna

zapisaé jako a,(x)€4, . Selektor taki bedziemy reprezentowali za pomoca symbolu ?.

Definicja 3.4 (Selektor pusty)
Selektor pusty nie jest spetniony dla przyktadu x przez zadna warto$¢ atrybutu @, z jego

dziedziny. Selektor pusty bedzie reprezentowany za pomoca symbolu &

Z kazdym selektorem mozemy powiaza¢ zbidér wartoSci dozwolonych odpowiadajacego mu

atrybutu.

Definicja 3.5 (Zbior wartosci dozwolonych zwiqzany 7 selektorem)

Z dowolnym selektorem s odpowiadajacym atrybutowi a:X — A jest zwiazany zbior
wartosci VS A4, przy czym :

1. V.=lv] dlaselektora pojedynczego s = v

2. VF{VL--- , V,,,}CA dla selektora dysjunkcyjnego s=v,V..Vvy,

3. V,=A4 dlaselektora uniwersalnego s = ?
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4. V=8 dlaselektora pustego s=Kg

Z powyzszej definicji wynika, ze pomigdzy selektorem s a zwiazanym z nim zbiorem
dozwolonych wartosci V; istnieje jednoznaczna odpowiednio$¢, mozna wigc méwic¢ o nich
wymiennie. Korzystajac z tej obserwacji mozemy w prosty sposob zdefiniowaé relacje

pokrywania przyktadow przez selektory:

Definicja 3.6 (Pokrywanie przykladu przez selektor)
Selektor odpowiadajacy atrybutowi a:X—>A pokrywa przyktad x€X, jesli
a(x)€V,, przy czym V, oznacza zbior wartoéci dozwolonych dla selektora s. Piszemy

wowczas S X.

Selektory pojedyncze i dysjunkcyjne maja zastosowanie dla atrybutéw nominalnych
lub porzadkowych o dyskretnych zbiorach wartosci. Uzycie tych selektorow dla atrybutéw
ciagtych teoretycznie jest mozliwe, ale z oczywistych wzgledow nie przyniesie pozytecznych
rezultatow[1]. Dla tego typu atrybutow pozadane bylby zastosowanie selektorow
nierownosciowych, porownujacych warto$¢ danego atrybutu z warto$cia progowa, oraz
selektorow przedziatowych, okreslajacych przedziat do ktérego musi naleze¢ wartosc

atrybutu.

3.2.2 Kompleksy

Kompleks zapisujemy jako ujgta w trojkatne nawiasy liste selektorow, oddzielonych
przecinakami, odpowiadajacych wszystkim atrybutom okreslonym na dziedzinie, zaktadajac,
ze sa one uporzadkowane 1 selektor na pozycji i odpowiada i-temu atrybutowi. Tak rozumiany
kompleks nie jest niczym innym jak tylko wygodnym sposobem zapisu koniunkcji pewne;j
liczby warunkow naktadanych na wartosci atrybutow, dla ktorych w kompleksie znajduje sie
selektor inny niz uniwersalny. Relacja pokrywania przyktadow przez kompleksy wyglada
nastepujaco:

Definicja 3.7 (Pokrywanie przyktadu przez kompleks)
Kompleks k=<S1,S2,---,Sn> pokrywa przyktad x€X, jesli selektor s; dla i = 1,2,....,n
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pokrywa przyktad x. Piszemy wowczas k& nx.

Definicja 3.8 (Kompleks sprzeczny)
Kazdy kompleks zawierajacy przynajmniej jeden selektor pusty & bedzie utozsamiany z
zawierajacym wylacznie selektory puste kompleksem (@, 0,..,0), i nazywany

kompleksem sprzecznym lub pustym oraz oznaczany przez (4).

Definicja 3.9 (Kompleks uniwersalny)
Kompleks zawierajacy wylacznie selektory uniwersalne ? begdzie nazywany kompleksem

uniwersalnym i oznaczany przez (7).

Definicja 3.10 (Kompleks atomowy)
Kazdy kompleks zawierajacy dokladnie jeden selektor pojedynczy lub dysjunkcyjny i procz

niego wylacznie selektory uniwersalne bgdziemy nazywaé¢ kompleksem atomowym.

Z powyzszych definicji wynika oczywista obserwacja: kompleks sprzeczny nie
pokrywa zadnego przyktadu, a kompleks uniwersalny pokrywa wszystkie przyktady.
Kompleks atomowy ogranicza dopuszczalne warto$ci doktadnie jednego atrybutu.

Przydatna moze by¢ takze relacja pordwnywania kompleksow:

Definicja 3.11 (Relacja porownywania kompleksow)
Dla dziedziny X i danych dwoch kompleksow k; i k. moéwimy, Ze k; jest bardziej ogo6lny niz
k, (1 rtownowaznie: k, jest mniej ogdlny niz ki, k, jest bardziej szczegoétowy niz ki, k; jest
mniej szczegdlowy niz k,) wtedy 1 tylko wtedy gdy

[xeX|k,nx|c{xeX|k, nx|

Piszemy wowczas ki > ks, ko <k;.

Dla dowolnego zbioru przykladow PSX i kompleksu k przez P, begdziemy
oznacza¢ podzbior P ztozony z przyktadow pokrywanych przez k:
P,=|x€Plknx|.
Poprzez P{ bedziemy oznaczali wszystkie przyklady ze zbioru P, ktore sa pokrywane

przez kompleks k i naleza do kategorii d ustalonego pojgcia docelowego, czyli:
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Pi=P'nP,, deC.

3.2.3 Koniunkcje kompleksow 1 selektorow

Sposrod wszystkich operacji logicznych takich jak koniunkcja, alternatywa, negacja,
implikacja, itp. w przypadku kompleksow interesowal nas bedzie jedynie pierwsza z
wymienionych. Wynika to z faktu, ze tylko ona moze by¢ przeprowadzona w taki sposéb aby
jej wynik dla argumentéow bedacych kompleksami takze pozostal kompleksem. Poniewaz
kazdy kompleks reprezentuje koniunkcje¢ warunkdéw, oczywiste jest, ze koniunkcja
kompleksoOw powinna by¢ kompleksem reprezentujacym koniunkcje warunkow z obu tych

kompleksow. Odpowiednia operacje okresl ponizsza definicja:

Definicja 3.12 (Koniunkcja kompleksow)
Koniunkcja komplekséw & i / jest kompleks, ktorego kazdy selektor jest koniunkcja pary

odpowiednich selektorow z tych kompleksow. Jesli  k={(s\,s5,...,s)il=(s", s}, ..., s%), to

kANI=(S\AS), S5ASY, ., Sk ASh).

Powyzsza definicja odwotuje si¢ do koniunkcji selektorow, ktorej sposob realizowania zalezy

od rodzaju tych selektorow. W ogolnym przypadku mozemy ja zdefiniowac nastepujaco:

Definicja 3.13 (Koniunkcja selektorow)

Koniunkcja selektorow s; i s, odpowiadajacych atrybutowi a:X — A4 jest odpowiadajacy

temu atrybutowi selektor s o zbiorze wartoéci dozwolonych V .=V NV .

Operacja koniunkcji kompleksow jest wykorzystywana jako mechanizm ich specjalizacji
przez dodanie dodatkowych warunkow. W ogolnym przypadku specjalizacja bedzie

przeprowadzana dla zbioru komplekséw za pomoca operacji przecigcia takich zbiorow:
Definicja 3.14 (Przecigcie zbioru kompleksow)

Przecigciem zbioru kompleksow K i L jest zbior wszystkich koniunkcji dwoch kompleksow

odpowiednio z tych dwoch zbiorow: KNL={kAl|lkeK, I€L}.
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3.3 Konwersja drzew decyzji do postaci regul logicznych

W tej czgsci pracy przyjrzymy si¢ problemowi budowy zbioru regut logicznych na
podstawie skonstruowanego wczesniej drzewa decyzyjnego. Wyselekcjonowany w ten sposob
zestaw regut jest w pelni zrozumiaty dla cztowieka, znajduje rowniez zastosowania w réznego

rodzaju aplikacjach, migedzy innymi wykorzystywany jest przez systemy eksperckie.

3.3.1 Algorytm C4.5 Rule

Zatozmy, ze w wyniku dziatania jednego z omawianych wczesniej algorytmow konstrukcji

drzew decyzji otrzymaliSmy nastgpujace drzewo (Rysunek 3.1).

Po przeprowadzeniu prostej ekstrakcji regut z powyzszego drzewa otrzymujemy:

Aura
stoneczna [ deszczona
zachmurzona
Wilgod Wistr
o 7 T
nyzoka normalna mocny staby

4 \ / N

Rysunek 3.1: Drzewo decyzyjne

JEZELI (aura = ,,stoneczna”) ORAZ (wilgo¢ = ,,duza”) TO ,,Nie”
JEZELI (aura = ,,stoneczna”) ORAZ (wilgoé = ,,normalna”) TO ,, Tak”
JEZELI (aura = ,,zachmurzona”) TO ,, Tak”

JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,,silny”’) TO ,,Nie”
JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,,staby”) TO ,,Tak”
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Nastgpnym krokiem w dziataniu algorytmu C4.5 Rule jest generalizacja regut
polegajaca na usunigciu z nich warunkéw, ktore nie wpltywaja na jakos$¢ klasyfikacji. Osiaga
si¢ to poprzez pesymistyczng estymacje doktadnos$ci (ang. accuracy) danej reguty. W kazdym
przebiegu algorytmu badany jest jeden warunek reguty. Oceny dokonujemy poprzez
poréwnanie pesymistycznej estymacji danej reguly z pesymistyczna estymacja reguly, z
ktérej rozwazany warunek zostal usunigety. W przypadku, gdy otrzymany rezultat jest nie
gorszy niz zakladano, warunek zostaje usunigty. Gdy proces zostanie przeprowadzony dla
wszystkich warunkow reguly i pesymistyczna estymacja najlepszej z nowo powstatych regut
jest lepsza niz w przypadku wyjsciowej, to reguta wyj§ciowa zastgpowana jest nowa reguta
[18].

Pesymistyczny wspdtczynnik btedu oparty jest na estymowanej doktadnosci reguty na
zbiorze klasyfikacyjnym. Uzywamy pesymistycznego oszacowania majac na uwadze fakt, ze
drzewo, ktére dobrze radzi sobie na zbiorze treningowym, niekoniecznie osiagnie te same
wynik w przypadku nowych préobek. C4.5 Rule wyznacza pesymistyczng estymacje btedu
liczac standardowe odchylenie btedu zarejestrowanego na zbiorze treningowym, zakladajac
dwumianowy rozkltad danych. Wykorzystanie przedziatow ufnosci jako metody
aproksymujacej rzeczywisty btad na podstawie bledu probki treningowej daje zadowalajace
rezultaty [1].

N% przedziat ufnosci dla danego parametru p, jest przedziatem, ktory z N%

prawdopodobienstwem zawiera p.

Przedzial ufnosci mozemy obliczy¢ wykorzystujac wzor:

Z,,\/ (errorg(h))(1—errorg(h))

n

error ,(h)=errors(h)=+

gdzie: error,(h) jest pesymistycznym bledem
errorg(h) jest bledem obserwowanym na zbiorze danych
Z, jest stala ufnosci

n jest liczba przyktadow w zbiorze

Pesymistycznym wspotczynnikiem btedu jest dolny zakres przedziatu ufnosci:

Zn\/ (errorg(h))(1—errorg(h))

n

error ,(h)=error ¢ (h)—
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Przedzialy ufnosci dla rozktadu Gaussa:

Przedziatl ufnosci (N%) | 50% 60% 80% 90% 95% 98% | 99%
Stata Z, 0,67 1,00 1,28 1,64 1,96 2,33 2,58

Przyklad 3.1
Jezeli obserwujemy 5 biedow klasytikacji na zbiorze zawierajacym 100 przyktadow, mozemy

estymowac pesymistyczny wspotczynnik biedu z N = 95

5 (m)(l—(m))
errorD(h)=m—l,96 700
errorp(h) = 0,05 - 0,0427

errorp(h) = 0,00728

Generalizacja regut zostata przedstawiona na schemacie.(Algorytm 3.1)
Po przeprowadzeniu generalizacji, reguly sa grupowane zgodnie z przeprowadzana

klasyfikacja.

Przyklad 3.2

Zestaw regut

JEZELI (aura = ,,stoneczna”) ORAZ (wilgo¢ = ,,duza”) TO ,,Nie”
JEZELI (aura =, stoneczna”) ORAZ (wilgo¢ = ,,normalna”) TO ,, Tak”
JEZELI (aura = ,,zachmurzona”) TO ,,Tak”

JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,,silny””) TO ,,Nie”
JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,»staby”) TO ,,Tak”
zostanie zgrupowane w nastgpujacy sposob

Tak:

JEZELI (aura =, ,stoneczna”) ORAZ (wilgo¢ = ,,normalna”) TO ,,Tak”
JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,»staby”) TO ,,Tak”
JEZELI (aura =, zachmurzona”) TO , Tak”

Nie:

JEZELI (aura = ,,stoneczna”) ORAZ (wilgo¢ = ,,duza”) TO ,Nie”
JEZELI (aura = ,,deszczowa”) ORAZ (wiatr = ,»silny”) TO ,,Nie”
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funkcja generalizujReguly(R,D)
argumenty wejsSciowe:
R - zbi6r regut
D - zbidr danych
wynik: zbior regut R po generalizacji
generalizujReguly(R,D)
dla wszystkich r€R wykonaj
najlepszaReguta = null;
dopoki(najlepszaReguta !=r)

e=liczba przyktadow ze zbioru D niepoprawnie sklasyfikowanych przez regute r z

R

p=pesymistyczna estymacja doktadnosci reguly (r,e)

najlepszaReguta=r

najlepszaDoktadnosc¢=p

N = zbior mozliwych regut wygenerowanych z reguly r poprzez usuniecie 1
warunku

dla wszystkich n€N wykonaj
J = liczba przyktadow niepoprawnie sklasyfikowanych przez regute n
k = pesymistyczna estymacja doktadnosci (n,j)
jesli (k<p) to
najlepszaReguta = n
najlepszaDokladnos¢ = k
koniec jesli
koniec dla
jesli (najlepszaReguta !=r) to
zamien regule r w zbiorze R najlepszqRegulq
koniec jesli
koniec dopoki
koniec dla
zwroé¢ R;

Algorytm 3.1: Generalizacja regut
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Rozdzial 4

InTrees — modul drzew decyzyjnych w
systemie Intemi

4.1 Koncepcja platformy Intemi

Intemi to platforma dostarczajaca rozwiazan realizujacych zadania z zakresu
inteligencji obliczeniowej. Jej unikalna, modutowa konstrukcja i rozbudowane $rodowisko
programistyczne SDK sprawiaja, Ze jest to doskonate narzedzie do eksploracji nowych
zagadnien oraz zastosowania meta - uczenia w jego pelnym wymiarze.

Struktura Intemi opiera si¢ na maszynach (machine/learning machine), ktore
reprezentuja algorytmy adaptacyjne. Koncowy efekt procesu adaptacyjnego danego
algorytmu w $rodowisku Intemi nazywamy modelem (model).

Model to nie tylko w pelni funkcjonalna jednostka przeprowadzajaca zadanie
aproksymacji lub klasyfikacji (np. sie¢ neuronowa, drzewo decyzyjne), ale takze dowolna
cze$¢ algorytmu z dobrze okreslonym wejsciem i wyjsciem (input, output). W Intemi
spotykamy modele testujace inne modele, przeprowadzajace transformacj¢ danych, czy tez
tadujace dane z pliku lub innych zrédet [6].

Prawdziwa moc, opartej na maszynach, platformy Intemi drzemie w mozliwosciach
taczenia poszczegdlnych maszyn w zlozone struktury za pomoca odpowiednio
zdefiniowanych wej$¢ (input) i wyj$¢ (output). Skonfigurowana maszyna moze zosta¢
uruchomiona (run) tworzac model. Jego rezultaty moga zosta¢ przekazane innym modelom
lub zdeponowane za pomoca specjalnych mechanizméw w przygotowanym do tego celu
repozytorium wynikéw. Podczas procesu adaptacyjnego maszyny moga tworzy¢ instancje

innych maszyn i korzysta¢ z wykonanych przez nie obliczen.
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Czasami wygodniej jest traktowac zlozona hierarchi¢ maszyn jako pojedynczy obiekt
z dobrze okreslonym wejSciem i wyjsciem. Taka enkapsulacj¢ mozemy przeprowadzic¢
uzywajac schematow (scheme). Doskonalym przykladem uzycia schematéw jest
implementacja walidacji krzyzowej klasyfikatorow. Wykorzystujemy do tego celu
wyspecjalizowana maszyng (repeater), ktora odpowiada  za wielokrotny przebieg
poszczegblnych, czesto ztozonych scenariuszy. Repeater bazuje na koncepcji tablic
dystrybucji (distribution boards) oraz dystrybutorow (distributors). Kazdy repeater uzywa
zewngtrznej tablicy dystrybucji aby wygenerowac¢ wejscia dla poszczegélnych przebiegow
procesu powtarzania. Tablica dystrybucji generuje pewna liczbe kolekcji wejsé, ktora
udostgpnia pozostalym maszynom za pomoca dystrybutorow.

Dziatanie repeatera przebiega nastepujaco:
- tworzone sa instancje tablic dystrybucji, proces przebiega zdefiniowana w konfiguracji
liczbe razy,
- dla kazdej tablicy dystrybucji generowana jest zdefiniowana liczba dystrybutorow
- dla kazdego dystrybutora konstruowana jest hierarchia maszyn, okreslona przez schemat, z
wejsciami kompatybilnymi z dystrybutorem [7].

Na bazie przedstawionych mechanizméw powstal modut drzew decyzyjnych InTrees.

4.2 Struktura modulu InTrees

Modut InTrees sktada si¢ z dwoch gtownych czesci logicznych. W pierwszej z nich
zaimplementowany zostat zestaw klas oraz maszyn platformy Intemi [6] i stanowi on swojego
rodzaju ramy oraz silnik dla implementacji konkretnych algorytméw drzew decyzyjnych,
zawartych w cze$ci drugiej. Taka konstrukcja modutu gwarantuje jego rozszerzalno$¢ i
pozwala na szybkie dodawanie kolejnych algorytméw, bez koniecznosci zaglebiania si¢ w
szczegoOly implementac;i.

Aplikacja wykonana zostata w technologi .Net, a do jej napisania uzyty zostat
Microsoft Visual Studio 2005 [15]. Do sporzadzenia projektu wykorzystano Enterprise
Architect 7.0 [20].
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4.3 Maszyny w module InTrees

Silnik modutu sktada si¢ z czterech maszyn systemu Intemi:

InTree
Implementowane interfejsy: IMachine, IClassifier
Deklarowane wejscia: Dataset (IDataTable, ITargets)
Deklarowane wyjscia: Classifier (IClassifier)
Gltowna maszyna modulu, podczas swojej pracy wykorzystuje dwie pod-maszyny: DT oraz
DTValidator. Jej podstawowymi zadaniami sa utrzymywanie spdjnosci konfiguracji, dobor
parametrow przycinania z uzyciem walidacji krzyzowej oraz kontrola catego procesu uczenia
si¢ 1 klasyfikacji. Dla modeli zewngtrznych wlasnie ta maszyna wystgpuje w roli

klasyfikatora.

DT
Implementowane interfejsy: IMachine
Deklarowane wejscia: Train dataset (IDataTable, ITargets)
Deklarowane wyjscia: Decision Tree (DecisionTree)
Output train dataset (IDataTable)
Maszyna odpowiedzialna za budowe drzewa decyzyjnego zgodnie z zadana konfiguracja,

dziata pod kontrolag maszyny InTree.

DTValidator
Implementowane interfejsy: IMachine
Deklarowane wejscia: Train dataset (IDataTable, ITargets),
Test dataset (IDataTable, ITargets),
Decision Tree (DecisionTree)
Deklarowane wyjscia: Pruning table (IPruningTable)
Zadaniem tej maszyny jest zebranie wynikoOw przycinania w procesie walidacji krzyzowej z
automatycznym doborem parametréw. Na podstawie efektow jej dziatania InTree podejmuje

decyzj¢ o wyborze optymalnego stopnia przycinania drzewa.
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MetaTree
Implementowane interfejsy: IMachine
Deklarowane wejscia: Dataset (IDataTable, ITargets)
Deklarowane wyjscia: Classifier (IClassifier)
Maszyna przeznaczona do doboru elementéw algorytmu budowy drzewa na poziomie meta. Z
punktu widzenia uzytkownika koncowego dziata jak klasyfikator. Przed zbudowaniem
koncowego drzewa wykonywana jest seria testow z uzyciem walidacji krzyzowej w celu

identyfikacji optymalnego zestawu elementow algorytmu oraz ich parametréw.

InTree | Input dataset . oT
_ Decision tree
Input [datasat |
| ] Classifier
i
LE At
Input dataset Pruning table
\\ III
TTDistributionBoard
Repeater Input datasst

Train dataset DTValidator

Decision tree

o Frunig table | Distributor 4 Train datasst r []
3 ~ :E: Test datasst Test dataset
Input dataset ™ 7-‘ L
Distributor 2
Distributor n

Rysunek 4.1: Schemat maszyn w module InTrees
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4.4 Kluczowe interfejsy i klasy silnika modulu

Podczas tworzenia silnika InTrees zastosowano podejscie modutowe opierajac si¢ na
podstawowych elementach algorytmu budowy drzewa metoda TDIDT (Iteracyjna zstgpujaca
budowa drzewa decyzyjnego). Przy takim zatoZeniu w sposdb naturalny dato si¢ wyrdzni¢

nastepujace obiekty:

INodeTestGenerator
Interfejs odpowiedzialny za wygenerowanie zbioru podziatow dla przyktadow dostgpnych na

danym etapie budowy drzewa.

INodeTestSelector
Interfejs odpowiedzialny za wybdr najlepszego (wedlug okreslonego kryterium) testu i
dokonaniu za jego pomoca podziatu danych. Jest to najwazniejszy element algorytmu budowy
drzewa decyzyjnego, stanowiacy niejako jego serce i w znacznej mierze decydujacy o

ksztatcie przysztego drzewa.

IStoppingCriterium
Interfejs definiujacy kryterium (lub kryteria) stopu dla algorytmu budowy drzewa.

ITargetSelector

Interfejs odpowiedzialny za wybor etykiety domys$lnej w danym zbiorze przyktadow.

IPruning

W tym interfejsie okreslone zostaty metody, uzywane w procesie przycinania drzewa.
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Rysunek 4.2: Kluczowe interfejsy silnika modutu InTrees

Dodatkowo zdefiniowane zostaty interfejsy:
INodeTest
Interfejs definiujacy obiekt testu w danych wezle.

IPruningConfiguration

Interfejs pomocniczy uzywany przy przycinaniu drzewa — konfiguracja przycinania
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Rysunek 4.3: Klasa [INodeTest

A takze klasy:
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Wezetl drzewa decyzyjnego.

DecisionTree

Drzewo decyzyjne.
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Rysunek 4.3: Klasy DecisionTree i DTNode
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TDIDT

Klasa odpowiedzialna za proces budowy drzewa decyzyjnego, implementujaca algorytm

budowy drzewa.

TOIOT InTrees

Fodstawome &lementy
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Interfejzy modutu InTrees
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_______ IModeTest Selector

Kryterium stopu winterfaces

______________ IStopping Criterion

z ; interface
Spo=sab wyboru etwvkiety ITE: Sl e-::cur
domyS e = = T T T T T E ] :
- - winterfaces
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Rysunek 4.4: Interfejsy modutu a algorytm TDIDT

Zastosowanie interfejsow oraz jednolita budowa pozwala uzytkownikowi na

swobodny dobor poszczegoélnych czesci algorytmu. Proces ten moze odbywac si¢ rowniez na
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drodze meta-uczenia. Niewatpliwa zaleta jest takze stosunkowo tatwe tworzenie nowych

rozwiazan i kompleksowe testy w roznych konfiguracjach.

4.5 Implementacje algorytmow w module InTrees

Kolejnym etapem budowy modutu, bylo stworzenie zestawu klas implementujacych
interfejsy InTrees.
Implementacje interfejsu INodeTestGenerator:

MultiSplitTestGenerator
Sposob generowania podziatéw wezta charakterystyczny dla algorytmu C4.5. W przypadku
atrybutéw nieuporzadkowanych tworzona jest oddzielna gataz dla kazdej jego wartosci. W
przypadku wartosci uporzadkowanych tworzone sa przedzialy wartoSci zgodne z
definiowanym progiem tolerancji. [11]

BinaryTestGenerator
Klasa generujaca binarne podziaty zbioru przyktadow wpadajacych do danego wezta drzewa.
W przypadku atrybutéw nieuporzadkowanych o zbiorze wartosci wigkszym niz dwa,
generowana jest seria podziatdéw wedlug schematu (wybrany atrybut - pozostale atrybuty), dla

kazdego kolejnego atrybutu. Jest to sposéb podziatu charakterystyczny dla algorytmu CART.
[11]

Implementacje interfejsu INodeTestSelector:

GiniNTS
Klasa odpowiedzialna za wybor optymalnego testu i dokonanie za jego pomoca podziatu
zbioru przyktadow przyporzadkowanych do danego wezla drzewa. Jako kryterium wyboru
podziatéw wykorzystywany jest przyrost czysto$ci weztéw. Sugerowana miara nieczystosci
jest Gini index [12]

InfoGainNTS oraz InfoGainRatioNTS
Kryterium oceniajacym podzialy jest tutaj zysk informacyjny (ang. information gain)
wywodzacy si¢ z algorytmu ID3. Tego typu podejscie charakteryzuje si¢ jednak sktonno$cia
do preferowania atrybutow o duzej liczbie mozliwych wartosci [8]. Aby zapobiec temu
niepozadanemu zjawisku wprowadzone zostato kolejne kryterium — wzgledny zysk (ang. gain

ratio) szeroko stosowane w drzewach typu C4.5. [11]

43



Implementacje interfejsu [TargetSelector:

TargetSelector

W tej implementacji jako etykieta domyslna wskazywana jest etykieta wigkszosciowa.

Implementacje interfejsu [StoppingCriterion:

NaturalSC
Jest to klasa implementujaca tzw. naturalne kryterium stopu. Decyzja o zaprzestaniu dalszej
rozbudowy drzewa podejmowana jest w sytuacji gdy zachodzi przynajmniej jeden z
warunkow:
- zbidr potencjalnych testow jest pusty
- w zbiorze przyktadow wpadajacych do danego wezta drzewa znajduje si¢ nie wigcej niz
jeden element

- wszystkie przyktady w wpadajace do danego wezta naleza do tej samej klasy

Przytoczone warunki stopu stanowia swojego rodzaju bazg, ktéra mozna uzupetia¢ o
dodatkowe, bardziej wyszukane kryteria:

MinNodeSizeSC
Kryterium okre$la minimalng wielko$¢ wezta, rozumiang jako ilo$¢ przyktadow wpadajacych
do danego wezta drzewa. Jezeli ilo$¢ przykladow osiagnie (lub spadnie ponizej) minimalna
wielkos¢, podejmowana jest decyzja o zaprzestaniu rozbudowy drzewa.

NodePuritySC
Algorytm zaprzestaje rozbudowy drzewa gdy osiagnigty jest zdefiniowany w kryterium
stopien czysto$ci wezta.

ComiteeSC
Klasa implementujaca komitet kryteriow stopu. Mozna wykorzystywa¢ w niej wszystkie
kryteria implementujace interfejs [StoppingCriterium. W zalezno$ci od przyjetej konfiguracji

warunki moga pracowac jako alternatywa lub jako koniunkcja zadanych kryteriow stopu.
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4.6 Implementacja przycinania drzewa

W module InTrees zaimplementowane zostato przycinanie drzewa automatycznie
ustalajace optymalne parametry przycinania z wykorzystaniem walidacji krzyzowe;j.
Stworzone zostaty interfejsy I[Pruning, IPruningConfiguration oraz IPruningTable, ktore
umozliwiaja zaawansowanym uzytkownikom implementacje wtasnych metod przycinania
drzewa bazujacych na wspolnym schemacie ustalania parametrow przycinania na poziomie
meta.
W obecnej wersji InTrees zaimplementowane zostalo przycinanie drzewa z wykorzystaniem
parametru optymalnej ilosci weztow drzewa dla danego zbiory danych. Witasnie ten parametr
dobierany jest podczas procesu meta uczenia modelu z wykorzystaniem walidacji krzyzowe;.
Proces ustalania optymalnej ilo$ci wezlow przebiega w nastgpujacy sposob:
1. Budowane jest w pelni rozro$nigte drzewo. Zaleca si¢ uzywanie najprostszego naturalnego
kryterium stopu.
2. Wybierany jest wezel ostatniego poziomu (wszystkie jego dzieci sa lis¢mi), ktéry ma
najwigksza dokladnos¢ klasyfikacji (ang. accuracy) i jest on zastgpowany lisciem z etykieta
klasy wigkszosciowe;.
3. Sprawdzana jest dokladno$¢ klasyfikacji utworzonego w ten sposéb drzewa i wynik
zapisywany jest do tablicy przycinana (klasa implementujaca interfejs [PruningTable).
4. Kroki 2 i 3 sa powtarzane dopoki poziom drzewa jest wigkszy od 1.
5. Otrzymywana jest tablica przycinania zawierajaca zbior par: (ilo$¢ weztow, dokladnosé
klasyfikacji na zbiorze testowym)
Caly procedura 1 - 5 jest powtarzana w procesie walidacji krzyzowej. Wyniki w postaci tablic
przycinania dla kazdego przebiegu walidacyjnego sa konsolidowane i wybierana jest
optymalna ilo$¢ wezlow w drzewie dla danego zbioru danych.
Budowane jest ostateczne drzewo decyzyjne, nastgpnie jest ono przycinane do ustalonej,

optymalnej ilosci weziow.
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Rysunek 4.5: Implementacje podstawowych interfejséw silnika

modutu InTrees
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Rozdzial 5

Eksperymenty

Nowe podejscie do algorytméw budowy drzewa, traktujace je jako zlozenie kilku
powiazanych ze soba elementow, w sposob naturalny rodzi nastgpujace pytania:
- Ktore elementy algorytmu maja kluczowe znaczenie dla jakos$ci klasyfikacji ?
- Jak wplynie na klasyfikacj¢ zastapienie elementu charakterystycznego dla danej metody,
elementem zmodyfikowanym lub uzywanym w algorytmie konkurencyjnym ?
- Czy mozliwe jest podniesienie jakosci klasyfikacji na drodze automatycznego doboru
poszczegbdlnych elementow algorytmu na podstawie probek zbioru danych ?
Celem tego eksperymentu jest znalezienie przynajmniej czg§ciowych odpowiedzi na

postawione pytania.

5.1 Procedura testowa

Do przeprowadzenia eksperymentéw zostalo wybrane sze$¢ klasyfikatorow
rozniacych si¢ podstawowymi elementami algorytmu budowy drzewa takimi jak: kryterium
generowania podzialéw, kryterium wyboru testow, kryterium stopu i przycinani. Siodmym
klasyfikatorem jest Meta — Drzewo, ktdre na etapie uczenia automatycznie dobiera
najbardziej pozadany zestaw elementoéw algorytmu. Dodatkowo dla czgsci zbiorow danych
uzyto takze wynikéw uzyskanych przez drzewo SSV, ktore jest jednym ze standardowych
klasyfikatorow zaimplementowanych na platformie Intemi. Do badan wykorzystano ogolnie
dostgpne zbiory benchmarkowe [23]: Iris flower, Mushroom, Wisconsin Breast Cancer oraz

Thyroid.
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Klasyfikatory testowane sa za pomoca 10 - krotnej walidacji krzyzowej,
skonfigurowanej tak, aby kazdy z algorytmow pracowal na identycznych danych. Cata
procedura powtarzania jest 10 razy (10x10CV). Istotno$¢ rdznic osiaganych wynikow
oceniono za pomoca testow statystycznych dla prob zaleznych: testu T [22] oraz testu
kolejnosci par Wilcoxona [21].

Weryfikowane byty nastgpujace hipotezy:

H)y: Testowane modele nie rozniq sie jakosciq klasyfikacji,

wobec hipotezy alternatywne;j
H,: Jakos¢ klasyfikacji testowanych modeli jest rozna.

Na kartach wynikéw zaprezentowane zostaly podstawowe rezultaty osiagane przez
kazdy z algorytmow (doktadno$¢ minimalna, $rednia 1 maksymalna oraz odchylenie
standardowe), zestawienie wynikow dla kazdej pary algorytméw przy uzyciu trzech testow

statystycznych oraz poréwnanie par algorytmow w $wietle kazdego z testow.

5.2 Zbiory danych

Iris flower
Zbior danych zawierajacy opis 50 probek kazdego z trzech gatunkéw kwiatu Irys (Setosa,
Versicolour, Virginica). Probka zostata opisana za pomoca czterech atrybutdow numerycznych
(dhlugos¢ liscia, szerokos$¢ liscia, dhugos¢ platka, szerokos$¢ ptatka) oraz etykiety klasy
tozsamej z gatunkiem roSliny.
Rozktad klas:
33,3 % (50 przypadkow) — klasa 1 “Iris Setosa”
33,3 % (50 przypadkéw) — klasa 2 “Iris Versicolour”
33,3 % (50 przypadkéw) — klasa 3 “Iris Virginica”

Mushroom
W zbiorze zawarty zostal opis 8124 probek odnoszacych si¢ do 23 gatunkéw grzybow
kapeluszowych. Kazdy gatunek zdefiniowany zostata jako jadalny, trujacy lub niepolecany.
Dwie ostatnie kategorie polaczone zostaty w jedna klasg¢. Kazda prébka opisana zostata za

pomoca 22 nominalnych atrybutow.
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Rozktad klas:
52% (4208 przypadkow) — klasa 1 “jadalny”
48% (3916 przypadkow) — klasa 2 “trujacy”

Breast Cancer Wisconsin
Zbidr zawiera dane uzyskane podczas badania materialu cytopatologicznego pobranego z
guza piersi. Zbidr zawiera 699 przypadkow opisanych 9 atrybutami numerycznymi,
podzielonych na dwie klasy odpowiadajace postawionej diagnozie: tagodne i ztosliwe.
Rozktad klas:
65,5 % (458) - klasa 1 “lagodne”
34,5 % (241) — klasa 2 “ztosliwe”

Thyroid
W tym zbiorze opisanych zostalo 3772 wynikéw badan gruczotu tarczycy opisanych za
pomoca 21 atrybutow 1 podzielonych na 3 klasy. 15 atrybutow ma charakter binarny,
pozostate sa uporzadkowanymi atrybutami numerycznymi.
Rozktad klas:
2,47 % (93) —klasa 1
5,06 % (191) — klasa 2
92,47 % (3488) — klasa 3

5.3 Testowane konfiguracje klasyfikatorow
W opisie konfiguracji klasyfikatorow uzyto nazw kryteriow ktore zostaty oméwione w

rozdziale 4.

Drzewo T1
Drzewo wzorowane na popularnym algorytmie CART, zar6wno w przypadku warto$ci
uporzadkowanych jak i nieuporzadkowanych zbior przyktadéw dzielony jest na dwie czesci.
Kryterium wyboru najlepszego podzialu jest indeks Gini'ego. Zastosowano naturalne

kryterium stopu, nadmiernemu dopasowaniu do danych ma zapobiega¢ przycinanie z
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automatycznym doborem parametru.

Kryterium generowania podziatoéw: BinaryTestGenerator
Kryterium wyboru testow: GiniNTS

Kryterium stopu: NaturalSC

Przycinanie: Z automatycznym doborem parametru przycinania

Drzewo T2
W inspirowanym algorytmem C4.5 drzewie uzyto algorytmu generowania podziatéw, ktory
dla cech nieuporzadkowanych tworzy tyle potencjalnych galgzi drzewa, ile wartosci
przyjmuje dana cecha. Kryterium wyboru optymalnego testu jest wzgledny zysk informacyjny
[11]. Kryterium stopu oraz przycinanie pozostaje niezmienione w odniesieniu do drzewa T1.
Ewentualne réznice w jakosci klasyfikacji drzew T1 1 T2 wynika¢ wigc beda z efektywnosci
dwoch pierwszych elementow algorytmu.
Kryterium generowania podziatoéw: MultiSplitTestGenerator
Kryterium wyboru testow: InfoGainRatioNTS
Kryterium stopu: NaturalSC

Przycinanie: Z automatycznym doborem parametru przycinania

Drzewa T3 oraz T4 uzyskaliSmy z konfiguracji drzew T1 oraz T2 poprzez wzajemna

zamiang najistotniejszego elementu algorytmu budowy drzewa — kryterium wyboru testow.

Drzewo T3
Kryterium generowania podzialow: BinaryTestGenerator
Kryterium wyboru testow: InfoGainRatioNTS
Kryterium stopu: NaturalSC

Przycinanie: Z automatycznym doborem parametru przycinania

Drzewo T4
Kryterium generowania podziatoéw: MultiSplitTestGenerator
Kryterium wyboru testow: GiniNTS
Kryterium stopu: NaturalSC

Przycinanie: Z automatycznym doborem parametru przycinania
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Drzewo TS
W tym drzewie zrezygnowano z przycinania na rzecz bardziej restrykcyjnego kryterium
stopu. Uzyto kryterium czysto$ci wezta na poziomie 80%. Pozostata konfiguracja jest zgodna
z T2.
Kryterium generowania podziatoéw: MultiSplitTestGenerator
Kryterium wyboru testow: InfoGainRatioNTS
Kryterium stopu: NodePuritySC (80%)

Przycinanie: brak

Drzewo T6
Konfiguracja analogiczna do T1, zrezygnowano jednak z przycinania. Zastosowano
stosunkowo wczesne kryterium stopu sktadajace si¢ z alternatywy kryterium czystosci we¢zta
na poziomie 70% oraz minimalnej wielko$ci we¢zta z parametrem 6.
Kryterium generowania podzialow: BinaryTestGenerator
Kryterium wyboru testow: GiniNTS
Kryterium stopu: ComiteeSC (alternatywa): NodePuritySC (70%) lub MinNodeSizeSC (6)

Przycinanie: brak

Meta — Drzewo
Idea Meta — Drzewa byto stworzenie klasyfikatora, automatycznie dobierajacego dostepne
kryteria algorytmu w zaleznos$ci od charakteru i specyfiki danych. Aby obiektywnie oceni¢
jego przydatnos¢ w procesie klasyfikacji, zostalo ono skonfigurowane tak, aby dla
konkretnych danych automatycznie wybieratlo najbardziej optymalny algorytm sposrdd
wymienionych powyzej drzew od T1 do T6. Spodziewanym rezultatem jest osiaganie
wynikoéw nieustepujacych w znacznym stopniu tym, ktére w konkretnym przypadku byly

udziatem najlepiej dobranego (do danych) drzewa.
Drzewo oparte na kryterium SSV

Drzewo to nie wchodzi w sklad pakietu InTrees, jest ono jednym z klasyfikatorow

zaimplementowanych w platformie Intemi. Kryterium SSV to kryterium, ktore probuje w
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bardziej naturalny sposéb (w porownaniu z  metodami teorii informacji) oceniad
separowalnos¢ obiektéw z roznych klas. Szczegdlowy opis kryterium i jego zastosowania w
drzewie decyzyjnym mozna znalez¢ w jednym z materiatdéw referencyjnych [8]. Wyniki
uzyskane przez ten klasyfikator w czasie eksperymentow stanowia dobry materiat

poréwnawczy i sa punktem odniesienia dla pozostaltych wynikow.

5.4 Wyniki eksperymentow

Pierwszym zbiorem danych wykorzystanym podczas eksperymentow jest klasyczny
zbidr Iris Flowers. Dane zawarte w tym zbiorze sa stosunkowo tatwe w klasyfikacji 1 zwykle
nie sprawiaja wigkszych probleméw klasyfikatorom. Przeprowadzone obserwacje
potwierdzity ten fakt. Oba uzyte testy statystyczne wykazaly, Zze nie ma istotnych rézni¢
pomigdzy testowanymi konfiguracjami i tylko w jednym przypadku T-test wskazat przewage
konfiguracji T2 nad Meta. W tabeli 5.5 przedstawiona zostata srednia ilos¢ weztow 1 lisci w
drzewach kazdego typu, a takze arkusz wyboru klasyfikatorow przez algorytm Meta —

drzewa. Identyczne zestawienie zostalo sporzadzone dla wszystkich zbiorow danych.

T1 T2 T3 T4 T5 T6 META SSV

Doktadnosc:
minimalnal 91,33% 91,33%| 91,33%| 91,33%| 91,33%| 92,00%| 91,33%| 90,00%

Srednia  93,07%| 93,27%| 93,07%| 93,07%| 93,20%| 93,53% 93,00%| 94,00%
maksymalna) 94,67%| 95,33%| 95,33%| 94,67% 95,33% 94,67%| 95,33%

Odchylenie std: 1,10%| 1,24%  1,18%| 1,10%| 1,25%
Dokt — Odch. std. 93,57%| 94,10%| 94,15%| 93,57%| 94,08%

93,61%| 93,79%

Dane: iris.dat
Tabela 5.1: Podstawowe statystyki klasyfikatorow na zbiorze Iris Flowers
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Drzewo T T2 T3 T4 T5 T6 Meta SSV
T1 1 -1,96 0,00 0,00 -1,50 -1,25 1,00 -0,72
2 0,08 1,00 1,00 0,17 0,24 0,34 0,49
T2 1 1,96 1,96 1,00 -0,63 2,45 -1,37
2 0,08 0,08 0,34 0,54 0,04 0,20
T 1 0,00 -1,50 -1,17 1,00 -1,28
2 1,00 0,17 0,27 0,34 0,23
T4 1 -1,50 -1,25 1,00 -0,72
2 0,17 0,24 0,34 0,49
T5 1 -0,81 1,96 -1,18
2 0,44 0,08 0,27
1 1,50 0,82
T |, 0,17 0,44
1 -1,06
Meta ) 0.32
1
SSsVv )
1. t-Value 2. p-Value Sparowany T — test Dane: iris.dat
Tabela 5.2: Porownanie klasyfikatorow z uzyciem Sparowanego T-testu
Drzewo T T2 T3 T4 T5 T6 Meta SSV
T 1 3,00 0,00 0,00 2,00 2,13 0,33 -1,18
2 0,08 1,00 1,00 0,16 0,14 0,56 0,12
T2 1 3,00 1,29 1,00 0,67 2,67 -0,94
2 0,08 0,26 0,32 0,41 0,10 0,17
T 1 0,00 2,00 1,96 0,20 -0,99
2 1,00 0,16 0,16 0,65 0,16
T4 1 0,67 2,58 0,33 -1,18
2 0,41 0,11 0,56 0,12
5 1 1,09 1,80 -1,04
2 0,30 0,18 0,15
1 2,91 0,84
T |, 0,09 0,20
1 -0,96
Meta 5 017
1
SSv )
1.z-Value 2. p-Value Test Wilcoxsona Dane: iris.dat

Tabela 5.3: Porownanie klasyfikatorow z uzyciem testu Wilcoxona

53




Drzewo Test T T2 T3 T4 T5 T6 Meta SSV
- Sparow any T-test 0 0 0 0 0 0 0
Wilcoxon 0 0 0 0 0 0 0
T2 Sparow any T-test 0 0 0 0 0 1 0
Wilcoxon 0 0 0 0 0 0 0
I3 Sparow any T-test 0 0 0 0 0 0 0
Wilcoxon 0 0 0 0 0 0 0
T4 Sparow any T-test 0 0 0 0 0 0
Wilcoxon 0 0 0 0 0 0
5 Sparow any T-test 0 0 0 0 0 0 0
Wilcoxon 0 0 0 0 0 0 0
6 Sparow any T-test 0 0 0 0 0 0 0
Wilcoxon 0 0 0 0 0 0 0
Met Sparow any T-test 0 -1 0 0 0 0 0
ela Wilcoxon 0 0 0 0 0 0 0
Sparow any T-test 0 0 0 0 0 0 0
SSV Wicoxon 0 0 0 0 0 0 0
Prog istotnosci (p — value): 0,05 Dane: iris.dat
Tabela 5.4: Podsumowanie porownania klasyfikatorow na zbiorze Iris Flowers
T T2 T3 T4 T5 T6
Srednia ilo$¢ weztéw w drzewie 7 6 7 7 5 12
Uzycie klasyfikatoréw przez
algorytm meta (10CV) 2 0 2 2 2 2
Dane: iris.dat
Tabela 5.5: Srednia ilo$¢ wezléw w drzewach i uzycie klasyfikatoréw przez Meta

- drzewo

Badania wykorzystujace zbidr Mushroom pokazaly, jak waznym elementem
algorytméw budowy drzew decyzyjnych jest proces generowania zbioru testow wezla,
uzywanych nastepnie w procesie rekurencyjnego dzielenia zbioru danych. Z tatwoscia
mozemy zaobserwowac jak w tym przypadku klasyfikatory generujace podzialy (dla cech o
warto$ciach dyskretnych) na tyle czesci, ile warto$ci dana cecha przyjmuje, zyskuja
przewage nad tymi, ktore uzywaja podzialow binarnych. Statystycznie istotna rdznica zostata
stwierdzona przez oba zastosowane testy. Ten eksperyment potwierdzit takze przydatnos¢
Meta — Drzewa. Klasyfikator Meta nie byt statystycznie gorszy od zadnego innego uzytego w
testach, a od czterech (z szesciu testowanych) okazat si¢ skuteczniejszy. Meta -algorytm sam
dobrat najbardziej optymalne elementy ostatecznego klasyfikatora, odrzucajac te, ktore

przyczynity si¢ do stabych wynikéw konfiguracji T1, T3 1 T6.
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T1 T2 T3 T4 T5 T6 META

Doktadnosé:
minimalna 93,33% 99,36% 93,39% 99,91% 98,52% 93,65% 99,93%

$rednia 93,69% 99,88% 93,66% 99,97% 98,52% 93,79% 99,96%
maksymalna 93,88% 99,99% 93,88% 100,00% 98,52% 93,88% 99,99%

Odchylenie std: 0,20% 0,19% 0,17% 0,03% 0,00% 0,07% 0,02%
dokt — odch. std. 93,69% 99,80% 93,71% 99,97% 98,52% 93,82% 99,97%
Dane: mushroom.dat

Tabela 5.6: Podstawowe statystyki klasyfikatorow na zbiorze Mushroom

Drzewo T1 T2 T3 T4 T5 T6 Meta

t-Value -64,72 0,35 -92,23 -77,65 -1,92 -100,34

T p-value 0,00 0,74 0,00 0,00 0,09 0,00

t-Value 70,07 -1,83 22,75 100,20 -1,55

T2 o vale 0,00 0,10 0,00 0,00 0,16

t-Value -114,82 -90,17 -2,41 -115,65

3 p-value 0,00 0,00 0,04 0,00

T4 t-Value 152,63 264,50 1,50

p-value 0,00 0,00 0,17

t-Value 229,71 -236,53

TS vale 0,00 0,00

t-Value -303,28

T6 p-value 0,00
Meta t-Value
p-value

Test statystyczny: Sparowany T - test Dane: mushroom.dat

Tabela 5.7: Porownanie klasyfikatorow z uzyciem Sparowanego T-testu

Drzewo T1 T2 T3 T4 T5 T6 Meta

z-Value -2,83 1,55 -2,83 -2,83 1,45 -2,83

T p-value 0,00 0,06 0,00 0,00 0,07 0,00

z-Value 2,78 -2,22 2,78 2,78 -1,55

T2 p-value 0,00 0,01 0,00 0,00 0,06

z-Value -2,83 -2,83 0,94 -2,83

3 p-value 0,00 0,00 0,17 0,00

z-Value 2,78 2,78 1,04

T4 p-value 0,00 0,00 0,15

z-Value 2,78 -2,83

15 p-value 0,00 0,00

z-Value -2,83

T6 p-value 0,00
Meta z-Value
p-value

Test statystyczny: Test Wilcoxsona Dane: mushroom.dat

Tabela 5.8: Porownanie klasyfikatorow z uzyciem testu Wilcoxona
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Drzewo Test T1 T2 T3 T4 T5 T6 Meta
Sparow any T-test -1 0 -1 -1 0 -1
™ Wioxon 1 0 1 1 0 1
Sparow any T-test 1 1 0 1 1 0
T2 Wilcoxon 1 1 -1 1 1 0
Sparow any T-test 0 -1 -1 -1 -1 -1
T3 Wilcoxon 0 -1 -1 -1 0 -1
Sparow any T-test 1 0 1 1 1 0
T4 Wilcoxon 1 1 1 1 1 0
Sparow any T-test 1 -1 1 -1 1 -1
5 Wilcoxon 1 -1 1 -1 1 -1
Sparow any T-test 0 -1 1 -1 -1 -1
Té Wilcoxon 0 -1 0 -1 -1 -1
Sparow any T-test 1 0 1 0 1 1
Meta Wilcoxon 1 0 1 0 1 1
Prog istotnosci (p — value): 0,05 Dane: mushroom.dat

Tabela 5.9: Podsumowanie poréwnania klasyfikatorow na zbiorze Mushroom

T1 T2 T3 T4 T5 T6
Srednia ilo§¢ weztow w drzewie 30 25 31 29 10 31
Uzycie klasyfikatoréw przez
algorytm meta (10CV) 0 5 0 5 0 0
Dane: mushroom.dat

Tabela 5.10: Srednia ilo§¢ wezléw w drzewach i uzycie klasyfikatoréw przez Meta
- drzewo

Analiza wynikow uzyskanych na danych ze zbioru Breast Cancer Wisconsin
ewidentnie wskazuje, ze zrezygnowanie z przycinania pofaczone z podziatem danych na
liczne podzbiory wzgledem wartosci cech oraz stosunkowo stabe kryterium stopu (czystos¢
wezta na poziomie 80%) nie daje zadowalajacych rezultatow. W przypadku tego zbioru
danych testy wykazaly rowniez niekwestionowana wyzszo$¢ kryterium separowalnosci nad
klasycznymi kryteriami wywodzacymi si¢ z teorii informacji. Meta klasyfikator po raz
kolejny udowodnit swoja przydatno$¢ osiagajac wyniki statystycznie nie odbiegajace od

pozostatych dobrych wynikow, ustepujac jedynie algorytmowi SSV.
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T T2 T3 T4 T5 T6 | META | SSV
Doktadnos¢:
minimalna  93,13%| 93,28%| 93,41% 93,56%| 91,56%| 92,71% 93,13%| 94,28%
$rednia  94,02%| 94,25% 94,09%| 94,06%| 92,06%| 93,91% 94,02% 95,12%
maksymalna|  94,71%[ERERA  95,14%| 94,57% 92,71%, 9514%| 94,71% 95,99%
Odchylenie std: 0,51% 0,84%| 0,53% 0,33%EIEA 065% 051% 0,58%
Dokt — Odch. std. 94,19% 94,60%| 94,24%| 92,39%| 94,49%| 94,19%| 9541%

Dane:

breast-cancer-wisconsin.dat

Tabela 5.11: Podstawowe statystyki klasyfikatorow na zbiorze Breast Cancer Wisconsin

Drzewo | Ti T2 T3 T4 T5 T6 Meta SSV
1 20,88 20,46 20,34 9,58 0,57 104 2,73
L 0,40 0,65 0,74 0,00 0,58 0,32 0,02
1 1,06 0,81 8,14 1,01 117 375
T, 0,32 0,44 0,00 0,34 0,27 0,00
1 0.22 12,83 0,69 0,97 4,05
T, 0,83 0,00 0,51 0,36 0,00
1 13,54 0,87 129 5,76
T4, 0,00 0,41 0,23 0,00
1 6,64 743 17,25
™, 0,00 0,00 0,00
1 0,37 2,83
T6 |, 0,72 0,02
1 -5,39
Meta ) 0,00
1
SSV |
1. t-Value 2. p-Value Sparowany T — test Dane: breast-cancer-wisconsin.dat

Tabela 5.12: Porownanie klasyfikatorow z uzyciem Sparowanego T-testu
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Drzewo T T2 T3 T4 T5 T6 Meta SSV
T 1 0,13 0,43 0,03 2,78 1,66 0,43 -1,40
2 0,45 0,33 0,49 0,00 0,05 0,33 0,08
T2 1 -0,18 0,64 2,78 1,25 0,54 -1,61
2 0,43 0,26 0,00 0,11 0,30 0,05
1 -0,08 2,78 1,25 1,45 -1,91
™, 0,47 0,00 0,11 0,07 0,03
T4 1 2,78 1,25 1,45 -2,83
2 0,00 0,11 0,07 0,00
5 1 -2,83 -2,83 -2,83
2 0,00 0,00 0,00
1 0,03 -2,42
T |, 0,49 0,01
1 -2,83
Meta , 0,00
1
SSV )
1.z-Value 2. p-Value Test Wilcoxsona Dane: breast-cancer-wisconsin.dat
Tabela 5.13: Porownanie klasyfikatoréw z uzyciem testu Wilcoxona
Drzewo Test T T2 T3 T4 T5 T6 Meta SSV
Sparow any T-test 0 0 0 1 0 0 -1
™ Wicoxon 0 0 0 0 1 0 0
Sparow any T-test 0 0 0 1 0 0 0
T2 Wicoxon 0 0 0 1 0 0 0
Sparow any T-test 0 0 0 1 0 0 -1
T3 Wicoxon 0 0 0 1 0 0 1
Sparow any T-test 0 0 0 1 0 0 -1
T4 Wicoxon 0 0 0 1 0 0 1
Sparow any T-test -1 -1 -1 -1 -1 -1 -1
i Wicoxon 1 1 1 A 1 4 1
Sparow any T-test 0 0 0 0 1 0 -1
6 Wicoxon A 0 0 0 1 0 1
Sparow any T-test 0 0 0 0 1 0 -1
Meta Wilcoxon 0 0 0 0 1 0 -1
Sparow any T-test 1 0 1 1 1 1 1
Ssv Wicoxon 0 0 1 1 1 1 1
Prog istotnosci (p — value): 0,05 Dane: breast-cancer-wisconsin.dat

Tabela 5.14: Podsumowanie porownania klasyfikatoréw na zbiorze Breast Cancer
Wisconsin
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T1 T2 T3 T4 T5 T6
Srednia ilo$¢ weztéw w drzewie 27 29 25 25 3 51
Uzycie klasyfikatoréw przez
algorytm meta (10CV) L : 5 L 0 L
Dane: breast-cancer-wisconsin.dat

Tabela 5.15: Srednia ilosé wezléw w drzewach i uzycie klasyfikatoréw przez Meta
- drzewo

Testy przeprowadzone na zbiorze Thyroid pokazaty, ze zdecydowanie gorzej radza
sobie te klasyfikatory, w konfiguracji ktorych brakuje przycinania z opcja automatycznego
doboru parametru. Warto zaznaczy¢, ze w/w zbidr jest stosunkowo duzy (3772 przypadki),
wigc brak odpowiedniej jakosci przycinania daje wyrazne negatywne efekty. Najlepszym

klasyfikatorem okazat si¢ SSV, najgorszymi T5 1 T6. Migdzy pozostatymi klasyfikatorami

nie zaobserwowano istotnych statystycznie roznic.

T T2 T3 T4 T5 T6 META
Doktadnosé:

minimalna| 97,43%| 97,75% 97,59% 97,43%| 92,47% 96,90%| 97,53%
$rednial 97,82%| 97,89%| 97,84%| 97,83%| 92,47%| 97,42%| 97,85%
maksymalna 98,12%| 98,14%| 98,12% 98,04%| 92,47% 97,69%| 98,06%
Odchylenie std: 0,21%| 0,12% 0,17% 0,18%| 0,00%| 0,22% 0,18%
Dokt — Odch. std. 97,91%| 98,02%| 97,95% 97,85%| 92,47%| 97,47%| 97,89%

Dane: thyroid.dat

Tabela 5.16: Podstawowe statystyki klasyfikatorow na zbiorze Thyroid
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Drzewo T1 T2 T3 T4 T5 T6 Meta SSV
T 1 -0,92 -0,18 -0,14 82,10 4,11 -0,24 -25,03
2 0,38 0,86 0,89 0,00 0,00 0,82 0,00
T2 1 1,18 1,01 140,43 5,73 0,79 -31,36
2 0,27 0,34 0,00 0,00 0,45 0,00
T 1 0,12 99,35 3,76 -0,16 -26,50
2 0,91 0,00 0,00 0,88 0,00
T4 1 91,62 4,20 -0,19 -25,86
2 0,00 0,00 0,85 0,00
5 1 -71,32 -95,13 -288,19
2 0,00 0,00 0,00
1 4,94 -26,54
P 0,00 0,00
1 -25,10
Meta 9 0,00
1
SSV 5
1. t-Value 2. p-Value Sparowany T - test Dane: thyroid.dat
Tabela 5.17: Porownanie klasyfikatoréw z uzyciem Sparowanego T-testu
Drzewo T1 T2 T3 T4 T5 T6 Meta SSV
T 1 -1,10 -0,08 -0,28 2,78 2,17 -0,28 -2,83
2 0,14 0,47 0,39 0,00 0,02 0,39 0,00
T2 1 1,35 -0,38 2,78 2,78 0,43 -2,83
2 0,09 0,35 0,00 0,00 0,33 0,00
T3 1 0,03 2,78 2,78 -0,99 -2,83
2 0,49 0,00 0,00 0,16 0,00
T4 1 2,78 2,17 -0,48 -2,83
2 0,00 0,02 0,31 0,00
T5 1 -2,83 -2,83 -2,83
2 0,00 0,00 0,00
1 -2,52 -2,83
6 2 0,01 0,00
1 -2,83
Meta ) 0,00
1
SSV )
1.z-Value 2. p-Value Test Wilcoxsona Dane: thyroid.dat

Tabela 5.18: Porownanie klasyfikatoréow z uzyciem testu Wilcoxona
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Drzewo Test T T2 T3 T4 T5 T6 Meta SSV
- Sparow any T-test 0 0 0 1 1 0 -1
Wilcoxon 0 0 0 1 1 0 -1
T2 Sparow any T-test 0 0 0 1 1 0 -1
Wilcoxon 0 0 0 1 1 0 -1
3 Sparow any T-test 0 0 0 1 1 0 -1
Wilcoxon 0 0 0 1 1 0 -1
T4 Sparow any T-test 0 0 0 1 1 0 -1
Wilcoxon 0 0 0 1 1 0 -1
T5 Sparow any T-test -1 -1 -1 -1 -1 -1 -1
Wilcoxon -1 -1 -1 -1 -1 -1 -1
T6 Sparow any T-test -1 -1 -1 -1 1 -1 -1
Wilcoxon -1 -1 -1 -1 1 -1 -1
Sparow any T-test 0 0 0 0 1 1 -1
Meta Wilcoxon 0 0 0 0 1 1 1
Sparow any T-test 1 1 1 1 1 1 1
SSV Wilcoxon 1 1 1 1 1 1 1
Prég istotnosci (p — value): 0,05 Dane: thyroid.dat
Tabela 5.19: Podsumowanie porownania klasyfikatorow na zbiorze Thyroid
T T2 T3 T4 T5 T6
Srednia ilo$¢ weztéw w drzewie 9 6 6 14 2 95
Uzycie klasyfikatoréw przez
algorytm meta (10CV) 4 3 3 0 0 0
Dane: thyroid.dat
Tabela 5.20: Srednia ilos¢ wezlow w drzewach i uzycie klasyfikatoréw przez Meta
- drzewo

Aby tatwiej dokona¢ oceny poszczegoélnych klasyfikatoréw, stworzone zostato
zestawienie zbiorcze (Tabela 5.21). Prezentowane dane pokazuja, ile razy dany klasyfikator
okazywat si¢ lepszy, a ile razy gorszy, w poréwnaniu z konkurencja. Bardzo tatwo daje si¢
zauwazy¢, ze najlepiej poradzily sobie drzewa o konfiguracjach T2 i T4, tylko nieznacznie
gorsza okazata si¢ konfiguracja Meta. Przewaga tych drzew wynika z zastosowania testow
wezta, ktore dla cech nieuporzadkowanych dziela zbior na tyle elementow, ile wartosci
przyjmuje dane cecha (MultiSplitTestGenerator). Przypadek najgorszego klasyfikatora (T5)
pokazuje, jak waznym elementem algorytmu budowy drzewa decyzyjnego jest odpowiednio
dobrane przycinanie. Zastapienie tylko jednego elementu konfiguracji T2 (przycinania z

automatycznym doborem parametrow), niezbyt wymagajacym kryterium stopu (czystos$¢
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wezta na poziomie 80%) spowodowat drastyczny spadek jakosci klasyfikacji. Zgodnie z
przewidywaniem nie zaobserwowano natomiast istotnych réznic pomig¢dzy kryterium Giniego

(GiniNTS) a wzglednym zyskiem informacyjnym (I/nfoGainRatioNTS) podczas oceny

podzialoéw.
Test T1 | T2 | T3 | T4 | T5 | T6 Meta
Nail Sparow any T-test 3 8 3 7 3 3 7
ajlepsze Wilcoxon 3 7 3 8 3 2 7
Nai Sparow any T-test | -4 0 -5 0 15 | -9 -1
ajgorsze Wilcoxon 4| 4] 40|45 9 0
Prdg istotnosci (p — value): 0,05

Tabela 5.21: Zbiorcze podsumowanie wynikow

5.5 Podsumowanie

Jednym z celow przeprowadzonych doswiadczen byto wykazanie, ze istotny wpltyw na
jakos¢ klasyfikacji ma odpowiedni dobor elementéw 1 parametrow klasyfikatora. W toku
eksperymentow zastosowano Meta — Drzewo, a jedna ze spodziewanych korzysci ptynacych z
jego uzycia bylo zniwelowanie réznic wynikajacych z r6znorodnosci charakteru danych i
nieoptymalna konfiguracja klasyfikatora. Zatozenie to zostalo potwierdzone podczas
przeprowadzonych eksperymentow. W przypadku zbioréw danych, w ktérych widoczna jest
spora roznica w jakosci klasyfikacji, zastosowanie Meta - Drzewa pozwala na osiagniecie
rezultatow bliskich optymalnym. Przeprowadzone z uzyciem zbioru mushroom jednoznacznie
pokazuja, ze jest on bardzo wrazliwy na kryterium generowania podzialdéw uzytego w
procesie budowy drzewa decyzyjnego. Klasyfikatory korzystajace z podziatow binarnych
(generowanych przez klas¢ BinaryTestGenerator) osiagaly znacznie gorsze rezultaty od tych,
ktére dzielity zbiory danych na wiele czg$ci na kazdym etapie budowy drzewa. Meta
klasyfikator potrafil zidentyfikowa¢ ta prawidlowos$¢, dokonat klasyfikacji z uzyciem
korzystniejszych mechanizméw, osiagajac wyniki praktycznie nie ustgpujace rozwiazaniu
optymalnemu. Mozna stwierdzi¢, ze wykorzystanie nawet tak prostej formy Meta — Drzewa,
pozwala na wyeliminowanie niepozadanych efektow niedopasowania elementéw algorytmu
budowy drzewa do danych testowych. Zgodnie z idea meta — uczenia umozliwia on dobor

klasyfikatorow bez udziatu uzytkownika. Dalsze prace nad tym mechanizmem daja szanse na
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poprawienie osiaganej przez niego doktadnosci, zmniejszenie odchylenia standardowego oraz

znacznie skrocenie czasu budowy drzewa.
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