Ogólne: dużo lepiej niż było

sprawdź ile razy jest słówko „występuje” i spróbuj czasami zastąpić jakimś innym

np. W pierwszej części występuje opis ... => W pierwszej części opisano 
3.2.1  transformacja pierwszy raz opisana w pracy o inicjalizacji!

Brakuje pracy w spisie; 

Włodzisław Duch, Rafal Adamczak and Norbert Jankowski, 

Third Conference on Neural Networks and Their Applications, Kule, October 1997, pp. 99-104 

Initialization of adaptive parameters in density networks.

Trzeba dołączyć spis wszystkich naszych prac i cytować gdzie się da tak, by było jasne co jest w naszych pracach a co w literaturze! Np. Opisując w 7.2 MLP2LN recenzent nie widząc ref. nie wie, że to wkład własny. 

Trzeba też dodać krótki opis rozwiniętego oprogramowania: FSM i MLP2LN, wystarczy parę stron, i tka przyda się dla FQS. 

Rysunki np. w rozdziale 6 powinny być kolorowe – mamy drukarkę. 

Wystarczy włożyć gify lub jpg, ale skalować na zewnątrz Worda bo inaczej będą wielkie pliki.

Rys. 7.10 – zrób nagatyw bo inaczej się kiepsko drukuje, za dużo czarnego.

Rys. 7.11 – za gęsto, za ciemny

Nie ma potrzeby wstawiać jako wzory tego, co da się napisać np. kursywą: d 
Opis algorytmów:

DLA WSZYTKICH PROTOTYPÓW 
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nie najlepiej wygląda i WSZYTKICH brakuje S, lepiej:
Dla wszystkich prototypów 
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W opisie RecBFN  nieprecyzyjnie i niedokładnie, np. RiC=1=>RiC(x)=1 
Czym różni się Pomniejsz(p) od Zmniejsz(x) ?

9. 

LogDisc – cytuj pracę za Stalogiem lub sam Stalog.

wartości brakujące – w jednej pracy mamy dobre wyniki z max. prawdop, tu warto o tym wspomnieć i zaznaczyć, że ze względu na porównanie nie robimy tego często.

Wspomnieć o NIPS ?

Szczegóły:

commette networks( committee networks

przed (5.22) : Prawdopodobieństwa zgodnie z reguła Bayesa te mogą zostać wyrażone w następujący sposób

(5.31)  najbliższy => nn, oólnie lepiej unikać tak długich indeksów i tłumaczyć w tekście skróty.

6.5.1

strukturę co sieć => strukturę jak sieć 

str 99, gdzie 
[image: image3.wmf]d

 odległość w rankingu => gdzie d to odległość w rankingu
Współczynnik ten ma wartość [-1,1] => Współczynnik ten przyjmuje wartości z przedziału [-1,1]

Tab 9-4: dokładność w %, Tab 9-3 wsp. Spearmana? 

0.77+/- 0.018 => 0.77 ( 0.02   - ogólnie: dokładność = tyle cyfr ile podajesz; 

podobnie w innych miejscach!  Nie np. 94 i 95.3 tylko 94.0 (Tab. 9-11, 9-13, 9-15, 9-16 itd)

Dane zostały wzięte z adresu => Trzeba opisać PTE, i podać nazwę laboratorium. 

9.1.2.  

Nie ma rezultatów FSM! Jakie 3 wektory? Podkreślić, że mało testowych i lepiej było stosować CV bo trudno wyciągnąć jakieś wnioski. 

9.2 

Jakie to cechy? Czy ciągłe czy symboliczne? Trzeba trochę bazy poopisywać!

Poza tym warto dodać komentarz, np przy Shuttle i cukrzycy, dlaczego drzewa decyzji działają lepiej?

Tab 9-7 brak wartości? w kilku innych podobnie

Alloc80 – zrobić uwagę, że program nie działa (mamy go od Wysotzkiego) i metoda nie jest używana

9.4

po usunięciu - extron, => po usunięciu, nazywanej extron,

60 nukleotydów, które reprezentują => 60 nukleotydów, które reprezentowane są 

A – 1 0 0, C – 0 1 0, G – 0 1 0, T – 0 0 0   ??? C=G?

Tab. 9-12; nie ma więcej na testowym wyników? Warto wspomnieć, że w. ciałe, baza mała i np. drzewa decyzji nie działają.

str 105: znacznie większa około 85%. => znacznie większa, około 85%.

9.6 Dane otrzymano od ... i stosowane były poprzednio przez ... klasyf. danych astronomicznych to obecnie bardzo wążne zagadnienie, dyskutowane na konferencji w Monachium w 2000 roku – mają link w MPA. 

Dane w tabelach dla FSM uporządkuj w/g dokładności? 

s.109: pacjenci występujący w tej bazie są płci żeńskiej => pacjenci opisanie w tej bazie to kobiety 

dokonanie predykcji => przewidzenie

Każdy przypadek opisany jest za pomocą 8 cech opisanych => Każdy przypadek składa się z 8 cech opisanych 

s.111: W zbiorze treningowym występuje 3772 wektory,=> Zbiór treningowy składa się z 3772 wektorów,

Zdrowy:

1. Jeżeli nie powyższe reguły

=> Zdrowy: w przeciwny przypadku.

Tu w regułach użyć nazw a nie F3, F17 ... 

9.8.3 - Występują dwie klasy => opisać!

F4, F6 – użyć nazw, po to są reguły by były zrozumiałe; to samo w pozostałych. 

Tab. 9-26, brak ref, przeformatować 1-szą kolumnę

wynik 73.5 => wynik 73.5%

Tab 9-28: Liczba wystąpień wartości brakującej => Liczba brakujących wartości 

inne cechy?

Komentarz do reguł z str. 115, szczególnie najprostszej – jakie cechy, które ważne, które nie.

od prof. Shalom Weiss=> od prof. Shalom Weissa

Występują dwie klasy => jakie ? Cechy w regule!

Tab 9-31- jaki knn? to samo w innych tabelach

brak wariancji

9.8.6 chorych na serce i zdrowych. – zdrowych i choroby serca o różnym stopniu. W oryg. bazie 1-5, ale w porównaniach zwykle zdrowy/chory.

w przeciwnym przypadku druga klasa= w przeciwnym przypadku zdrowy
Podsumowanie: 

MLP2LN – nadaje się do tworzenia wiedzy w postaci reguł dla diagnostycznych systemów ekspertowych. 

o ciekłych kryształach - nie było wyników

FSM – może warto też pokazać modularną budowę sieci FSM z pracy z EANN?

dla funkcji prostokątnej 9.8.2, => dla funkcji prostokątnej (por. 9.8.2)

to samo w pozostałych

Uwagi ogólne

Włączenie w Wordzie 2000 sprawdzania gramatyki a w niej wszystkich opcji wykrywa większość niezgodnych form!

Często: 

gdzie ... gdzie ... 

Układ pracy:

Ogólnie OK, konieczne zakończenie; 

We wstępie trzeba wspomnieć o wadach istniejących modeli, motywacji dla wprowadzenia nowych modeli i  ich zaletach, np.

Sieci neuronowe są obecnie bardzo rozwiniętą dziedziną. Chociaż istnieje wiele programów realizujących różne wersje modeli neuronowych nie są one pozbawione wad. W pierwszym rzędzie wymienić należy trudności interpretacyjne sposobu działania większości sieci. Konieczność wyboru wielu parametrów, takich jak liczba neuronów, architektura sieci i parametry wpływające na uczenie, utrudnia stosowanie takich modeli w praktyce.  Celem mojej pracy był rozwój nowych algorytmów neuronowych pozbawionych w znacznej mierze takich wad. Model MLP2LN jest modyfikacją najbardziej popularnych sieci typu MLP (Multilayer Perceptron, czyli perceptronów wielowarstwowych), przekształcającą te sieci w sieci realizujące funkcje logiczne (LN, Logical Network), dzięki czemu możliwa staje się analiza danych prowadząca do reguł logicznych. Takie reguły wykorzystać można w systemach ekspertowych. Model FSM (Feature Space Mapping) jest siecią estymującą gęstość prawdopodobieństwa wektorów i łączy w sobie możliwości rozmytych systemów logicznych z algorytmami typu sieci neuronowych. Obydwa algorytmy przeznaczone są do problemów klasyfikacji. W końcowej części pracy przedstawione zostanie zastosowanie tych algorytmów do analizy danych doświadczalnych. 

Wprowadzenie: 

Niezręczne wyrażenia:

Jednostką budulcową

Błędy

Hopfilda

Ekstarkcja

Styl:

... w budowie neuronu jak i struktur, które są za pomocą tego elementu tworzone, od których do dzisiaj rozpoczyna się opis sztucznych sieci neuronowych. 

???

Dodatkową bardzo ważną zaletą sieci neuronowych jest prostota użycia. 

– w porównaniu z czym? Teoriami parametrycznymi? Czy innymi modelami CI, np. drzewami decyzji ?

Przykładem takiego wpływu jest zastosowanie teorii szkieł spinowych wywodzącej się z fizyki statystycznej do opisu ...  

raczej: Przykładem takiego wpływu jest zastosowanie wywodzącej się z fizyki statystycznej teorii szkieł spinowych do opisu ...

maszyną Boltzmanna można interpretować ... 

maszyną Boltzmanna oparte jest na metodach 

w wielu dziedzinach naukowych

w wielu dziedzinach nauki

że zdarzeniu musi nastąpić

że zdarzenie musi nastąpić

do tego aby wykryć rozsądną liczbę cząstek Higgsa, powiedzmy 1000,

po to by można było wykryć rozsądną liczbę cząstek Higgsa, rzędu 1000,

około 1 biliona na sekundę

około 10 bilionów na sekundę

możliwą równoległą architekturą

możliwą równoległą architekturę

wykonanie efektywnych „cięć”

opracowanie efektywnych metod dyskryminacji 

metody cięć jednowymiarowych są mniej efektywne  od cięć wielowymiarowych.

Jak wyżej.

SAR (SAR- structure activity relationships)

SAR (Structure Activity Relationships)

QSAR

QSAR (Quantitative SAR)

w wielu przypadkach nie jest możliwe wyprowadzenie związków między aktywnością cząstek a ich strukturą z teorii fizycznych.

w wielu przypadkach na podstawie teorii kwantowych nie da się określić związku pomiędzy aktywnością złożonych molekuł a ich strukturą.

na podstawie zbioru

w oparciu o analizę zbioru

bazujących na reprezentacji chemicznej

wynikającej z ich struktury molekularnej

IC ion chromatography

IC, ion chromatography

dwa nowe algorytmy

dwa nowe algorytmy typu sieci neuronowych

MLP2LN oraz FSM

MLP2LN (MLP to Multilayer Perceptron, czyli perceptron wielowarstwowy, a LN pochodzi od Logical Network) oraz algorytm FSM (Feature Space Mapping)

drugim rozdziale prezentuje

drugim rozdziale prezentuję

takie jak: kroswalidacja, bootstrapping

takie jak kroswalidacja i bootstrapping

Zostaje również

Została również

trzecim występuje opis

trzecim przedstawiono opis

Przedstawiona jest metoda oparta na histogramach, dendrogramach, które używane są do inicjalizacji sieci FSM. Do inicjalizacji sieci FSM używane są metody oparte na histogramach lub dendrogramach. 

W ten sposób określana jest wstępna rozdzielczość, która w niektórych przypadkach jest wystarczająca.

Pozwala to na określenie wstępnej rozdzielczości danych, która w niektórych przypadkach może się okazać wystarczająca.  

piątym opisany jest

piątym opisano 

szóstym występuje, krótki opis metod

szóstym przedstawiono krótki opis metod

Występuje tu opis nowego algorytmu 

Opisano tu nowy algorytm 

Występuje tu wersja konstruktywistyczne, która pozwala uniknąć problemy charakterystyczne

Użyta tu wersja konstruktywistyczna pozwala uniknąć problemów charakterystycznych 

Rozdział siódmy przedstawiony został odmienny typ sieci, w stosunku do sieci MLP

Rozdział siódmy przedstawia odmienny typ sieci w stosunku do sieci MLP

w porównaniu tych

w porównaniu do tych

zaprezentowana jest konstruktywistyczne wersja sieci RBF sieć RAN

zaprezentowana jest konstruktywistyczna wersja sieci RBF, zwana siecią RAN

Funkcje taka

Funkcja taka

jak: prostokątna, trójkątna

jak prostokątna czy trójkątna

Rozdział 2
 (1.7), (1.9)    ddk dx ( dx ddk   jest lepiej zrozumiałe

wektora 
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Stąd

Łamanie wierszy nie jest w takich miejscach konieczne.
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Reprezentuje on szum istniejący w danych i stanowi najmniejszy możliwy błąd jaki można osiągnąć.

??? Reprezentuje on wariancję rozkładów pasujących do danych D i wyznacza granicę najmniejszego możliwego błędu, jaki można osiągnąć.

danych D, żeby wyeliminować tą

danych D. Żeby wyeliminować tę

(1.14) E ( ED  i błąd we wzorze, środkowy wiersz!

gdzie 

 oznacza wartość oczekiwaną

Rozwińmy wyraz

gdzie 

 oznacza wartość oczekiwaną w wyniku uśrednienia po wszystkich rozkładach danych D. Rozwińmy wyraz

odchylenie modelu od wartości żądanej

odchylenie modelu od wartości żądanej (nazywane w statystyce „obciążeniem modelu”, por. [xxx])

tu zacytować np. Teoria estymacji punktowej, Lehman? .

funkcja, którą realizuje dany model stają się funkcją gładką.

funkcja, którą realizuje dany model staje się funkcją gładką. Model ma zbyt małe możliwości adaptacji, jest więc „obciążony” przyjętymi z góry założeniami co do formy funkcji. Z drugiej strony zbyt duża liczba parametrów powoduje zbytnie dopasowanie się modelu do danych i w konsekwencji dużą wariancję wyników w kolejnych próbach uczenia modelu oraz niestabilności modelu nawet przy drobnej zmianie danych treningowych. 

jest zwiększenie liczby danych, powoduje

jest zwiększenie liczby danych. Powoduje

Postać parametru regularyzacyjnego zależy od postaci funkcji

Postać członu regularyzacyjnego zależy od postaci funkcji

parametru 

( członu 


jeśli wprowadzić parametr regularyzacji .. spowoduje to znaczne
wprowadzenie członu regularyzującego ...  spowoduje znaczne

Dlatego też w tym momencie należy przerwać proces uczenia.

Tu trzeba dopisać: Używanie procedury wczesnego stopu zakłada dostatecznie dużą złożoność modelu i początkową gładkość opisu. Obydwa te założenia spełnione są w przypadku sieci typu MLP inicjalizowanej za pomocą małych parametrów. 

występowania pliku testowego

użycia pliku testowego

na tym pliku przez co łatwo

na tym pliku, dzieki czemu łatwo

Występują trzy główne

Znane są trzy główne

monte carlo ( Monte Carlo

(Efron, 1979; Stone, 1977) … (Rao & Tibshirani, 1997; Shao 1996). 

Poprzednio ref [nr], wszędzie powinno być tak samo.

2.4.1   

zbiór treningowy 

 postaci ...

zbiór treningowy 

złożony z rozłącznych podzbiorów Si o zbliżonej liczebności, czyli

i=1..n  ( i=1..n   w wielu miejscach!

dla każdego k..

dla każdego k. Wariancja wyników pozwala ocenić spodziewane odchylenia od średniej dokładności.

metody jest  leave-one-out, w której każdy ze zbiorów

spełnia warunek 

, czyli jest zbiorem mocy 1.

metody jest metoda leave-one-out, w której każdy ze zbiorów

składa się z jednego elementu, jest to więc n-krotna kroswalidacja dla n równego liczbie wszystkich wektorów. 

2.4.2 

dopisać: W odróżnieniu od zwykłej kroswalidacji kolejne podziały nie operiają się więc na rozłacznych podzbiorach. 

2.4.3

Niejasne, sprzeczne przy końcu, zdanie za długie, 2 błędy orto: 

Jest to proces wybierania z podstawieniem . Jeżeli występuje m przypadków dokonywanay jest w sposób losowy wybor m wektorów z powtórzeniami z ciągu treningowego, następnie po nauczeniu testuje się algorytm na pozostałej części, która nie wystąpiła w zbiorze treningowym. W czystej postaci tego algorytmu zbiór testowy jest po prostu całym dostępnym zbiorem.

różne konfiguracje wektorów, powoduje to

różne konfiguracje wektorów. Powoduje to

Jest to wynik wpadania danego modelu w lokalne minima ... w wyniku czego otrzymuje się różne konfiguracje klasyfikatora ...

Jest to rezultatem wpadania danego modelu w lokalne minima ... w wyniku czego otrzymuje się różne parametry klasyfikatora ...

2.5

poprawiona poprzez perturbacje i kombinowanie

poprawiona poprzez perturbacje zbioru danych treningowych i kombinowanie modeli. W pierwszym przypadku tworzy się wiele wersji ... , a w drugim ... 

Koncepcja kombinowania klasyfikatorów w literaturze statystycznej jest przedstawiana w różnych postaciach takich jak: stacking Błąd! Nie można odnaleźć źródła odsyłacza., bagging Błąd! Nie można odnaleźć źródła odsyłacza., arcing Błąd! Nie można odnaleźć źródła odsyłacza., w literaturze o sieciach neuronowych commette networks Błąd! Nie można odnaleźć źródła odsyłacza., w ekonometrii znana jest jako „forecast combining”, w uczeniu maszynowym natomiast „evidence combination”. 

Kombinowanie klasyfikatorów realizowane jest w różny sposób: w literaturze statystycznej za pomocą metod takich jak stacking Błąd! Nie można odnaleźć źródła odsyłacza., bagging Błąd! Nie można odnaleźć źródła odsyłacza. i arcing Błąd! Nie można odnaleźć źródła odsyłacza., w literaturze o sieciach neuronowych committee networks Błąd! Nie można odnaleźć źródła odsyłacza., w ekonometrii odpowiada temu metoda forecast combining, a w uczeniu maszynowym evidence combination.  

2.5.1

Występują dwie podstawowe ... W obu formach występuje ... 

Znane są dwie ...  

Do opisania tego algorytmu zastosowana jest wersja z kroswalidacją.

Ogólny schemat tej metody przedstawia poniższy rysunek

Poniżej opisano algorytm stacking w wersji z kroswalidacją. Ogólny schemat .... 

Na rysunku l i l trudno jest odróżnić, co to jest l ? L. Wektorów testowych?. 

W opisie algorytmu – co to jest Tl ? Opis jest niejasny – jaki nowy wektor? Testowy? Utworzony z wyników klasyfikacji? Czemu tylko dla wektorów testowych tworzone są wektory poziomu 1? 

2.5.4

zastosowanie tzw. komitet sieci

zastosowanie tzw. komitetu sieci

architektury czy też algorytmy uczenia

architektury czy też algorytmu uczenia

końcową klasyfikacje

końcową klasyfikację

3.

Można wyróżnić trzy typy wstępnego przetwarzania: transformacje danych, uzupełnienie wartości brakujących, redukcja wymiarowości.

Można wyróżnić trzy typy wstępnego przetwarzania danych: transformacje danych, uzupełnianie wartości brakujących i redukcję wymiarowości.

Występuje kilka transformacji ujednolicających

Zastosować tu można kilka transformacji ujednolicających

3.1.3

W niektórych metodach tj. takich, które bazują na macierzy odległości np. k-NN, dendrogramy,

W metodach bazujących na macierzy odległości np. metodzie k-NN czy metodzie dendrogramów, 

niewielka i poprzez odrzucenie wektorów podobny

niewielka. Pozostawiając jeden wektor z grupy wektorów podobnych

(2.5)  x zamist xr po prawej stronie!

Dla 
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wszystkie dane 
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są mapowane do wektorów, których cechy mają wartości 0 lub 1,

Dla 
[image: image8.wmf]1
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wszystkie dane 0(x(1  dla  x( 0.5  są mapowane na 0, a dla  x>0.5 na 1,

k=32 ( k=32

Dla k=2 dane w zakresie x ([0.25,0.75] zamieniane są na xr=0.5, mniejsze na 0 a większa na 1, ogólnie otrzymujemy 1+2(k-1) różnych wartości. 

Obcinanie dokładności – podkreślić związek z metodami kwantyzacji – Czyżewski, akustyka.

stwierdzić znak tej różnicy np. mały, przeciętny, duży.

stwierdzić znak tej różnicy, tj. mniejszy, jednakowy, większy.

niektórych z modeli istnieje

niektórych modeli klasyfikacyjnych istnieje

porządkowej, nazwy

porządkowej nazwy

(2.7)  odległość też ^
Rys. 3.1.  spacja po numerze

Występują 3 pierścienie i 2 mostki.

Występują tu 3 pierścienie i 2 mostki.

wiele wektorów

wiele molekuł ciekłych kryształów 

może dokonać klasyfikacji jak np. C4.5 Błąd! Nie można odnaleźć źródła odsyłacza., CN2, CART itp. istnieją

może dokonać klasyfikacji. Radą sobie z tym np. drzewa decyzji, istnieją

tylko wtedy gdy

tylko wtedy, gdy

może to bardzo słabych

może do bardzo słabych

Występuje kilka metod

Znanych jest kilka metod

podobny, oczywiście

podobny. Oczywiście

określenie kiedy wektory są podobne zależą od metody

określenie które wektory są podobne zależy od metody

uzupełnianej od wybranej miary.

uzupełnianej od wybranej miary podobieństwa.

EM (Expectation Maximization), jest to metoda iteracyjna składająca

EM (Expectation Maximization) jest metodą iteracyjną składającą

logarytmu prawdopodobieństwa dla danych ... następnie maksymalizuje się prawdopodobieństwo 

prawdopodobieństwa czego? Chyba trzeba napisać dokładniej: mamy model, który pozwala oceniać prawd. posterioryczne ... 

przypisywanie, jest to metoda

przypisywanie – jest to metoda

W wyniku wykonanie MI otrzymuje się m zbiorów,

Metoda MI wymaga utworzenia m zbiorów ... 

[tu mamy m na jedną brakującą wartość, a więc dla k wartości zbiorów może być m^k ??]

bardzo atrakcyjną ... być bardzo wydajna ... Bardzo zaskakujące

niewielkiej liczbie przypisań m.  – co to jest przypisanie? 

Występują trzy założenia przy stosowaniu MI.

Metoda MI oparta jest na 3 założeniach. 

dwie zmienne X, która

dwie zmienne, X która

założenie modelu przypisania dla całych danych ??? niejasne

Trzecie założenie dotyczy założenie rozkładu

Trzecie założenie dotyczy rozkładu

Przykład jednowymiarowy

Przykład jednowymiarowy.

zmiennej 
[image: image9.wmf]X

, będzie

zmiennej 
[image: image10.wmf]X

 będzie

(2.11) skąd tu chi ? co mają oznaczać te wzory? Co to jest ( ?

3.3

· porównywanie rozkładów prawdopodobieństwa

· porównywania rozkładów prawdopodobieństwa

· metoda programowania matematycznego

· metody programowania matematycznego

· teoria informacji

· teorii informacji

transformacji przestrzeni pomiarów w

transformacji z przestrzeni pomiarów w

poprawa własności informatywnych cech

poprawa zawartości informacyjnej cech

(2.15) sens X=x jest niejasny, sumowanie jest po x(X.  Brak znaku –, po co C=Ci ? Wystarczy p(Ci)

obiekt dostarczonej

obiekt, dostarczonej

cech, cechy której ilość

cech, cechy dla której ilość

są kolejne w taki sposób aby zmaksymalizować

są kolejne, w taki sposób, aby zmaksymalizować

Czyli kolejno

Kolejno

3.3.2

oznaczenia niezbyt szczęśliwe: Xi raz i=1,...,L zbiór wektorów a raz 
[image: image11.wmf]T
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cały ten fragment koło (2.19), (2.20) nie jest jasny

do znalezienie minimum

do znalezienia minimum

Watanabe

Watanabe [?]

jest Selfic metoda

jest Selfic [?], metoda

3.3.3.

oznaczona jest zmienna

oznaczona jest zmienną

Każda para wartości różnic porównywana jest i

różnic porównywana jest wzajemnie i 

4.

Grupowanie 

Grupowanie (klasteryzacja)

tworzenia skupisk

tworzenia skupisk (klastrów)

między klasowe niskie

między klasami niskie

podczas budowanie skupisk

podczas budowania skupisk

wyróżnia następujące kategorie: aglomeracyjna, podziałowa i bezpośrednia.

wyróżnia się następujące kategorie: aglomeracyjną, podziałową i bezpośrednią.

utworzyć większe i większe

tworzyć coraz większe 

zanim powstanie tylko jedno skupisko.

zanim skupiska połączą się w jedno.

w mniejsze i mniejsze 

w coraz mniejsze

Przy czym trzeba znaleźć

Trzeba przy tym znaleźć

miary dobroci skupisk.  – pojęcie nie zdefiniowane

miary określającej podział na skupiska.

k-średnich MacQueena.

k-średnich MacQueena [ref].

wystąpi bardzo duża różnica w zawartości wektorów

wystąpi wyraźna różnica w liczbie wpadających w nie wektorów

że klaster

że skupisko

i tego

i-tego

wymiarze niezależnie tak więc

wymiarze niezależnie, tak więc

łączone w jeden.

łączone w jedno.

4.2

pozostają one na wyższych poziomach

skupiska te zastąpione zostają przez jedno na wyższych poziomach, 

w tym klasterze

w tym skupisku

od nowa przeliczać macierz odległości, natomiast w drugim

od nowa przeliczać macierz odległości, ale staje się ona odpowiednio mniejsza. W drugim

klastry łączone są wtedy gdy jeden

klastry łączone są wtedy, gdy jeden ... [nie jest to jasny opis ani nie wyczerpuje wszystkich wariantów metody dendrogramów; trzeba zajrzeć do Statistica lub rozdzialu z Krishnaiah’a Handbook of statistics ... o dendrogramach; odbitkę powinien mieć Antoine.] 

4.3

tego zbioru do którego

tego zbioru, do którego

5.

neurony, które łączone

neurony, czyli elementy przetwarzające sygnały, nazywane również węzłami sieci, które łączone

charakteryzuje się występowaniem wielu wejść i jednego wyjścia

ma wiele wejść i jedno wyjście

oparty był na modelu biologicznym

inspirowany był przez model biologiczny

że można w prosty sposób prześledzić działanie sieci ???

że działanie sieci sprowadza się do realizacji złożonych funkcji logicznych

obliczania gradientu co

obliczania gradientu, co

Wzór 4.3 jest –, w 4.4 jest + podobnie dalej znaki w tekście i wzorze 4.5
gdzie s skos

gdzie s to skos

Wykres: dla jakich skosów? Podpisać i najlepiej dodać jeden mocniej rozciągnięty.

Rozpatrzmy następującą relację:

Efektywny skos zależny jest od normy wag i wielkości progu: 

(4.6) brakuje progu w argumencie tanh

Rys. tangh – jakie skosy?

Sposób połączenia neuronów oraz ich ilość nazywana jest architekturą sieci neuronowej. 

Liczba i sposób połączenia neuronów określa architekturę sieci neuronowej.

Występują trzy typy

Wyróżnia się trzy typy

kombinacji, sieć trzecia podobnie

kombinacji. Sieć trzecia działa podobnie

realizuje funkcje sigmoidalną

realizuje funkcję sigmoidalną

funkcje zlokalizowaną

funkcję zlokalizowaną

ilość węzłów

liczba węzłów

do osiągnięcie obszaru decyzyjnego o kształcie okręgu

do utworzenia obszaru decyzyjnego o kształcie okręgu w dwóch wymiarach 

Czyli trzeba ustalić

W tym celu trzeba ustalić

druga 0 1 1

druga 0 1 0

Istnieje pewne oszacowanie  [ oparte na jakich rozważaniach ??? Co to jest „dobra generalizacja” ???]


[image: image12.wmf]w

 liczba


[image: image13.wmf]w

 to liczba

Relacja ta przedstawia jaka jest potrzebna liczba przypadków w ciągu treningowym w najgorszym przypadku

Relacja ta pozwala oszacować liczbę przypadków w ciągu treningowym potrzebną do osiągnięcia dobrej generalizacji.

różnymi architekturami co jest

różnymi architekturami, co jest

Aby otrzymać zdolność generalizacji, trzeba

Aby osiągnąć dużą zdolność do generalizacji, trzeba

liczby jednostek co zredukuje

liczby neuronów (zmniejszeniu złożoności sieci), co zredukuje

funkcję kosztu czyli jakość

funkcję kosztu, czyli jakość jej

w trakcie uczenie

w trakcie uczenia

Najprostsza definicja celu

Najprostsza definicja funkcji celu

duże błędy tzw. „outliers”

duże błędy (znane w statystyce jako „outliers”)

a posteriori 
[image: image14.wmf])
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 przynależności wektora x do klasy 
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Wstawienie w do tekstu nie wymaga użycia edytora wzorów! Każdy wzór dodaje sporo KB do pliku.

W większości realnych przypadków stosuje się metody, znajdujące minima lokalne ponieważ liczba węzłów, a co za tym idzie liczba parametrów adaptacyjnych jest wtedy dość duża. 

W większości realnych przypadków liczba węzłów, a co za tym idzie liczba parametrów adaptacyjnych, jest dość duża, stosuje się więc efektywne obliczeniowo metody znajdujące minima lokalne. 

wartość d, dla

wartość d. Dla
funkcje którą realizuje sieć można

funkcje, którą realizuje sieć, można

kryteria pozwalających zakończyć

kryteria pozwalające zakończyć

które na wszystkie wektory wejściowe dają

które dla wszystkich wektorów wejściowych dają

różnych rozwiązań gdyż startując

różnych rozwiązań. Startując

po między

pomiędzy

dobór wag aby

dobór wag, aby

jest do przedział

jest to przedział

lokalnego co może

lokalnego, co może

wtedy gdy

wtedy, gdy

Trzecie składnik ( Trzeci składnik

ruch  przeciwnym ( ruch  w przeciwnym

Ideą algorytmu quickprop  [ref??]

dwóch wartości wag wyznaczana

wartości wag i gradientów w dwóch punktach wyznaczana

sposób aby

sposób, aby

Riedmillara i Brauna [ref???]

korzysta ... korzystają z ciągłej

korzysta ... używają ciągłej

po odrzuceniu członu związanego z szumem danych [odnośnik do wzoru]

D(4.34) ?

funkcja średniokwadratowe

funkcja średniokwadratowa

(4.36) brak ,

Niestety występuje tutaj założenie,

Niestety tak jest tylko przy założeniu,

skończony dlatego

skończony, dlatego

Wszędzie: bayesowskie, a nie baysowskie

średniokwadratowej, jest to powód dla, którego

średniokwadratowej. Jest to powód, dla którego

dokonywana jest regulacja wpływu członu regularyzacyjnego na funkcję kosztu. 

można zmieniać wpływ członu regularyzacyjnego na funkcję kosztu. 

wykres członu Weigenda: dla jakiego W0 ?

nie duże

nieduże


(4.41) brak 

w następujących pracach

w pracach

kaskadowa Fahlmana.

kaskadowa Fahlmana [ref].

przerywany w przeciwnym

przerywany, w przeciwnym

i wskaźnik

i to wskaźnik

ukrytej oraz w przypadku gdy używa się komputerów równoległych, znacznie

ukrytej. W przypadku obliczeń za pomocą komputerów równoległych można znacznie

5.11  Ponieważ nie jest to omówienie literatury tylko część pracy rozdział ten powinien znaleźć się gdzie indziej. Może po 5 zrobić 

6. Sieci RBF,  a potem 

7. Modyfikacje sieci MLP i ekstrakcja reguł logicznych. 

a w nim jako punkt 7.3 sieci nieeukl.

Dalej, wyniki lepiej przyczepić do rozdziałów 7 i 8, bo są dla reguł i FSM. 

miękkich hyperprzestrzeni ( „miękkich” hiperpłaszczyzn.

dyskryminacyjnych chociaż

dyskryminacyjnych, chociaż

Odległość nie może być ujemna! Wykres f. transferu jest zły, bo jest to nadal f. sigmoidalna, malejąca od 1 do 0. 

Warto wspomnieć o związkach normalizacji |X| z wypukłością danych, wymaganą do takich alg. konstruktywistycznych jak kafelkowy (tiling) czy wieży. 

odległości w funkcji transferu f  z

odległości D(x,w) w funkcji transferu f  z

jej złożoności. Niewielkiej w

jej złożoności, niewielkiej w

minkowskiego ( Minkowskiego   wszędzie!

następujące równanie ( następujący wzór:

Ten rozdział nie jest dokończony: omówienie rysunków + wyniki + trudności.

6. 

dużą dokładność klasyfikacji, jednak z powodu dużej ilości parametrów

dobrą dokładność klasyfikacji, jednak z powodu dużej liczby parametrów    

[liczba – policzalne; ilość – niepoliczalne, np. wody]

architektury trudno

architektury, trudno

sieci dlatego też często nazywane są

sieci, dlatego też często nazywa się je 

cechami a co

cechami, a co

[wspomnieć o małej liczbie parametrów, dzięki czemu unikamy niebezpieczeństwa zbytniej złożoności, stąd możliwa dobra generalizacja]

Występuje wiele systemów regułowych, które przede wszystkim wywodzą się z uczenia maszynowego (ML machine learning) takie jak drzewa decyzyjne, metody indukcyjne, jak również algorytmy oparte na zbiorach rozmytych czy też zbiorach przybliżonych. 

Stworzono wiele systemów ekstrakcji reguł logicznych z danych. Wywodzą się one z teorii uczenia maszynowego (ML machine learning). Należą do nich drzewa decyzyjne, metody indukcyjne, jak również algorytmy oparte na zbiorach rozmytych czy też zbiorach przybliżonych.

zrozumieć co tak

zrozumieć, co tak

przypadkach gdy

przypadkach, gdy

reguł przez co nie

reguł, przez co nie

6.1  To na razie wstęp do opisu – mamy w pracy do TNN znacznie łuższy opis i więcej odnośników!

MLP2LN jest to algorytm wyciągania reguł logicznych z sieci MLP stąd MLP2LN (Logical Network). 

MLP2LN jest to algorytm zamiany sieci MLP na sieć realizującą funkcje logiczne (LN), co pozwala wyciągania reguł logicznych z stąd MLP2LN (Logical Network).  

-1 ( 1

Tak przygotowaną

Funkcję realizowaną przez tak przygotowaną

Reguły logiczne wymagają .... 

Przed tym akapitem trzeba podać plan tej części i rozbić poszczególne elementy na podrozdziały, tak jak w pracy z TNN. Opis powinien być bardziej szczegółowy niż w tej pracy, a tymczasem jest mniej szczegółowy, np. człony wymuszające niższych stopni nie są opisane.

Pierwsza część: 

6.2.1  Uwagi wstępne.

cecha jest  rzeczywista

cecha przyjmuje wartości ciągłe 

nowe logiczne (lingwistyczne) zmienne

nowe zmienne logiczne, nazywane zmiennymi lingwistycznymi. Określa się je za pomocą funkcji logicznych, czyli predykatów działających na pojedynczych zmiennych rzeczywistych. 

Ogólnie: ( )( ( ),  jeżeli ... TO (  Jeżeli ... To

lub też duży czy średni

może też mieć wartości duży czy średni

Mały(x) jest więc predykatem przyjmującym wartości 1 (prawda) dla x z określonego przedziału lub dla x będącego określonym podzbiorem.

oznacza nieprawda że

oznacza „nieprawda że”
więcej wartości, które są reprezentowane w postaci wektora  

więcej wartości. Jeden ze sposobów reprezentacji numerycznej zmiennych lingwistycznych jest wektor 

V ( V
W przypadku gdy wektor nie posiada wartości dla danej cechy (tzw. cecha brakująca), to  kodujemy to przez ustawienie wartości 0 na każdej pozycji tej cechy.

Jeśli wektor nie posiada wartości dla danej cechy (czyli jest to cecha brakująca) można wstawić 0 na każdej pozycji tej cechy. 

wartość która

wartość, która

ciągłe np. jeżeli

ciągłe. Np. jeżeli

trudna, ażeby

trudna. By

ukrytą wymuszając

ukrytą, wymuszając

oznacza że ( oznacza, że

Interpretacja węzłów ... to powinno być po architekturze, w osobnym podrozdziale „Funkcja kosztu”. 

że dane cecha

że dana cecha

oraz -1 nie może wystąpić

a 1 że nie może wystąpić

wartości wag przez co

wartości wag, przez co

logiczną interpretacje sieci

logiczną interpretację sieci

dominacji, któregoś

dominacji któregoś

opis danych pierwszy

opis danych, pierwszy

duży jak to tylko

duży, jak to tylko

jest zero

=0

Z takimi parametrami

tak długo jak ( tak długo, jak

błąd, następnie ( błąd. Następnie

SSE, można ( SSE; można

długo aż większość ( długo, aż większość



, jednocześnie ( 

. Jednocześnie

Czasem w celu jeszcze większego zmniejszenia wag parametr 

 nie zostaje wyzerowany lecz pozostaje wraz z parametrem 

 z tym że jego wartość jest mniejsza niż 

 i  po ponownym zwiększeniu 

 przestaje być istotna i może zostać wyzerowana.

W celu jeszcze większej redukcji wag parametr 

 może pozostać niezerowy jednocześnie z parametrem 

. Jego wartość powinna być mniejsza niż 

 i  przy dalszym zwiększaniu 

 przestaje być istotna i może zostać wyzerowana.

Proces uczenia

próbować różne sposoby zmiany parametrów po to by

próbować różnych sposobów zmian parametrów po to, by

zwiększaniu wartość ( zwiększaniu wartości

uczenia dzięki czemu ( uczenia, dzięki czemu

coraz ważniejszy a co za tym ( coraz ważniejszy, a co za tym

wartość natomiast parametr ( wartość, natomiast parametr

>0.00001 to wartości ( >0.00001, to wartości

zwiększały swoją wartość do +,-1

zwiększały (zmniejszały) swoją wartość do +1 (1)

prowadzi to jeszcze

prowadzi do jeszcze

nie zerowych wag ( niezerowych wag

człon o innej postaci: -- trzeba systematycznie omówić różne możliwości, korekty do BP, uwagi Ishikawy o członie Laplaca zamiast sumy kwadratów (Gaussowskim) itp. To powinno być w oddzielnym podrozdziale, 

można wspomnieć o entropowych f. kosztu i co do nich dodać. 

(4.48) czy ktoś to używał i z jakim skutkiem? 

z uwagi, na to że ( z uwagi na to, że

nie zmieniają MLP dokładnie ( nie wystarczą by zamienić MLP dokładnie 

Dodanie jednostek L pozwala na stworzenie sieci logicznej – trzeba to zaznaczyć. 

6.2.1 

Dlaczego nie warto wprowadzać więcej warstw? 

Co by było, gdyby były 2 warstwy ukryte ale wejścia logiczne (tzn. już po jednostkach L)? 

Jeśli wprowadzić warstwę agregująca i  L to mamy 5 warstw, więc 3 nie jest ogólną architekturą. Rysunek jest w tutorialu. 

Spróbuj opisać algorytm w punktach, tak jak w pracy.

Pozostałe wagi mają wartość ustaloną

trzeba podkreślić, że jest to wynik stosowania zmiennych lingwistycznych.

danej klasy jeśli ( danej klasy, jeśli

Przez co w przypadku gdy dwa węzły klasyfikują ten sam wektor traktowane jest to przez sieć jako błąd. 

W przypadku ... 

Wyjaśnić dlaczego – nie jest to oczywiste.

Przydałby się rysunek pokazujący proces zwiększania a potem zmniejszania sieci – jest w tutorialu. 

są rozłączne czyli ( są rozłączne, czyli

z tzw. momentem ( z momentem

tzn. że wagi ( tzn. wagi

Ponieważ pierwsze

Ponieważ pierwsze

obejmują cały zbiór treningowych to ???

są pomijane ponieważ mają bardzo małą generalizację

są zwykle pomijane, ponieważ reprezentują szum w danych lub bardzo szczegółowe przypadki. Może się jednak zdarzyć, że takie reguły będą interesujące dla eksperta w danej dziedzinie, reprezentując rzadkie przypadki, nie należy więc ich odrzucać automatycznie. 

Styl:  Jest to konstruktywistyczne wersja tego algorytmu, która rozwiązuje bardzo poważny problem związany z sieciami MLP czyli ustalenie liczby węzłów ukrytych.

6.2.2

tu  wx+, poprzednio było –

Stąd żeby utworzyć reguły wystarczy analizować przypadki gdy

Stąd żeby utworzyć reguły wystarczy zbadać, kiedy 

Styl: Dla przykładu przedstawiony zostanie przykład

danych iris ( danych iris
przez cztery cech ( przez cztery cechy, podane w centymetrach. 

Wektory o tej samej postaci ale należące do innych klas, z uwagi na niejednoznaczność, zostają usunięte z ciągu treningowego. [wszystkie czy tylko z jednej klasy? z której? ] 

są identyczne z kilkoma [iloma?] wektorami z klasy iris virginica i nie mogą być poprawnie klasyfikowane.

Ile zostaje danych i jaka jest teoretycznei osiągalna poprawność klasyfikacji?

Jeżeli (x3=s ^x4=s) to iris setosa    (    Jeżeli (x3=s (x4=s) to iris setosa    
to samo inne reguły.

Podobnie dla klasy iris versicolor, z tym, że obie cechy x3 i x4 z uwagi na występowanie dwóch wag na raz dają wkład +2 lub –2 czyli razem 4,0 lub -4, tak więc aby przekroczyć zadany próg obie cechy muszą dać wkład stąd reguła ma postać

Dla klasy iris versicolor z uwagi na występowanie dwóch wag na raz obie cechy x3 i x4 dają wkład +2 lub –2 czyli razem 4,0 lub –4. Aby przekroczyć próg obie cechy muszą dać dodatni wkład, stąd reguła ma postać

6.2.3 Sieć z jednostkami L ( Jednostki lingwistyczne

Styl: Niestety taka analiza jest kluczowa dla uzyskania optymalnych reguł i o wysokiej dokładności, natomiast nie zawsze daje optymalny rezultat.

oraz przeprowadzenia automatyzacji ( oraz automatyzacji 

Prosty schemat ( Schemat

Neuron1, Neuron2  - na rys. Neuron1, Neuron2

Dodać wykres funkcji realizowanej przez jednostki L z miękkimi trapezami przechodzący w prostokąty.

Trzeba wyjasnić po co są bezpo. połączenia – można to samo zrealizować dopuszczając S1, S2=0 

zamiast funkcji sigmoidalnych funkcji tanh

to są też sigmoidalne! Zamiast logistycznych! można też przeskalować f. logistyczne.

duże przez co neurony 1,2 i ( duże, przez co neurony 1, 2 i

wykorzystane zostały tylko cechy 3 i 4 ( wykorzystane zostały tylko cechy 3 i 4, które wystepują w końcowych regułach.

Opisać proces wyostrzania w tym przykładzie, podać skosy dla poszczególnych rysunków.

Przykład na końcu, po omówieniu f. realizowanych przez jednostki L

ilość węzłów ( liczba węzłów

??? Oczywiście jednostka L może być znacznie bardziej rozbudowana tzn. może wystąpić większa ilość węzłów typu Neuron3 a co za tym idzie większa liczba typu Neuron1, Neuron2.

Jeśli tak to da się to rozbić na kilka niezależnych ?

Neuron1 wzbudza się tylko wtedy gdy na ...
Najpierw napisać wzór na L(x,b,b’) a potem wspominać o progach b; 

otrzymujemy więc wartość lingwistyczną, taką że 

, przy którym następuje wzbudzenie węzła

otrzymujemy więc zmienną lingwistyczną o wartości 1 w przedziale 

 iwartości 0 poza tym przedziałem. 

alternatywę, co prowadzi do ??? 

dla odwrotnego ( Dla odwrotnego

przestrzeń czyli tak naprawdę cecha ( przestrzeń, a więc cecha

??? Z innej strony możemy to przedstawić jako nieprawda że przedział 


nie to, tylko poprzednie. 

Odpowiada to zmiennej lingwistycznej L(x; b1,b2)=1 jeśli x nie należy do przedziału  (b1,b2)

W przypadku  gdy któraś ( Jeśli któraś

Styl:  W przypadku  gdy któraś z wag jest zerowa otrzymujemy wykres podobny do pierwszego tylko z odpowiednim progiem oraz w zależności od tego czy pozostała waga jest dodatnia czy nie wzbudzenie jest dla 

 lub 

. 

W pozostałych przypadkach tzn. gdy zachodzi następująca relacja 


W pozostałych przypadkach zachodzi relacja 
[image: image18.wmf]12
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i mamy 2 możliwości: 

otrzymujemy do ( będą przedziały do 

Neuron2 natomiast ( Neuron2, natomiast

pozostaje taki jest na wyjściu  ( pozostaje taki jak na wyjściu  

??? Zmiana parametrów uczenia przy użyciu jednostek L jest taka sama jak poprzednio. 

Algorytm lepiej na końcu, po architekturze.

Ogólnie układ z pracy w TNN jest lepszy i mamy tam więcej szczegółów niż tu! Powinno być odwrotnie.

7. RBF

Rozdział ogólny, powinien być przed 6 by zachować układ: wstęp, wkład własny.

??? reprezentują położenie funkcji bazowej, które są funkcjami

Styl + co to jest położenie? Najpierw trzeba wspomnieć o f. radialnych, wyjaśnić co to jest „centrum”, bo tylko dla Gaussów jest to oczywiste.

???W ogólności sieć RBF może dokonywać nieliniowej kombinacji funkcji bazowych,

Kto takie sieci rozważał?

??? regularyzacji Błąd! Nie można odnaleźć źródła odsyłacza. 

regularyzacji . Zagadnienie to zostało szczegółowo opisane w książkach [..., Haykin, Bishop, Ossowski], dlatego tu przedstawione zostaną tylko te elementy, które istotne są z punktu widzenia rozwijanego w dalszej części pracy modelu FSM. W teorii regularyzacji do standardowej funkcji kosztu (np. takiej, jak w równaniu [...]) dodaje się człon stabilizujący, pozwalający na uwzględnienie dodatkowych warunków, które spełniać powinna funkcja aproksymująca. Jeśli te warunki są niezmiennicze względem translacji i rotacji w przestrzeni cech funkcje aproksymujące powinny mieć postać radialną. 

Występuje wiele funkcji radialnych np. ( Znanych jest wiele funkcji radialnych, np. funkcja Gaussowska, potęgowa, odwrotna f. potęgowa, funkcja „cienkiej płytki” (2.60 u Norberta) i funkcja stożkowa  y(x;D)=||x-D||

Styl: niezerowa wartość wzbudzenia neuronu realizującego funkcję gaussowską odbywa się

??? znacznie mniejsza od liczby danych zastosowanie funkcji zlokalizowanej wymusza opisanie przez każdy z tych węzłów obszarów o dużej gęstości punktów. 

a niezlokalizowanje nie? 

iloczyn funkcji niżej wymiarowych

iloczyn funkcji dla poszczególnych cech

decyzyjne przy czym ( decyzyjne, przy czym

gdzie 
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 macierz kowariancji postaci ( gdzie 
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 to macierz kowariancji postaci

7.2

9.

klasyfikatorami których wyniki dla danej bazy danych udało się znaleźć.

klasyfikatorami, których wyniki dla danej bazy danych udało się znaleźć. Porównani uwzględniają też wyniki otrzymane za pomocą publicznie dostępnych programów innych autorów oraz programów opracowanych w Katedrze Metod Komputerowych. 

nie ma takiego klasyfikatora, który byłby najlepszy dla dowolnego problemu.

.... Tu wspomnieć o wynikach projektu Statlog.

algorytmów regułowych takich jak C4.5, CART, PVM nie sprawiają one żadnego problemu

algorytmów oceniających pojedyncze cechy, takich jak C4.5, CART, PVM, wartości brakujące nie sprawiają większego problemu.

([x]).

(por. [y] [z]).

W kilku przypadkach mamy wyniki z uzupełniania w. brakujących, więc wart to podkreslić. 

dokonana została dyskretyzacja danych

dokonana została wstępna dyskretyzacja danych

W przypadku każdej bazy trzeba podać jakiś odnośnik, UCI lub źródłowy. 

Dane powinny zostać porządnie opisane! 

9.1.1 Cukrzyca ( Cukrzyca Indian Pima

najmniej 21 lat.

najmniej 21 lat, pochodzące z plemienia Pima (Arizona), stąd w literaturze baza ta znana jest jako „Pima Indian diabetes”.

Występuje 8 cech niektóre z nich to ... 

Każdy przypadek opisany jest za pomocą 8 cech opisanych w Tabeli XXX; 

Cecha, Typ, l. wartości, braki.  

Również w wynikach trzeba podać źródła lub programy, których się używało, oraz napisać co to za metody SAMRT czy Dipol92 nic mogą recenzentom nie mówić. 

+/- (  (
+CN=20 ??? 

Skomentować: reguły klasyczne i rozmyte, selekcja cech, szybkość uczenia, poziom, zależność od poziomu, wykres? ...

Nawet jeśli się robiło komitet to można skomentować reguły i porównać z wynikami dla pojedyncznej sieci. 

Tab. 9-1: Porównanie wyników różnych klasyfikatorów dla ...

Wyniki różnych wersji FSM dla ... 
9.1.2 Dane chorób tarczycy ( Choroby tarczycy

Opisać! Dane z badań przesiewowych, trening z jednego roku, test z następnego, klasy, rozkład próbek w klasach, cechy – tabela.

Baza używana w wielu pracach; w szczególności omówić próby robienia MLP optymalizowanego. 
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