Dokad zmierza inteligencja obliczeniowa?

Wiodzistaw Duch
Katedra Informatyki Stosowanej, Uniwersytet Mikotaja Kopernika,
ul. Grudziagdzka 5, 87-100 Torun
www.phys.uni.torun.pl/kmk

Abstrakt. Jakie wazne problemy stoja przed metodami inteligencji obliczenio-
wej? Co jest jej najwigkszym wyzwaniem? Jakie metody mozna uznaé za najbar-
dziej obiecujace? Jakie perspektywy?

1. Problemy z definicjami.

Inteligencja obliczeniowa (computational intelligence, CI) obejmuje obecnie
wiele dziedzin, ktére rozwingly si¢ bardzo szybko w ostatnich dziesigcioleciach.
Inspiracje biologiczne dotyczace funkcjonowania uktadu nerwowego przyczynity
si¢ do powstania sieci neuronowych, teoria ewolucji i genetyka zainspirowata
powstanie algorytmoéw ewolucyjnych, obserwacje etnologiczne doprowadzity do
algorytmoéw rojowych i mroéwkowych, a immunologia do powstania algorytméow
wzorowanych na dziataniu uktadu odpornosciowego. Psychologia i lingwistyka
przyczynily si¢ do powstania teorii logicznych, uwzgledniajacych niepewno$¢ i
nieprecyzyjne okreslenie informacji, takich jak logika rozmyta, logika przyblizona
czy teoria posybilistyczna. Teorie wychodzace poza logike dwuwarto§ciowa moz-
na okresli¢ jako ,,migkkie obliczeniowo”, dopuszczajace stopniowanie wartosci.

Trudno jest znalez¢ dobry polski odpowiednik oddajacy ideg soft computing,
gdyz nie jest ona jasno zdefiniowana rowniez w jezyku angielskim. Tworzenie
nowych dziedzin na podstawie wyboru metod, ktére maja wejs¢ w zakres danej
dziedziny, nie jest szczg§liwym pomystem. Na jakiej podstawie mamy np. zali-
czy¢ algorytmy genetyczne do ,,migkkiego obliczania”, odrzucajac metodg stop-
niowego studzenia, stosowang do rozwiazywania tych samych zagadnien? Dziaty
nauki (oraz wigkszo$¢ dziatow matematyki) definiuje si¢ okreslajac problemy,
jakimi si¢ dana dziedzina zajmuje. Informatyka zajmuje si¢ badaniem wlasnosci
algorytmow. Problemy obliczeniowe, ktore nie daja si¢ efektywnie zalgorytmizo-
wac¢ wymagaja szczegOlnego podejscia. Inteligencja obliczeniowa zajmuje sig
teoria i metodami rozwiazywania problemow, ktore nie sg efektywnie algorytmi-
zowalne.

Z takimi problemami organizmy biologiczne maja do czynienia na co dzien.
Niektore z tych probleméw daja sig¢ rozwiaza¢ dzigki zdolnosci do adaptacji, czy
to za pomoca powolnych mechanizméw ewolucji, czy tez mechanizméw uczenia
si¢ uktadu immunologicznego lub nerwowego. Przezycie organizmu w warunkach
konkurencji wymaga kategoryzacji sygnatow dochodzacych ze zmystow, rozpo-
znawania obiektow i kontroli wlasnego organizmu. Pamig¢ semantyczna i wyzsze



czynnosci poznawcze, zwigzane ze zdolno$cia do rozumowania, planowania,
tworzenia teorii i poshugiwania si¢ jezykiem, oparte sa na wykorzystaniu reprezen-
tacji symbolicznych. Czg$¢ inteligencji obliczeniowej, zajmujacej si¢ ta problema-
tyka, nazywa sig ,,sztuczng inteligencja” (Al). Od czasu neopozytywizmu utrwali-
to si¢ przekonanie o niezalezno$ci i uniwersalnosci procesow myslowych od ich
realizacji sprzgtowej, czyli procesoOw zachodzacych w moézgu. Przekonanie to
stato si¢ podstawa funkcjonalizmu a pdzniej kognitywizmu, ktory glosil, ze fizy-
kalny system symboliczny wystarczy do modelowania umyshu (Newell 1981). W
ten sposob sztuczna inteligencja weszla w sktad nauk kognitywnych, zmierzaja-
cych do zrozumienia sposobu dziatania uktadow poznawczych, w tym ludzkich
umystow.

2. Ali cala reszta.

Sztuczna inteligencja zajmowala si¢ poczatkowo gltéownie systemami symbo-
licznymi, rozwijajac si¢ w oderwaniu od zagadnien zwiazanych z rozpoznawa-
niem struktur i sterowaniem, bedacych modelami dziatan sensomotorycznych.
Bylo to podejscie w oczywisty sposdb niewystarczajace dla robotykéw jak i eks-
pertow od badan nad moézgiem, probujacych zrozumie¢ neuropsychologiczne
efekty uszkodzen poszczegolnych jego struktur. Postepy w takich dziedzinach jak
analiza jezyka naturalnego czy dowodzenie twierdzen matematycznych byly po-
wolne. Niestety, nadal utrzymuje si¢ wyrazny podzial ekspertami od sztucznej
inteligencji 1 pozostatych dzialéw inteligencji obliczeniowej: nie ma wspolnych
konferencji, a pisma specjalistyczne zajmuja si¢ dos¢ odmienng problematyka.
Nawet w obszarze systemow uczacych si¢ nakrywanie jest niewielkie. Uczenie
maszynowe w Al oparte jest na metodach indukcyjnych, poszukujacych w anali-
zowanych danych regut symbolicznych, ktére mozna wykorzysta¢ do rozumowa-
nia (Mitchell 1997; Russell i Norvig 1995; Cichosz 2000). Co prawda program do
gry w warcaby, napisany przez Samuela w 1959 roku, uczyt si¢ dobierajac wagi w
heurystycznych funkcjach oceny, szybko przewyzszajac umiejetnosciami swojego
tworce. Jednakze niewiele pozniejszych programoéw do gier planszowych, dowo-
dzenia twierdzen czy analizy tekstow zawieralo elementy uczenia sig. Tak ztozone
systemy Al jak SOAR (Newell 1990) czy Act-R (Anderson 1993, 1995) wykorzy-
stuja ciekawe sposoby uczenia przydatne do rozwiazywania probleméw, ale cat-
kiem odmienne od metod inteligencji obliczeniowe;.

W 1998 roku na World Congress of Computational Intelligence (WCCI), w
Anchorage (Alaska) bratem udziat w zorganizowanym przez Lee Gilesa i Cliffa
Lau panelu dyskusyjnym poswigconym wyzwaniom, stojacym przez inteligencja
obliczeniowa w nadchodzacym stuleciu. W panelu uczestniczyl réwniez David
Fogel, Walter Freeman, Steve Grossberg, Paul Werbos i kilku innych ekspertow.
Na pytanie z sali, co uczestnicy mysla o tescie Turinga, Steve Grossberg natych-
miast stwierdzil, ze nie ma on zadnego znaczenia i jest to ,,zagadnienie Al dla
ludzi od AI”. Wedlug niego samo pojecie reprezentacji wiedzy, podstawowe dla
sztucznej inteligencji, nie ma sensu, gdyz w mdzgu nie ma reprezentacji, sa tylko
mamy ,,adaptacyjne stany rezonansowe”. Po dtuzszej dyskusji udato mi si¢ zmusié¢



dyskutantow do sformutowania innego wielkiego wyzwania, ktore stoi przed
inteligencja obliczeniowa: ma nim by¢ stworzenie sztucznego szczura, robota
mogacego przetrwaé we wrogim §rodowisku naturalnym. Wymaga to oczywiscie
rozwigzania wielu zagadnien dotyczacych percepcji, kontroli i do pewnego stop-
nia planowania, ale nie zastapi testu Turinga, ktory dotyczy wyzszych czynno$ci
poznawczych.

Dopiero w ostatniej dekadzie XX wieku pojawily si¢ sygnaly $wiadczace o
tym, ze obydwa te poziomy — wyzszych czynnosci poznawczych i zwiazanych z
nimi abstrakcyjnych procesow myslowych, oraz dziatan sensomotorycznych i
afektywnych — sa w istocie nieroztaczne. Po pierwsze, okazalo sig, ze platy czo-
lowe, odpowiedzialne za planowanie, kluczowe dla zrozumienia wyzszych czyn-
nosci poznawczych, bez sprzgzenia z podkorowymi osrodkami odpowiedzialnym
za zachowania afektywne nie spetniaja swojej roli (por. Damasio 1996). Emocje
konieczne sa do sprawnego podejmowania decyzji. Spowodowato to rozwdj pro-
jektow dotyczacych ,.systemow afektywnych” i ich zastosowania w robotyce.
Filozofia kognitywna powinna traktowac¢ paradygmat symboliczny jako przybli-
zenie do opisu stanow mentalnych, nie pozwalajace na pelne zrozumienie wielu
zjawisk umystowych nawet na poziomie wyzszych czynnosci poznawczych. ,,.By-
cie-w-$wiecie” Heideggera, dziatania intencjonalne, sa gl¢bsza podstawa do zro-
zumienia umystu niz procesy symboliczne. Po drugie lingwisci i filozofowie jezy-
ka po raz pierwszy zaczegli dociera¢ do sedna zagadnien zwigzanych z semantyka,
odnoszac je do metafor wiazacych znaczenie poje¢ z dzialaniem i posiadaniem
ciala (por. Lakoff, Johnson 1999). Pojgcia matematyczne nie sa tu wyjatkiem,
kognitywna filozofia matematyki (Lakoff i Nunez 2000) wniosta tu calkiem nowe
spojrzenie, wykraczajac poza jatowe spory Platonikéw z konstruktywistami.

Dlaczego takie, wydawaloby si¢ czysto teoretyczne zagadnienia, maja znacze-
nie dla przysztosci inteligencji obliczeniowej? Znalazty one juz swoj wyraz w
niektorych projektach dotyczacych robotyki, np. idei ,,inteligencji behawioralne;j”,
ktorej uciele$nieniem jest projekt Cog (Brooks, Stein 1994, Adams i inn, 2000),
chociaz robotyka kognitywna dopiero powstaje. Oderwanie percepcji i kontroli od
rozumowania moze znacznie utrudni¢ tworzenie inteligentnych systemow nawet
dla potrzeb matematyki. Najwazniejsze zagadnienia CI powinny wigc dotyczy¢
integracji procesOw rozpoznawania, konstruowania modeli mentalnych, i rozu-
mowania w oparciu o te modele. Jednym z celow Al jest konstruowanie inteli-
gentnych agentéw, autonomicznych programow komputerowych potrafiacych
gromadzi¢ uzyteczna wiedzg i potrafiacych uzy¢ w tym celu réoznorodne $rodki. W
CI dominuja zagadnienia zwigzane z analiza sygnaléw, rozpoznawaniem wzorcow
i sterowaniem, ktére mozna w takich agentach wykorzystac.

3. Dziwna historia sieci neuronowych.

Sieci neuronowe sa obecnie bardzo obszerna dziedzina, majaca oprocz rozbu-
dowanej teorii uczenia zastosowania zarowno do modelowania realnych uktadow
biologicznych, jak i zastosowania czysto praktyczne, w zagadnieniach aproksy-
macji i klasyfikacji. Dla modeli neurobiologicznych nie ma tu alternatywy. Po-



czatkowo inspiracja byto tworzenie modeli imitujacych uktady biologiczne; per-
ceptron wzorowany byt na konstrukcji oka. Jednakze wkrotce okazato sig, ze
uktady neuronowe moga si¢ przyda¢ w zastosowaniach technicznych, dzigki swo-
jej zdolnosci do adaptacji. W latach 1960 znano juz wiele nieliniowych metod
aproksymacji opartych na funkcjach bazowych, takich jak klasyfikatory Gaussow-
skie czy klasyfikatory oparte na funkcjach potencjalnych. Aproksymacja w opar-
ciu o funkcje sklejane lub eksponencjalne byta powszechnie stosowana w fizyce i
innych gateziach nauki. Znalezienie dobrych parametrow w uktadach nielinio-
wych bylo jednak trudnym zadaniem.

Po okresie entuzjazmu trwajacego od konca lat 1950 przez cata dekadg okazato
sig, ze proste sieci neuronowe maja spore ograniczenia. Minsky i Papert przedsta-
wili w ksiazce ,,Perceptrons” (Minsky i1 Papert 1969) doktadna analizg jednowar-
stwowych perceptronéw, znajdujac szereg trudnych probleméw, ktérych nie dato
si¢ za pomoca takich uktadow rozwiaza¢. Niektore z nich, np. problem spdjnosci
grafu, sa nadal poza zasiggiem perceptronéw wielowarstwowych, chociaz mozna
je rozwiaza¢ za pomoca sieci wysylajacych impulsy, w ktorych pojawia sig syn-
chronizacja (Wang, 2000). Praca Hopfielda z 1982 roku pokazata, jak bardzo
prosty uktad dynamiczny w postaci sieci elementow bipolarnych realizuje funkcje
pamigci skojarzeniowej (Hopfielda, 1982). Wywotato to duzy wzrost zaintereso-
wania takimi uktadami wsrdd fizykow (np. ksiazka Hertz, Krough, Palmer 1993) i
psychologow. Praca Rumelharta, Hintona 1 Williamsa (1986) zapoczatkowata z
kolei szybki rozwdj zastosowan algorytmu wstecznej propagacji do analizy da-
nych. Inspiracje nadeszly wigc ze strony psychologéw (wszyscy trzej autorzy sa
psychologami). Nawet fizycy patrzyli na sieci neuronowe jak na magiczne urza-
dzenia wyobrazajac sobie, ze zamiast interpolacji zachodza w nich jakie$ tajemne
procesy poznawcze (przyklady sa np. w pracy Duch, Diercksen 1994). Z rozwo-
jem sieci neuronowych wiazano ogromne nadzieje, na konferencje specjalistyczne
przyjezdzato tysiace osob.

W tej atmosferze odkrywanie zwigzkoéw z teoria aproksymacji, prawdopodo-
bienstwa, statystyka i metodami rozpoznawania wzorcow, ktdre rozpoczelo sig juz
przy koncu lat 1980, trwato dos¢ dtugo. Jako wielkie odkrycie potraktowano np.
zastosowanie radialnych funkcji bazowych do aproksymacji (czyli wprowadzenie
sieci RBF), sprowadzajace si¢ w praktyce do klasyfikatorow i aproksymatorow
Gaussowskich, znanych od ponad 20 lat. Do tej pory panuje tendencja by nazywac
wszystkie sieci, korzystajace z funkcji bazowych, nie majacych nic wspolnego z
funkcjami radialnymi, sieciami typu RBF. Nadzieje na szybkie powstanie syste-
méw myslacych, dysponujacych ogoélng inteligencja, wykorzystujacych sieci neu-
ronowe i algorytmy ewolucyjne, nie sprawdzily si¢ migdzy innymi z powodu
nadmiernego skoncentrowania si¢ na rozpoznawaniu wzorcow i zagadnieniach
optymalizacji.

Co nowego wniosly metody inteligencji obliczeniowej w tym zakresie? W po-
réwnaniu z wieloma innymi metodami klasyfikacji, aproksymacji i klasteryzacji
rezultaty nie byly poczatkowo nadzwyczajne (por. np. projekt Statlog, Michie i
inn. 1994). Wérdéd 22 metod uzytych w tym projekcie sieci MLP nie znalazly sig
ani razu, a sieci RBF znalazly si¢ tylko raz w pierwszej trojce najlepszych metod.
Samoorganizujace si¢ mapy Kohonena okazaly si¢ wyjatkowo ztymi klasyfikato-



rami, a wizualizacja przez nie oferowana nie oddaje relacji pomigdzy opisywany-
mi obiektami czy ich skupieniami (Duch, Naud 1996).

Od tego czasu rozwoj teorii regularyzacji i wyboru modeli pozwolit na znaczne
ulepszenie wynikow. Pewna nowoscig sg algorytmy konstruktywistyczne, lub
bardziej ogdlne algorytmy ontogeniczne, dostosowujace swoja ztozonos$¢ do ana-
lizowanych danych, zwigkszajace i zmniejszajace liczbg elementéw przetwarzaja-
cych sieci zaleznie od potrzeb. Okazalo sig, ze sieciowa organizacja obliczen jest
czesto bardzo wygodna i nazwe ,,sieci neuronowe” zaczgto stosowaé do wszelkie-
go rodzaju algorytméw, w ktorych przeptyw obliczen przedstawi¢ mozna w po-
staci weztow sieci. Kazda sume¢ zwigza¢ mozna z elementem sieci zbierajacym
dochodzace do niego informacje i przetwarzajacym je za pomoca jakiej$ funkcji
bazowej. Prowadzi to do catkiem ogdlnych modeli graficznych (Jordan i Sejnow-
ski, 2001), stanowiac pomost z popularnymi w statystyce sieciami Bayesowskimi.
Z drugiej strony bardzo rozwingly si¢ czerpiace inspiracje z prac nad perceptro-
nami metody SVM (Support Vector Machines, np. Vapnik 1998). Trudno trakto-
wac je jako sieci neuronowe, chociaz wigkszo$¢ prac na ten temat pojawia si¢ w
pismach i na konferencjach zajmujacych si¢ wtasnie problematyka sieci neurono-
wych.

Czego mozna si¢ spodziewaé po probach potaczenia sieci neuronowych z in-
nymi metodami inteligencji obliczeniowe]j i metodami statystycznymi? Nietrudno
jest potaczy¢ jedna z kilkudziesigciu znanych metod klasteryzacji, z jedna z kilku-
dziesigciu metod optymalizacji (szczegodlnie duza liczbg wariantow utworzy¢
mozna korzystajac z algorytméw genetycznych i rojowych), przedstawic to jako
algorytm sieciowy i doda¢ jaka$ metode¢ interpretacji wynikdw. Mozna w ten
sposob utworzy¢ bardzo wiele nowych algorytméw, a do kazdego znalez¢ jakie$
dane, na ktorych dany algorytm bedzie dobrze dziatal. Problemem staje si¢ stwo-
rzenie mechanizméw meta-uczenia, pozwalajace na automatyczne laczenie ze
soba roznych metod analizy danych w poszukiwaniu ich najlepszej kombinacji.
Pewne proby w tym kierunku zrobiono w oparciu o schemat metod opartych na
podobienstwie (Duch 2000), ale zagadnienie to wymaga wielu dalszych badan.

Sieci neuronowe staly si¢ niezwykle popularne, stworzono bardzo wiele pro-
gramow komputerowych implementujace rdzne sieciowe algorytmy, co spowo-
dowato lawing zastosowan. W efekcie poszukuje si¢ raczej zastosowan do
istniejacych narzedzi, niz narzedzi przydatnych do rozwiazywania konkretnych
probleméw. Algorytmy genetyczne staly si¢ dla metod inteligencji obliczeniowe;j
dominujaca, niemalze jedyna metoda optymalizacji globalnej. Nie dzieje si¢ tak w
zadnej innej dziedzinie nauki. Na temat ewolucyjnych metod optymalizacji sieci
neuronowych napisano niezliczone prace, podczas gdy trudno si¢ doszukaé prac
probujacych stosowac inne metody globalnej optymalizacji do optymalizacji sieci.

Metodologia testowania algorytmow inteligencji obliczeniowe] pozostawia
wiele do zyczenia. Nawet w zakrojonym na duza skalg projekcie Statlog (Michie i
inn. 1994) popetiono wiele btgdéw: nie podano tak podstawowych informacji jak
ocena wariancji uzywanych metod, uzyto tylko najprostszych wersji sieci neuro-
nowych i innych algorytmoéw, nie wszystkie z uzywanych baz danych sa publicz-
nie dostgpne, trudno wigc dokona¢ porownan. Pomimo wysitkow wprowadzenia
serii testow o wzrastajacej trudnosci (np. testow PROBEN) nie sg one powszech-
nie stosowane. Baza danych z UCI (Mertz, Murphy) nie zawiera zbioru testow o



systematycznie rosnacych trudnosciach i zawsze mozna w niej znalez¢ jaki$ zbior,
na ktéorym wyniki dla nowej metody beda dobre. Dostepne tam dane maja czasem
catkiem odmienne partycje treningowe od testowych, nie pozwalajac zadnej po-
prawnie dziatajacej metodzie (tj. zaktadajacej, ze dane do testowania uzyskano z
tego samego procesu co dane treningowe) uzyska¢ dobrego wyniku. Najlepsze
wyniki osiagaja wowczas metody przypadkowo majace korzystne obciazenie
(bias) dla tego typu danych. W efekcie nadal nie wiemy, jakie metody nalezy
stosowac do analizy danych by osiagna¢ najlepsze wyniki. Jednym ze spektaku-
larnych wczesnych sukcesow zastosowan sieci neuronowych byt algorytm Net-
Talk, uczacy si¢ wymowy slow jezyka angielskiego (Sejnowski i Rosenberg
1987). Lepszy wynik osiagna¢ mozna za pomoca prostego algorytmu najblizszego
sasiada, nie wymagajacego adaptacji tysigcy parametrow (Waltz 1995).

Mozna si¢ wigc zastanawiaé, co zostanie w dtuzszym okresie czasu z tego ob-
szaru inteligencji obliczeniowe;j. Teoria informacji, prawdopodobienstwa, parame-
trow ukrytych, teoria optymalizacji ryzyka i inne dzialy statystyki daja pewna
podstawg dla tworzenia modeli danych. Zastosowania metod inteligencji oblicze-
niowe]j wkraczajace na obszar statystyki, rachunku prawdopodobienstwa czy teorii
optymalizacji maja silna konkurencje w metodach wyrastajacych z tych dziedzin.
Niestety brakuje powszechnie dost¢pnych programéw komputerowych realizuja-
cych algorytmy tego rodzaju. Statystycy posluguja si¢ czgsto niezbyt poza tym
srodowiskiem znanym jezykiem S a wiele ciekawych algorytméw nie doczekato
si¢ wcale publicznie dostgpnej implementacji. Nie ma programow do regularyzo-
wanej analizy dyskryminacyjnej, ciekawy algorytm Alloc80, ktory okazat sig
najlepszy w testach Statlog (Michie 1994), nie jest dost¢pny, trudno wigc zrobic¢
poréwnanie z wynikami dobrych metod statystycznych. Wiele metod klasteryzacji
i wizualizacji rowniez nie doczekalo si¢ dostgpnego oprogramowania, podczas
gdy wariantow sieci Kohonena jest bardzo wiele.

Z drugiej strony rozwoj teorii i algorytmow uczenia si¢ z krytykiem, pamigci
asocjacyjnych opartych na sieciach z rekurencja, sieci wysytajacych impulsy,
metod modelowania niepewnosci, teorii uczenia si¢ (Computational Learning
Theory, por. Cichosz 2000), wyboru modeli i wielu innych idei jest trwatym i
waznym wktadem inteligencji obliczeniowej nie znajdujacym na razie konkurencji
w innych dziatach matematyki.

4. Nowe wyzwania.

Zastosowania metod inteligencji obliczeniowej ograniczone sa czgsto do pro-
blemow, ktorymi zajmuje si¢ rozpoznawanie struktur (pattern recognition). Wigk-
szo$¢ prac skupia si¢ przy tym nad zagadnieniami zdefiniowanymi w ramach
paradygmatu przestrzeni cech, okreslajacej wlasnosci obiektow. Sieci neuronowe
potrzebuja danych w postaci wektorow liczb o ustalonej liczbie sktadowych. Od-
powiada to funkcjom kory zmystowej, pod§wiadomym mechanizmom rozpozna-
wania podstawowych cech obiektow, wykrywaniu cech wyzszego rzgdu i katego-
ryzacji na tej podstawie. Mozgi zajmuja si¢ wytacznie sygnatami, majacymi struk-



turg czasoprzestrzenna, sekwencjami sygnatow, podczas gdy metody CI najczg-
$ciej danymi statycznymi.

Tymczasem wiele problemoéw nie da si¢ w ogole przedstawi¢ w tej postaci. Na-
leza do nich zagadnienia wymagajace ztozonych metod reprezentacji wiedzy, opis
obiektow o zmiennej strukturze (organizacji, przedsigbiorstw, czasteczek che-
micznych), sekwencji symboli (liter, wyrazow, zdan, par zasad DNA lub amino-
kwasow bialek), zmieniajacego sig¢ stanu obiektow (pacjenta, gier planszowych,
gier wojennych). Niektore z tych zagadnien wchodza w zakres zainteresowan
sztucznej inteligencji. Niezwykle ambitne projekty, takie jak General Problem
Solver (Newell 1990, Winston 1992), od poczatku wytyczyly w tej dziedzinie
dobrze okreslone cele. Stworzenie programu wykazujacego si¢ ogdlng inteligencja
okazalo si¢ bardzo trudne, jednakze rowniez inteligencja ludzka nie okazala sig
tak uniwersalna, jak poczatkowo sadzono. Uczenie si¢ rozwiazywania problemow
w jednym konteks$cie nie prowadzi automatycznie do osiagni¢cia lepszych rezulta-
tow dla podobnych problemoéw w odmiennym konteksécie (por. Anderson 1995).
W dobrze okreslonej dziedzinie daje si¢ utworzy¢ ontologie zawierajace opis
uzywanych pojec i utworzy¢ bazg wiedzy w oparciu o powiazania miedzy nimi.
Przykladem systemu, ktoérego kompetencje znacznie przewyzszaja mozliwosci
ludzkiego intelektu jest EcoSys (Karp 2001), zawierajacy oparty na regutach pro-
dukcji model proceséw metabolicznych i genetycznych zachodzacych w bakterii
Escherische Coli.

Takie zastosowania stawiaja przed inteligencja obliczeniowa szereg wyzwan.
Jak wykorzysta¢ wiedzg zdobyta w oparciu o analiz¢ danych do systematycznego
rozumowania? Stworzenie systemu do wspomagania diagnoz medycznych to
jedynie pierwszy krok do planowania i monitorowania terapii. Takie dzialania
wymagaja rozwazenia szeregu wariantow, a wigc procesoOw szukania optymalnych
rozwigzan. Najtatwiej jest je wykona¢ w systemach opartych na regutach. Jesli z
danych mozna wyciagnaé niewielka liczbe stosunkowo prostych regut to da sig je
wykorzystaé w algorytmie planujacym. Zrozumienie danych, zarowno w sensie
odkrywania regul logiki klasycznej lub rozmytej, lub tez szukania prototypoéw
wystarczajacych do kategoryzacji przez podobienstwo, nie byto dotychczas celem
statystyki. W tym celu zastosowaé¢ mozna wiele metod inteligencji obliczeniowej
(Duch, Adamczak, Grabczewski 2001).

Jakich metody mozna uzy¢, jesli liczba cech, istotnych dla opisu danych z ana-
lizowanej bazy nie jest ustalona, a wigc nie mozna si¢ postuzy¢ paradygmatem
przestrzeni wektorowej? W niektorych przypadkach mozna mie¢ nadzieje, ze
problem da si¢ przeanalizowa¢ w kilku przestrzeniach, np. wstgpnych testow po
ktoérych nastapia bardziej zaawansowane testy réznego rodzaju, zaleznie od wyni-
kéw oceny poczatkowych testow. Potrzebne wige beda rozne modele, za pomoca
ktorych da sig otrzymac koncowy rezultat. Nie zawsze jest to jednak wystarczaja-
ce. Czasteczki chemiczne mozna w bardzo uproszczony sposob zapisa¢ w postaci
grafow, ktorych struktury da sig¢ analizowaé za pomoca sieci z rekurencja (Frasco-
ni i inn. 1998). W nieco bardziej ogoélny sposob mozna zdefiniowac operatory
przeksztalcajace obiekty lub stany opisu problemu w siebie i obliczy¢ podobien-
stwa jako sumg kosztow elementarnych operacji. W tym przypadku koszty moga
by¢ parametrami adaptacyjnymi, pozwalajacymi na upodobnienie obiektow nale-
zacych do tej samej klasy do siebie (Marczak i inn. 2002). Majac dana macierz



podobienstw mozna do niej zastosowaé wiele metod klasyfikacji, np. metody
oparte na podobienstwie lub analiz¢ dyskryminacyjna Fishera.

W realnych sytuacjach znamy zwykle tylko powiazania elementéw, regularno-
$ci wiazace kilka zmiennych, ktére mozna si¢ nauczy¢ na prostych przyktadach.
Jak korzysta¢ z wiedzy na temat podprobleméw przy rozwiazywaniu ztoZzonego
zadania? Ekspert analizujac formuly algebraiczne lub patrzac na sytuacje¢ na sali
sadowej czy na szachownicy korzysta w intuicyjny sposob z takiej wiedzy prowa-
dzac dluzsze rozumowanie. Nawet jesli problem da si¢ opisa¢ w przestrzeni cech
to poczatkowo znamy tylko nieliczne z nich i na podstawie fragmentarycznej
wiedzy kolejno dopetniamy brakujace elementy. Wykorzystanie takiej wiedzy
jako heurystyk pozwala unikna¢ eksplozji kombinatorycznej w procesach szuka-
nia rozwigzan (Duch i Diercksen 1995, Duch 1997).

5. Nowe spojrzenie.

Najbardziej ambitnym celem CI jest budowa robota zdolnego nie tylko do
przezycia we wrogim §rodowisku, wymagajacego wysokiej kompetencji behawio-
ralnej, lecz rowniez zdolnego do przejscia testu Turinga, a wigc posiadajacego
wysokie kompetencje kognitywne. Budowa tego rodzaju systemu wymaga inte-
gracji wszystkich galezi inteligencji obliczeniowej, zarbwno tych zajmujacych si¢
procesami sensomotorycznymi, rozpoznawaniem prostych bodzcow, percepcja jak
i wyzszymi czynno$ciami poznawczymi. Konieczne jest nowe spojrzenie na to
zagadnienie. Z jednej strony mamy komunikacj¢ pomigdzy neuronami, pozwala-
jaca na detekcje elementarnych cech sygnatu wzrokowego czy stuchowego, a z
drugiej komunikacj¢ pomigdzy ludZzmi na poziomie symbolicznym. Na te dwa
skrajne i na wszystkie posrednie poziomy mozna spojrze¢ w podobny sposob.

Mobzg nie jest wielka, jednorodna siecig neuronowa, lecz ma specyficzna, mo-
dularna i hierarchiczng strukture. Symboliczne metody Al prébuja w sposdb przy-
blizony opisa¢ dziatanie tego systemu na najwyzszym poziomie, a sieci neurono-
we robig to samo na poziomie najnizszym. Badanie pozioméw posrednich jest
réwniez interesujace, cho¢ rzadko uprawiane. Na rdznych poziomach ztozono$ci
mamy do czynienia z jednostkami przetwarzajacymi informacjg, oddziatywuja-
cymi ze soba w procesach wymiany informacji, i tworzacymi pewne catosci, ktore
uwaza¢ mozna za emergentne, autonomiczne jednostki wyzszego poziomu. Te
same ogoblne zasady opisuja dziatanie systemow na rdéznych poziomach ztozono-
$ci.

Najprostszym poziomem rozwazanym przez inteligencjg obliczeniowaq jest per-
ceptron (neurobiologiczne modele obliczeniowe dotycza rowniez nizszych pozio-
moéw, ale sa to modele zjawisk biofizycznych, a nie poznawczych). Wiedza per-
ceptronu sprowadza si¢ do jednego parametru, progu pobudzenia, podczas gdy
wagi synaptyczne petnia rolg parametrow definiujacych oddziatywania z innymi
perceptronami lub §wiatem zewngtrznym.

Perceptrony polaczone razem tworza rdzne struktury sieciowe, w najprostszym
przypadku perceptrony wielowarstwowe (MLP), zdolne do nauczenia si¢ dowol-
nych odwzorowan. Struktura potaczen sieci biologicznych nie jest w petni ustalo-



na i zmienia si¢ formujac pod-sieci elementéw oddziatywujacych ze soba. Proste
elementy nie wiedza, przed jakim zadaniem stoi taka podsie¢, potrafia jedynie
dostosowywaé przeptyw informacji wykorzystujac lokalne oddziatywania pomig-
dzy potaczonymi ze soba elementami np. za pomoca reguty Hebba czy wstecznej
propagacji btedow. Reguly uczenia penig tu rolg lokalnego krytyka zachowania,
majacego wplyw na sposob oddziatywan i parametry wewngtrzne elementow
przetwarzajacych informacjg. Oddziatywania i wiedza wewngtrzna okreslaja ro-
dzaj problemoéw, jakie dany system moze rozwiazaé. Zdolno$¢ do uogdlniania
pojawiajaca si¢ w sieciach jest pierwszym krokiem w kierunku tworczych zacho-
wan.

Prosty perceptron definiuje hiperplaszczyzng rozrézniajaca dwa rodzaje sygna-
1ow, ponizej i powyzej progu. Dodanie nowych parametrow wewngtrznych po-
zwala na realizacj¢ nowych zadan. Jednym z probleméw, ktérych perceptrony nie
potrafi rozwiazad, jest problem spojnosci graféw, postawiony przez Minskiego i
Paperta (1969). Dodanie jednego parametru reprezentujacego faze¢ i pozwalajace-
go na synchronizacj¢ grupy elementdw pozwala na rozwigzanie problemu
(Kunstman i inn. 1994). Czy to wystarczy do klasyfikacji innych topologicznych
niezmiennikéw? Jak scharakteryzowac klasy ztozonosci problemow w zalezno$ci
od rodzaju elementéw przetwarzajacych i sposobu ich oddziatywania? Na razie
jest tu wigcej pytan niz odpowiedzi.

Kolumny korowe sktadaja si¢ z duzej liczby neuronéw dziatajacych czgsto jako
jedna jednostka (czasami nazywana Hebbowskim zbiorem neuronow). Roézne
konfiguracje pobudzen takich elementéw tworza podsieci kodujace ztozone formy
rozpoznawania lub dziatania. Kolumny traktowane jako jednostki przetwarzajace
wyzszego rzedu skladaja si¢ z perceptrondw, ktore reaguja na proste aspekty do-
chodzacych do nich sygnatéw. Do ich opisu nie wystarczy jeden parametr we-
wngetrzny neuronéw progowych. Kolumny kory reagujg raczej na podobienstwo
struktury dochodzacych do nich sygnatow do struktur wczesniej poznanych. Jak
opisa¢ takie zachowanie jedna funkcja? Zamiast funkcji sigmoidalnych z jednym
parametrem wewngtrznym mozna uzy¢ funkcji transferu o wigkszej liczbie para-
metrow. Funkcje Gaussa maja N parametrow wewngtrznych (pozycja Gaussa,
okreslajaca jego pole recepcyjne) oraz tyle samo parametréw oddziatywania,
zwigzanych z odwrotno$cia dyspersji. Bardziej ztozone funkcje (Duch i Jankowski
1999) moga modelowac ztozone obszary decyzji, realizowane dzigki kombinacji
wielu sigmoidalnych neuronéw w kolumnie. Sieci o nietypowych funkcjach trans-
feru moga przy mniejszej catkowitej liczbie parametréw (a wigc mniejszej ztozo-
nosci samej sieci) osiagna¢ podobne rezultaty jak standardowe sieci MLP czy
RBF. Niewiele dotychczas wlozono wysitku w badanie wlasnosci takich sieci,
chociaz jest rzecza oczywista, ze funkcje transferu majg wielki wptyw na szyb-
kos$¢ zbieznosci algorytmow uczenia. Sieci wykorzystujace rozne funkcje transfe-
ru w roznych weztach (sieci heterogeniczne) umozliwiaja odkrycie prostszych
modeli danych niz standardowe sieci MLP. Pierwsze kroki w kierunku budowy
takich systemoéw zostaly niedawno zrobione (Duch i Jankowski 2001, Duch,
Adamczak i Diercksen 2001, Jankowski i Duch 2001, Grabczewski i Duch 2002),
ale znalezienie sprawnych metod uczenia dla takich systemow pozostaje wyzwa-
niem.
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Prawdziwe neurony wysylaja impulsy i tworza sieci atraktorowe, pamigci sko-
jarzeniowe, ktore nalezy opisywac uzywajac jezyka uktadéw dynamicznych. Po-
budzenia takich sieci reprezentuja wartosci poszczegdlnych cech sygnatu wej-
sciowego, a ich dynamika scharakteryzowana jest przez potozenie i rozmiar base-
néw atrakcji w przestrzeni cech. Wezly sieci reprezentujace lokalne sieci dyna-
miczne powinny modelowac te baseny atrakcji (Duch 1997). Takie wezty, realizu-
jace zlozone funkcje transferu, moga do pewnego odtworzy¢ zachowanie si¢ pa-
migci skojarzeniowych, zwykle modelowanych za pomoca autoasocjacyjnych
sieci z rekurencja. Autoasocjacje, a w szczegdlnosci dopetnianie wartosci brakuja-
cych Nie sa to sieci jednokierunkowe, dla dopetnienia warto$ci brakujacych po-
trzebne jest sprzgzenie zwrotne od jednostek, ktorych aktywnos$¢ uznajemy za
sygnal wyjsciowy, do jednostek wejsciowych. Ustalone wartosci wejsciowe X,
nie beda zmieniane, podczas gdy wartosci nieokre§lone X, powinny dazy¢ do
warto$ci maksymalizujacych prawdopodobienistwo pojawienia si¢ wektora
X=(Xp,Xy). Mozna to osiagna¢ startujac z przypadkowych wartosci nieznanych
zmiennych X, i nastgpnie szukajac maksymalnego pobudzenia kolejnych jedno-
stek wejsciowych. Dla niektorych funkcji transferu (np. funkcji Gaussa) da sig to
prosto obliczy¢. Dopuszczajac niewielkie zmiany warto§ci wektora X, mozna w
ten sposob rowniez uwzglednié bledy w danych.

Zaleta sieci tego rodzaju jest oczywista: automatycznie uzupetniaja wartosci
brakujace, potrafia odpowiadaé na rézne pytania dopetniajac brakujace fragmenty,
moga si¢ uczy¢ na niepelnych danych i danych niesklasyfikowanych tak dobiera-
jac parametry, by jednostki wyjSciowe osiagaty maksymalne pobudzenia. Mozli-
wosci sieci realizujacych pamigci asocjacyjne i sieci do aproksymacji (takich jak
MLP) warto potaczy¢ w jednym modelu. Jesli uzy¢ separowalnych funkcji trans-
feru G(X)=I1,Gi(x), to kazda ze sktadowych Gj(x) moze by¢ interpretowana jako
funkcja przynaleznosci w sensie logiki rozmytej. Relacje pomigdzy potozeniami
lokalnych maksimoéw moga by¢ interpretowane jako podobienstwa zwiazanych z
tymi maksymami prototypéw. Chociaz ogdlna idea zostala opisana juz w 1996
roku (Duch i Diercksen, FSM) nadal o tego typu sieciach niewiele wiadomo, a
systematyczne modelowanie basendéw atrakcji sieci dynamicznych nie zostato
nigdy zrobione.

Wizualizacja procesow neurodynamicznych wymaga znacznej redukcji wymia-
rowosci. Istotne wymiary zwiazane sa z wielko§ciami obserwowalnymi, a wigc
przestrzenia danych wejsciowych 1 wyjsciowych, ale nie zawsze uda si¢ znalez¢
dobra aproksymacj¢ basendéw atrakcji sieci atraktorowych (Amit 1995) w takiej
zredukowanej przestrzeni, potrzebna moze by¢ pewna liczba wymiarow ukrytych.
Taka redukcje mozna osiagnaé stosujac rozmyte uogolnienie metody dynamiki
symbolicznej. Stan sieci atraktorowej opisany jest przez wektor pobudzen X(t) w
przestrzeni fazowej aktywnosci wszystkich neuronéw. W dynamice symbolicznej
(Bedford i inn. 1991; Hsu 1994) dzieli si¢ ta przestrzen na rozlaczne obszary,
kazdemu przypisuje symboliczna nazwe, 1 zapisuje w dyskretnych momentach
czasu, do ktorego z obszaréw nalezy X(t;). Interesujace informacje dotycza atrak-
torow, a wigc obszarow przestrzeni, w ktorych uktad mozna znalez¢ najczescie;.
Rozmyte uogodlnienie polega na zastapieniu przynaleznosci tak/nie do kazdego z
symbolicznie opisanych obszaréw przez stopien przynaleznosci opisany np. funk-
cja Gaussa. Zamiast pojedynczego symbolu przypisanego wektorowi X(t) mamy
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wigc wektor F(X(tj)) okreslajacy stopien przynaleznosci do réznych obszaréw w
danym momencie czasu. Wektor ten zdefiniowany jest w zredukowanej przestrze-
ni o liczbie wymiaréw rownej liczbie funkcji przynaleznos$ci. Przy odpowiednim
wyborze potozenia tych funkcji mozna w niskowymiarowej przestrzeni zachowac
wiele istotnych cech charakteryzujacych neurodynamike. Nalezg do nich potoze-
nia basenow atrakcji i prawdopodobienstwa przejs¢ migdzy nimi. Wybor opty-
malnej liczby i potozenia funkcji przynaleznosci mozna zrobi¢ przy pomocy sieci
opartych na radialnych funkcjach bazowych z silna regularyzacja i wyborem cech
dla kazdego wezta. Aktywnos¢ poszczegolnych funkcji Fi(X(t)) daje trajektorie w
zredukowanej przestrzeni, dajace si¢ przyblizy¢ przez rozklady ggstosci prawdo-
podobienstwa znalezienia ukladu w okreslonym punkcie przestrzeni Fy. Jest to
doktadniejszy sposob opisu niz przejscie od sieci dynamicznych do automatow
skonczonych.

Chociaz stosowanie ztozonych elementéw zwigksza wewnetrzne stopnie swo-
body oddzialywania pomigdzy elementami sg ustalone przez architekturg sieci.
Usuwanie i dodawanie elementow sieci nie zmienia na przyktad przestrzeni wej-
sciowej. Tymczasem zwierzgta maja bardzo duza liczbg receptorow zmystowych i
sa zdolne do zwracania uwagi na bardzo rézne kombinacje dochodzacych do ich
moézgdw sygnatdw. Sieci atraktorowe sa ,,kombinatorycznie produktywne”, zdol-
ne do aktywacji bardzo wielkiej liczby konfiguracji swoich modutow. Sieci jed-
nokierunkowe, nawet ze ztozonymi elementami, maja ustalone $ciezki przeptywu
danych. Nawet jesli elementy tych sieci beda mialy zlozone stany wewngtrzne nie
wystarczy to do modelowania réznorodnych oddziatywan modutéw korowych,
oddziatywan wybierajacych z wielkiej sieci konfiguracje oddzialywujacych ze
soba modutow, ktore moga co§ wnie$¢ do interpretacji otrzymanego sygnatu.

W jaki sposob z sieci nieskonczenie wielu mozliwych oddziatywan wytania si¢
kombinacja kompetentnych modutow, wspotpracujacych ze soba? Stan wewngtrz-
ny kolumn korowych (modutéow sieci) zmienia si¢ w wyniku wcze$niejszego
pobudzania (efekty torowania, znane z badan nad pamigcia), a wiec niedawno
uzywane moduly maja wigksze szanse si¢ uaktywnié. Wstegpne, niedoskonate
mechanizmy rozpoznawcze, dziatajace na poziomie starej kory uktadu limbiczne-
go 1 wzgobrza, kontrolujace mechanizmy emocjonalne, decyduja o dostgpnosci
neuromodulatoréw, a wigc o hamowaniu lub pobudzaniu réznych obszaréw kory
nowej. Sztuczne sieci neuronowe uwzgledniaja zwykle szybkie procesy rozpo-
znawania i wolne procesy ucznia si¢, zwiazane z plastyczno$cia mézgu. Uprosz-
czony model kontroli kory przez uktad limbiczny powinien uwzgledniaé fakt, ze
parametry wewngtrzne (wagi, czyli interakcje miedzy elementami) sieci nie sa
ustalone, ale zaleza od wstepnej oceny sygnatu wejsciowego, P(X) oraz od ukry-
tych parametrow wewngtrznych P(H(X)) charakteryzujacych stan wewngtrzny
modutéw korowych. Kazdy modut powinien ocenié¢, na ile jest kompetentny w
danej sytuacji, i jesli moze co$ uzytecznego wnie$¢ doda¢ swoj wktad do rozwia-
zania oddziatujac z innymi modutami.

Idea ta moze mieé szerokie zastosowanie jako zasada budowy sieci modular-
nych, od sieci prostych elementéw po sieci oddziatywujacych ze soba agentow
programowych. Ostatnio zastosowaliSmy ja do tworzenia komitetow kompetent-
nych klasyfikatoréw (Duch, Itert i Grudzinski, w druku). Komitet traktowa¢ moz-
na jako sie¢ zlozona z podsieci, lub tez jako sie¢ ztozonych elementéw przetwa-
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rzajacych, z ktorych kazdy jest pewnym modelem adaptujacym si¢ lub indywidu-
alng podsiecia. W zastosowaniu do klasyfikacji rezultaty dziatania O(X;M;) kaz-
dego modelu M; maja wklad z waga W, do koncowego wyniku. Jest to wigc archi-
tektura typu perceptronu, ktory taczy ze soba wyniki poszczegdlnych modeli, ale
wagi nie sa w nim ustalone, gdyz sa modulowane przez rezultaty wstgpnego roz-
poznawania za pomoca czynnikoéw multiplikatywnych F(X;M;). W obszarach
przestrzeni cech, w ktorych model M; nie wykazuje kompetencji czynniki te sa
mate, hamujac dziatanie odpowiednich modutéw i dopuszczajac do glosu tylko
kompetentne modele. Efektywne wagi zaleza od chwilowego stanu sieci Wi(X) =
W F(X;M;) pozwalajac na tworzenie wirtualnych podsieci, z réznymi $ciezkami
przeptywu informacji. Zastosowanie tego podejs$cia do tworzenia komitetow przy-
niosto bardzo dobre rezultaty (Duch i Itert, w przygotowaniu).

Modulacja aktywnos$ci moduléw wymaga réwnolegtego dostgpu do nich. In-
formacja rozsytana jest w mozgu dzigki specyficznej architekturze potaczen, w
tym bezposrednim projekcjom z o$rodkéw podkorowych uktadu limbicznego do
kory nowej. Zapewne istotng rolg gra tu pamig¢ robocza, ktéra Newman i Baars
(1993) uwazaja za mechanizm dystrybucji informacji do wyspecjalizowanych
modutéw wewnatrz mozgu. Jest to na razie mechanizm dos$¢ tajemniczy, w szcze-
goblnosci rola globalnej aktywnosci EEG jest tu calkiem nieznana. PrzejsScie od
skojarzen, ktore realizuja prostych modele neuronowe, do sekwencyjnego prze-
twarzania (my$lenie, rozwiazywanie probleméw) wymaga uwzgledniania sprze-
zen zwrotnych, a wigc zastosowania sieci z rekurencja. Sieci ztozone z modutow
zmieniaja swoje stany wewngtrzne (lokalna wiedzg¢ kazdego modutu) i swoje
oddziatywania (modulujac wielko$¢ wag) do wymagan przeplywu informacji
przez system.

Na tym poziomie konieczne sg procesy systematycznego szukania, jednakze
neurobiologiczne mechanizmy za nimi stojace nie sg znane. Wiedza zgromadzona
przez moduty moze stuzy¢ jako heurystyki pomagajace w intuicyjnym rozumo-
waniu takiego systemu. Jak pokazano w pracy (Duch i Diercksen 1995) ztozony
problem wymagajacy podejscia kombinatorycznego mozna catkiem tatwo rozwia-
zaC za pomoca procesow szukania brakujacych wartoSci tak, by pobudzeniu ulegta
jak najwigksza liczba kolejnych modutéw. Uzyto w tym przypadku modutdéw sieci
FSM, ktore specjalizowaty si¢ w jakosciowym rozpoznawaniu relacji pomigdzy
trzema wielkosciami elektrycznymi, wynikajacych z prawa Ohma i prawa Kir-
choffa. Przyklad oparty byl na analizie obwodu elektrycznego, przedstawionej w
ksiazce grupy PDP (McClleland i inn. 1986) w kilku rozdzialach. Wiele relacji
typu AA=f(AB, AC), reprezentujacych zmiany wartosci zmiennych A, B, C, ma
identyczng reprezentacje w przestrzeni cech i moze by¢ realizowana przez ten sam
modut. Znajac relacje pomigdzy trojkami zmiennych mozemy wyciagnaé wnioski
o0 zachowaniu si¢ catego obwodu opisywanego przez 7 zmiennych i 5 praw, ktore
musza by¢ spelnione. Rozpoznanie tych praw, a nastgpnie aktywacja 5 modutow
(wszystkie sa identyczne), pozwala na znalezienie odpowiedzi w przypadku za-
gadnienia, ktérego rozwiazanie jest trudne (Duch 1997) i wymaga kombinato-
rycznej produktywnosci.

Modularne sieci, takie jak FSM, moga wigc by¢ uzyte jako wazne heurystyki w
rozwigzywaniu problemoéw wymagajacych systematycznego rozumowania. Roz-
wiazanie znalezé mozna za pomoca systematycznego szukania, w ktorym kazdy
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logiczny krok (szukanie odmiennych brakujacych warto$ci) wspierane jest przez
wiedzg ,,intuicyjng”, rozstrzygajaca co warto dalej rozwazac, a co od razu mozna
odrzuci¢. Czy mozna w ten sposdb rozwiazaé typowe problemy stawiane progra-
mom rozumujacym w sztucznej inteligencji? By¢ moze, ale tworzenie systemow
sieciowych, ktore mogtyby sprosta¢ systemom ekspertowym pozostaje nadal wy-
zwaniem.

Systemy, ktorymi zajmuje si¢ sztuczna inteligencja korzystaja z wiedzy o zlo-
zonej strukturze, wykorzystujac ztozone sposoby reprezentacji wiedzy. Sieci neu-
ronowe dziataja w przestrzeniach cech, a wigc wykorzystuja prosta reprezentacje
wiedzy, stanowiaca podstawe teorii rozpoznawania struktur (Duda, Hart i Stork
2001). Tego typu reprezentacja nie gra zapewne wigkszej roli w mozgu. Nawet w
obrgbie jednej modalnosci zmystowej, np. na poziomie percepcji wzrokowej, nie
postugujemy si¢ przestrzeniami cech, chociaz oceny podobienstwa i dyskrymina-
cja moze by¢ wystarczajacq podstawa do eksploracji wzrokowej swiata (O'Regan i
Noé, w druku). Na poziomie abstrakcyjnych proceséw rozumowania lub analizy
sensu zdan reprezentacja wektorowa nie wydaje si¢ by¢ uzyteczna. Potrzebne sa
ztozone struktury wiedzy, ktérymi zajmuje si¢ sztuczna inteligencja. W jaki spo-
s6b mozna te procesy zrozumie¢ i modelowaé za pomoca sieci neuronowych?

Dos¢ ogdlne podejscie do przetwarzania danych o ztozonej strukturze, oparte
na sieciach z rekurencja i ukrytych modelach Markova, wprowadzono w pracy
(Frasconi i inn. 1998). Nie wydaje si¢ ono fatwe w praktycznym stosowaniu, ani
tez dobrze uzasadnione neurobiologicznie. Przedstawig tu znacznie prostsze, i jak
si¢ wydaje bardziej ogdlne, podejscie. Dwa najczesciej stosowane schematy re-
prezentacji wiedzy w sztucznej inteligencji oparte sa na przestrzeni stanow i opisie
redukcji probleméw (Rich i Knight 1990, Winston 1992, Nillson 1995). Stan
poczatkowy przedstawiany jest jako stan bazy danych lub opis problemu, a stan
koncowy (rozwiazanie) jest rOwniez stanem bazy danych lub prostym problemem
o0 znanym rozwiazaniu. Definiuje sig¢ zbior operatorow, ktore przeksztatcaja obiekt
poczatkowy (stan, opis problemu) w obiekt koncowy. Rozwiazanie jest seria prze-
ksztalcen, przy czym stany posrednie przechowujemy w pamigci roboczej lub
zapisujemy na kartce w procesie szukania rozwiazania. Kazda z operacji zwigzana
jest z pewnymi kosztami. W szczegolnosci koszty moga by¢ state a wazna moze
by¢ jedynie liczba operacji. Najbardziej cenione sa rozwiazania najprostsze. Pod-
stawowa operacja powinno wigc by¢ ocenianie podobienstwa lub tez odlegtosci od
pozadanego rozwiazania, rozumianej jako koszty przeksztatlcen. Takie oceny
mozna dokonaé sprawnie za pomoca algorytméw programowania dynamicznego.

Podobienstwo ztozonych obiektéw do siebie mozna zwiaza¢ z najtanszymi
kosztami przeksztalcenia obiektow w siebie. Podobienstwo wystarczy do dokona-
nia kategoryzacji, a po jego ocenie pierwotne cechy nie sa juz potrzebne. Z naj-
prostszych cech obrazu padajacego na komorki siatkowki uktad wzrokowy tworzy
ztozone cechy wyzszego rzedu, odmienne dla réznego typu obiektéw. Rozpozna-
jac rézne typy obiektow zwracamy uwage na catkiem inne cechy, a zbior wszyst-
kich mozliwych cech, ktéore moga mie¢ widziane obiekty, trudno sobie nawet
wyobrazi¢. Chociaz operacje mentalne na wyzszym poziomie abstrakcji nie sa
jeszcze znane bez watpienia ocena podobienstwa i relacji pomigdzy zlozonymi
obiektami pelni w nich istotna rolg. Rozumowanie oparte na podobienstwie nie
zawsze daje si¢ sprowadzi¢ do rozumowania logicznego, przypomina ono bardziej
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rozumowanie ,,intuicyjne”. Reguty logiki klasycznej i rozmytej maja ograniczone
mozliwosci ekspresji (Duch, Adamczak i Grabczewski 2001), wykorzystanie ocen
podobienstwa do prototypow stwarza wigksze mozliwosci (Duch i Grudzinski,
2001). Ogdlny schemat metod opartych na podobienstwie obejmuje wigkszos¢
znanych sieci neuronowych jako szczegdlny przypadek (Duch 2000). Takie meto-
dy pozwalaja na rozpoznawanie wzorcow wykorzystujac jedynie podobienstwo,
nie trzeba wiec zaktada¢ istnienia przestrzeni cech i wektorowe] reprezentacji
wiedzy (por. Pgkalska Pacilik i Duin 2001).

Goldfarb i Nigam (1994) przedstawili ciekawa krytyke wykorzystywania prze-
strzeni wektorowych jako podstawy dla metod indukcyjnej generalizacji struktury
klas. System ewoluujacych transformacji zaktada wprowadzanie nowych operato-
réw transformacji obiektow oraz metod oceny ich podobienstwa w celu porowny-
wania obiektéw o odmiennej strukturze. Przydaje si¢ to na przyktad w chemii lub
biologii molekularnej, gdzie obiekty maja calkiem odmienne struktury, chociaz
ich wlasnosci (funkcje lub oddzialtywania) powoduja, ze eksperci zaliczaja je do
tej samej klasy. Systemy ekspertowe do rozpoznawania i syntezy struktur che-
micznych w niewielkim stopniu korzystaja z reprezentacji w przestrzeni cech.

Sztuczna inteligencja zajmuje si¢ symbolicznym przetwarzaniem informacji, w
znacznym stopniu ignorujac zagadnienia zwigzane z percepcja, analizg scen wzro-
kowych, stuchowych czy sygnatow wechowych, czyli analiza wzorcow o czaso-
przestrzennej strukturze. Sg to zagadnienia trudne, niektore z nich moga wymagac
stosowania sieci neuronowych uzywajacych impulséw (Wang 2000, Kunstman i
inn. 1994). Istnieje kilka pism specjalizujacych si¢ w modelach impulsujacych
neurondw o poprawnych wlasno$ciach neurobiologicznych, warto tez wymienic¢
proby wykorzystania inspiracji odkrytych dzigki modelom neurobiologicznym, ich
modularnej organizacji, synchronizacji proceséw uczenia si¢ i pamigci, do roz-
wiazywania praktycznych zagadnien (Wermter i inn. 2001). Szczegodlnie interesu-
jace sa uproszczone modele przetwarzajace czasoprzestrzenne wzorce pobudzen
uktadow sensorycznych, wykorzystujace rezultaty dziatania do podejmowania
decyzji na poziomie wyzszych czynnosci poznawczych. Takie modele pozwalaja
na naturalne pojawienie si¢ niezmienniczo$ci rozpoznawanych struktur. W mode-
lu, ktory zaproponowat Hopfield i Brody (2001) niezmienniczo$¢ wzglgdem prze-
sunig¢ w czasie i roznic w intensywnosci bodzcow wynika z krotkotrwatej syn-
chronizacji potencjatow wysytanych przez grupy neuronow.

Rozpoznawanie i kategoryzacja czasoprzestrzennych wzorcow pozwala na
przypisywanie im symbolicznych nazw, chociaz uzywanie symboli nie zawsze jest
dobrym przyblizeniem do opisu zjawisk neurodynamicznych. Przejécie od sieci z
rekurencja do automatéw skonczonych i symboli mozna wykona¢ na kilka sposo-
bow: szukania regut przej$¢ miedzy stanami sieci rekurencyjnych, uczenie si¢
zachowan dyskretnych przez takie sieci, kodowanie automatéw skonczonych w
sieciach neuronowych (Giles 1 Gori 1998, Sun i Giles 2001, Wermter i inn. 2001,
Michel i Liu 2002). Na ten temat napisano wiele prac, ale prawie wszystkie zakta-
daja jedynie dwa stany wewngtrzne elementdw sieci lub automatéw skonczonych,
aktywny i nieaktywny. Ogranicza to w oczywisty sposob mozliwosci takich sieci.
Niewiele wiadomo o mozliwos$ciach automatow ze ztozonymi stanami wewngtrz-
nymi. Sekwencyjne procesy w modularnych sieciach ztozonych z podsieci powin-
ny z grubsza odpowiada¢ procesom przetwarzania informacji w korze moézgu.
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Procesy takie mozna probowac aproksymowaé za pomoca wielostanowych, roz-
mytych automatéw. Ztozone elementy sieci z lokalna pamigcia moga przetwarzac
informacj¢ w sposob szeregowych, krok po kroku, zaleznie od przesztosci. Po-
szczegolne moduty moga sig specjalizowaé w rozpoznawaniu korelacji dziatania
kilku elementéw ze soba, rozwiazywaniu fragmentow problemu. Zachowanie
catosci podlega tez pewnym regutom, ktore petnia rolg gramatyki systemu symbo-
licznego, realizowanego przez automat skonczony.

Ewoluujace sieci moga dodawacé i usuwac wezly i1 potaczenia w czasie uczenia.
Reprezentacja wewngtrzna wiedzy moze wykorzystywac liczne redundante pod-
zbiory cech, zamiast jednej sieci dzialajacej w przestrzeni wektorowej. W ten
sposob w sieci obecnych jest bardzo wiele mikrocech, z ktorych tworzy sig rézne
cechy wyzszego rzedu dzigki dynamicznej konfiguracji modutow sieci, w zalez-
no$ci od zadania, nad ktorym pracuje system (skupienia uwagi). Jak dotychczas
jest to tylko pomyst teoretyczny, nie udato si¢ jeszcze skonstruowac takich sieci.

Ztozone moduly powinny wymienia¢ informacj¢ za pomoca wielowymiaro-
wych potaczen. Proste skojarzenia moga by¢ reprezentowane przez zwykte pota-
czenia pomigdzy prostymi neuronami. Ztozone fragmenty wiedzy realizowane
przez modulty oddziatuja z innymi poprzez zbior potaczen, ktorych aktywnosé
zalezy od informacji kontekstowej i moze by¢ modelowana przez reguly rozmyte.
Ten sam schemat mozna uzy¢ na wyzszym poziomie przetwarzania informacji,
zakladajac, ze moduly sa teraz wyspecjalizowanymi podsystemami, odpowiadaja-
cymi wigkszym obszarom lub strukturom moézgu, tworzac supersieci, odpowiada-
jace funkcjom catych moézgéw. Zasady dziatania sa za kazdym razem podobne:
sieci oddziatlywujacych ze soba modutéow dostosowujace si¢ do przeplywu infor-
macji i zmieniajace swoja wewnetrzna wiedz¢ i sposob oddziatywania z innymi
modutami. Sprawne algorytmy uczenia si¢ znane sg tylko dla sieci najprostszych
elementow. Proces uczenia sig¢ prowadzi do powstania nowych, skomplikowanych
sposobow zachowania. Jedna z zasad budowy takich sieci jest maksymalizacja
pojemnosci informacyjnej systemu: jesli supersie¢ nie moze modelowac wszyst-
kich dochodzacych do niej relacji powinna dodaé¢ do siebie dodatkowe moduty,
specjalizujace si¢ w uczeniu si¢ faktow i relacji, ktore sa w danym momencie
potrzebne. Komunikacja pomigdzy takimi systemami moze zachodzi¢ na pozio-
mie symbolicznym, tak jak pomigdzy agentami programowymi (Russel i Norvig
1995). Teoria agentow jest dobrym punktem startu dla rozwazan nad sposobem
budowy takich sieci.

Wszystkie systemy, ktore realizuja obecnie wyzsze czynno$ci poznawcze, roz-
wiazujace problemy czy analizujace wypowiedzi w jezyku naturalnym, oparte sa
na technologii systemow ekspertowych (jednakze Treister-Goren 1 Hutchens,
2000, opisali system spontanicznie uczacy si¢ znaczenia otrzymywanych [ wysy-
tanych symboli, ktory zapewne da si¢ zrealizowa¢ w postaci sieci neuronowej).
System CYC (www.cyc.com) zawierajacy ponad milion faktow i dziesiatki tysig-
cy koncepcji nie uzywa sieci neuronowych ani zadnych inspiracji kognitywnych,
ograniczajac si¢ do metod symbolicznej reprezentacji wiedzy. Inne modele Al,
ktére odniosly znaczny sukces, systemy Soar (Newel 1990) i Act (Anderson
1995), rowniez opieraja si¢ wylacznie na podejsciu symbolicznym. Czy mozna je
ulepszy¢ wykorzystujac subsymboliczne podejscia wykorzystujace metody inteli-
gencji obliczeniowej? Sieci Bayesowskie i modele graficzne moga stanowié¢ po-
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most pomigdzy tymi technologiami. Jedynym systemem hybrydowym, ktory wy-
korzystywal sieci neuronowe dla analizy tekstow, byl DISCERN (Miikkuleinen
1993). Chociaz wykorzystano w nim szereg interesujacych idei system ten prze-
stat si¢ rozwijac.

Bardzo zlozone supersieci, takie jak indywidualne mézgi, mozna tez traktowac
jako jednostki oddziatywujace ze soba i tworzace struktury wyzszego rzedu, takie
jak grupy ekspertow, instytucje, uniwersytety, wykorzystujace ogromna wiedze,
wymagana do rozwiazywania probleméw, z ktérymi borykaja si¢ wspotczesne
spoteczenstwa. Burza mozgow jest przyktadem takich oddzialywan, ktore moga
przyczyni¢ si¢ do powstania nowych idei, ocenianych i analizowanych przez gru-
py ekspertow. Najtrudniejszym zadaniem jest tworzenie nowych idei, tworcze
dziatanie wymagajace nowych kombinacji znanych elementéw, generalizacji
wiedzy na nowe sposoby. Proces ten nie musi si¢ r6zni¢ w zasadniczy sposob od
generalizacji wiedzy na niskim poziomie, w sieciach neuronowych, chociaz za-
chodzi na znacznie wyzszym poziomie ztozono$ci. Prawdziwa trudno$¢ tworzenia
takich systemow moze by¢ zwigzana z konieczno$cia szczegdtowej reprezentacji
ogromnej wiedzy, pozwalajacej na dodawanie nowych kombinacji znanych ele-
mentow i tworzenie nowych koncepcji.
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