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Streszczenie

Tworzenie „map” aktywnósci obszarów mózgu zaanga˙zowanego w wy-
konywanie ró˙znych zadán wymaga analizy serii obrazów. Ze wzgl˛edu na sła-
bą dynamikę interesuj ˛acego nas sygnału konieczne jest zastosowanie wyra-
finowanych metod analizy szeregów czasowych. Na etapie wst˛epnego prze-
twarzania zastosować można analiz˛e składowych głównychPCA lub now-
sze algorytmy analizy składowych niezale˙znychICA. PCA, ICA i pozwalaj ˛a
zbadác inne algorytmy rozkładaj ˛a serię obrazów na niezale˙zne „mapy” neu-
ronowe i przebiegi czasowe aktywności neuronów w tych fragmentach tkan-
ki nerwowej. Tak przygotowane obrazy lepiej nadaj ˛a się do automatycznej
klasyfikacji za pomoc ˛a sieci neuronowych.

1 Wprowadzenie

Badania medyczne dostarczaj ˛a bardzo du˙zej ilości obrazów trudno poddaj ˛acych
się interpretacji. Jednym z najwi˛ekszych osi ˛agnięć ostatniego dziesi˛eciolecia jest
upowszechnienie si˛e metod funkcjonalnego rezonansu j ˛adrowego (fMRI), pozwa-
lającego na obrazowanie działania mózgu w czasie jego normalnej pracy.

W typowym eksperymencie z u˙zyciem techniki fMRI badana osoba wykonu-
je cykl czynnósci przeplatanych okresami prostych czynności kontrolnych. Dla
przykładu badaj ˛ac zdolnósci językowe badanemu wyświetla się przez kilkanáscie
sekund kilka zdán, z których cz˛ésć zawiera błędy syntaktyczne. Badany próbuje
ustalíc i zapamiętác, które to zdania. W fazie kontrolnej przez kilkanaście se-
kund badany skupia si˛e na poruszaniu palcami lub wpatruje si˛e w jakiś obiekt
wyświetlany na ekranie. W czasie eksperymentu wykonywane jest ci ˛agłe skano-
wanie mózgu badanej osoby. Techniki MRI maj ˛a liczne niedoskonałósci – długi
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czas pojedynczego cyklu badań, słaby sygnał, wymagaj ˛acy wielokrotnego powta-
rzania tych samych czynności w celu zwiększenia odst˛epu sygnał-szum – podczas
jednego eksperymentu te same czynności wykonuje się czasami kilkadziesi ˛at razy.
Dlatego eksperymenty trwaj ˛a długo, nieraz godzin˛e lub dwie. Łączy się to oczy-
wiście ze spor ˛a niedogodnóscią dla osoby badanej, zwłaszcza z powodu du˙zego
hałasu aparatury i niemo˙znósci poruszania si˛e. Metody komputerowej obróbki
obrazów mog ˛a skrócíc czas pobytu w urz ˛adzeniu MRI zachowuj ˛ac lub nawet po-
lepszaj ˛ac jakósć wyników.

W tym artykule opiszemy tylko metody wst˛epnego przetwarzania danych,
przygotowuj ˛ace seri˛e obrazów do automatycznej klasyfikacji, skupiaj ˛ac się na
metodach przydatnych do analizy obrazów fMRI. Nale˙zą do nich statystyczne
metody korelacyjne i metody oparte na analizie cz˛estósci, oraz metody analizy
składowych głównych (PCA, Principal Component Analysis), analizy cech lo-
kalnych (LFA, Local Feature Analysis) i składowych niezale˙znych (ICA, Inde-
pendent Component Analysis). Opiszemy te˙z implementacj˛e i zastosowanie tych
metod do obrazów otrzymanych z eksperymentów fMRI. Prac˛e kończy krótka
dyskusja przydatnósci tego rodzaju metod do analizy zmiennych w czasie obra-
zów.

2 Badania fMRI

Obrazowanie MRI polega na efekcie precesji j ˛adrowego spinu magnetycznego
atomów wodoru zawartego w tkankach mi˛ekkich ciała pod postaci ˛a wody. Bada-
ny umieszczany jest wewn ˛atrz magnesu, gdzie panuje stałe pole magnetyczne o
indukcji rzędu kilku tesli. Pole to „porz ˛adkuje" spiny atomów w jednym kierun-
ku powodując precesj˛e spinu dookoła wyznaczonej osi. Wiruj ˛ace spiny powoduj ˛a
powstanie fali elektromagnetycznej odbieranej przez tomograf. Manipuluj ˛ac po-
lem elektromagnetycznym wytwarzanym przez tomograf jesteśmy w stanie pobu-
dzić atomy z ró˙znych miejsc (wokseli – trójwymiarowych pikseli) do precesowa-
nia z różną częstotliwóscią. Wykonując na zmierzonym sygnale dwuwymiarow ˛a
transformat˛e Fouriera uzyskujemy obraz tkanek w mierzonym obszarze. Naraz
tomograf obrazuje jedn ˛a płaszczyzn˛e prostopadł ˛a do osi głównego magnesu. Mo-
dyfikując pole magnetyczne dostrajamy do rezonansu atomy z ró˙znych warstw.
Pozwala to zeskanować całą, interesuj ˛acą nas obj˛etósć, warstwa po warstwie.

Odmian ˛a badán MRI są badania funkcjonalne (fMRI), gdzie interesuj ˛acym
nas obszarem skanowania jest ludzki mózg podczas normalnego funkcjonowa-
nia. Podstawowym efektem umo˙zliwiającym badania funkcjonalne jest zale˙znósć
zużycia tlenu od aktywnósci neuronów. Wi˛eksze zu˙zycie tlenu oznacza wi˛eksz ˛a
aktywnósć neuronów w danej cz˛ésci mózgu. Tomograf fMRI jest przestojony do
rezonansu z atomami ˙zelaza zawartymi w hemoglobinie zamiast z atomami wo-
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doru. Mierzymy sygnał generowany przez ró˙znicę stężeń oksy- i deoksyhemo-
globiny we krwi, która proporcjonalna jest do ró˙znicy podatnósci magnetycznej
krwi natlenionej i odtlenionej (sygnał ten nazywany jest BOLD, odBloodOxygen
Level Dependent). Nowoczesne techniki tomograficzne takie jak technika echo-
planarna pozwalaj ˛a zdjąć cały skan interesuj ˛acej nas obj˛etósci mózgu w 1.5-2.5
sekundy; daje to do tysi ˛aca trójwymiarowych obrazów z jednego badania. Na-
stępnie wyniki s ˛a analizowane metodami komputerowej analizy obrazów w celu
identyfikacji grup neuronów zaanga˙zowanych w narzucone badanemu zadania.

Oprócz włásciwego skanu „funkcjonalnego” wykonywanego na podstawie sta-
łej relaksacjiT∗2 (relaksacja poprzeczna typu spin-spin s ˛asiednich protonów), zdej-
muje się też kilka skanów „anatomicznych” opartych na stałej relaksacjiT1 (re-
laksacja podłu˙zna spin-siéc) w celu użycia ich jako „tła” przy identyfikacji aktyw-
nych grup neuronów.

Skany wykonywane s ˛a w płaszczy´znie strzałkowej, prostopadłej do najdłu˙z-
szej osi ciała. Po zebraniu wszystkich skanów składaj ˛acych się na trójwymiaro-
wy obraz jestésmy w stanie wyprodukować dowolny przekrój obj˛etósci mózgu.
Oprócz płaszczyny strzałkowej cz˛esto używamy też płaszczyzny koronalnej i sa-
gitalnej jakkolwiek cięcie objętósci może býc dokonane wzdłu˙z dowolnej płasz-
czyzny – zale˙zy to tylko od oprogramowania, którym dysponujemy.

3 Wstępna obróbka skanów

Skany funkcjonalne uzyskane wa˙zeniemT∗2 wymagaj ˛a wstępnej obróbki przed
przystąpieniem do wykrywania aktywnych obszarów. Mo˙zna wyróżnić kilka źró-
deł zniekształcén wpływających na jakósć obrazu:

1. poruszenia ciała podczas procesu skanowania (zarówno fizjologiczne, np.
oddychnie czy bicie serca, jak te˙z przypadkowe)

2. artefakty przepływowe powstaj ˛ace w pobliżu dużych naczýn krwionósnych

3. szum pomiarowy wprowadzany przez tomograf i „systemowy” powodowa-
ny przez przypadkowe wyładowania neuronów

4. termiczne niestabilności aparatury pomiarowej („pływanie zera”)

5. artefakty spowodowane obecnością ciał metalicznych, np. plomb w z˛ebach.

Niektóre z wymienionych efektów s ˛a nie do usuni˛ecia na drodze obróbki goto-
wych skanów, np. (2) czy (5); pozostaje jedynie usuni˛ecie uszkodzonych ramek z
danych. Inne mo˙zemy się przynajmniej starác usun ˛ać.

3



Małe poruszenia ciała, które powoduj ˛a „rozmywanie” obrazu mo˙zna zniwelo-
wać poprzez procesrejestracji obrazu (Friston i in., 1996). Polega on na oblicze-
niu parami korelacji przebiegów czasowych dla ka˙zdego woksela z danej płasz-
czyzny. Korekcji ruchu dokonuje si˛e zazwyczaj tylko w płaszczy´znie strzałko-
wej zakładaj ˛ac, że badany ma znacznie ograniczone mo˙zliwości poruszania si˛e
wzdłuż osi skanera. Dysponuj ˛ac współczynnikami korelacji wzajemnej mo˙zna
wyznaczýc wektor przesuni˛ecia ramki względem pozostałych i odpowiednio j ˛a
skorygowác.

Pływanie zera najłatwiej skorygować przeprowadzaj ˛ac dla przebiegu ka˙zde-
go woksela filtrowanie górnoprzepustowe, np. metod ˛a ruchomej́sredniej (moving
average). Od wartósci jasnósci woksela odejmujemýsredni ˛a jasnósć policzon ˛a
na N poprzednich wokselach, gdzie N zwykle wynosi 5-20. Proces ten likwiduje
wpływ długoterminowych niestabilności aparatury, co jest wa˙zne przy tak długim
czasie trwania badania. Filtrowanie takie usuwa tak˙ze kontury mózgu ze skanu.

Z nadmiernym szumem radzimy sobie stosuj ˛ac filtrowanie dolnoprzepustowe
z odpowiednio dobran ˛a częstotliwóscią odcięcia filtru. Oprócz szumu usuwamy
także składowe wysokocz˛estotliwósciowe tworz ˛ace w ogonie widma sygnału sze-
roki pik przypisywany efektowi zmiany przenikalności magnetycznej ciała przy
oddychaniu (efekt ten powoduje zmiana obj˛etósci klatki piersiowej).

Metody wstępnej obróbki obrazów fMRI opisano dokładnie w (Kruggel i in.,
1998).

4 Metody detekcji aktywacji funkcjonalnej

Konwencjonalna analiza statystyczna oferuje kilka metod analizy obrazów fMRI,
z których najwa˙zniejsze s ˛a dwie. Bazuj ˛a one na analizie korelacyjnej i analizie
częstotliwósci.

4.1 Analiza korelacyjna

W pierwszej metodzie konstruujemy specjaln ˛a funkcję opisuj ˛acą ogólny przebieg
eksperymentu. Najprostsza jej wersja przyjmuje wartość jeden dla momentów
czasu kiedy badany wykonuje zadanie kognitywne i zero dla zadania kontrolnego.
W praktyce nale˙zy uwzględníc opóźnienia w odpowiedzi hemodynamicznej neu-
ronów. Prawdziwy kształt tej odpowiedzi nie jest funkcj ˛a prostok ˛atną, przypomina
raczej różnicę dwóch funkcji sigmoidalnych, i trudno go jest otrzymać z modeli
symulacyjnych. W najprostszym przypadku mo˙zna przyj ˛ać funkcję prostok ˛atną.
Funkcja ta jest niezale˙znie korelowana z przebiegiem czasowym ka˙zdego woksela
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za pomoc ˛a obliczania współczynnika korelacji Pearsona:

r =

n
∑

i=1
(xi− x̄)(yi− ȳ)

n
∑

i=1
(xi− x̄)2

n
∑

i=1
(yi− ȳ)2

(1)

gdzie x̄ (ȳ) oznaczásredni ˛a ze wszystkichxi (yi), yi to jasnósć woksela w i-tej
ramce, zás n to całkowita liczba ramek. Woksele, dla których współczynnik ko-
relacji z funkcją przebiegu eksperymentu przekraczaj ˛a pewien ustalony próg, s ˛a
oznaczane jako aktywne. W ten sposób z surowych danych z całego eksperymentu
otrzymujemy jedn ˛a mapę opisującą region mózgu, którego aktywność skorelowa-
na jest z zadaniami wykonywanymi przez badanego.

Ustalenie włásciwej funkcji odpowiedzi hemodynamicznej jest kluczowe dla
poprawnego działania analizy korelacyjnej. Generalnie odpowied´z opóźniona jest
około 5-6 sekund wzgl˛edem bod´zca i rozmyta w czasie na 3-4 sekundy. Niewła-
ściwe ustalenie opó´znienia powoduje natychmiastowy spadek współczynnika ko-
relacji i „zgubienie" aktywnych wokseli. Dla przykładu zbyt małe opó´znienie po-
woduje zaznaczenie jako aktywnych wokseli le˙zących w obrębie tętnic nios ˛acych
natlenion ˛a krew w aktywne rejony daj ˛ac jednoczésnie błędną identyfikację miejsc
aktywnósci kognitywnej.

4.2 Analiza częstotliwósci

Opierając się na cyklicznej konstrukcji eksperymentu fMRI mo˙zemy wywnio-
skowác, że aktywacja interesuj ˛acych nas regionów mózgu powinna być również
cykliczna z okresem równym okresowi powtarzania bod´zca. Wykonuj ˛ac anali-
zę fourierowska (FFT) na przebiegu woksela uzyskujemy omówione wcześniej
widmo pozbawione ju˙z najniższych cz˛estotliwósci („pływanie zera", kontury mó-
zgu) i najwyższych cz˛estotliwósci (szum, pik oddechowy). W tym widmie wyszu-
kujemy piki odpowiadaj ˛ace częstotliwósci powtarzania bod´zca. Z reguły oprócz
fundamentalnej harmonicznej widoczna jest te˙z druga harmoniczna. trzecia har-
moniczna le˙zy zazwyczaj ju˙z w zakresie piku oddechowego i zostaje usuni˛eta na
etapie obróbki wst˛epnej.

Na podstawie pomiaru stosunku amplitud pików cz˛estotliwósci harmonicz-
nych z częstotliwóscią powtarzania bod´zca do reszty cz˛estotliwósci (tła) możemy
orzekác o aktywnósci bądź braku aktywnósci danego woksela. Woksele z ampli-
tudą tych pików przekraczaj ˛acą zadany próg s ˛a oznaczane jako aktywne i tworz ˛a
mapę aktywnósci mózgu.

Wadą tej metody jest uzale˙znianie aktywnósci woksela tylko odamplitudy
widma sygnału. Zupełnie ignorowana jest tutaj infomacja niesiona przezfazęwid-

5



ma. Przez to wkład do aktywności woksela daj ˛a wszystkie mo˙zliwe synały poja-
wiające się z dan ˛a częstotliwóscią, z dowolnym opó´znieniem względem pocz ˛atku
cyklu co odpowiada dowolnej fazie. Ẃswietle dyskusji z poprzedniego podroz-
działu prowadzi to do wyznaczenia zbyt du˙zego zbioru aktywnych wokseli. Dla
poprzednio przytoczonego przykładu mapa aktywności będzie zawierác zarówno
aktywne neurony jak i t˛etnice doprowadzaj ˛ace do nich krew.

4.3 Metody multiwariacyjne

Dotychczas omówione metody analizy opierały si˛e wyłącznie na danych z jed-
nego woksela przy ustalaniu stopnia aktywności tegoż woksela. Były to zatem
metody uniwariacyjne. W drodze poszukiwań lepszych metod si˛egnięto po meto-
dy multiwariacyjne wykorzystuj ˛ace zarówno zale˙znósci przestrzenne jak i czaso-
we sygnału. Problem jest trudny, gdy˙z wymaga analizy czterowymiarowych da-
nych (trzy wymiary przestrzenne plus czas). Aby zmniejszyć nakład pracy po-
trzebny do wykonania takiej analizy mo˙zna bezpiecznie zało˙zyć, że nie istniej ˛a
zależnósci przestrzenne mi˛edzy kolejnymi skanami w płaszczyznie strzałkowej
(wzdłuż osi tomografu). Oczywiście nie jest to do kónca prawd ˛a, gdyż takie za-
leżnósci na pewno istniej ˛a, jednak za takim zało˙zeniem stoi sam proces obrazowa-
nia MRI. Woksele nale˙zące do tej samej płaszczyzny strzałkowej uzyskiwane s ˛a
dwuwymiarow ˛a odwrotn ˛a transformat ˛a Fouriera. Aby zmienić głębokósć skanu
(położenie płaszczyzny strzałkowej, w której wykonujemy skanowanie) potrzeba
manipulacji gradientem pola magnetycznego wzdłu˙z osi strzałkowej, by dostro-
ić atomy zżądanej płaszczyzny do rezonansu j ˛adrowego. Powoduje to pewien,
nieunikniony odst˛ep pomiędzy kolejnymi płaszczyznami skanów (gap). Można
zatem domniemywác, że woksele mi˛edzy skanami s ˛a słabiej zwi ˛azane zale˙zno-
ściami przestrzennymi ni˙z woksele nale˙zące do jednego skanu.

Podstawowymi metodami multiwariacyjnymi s ˛a analiza składowych głów-
nych (PrincipalComponentAnalysis) i ostatnio wynaleziona analiza składowych
niezależnych (IndependentComponentAnalysis) omówione w nast˛epnych roz-
działach.

5 PCA, analiza składowych głównych

Istotne polepszenie dokładności analizy zmiennósci szeregów czasowych obra-
zów przyniésć mogą metody pozwalaj ˛ace na odrzucenie nieistotnych składowych
sygnału. Analiza składowych głównych jest dobrze znan ˛a metod ˛a redukcji wy-
miarowósci danych.

Wektor obserwowanych danychv (w wypaku fMRI zawiera on pojedynczy
skan) jest liniowo transformowany w wektorx = Pv tak, by sygnałyx były parami
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nieskorelowane:

〈xxT〉= I (2)

Macierz transformacji P mo˙zemy znale´zć obliczając wartósci i wektory wła-
sne macierzy autokowariancji (b ˛adź autokorelacji) wektorav. Jeżeli oznaczymy
przez D macierz zawieraj ˛acą na głównej przek ˛atnej wartósci własne macierzy
〈vvT〉, zás przez E macierz odpowiednich wektorów własnych, macierz transfor-
macji PCA obliczamy według wzoru:

P = D−
1
2ET (3)

Dowód jest prosty:

〈xxT〉= 〈Pv(Pv)T〉= P〈vvT〉P = PEDETPT = (4)

= D−
1
2 ETEDETE(D−

1
2)T = D−

1
2DD−

1
2 = I

Wektory zawarte w macierzyP nazywamyskładowymi głównymi. Rzutując
danev na te wektory otrzymujemy parami zdekorelowane danex. Taka transfor-
macja zapewnia znalezienie ortogonalnych kierunków najwi˛ekszej wariancji da-
nych. Składowa główna, zwi ˛azana z najwi˛eksz ˛a wartóscią własn ˛a (wartósci wła-
sne macierzy autokowariancji s ˛a nieujemne) reprezentuje kierunek w przestrzeni
danych, w którym dane te wykazuj ˛a największ ˛a wariancję. Sama wariancja dana
jest przez wartósć własn ˛a powiązan ˛a z pierwsz ˛a składow ˛a główną. Druga składo-
wa główna opisuje nast˛epny w kolejnósci ortogonalny kierunek w przestrzeni o
największej wariancji danych itd.

Zwykle tylko kilka pierwszych składowych głównych jest odpowiedzialnych
za większósć wariancji danych. Dane wyrzutowane na pozostałe składowe głów-
ne często nie przekraczaj ˛a swoją amplitud ˛a szumu pomiarowego i mog ˛a być bez-
piecznie usuni˛ete, zmniejszaj ˛ac w ten sposób wymiarowość danych bez istotnego
uszczuplenia informacji w nich zawartej.

Metoda ta mo˙ze býc użyta w charakterze filtru odcinaj ˛acego szum w danych.
Decydujemy si˛e na pierwsze N składowych głównych odrzucaj ˛ac pozostałe i od-
twarzamy sygnał tylko na podstawie zachowanych składowych.

Składowe główne s ˛a wzajemnie ortogonalne i nie s ˛a całkowicie niezale˙zne,
co w niektórych przypadkach nie daje dobrej reprezentacji danych, prowadz ˛ac
do powolnej zbie˙znósci. Interpretacja sensu składowych głównych mo˙ze czasami
być niejasna.
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6 ICA, analiza składowych niezale˙znych

6.1 Idea

Niezależnósć statystyczna jest czyḿs innym niż usunięcie korelacji wzajemnej
między zmiennymi losowymi.

Załóżmy, że mamy M zmiennych losowychv1,v2, ...,vM, będących kombina-
cjami liniowymi N niezale˙znych czynnikóws1,s2, ...,sN. Niezależnósć oznacza,
że wspólny rozkład prawdopodobieństwa wszystkich N składowych powinien być
iloczynem rozkładów prawdopodobieństwa:

p(s1,s2, ...,sN) =
N

∏
k=1

pk(sk) (5)

Hyvärinen opieraj ˛ac się na powy˙zszym wzorze twierdzi, ˙ze niezale˙znósć sta-
tystyczna charakteryzuje si˛e zerow ˛a kroskorelacj ˛a tak jak w PCA, ale nie tylko
dla korelacji drugiego rz˛edu (statystyka drugiego rz˛edu), ale wszystkich wy˙zszych
rzędów (Hyvärinen i Oja, 1996). Prowadzi to do niewygodnego czasami zało˙ze-
nia, że składowe niezale˙zne s ˛a pozbawione korelacji drugiego rz˛edu.

Alternatywną definicję proponuj ˛a Bell i Sejnowski (Bell i Sejnowski, 1995).
Ich wersja algorytmu opiera si˛e na tzw. reguleInfoMAXpolegającej na minimali-
zacji wspólnej informacji w składowych niezale˙znych. Ilósć informacji opisywana
jestentropią sygnału:

H(X) =−∑
k

pklogpk (6)

gdziepk jest prawdopodobiénstwemk-tego zdarzenia. Wspólna entropia dwóch
zmiennych losowych nie jest addytywna:

H(X,Y) = H(X) +H(Y)− I(X,Y) (7)

I(X,Y) = H(X)−H(X|Y) (8)

gdzieI(X,Y) jest wspóln ˛a informacj ˛a zmiennych losowych X i Y. Alogrytm ICA
minimalizuje tę wartósć dążąc do wyizolowania składowych statystycznie nieza-
leżnych.

Jeżeli ułożymy obserwablevi w wektor v, zás składowe niezale˙znesi odpo-
wiednio w wektors, możemy zapisác zależnósć między tymi wektorami:

v =
N

∑
k=1

aksk = As (9)
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gdzieA jest macierz ˛a, która opisuje proces mieszania sygnałów ´zródłowych
w obserwowane kombinacje. Celem algorytmu ICA jest obliczenie macierzyW,
która spełnia warunek:

s∼Wv (10)

Rozkład obserwowanych sygnałów na statystycznie niezale˙zne składowe bez
żadnej dodatkowej wiedzy np. o apriorycznym rozkładzie prawdopodobieństw,
nazywamy „́slepą separacj ˛a" (Jutten i Herault, 1991). Algorytm rozwi ˛azujący to
zagadnienie po raz pierwszy zaproponowany został przez Comona w pracy (Co-
mon, 1994).

Zauważmy, że macierzW nie musi býc wcale macierz ˛a odwrotn ˛a doA; może
być to macierz przeskalowana przez jakiś czynnik, a tak˙ze może miéc poprzesta-
wiane wiersze wzgl˛edem macierzyA−1. Pierwsza własnósćW powoduje niemo˙z-
ność odtworzenia energii i znaków składowych niezale˙znych, poniewa˙z dowolna
stała, przez któr ˛a przemno˙zymy wektors, może býc zniwelowana przez dziele-
nie odpowiedniej kolumny macierzyA przez t ˛a stał ˛a. Drugie ograniczenie nie jest
żadn ˛a niedogodnóscią, poniewa˙z powoduje tylko permutacj˛e składowych nieza-
leżnych.

6.2 Wybielanie

ICA wymaga jako wst˛epnego kroku obróbki sygnałów tzw.wybielania lub sfe-
rowania danych. Ten krok jest niczym innym jak analiz ˛a składowych głównych.
Dla wektorav obliczane s ˛a dane wyrzutowane na składowe głównex, które s ˛a
podstaw ˛a dalszej analizy. Nast˛epnie normalizowana jest wariancja składowych
głównych w każdym kierunku oddzielnie. Rzutowanie na wzajemnie ortogonal-
ne kierunki wektorów składowych głównych powoduje rozło˙zenie danych na hi-
perelipsie, dalsza normalizacja wariancji przekształaca hiperelips˛e w hipersfer˛e –
stąd nazwa „sferowanie".

Na tym etapie mo˙zna także zredukowác wymiarowósć danych korzystaj ˛ac z
właściwósci analizy PCA. Pozwala to wst˛epnie odfiltrowác czę́sć szumu z danych.
Jest to krok wa˙zny dla analizy ICA, gdy˙z działa ona poprawnie tylko wtedy gdy
znamy dokładn ˛a liczbę składowych niezale˙znych w zmieszanym sygnale. Jeśli
przystąpimy do wydzielenia mniejszej ilości składowych otrzymamy nie składo-
we niezale˙zne lecz takie ich kombinacje liniowe, w których wspólna informacja
(redundancja) jest zminimalizowana. Okazuje si˛e, że liczba składowych niezale˙z-
nych może býc oceniona na podstawie liczby składowych głównych, dla których
wartósci własne macierzy kowariancji przyjmuj ˛a znacz ˛ace wartósci. Reszta skła-
dowych głównych reprezentuje prawdopodobnie szum i mo˙ze býc bez szkody dla
sygnału usuni˛eta na tym etapie analizy.
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6.3 Eksces

Aby rozdzielíc składowe niezale˙zne nie mo˙zemy używác kryterium niezale˙zno-
ści (równanie 5) wprost, poniewa˙z nieznane s ˛a namźródłowe rozkłady prawdo-
podobiénstwa (probleḿslepej separacji). Wiele realizacji algorytmu ICA u˙zywa
ekscesu(kumulanta statystycznego czwartego rz˛edu) jako kryterium poprawnej
separacji.
Eksces (ang.kurtosis):

kurt(v) = E{v4}−3(E{v2})2 (11)

opisuje „niegaussowskość" zmiennej losowejv. Dla zmiennych gaussowskich
eksces wynosi zero; dla rozkładów posiadaj ˛acych piki eksces jest dodatni (tym
większy im większa jest „ostrósć" pików). Dla płaskich rozkładów eksces jest
ujemny.

Możliwe jest dwojakie podejście do ICA: albo statystyk˛e wyższych rzędów
kodujemy w algorytmie wprost u˙zywając momentów statystycznych wy˙zszych
rzędów (podej́scie zastosowane w pionierskiej pracy (Comon, 1994)), albo u˙zy-
wamy odpowiednich funkcji nieliniowych umieszczaj ˛ac wyższe rzędy statystycz-
ne w algorytmieniejawnie. Wiele algorytmów ICA opiera si˛e na maksymalizacji
(co do modułu) ekscesu zmiennych. Ma to uzasadnienie, gdy˙z mieszanina sy-
gnałów ma rozkład bardziej przypominaj ˛acy „gaussowski" ni˙z rozkłady samych
sygnałów. Maksymalizacja modułu ekscesu powoduje poszukiwanie składowych
niezależnych maj ˛acych rozkład tak daleki od gaussowskiego jak to mo˙zliwe. Wy-
jaśnia to dlaczego ICA nie potrafi wydzielić sygnałów o rozkładzie normalnym.
Użycie ekscesu jako miary odst˛epstwa od rozkładu normalnego uniemo˙zliwia wy-
dzielenie składowych o gaussowskim rozkładzie prawdopodobieństwa. Na szcz˛e-
ście wiele interesuj ˛acych sygnałów, w tym szeregi obrazów otrzymywanych w
eksperymentach fMRI, maj ˛a rozkłady niegaussowskie.

6.4 Implementacja neuronowa

Do konstrukcji sieci neuronowej realizuj ˛acej algorytm ICA powszechnie wyko-
rzystuje się nieliniowe reguły uczenia Hebba oraz reguły antyhebbowskie. Reguły
takie maj ˛a generaln ˛a postác:

∆w∼±xg(wTx) + . . . (12)

Zmiana wektora wag zale˙zy od wartósci sygnałów wej́sciowychx oraz od wyj-
ściowego sygnału neuronu nieliniowo zale˙znego od aktywacji równej wa˙zonej
sumie sygnałów wejściowychwTx. Znak± oznacza wersje uczenia: hebbowsk ˛a i
antyhebbowsk ˛a.
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Reguły uczenia oparte na ekscesie danych maj ˛a postác (za (Hyvärinen i Oja,
1996)):

• dla uczenia hebbowskiego

w(t +1) = w(t) +µ(t)[x(t)g(w(t)Tx(t))−w(t)] (13)

• dla uczenia antyhebbowskiego

w(t +1) = w(t) +µ(t)[−x(t)g(w(t)Tx(t))−w(t)] (14)

gdziew jest wektorem wag neuronu,µ jest zmienn ˛a w czasie stał ˛a uczenia,t jest
krokiem iteracji, zás g jest odpowiedni ˛a funkcją nieliniową (dla przykładu funk-
cją logistyczn ˛a lub tangensem hiperbolicznym). Reguły te gwarantuj ˛a obliczenie
jednej składowej niezale˙znej. Pierwszy człon w nawiasach kwadratowych odpo-
wiada uczeniu hebbowskiemu/antyhebbowskiemu, a drugi jest członem norma-
lizującym, zapobiegaj ˛acym nadmiernemu wzrostowi wag. Wybór odpowiedniej
funkcji nieliniowejg opisano szeroko w (Hyvärinen i Oja, 1998).

Różnica między oboma rodzajami uczenia, we wzorze niepozornie sprowa-
dzająca się do zmiany znaku, jest kluczowa w separacji składowych niezale˙znych.
Uczeniem hebbowskim jesteśmy w stanie wyseparować tylko składowe o ekscesie
ujemnym; uczniem antyhebbowskim tylko składowe o ekscesie dodatnim. Cz˛esto
nie znamy ilósci składowych nale˙zących do ka˙zdej z tych dwóch klas, a nawet
ilości składowych w ogóle. Remedium jest wprowadzenie jednej, uniwersalnej
reguły uczenia:

w(t +1) = w(t) +µ(t)[σx(t)g(w(t)Tx(t))−w(t)] (15)

gdzieσ to funkcja opisuj ˛aca znak ekscesu separowanej składowej. Mo˙zemy wy-
startowác z dowolnego znaku i dynamicznie, podczas uczenia sieci estymować ten
znak wprowadzaj ˛ac na bie˙ząco zmiany w regule uczenia ró˙znych neuronów sepa-
rujących konkretne składowe. W ten sposób mamy pewność, że nie pominiemy
żadnej składowej o ile liczba neuronów jest wystarczaj ˛aca.

Jeden neuron wystarcza do odseparowania jednej składowej niezale˙znej z wy-
bielonych danych. Liczba składowych niezale˙znych, jak ˛a możemy separowác rów-
na jest liczbie wybielonych zmiennych, którymi dysponujemy. Odbywa si˛e to po
prostu przez zestawienie neuronów uczonych powy˙zszą reguł ˛a w warstwę sie-
ci neuronowej. Potrzebujemy tak˙ze jakiegós rodzaju sprz˛eżenia zwrotnego, aby
zapobiec zbieganiu si˛e neuronów tej warstwy do tych samych składowych nie-
zależnych. Najcz˛ésciej jest to bezpósrednie sprz˛eżenie zwrotne z wyjść do wej́sć
neuronów, wprowadzaj ˛ace czynnik kary za zbieganie si˛e do tych samych skła-
dowych. W podej́sciu Hyvärinena mo˙ze to býc np. hierarchiczna ortogonalizacja
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wyjść neuronów. Mo˙zna także odpowiednio dobrác wstępne aktywacje, tak by
były położone mo˙zliwie w basenach atrakcji ró˙znych składowych niezale˙znych.

Zbieżnósć algorytmu silnie zale˙zy od wyboru włásciwej stałej uczenia. Zbyt
dużeµ niszczy jak ˛akolwiek zbieżnósć, a zbyt małe powoduje nieefektywne ucze-
nie, lub wręcz jego brak (ze wzgl˛edu na nieuniknione bł˛edy numeryczne).

Dla algorytmu InfoMAX odpowiednia reguła uczenia wygl ˛ada nast˛epująco
(za (McKeown i in., 1998a)):

C = WX (16)

y = g(C) (17)

∆W = −µ

(
∂H(y)
∂W

)
WTW = µ(I + ŷCT)W (18)

ŷ =
∂

∂Ci
ln

(
∂yi

∂Ci

)
(19)

gdzieµ to stała uczenia,H(y) dane jest wzorem (6), zaśX to macierz zawieraj ˛aca
wybielone dane. Funkcja nieliniowa zapewnia tu konieczna statystk˛e wyższych
rzędów. Zwykle stosujemy to funkcj˛e logistyczn ˛a:

g(C) =
1

1+e−C (20)

Uczenie przeprowadzamy w trybie batchowym zmieniaj ˛ac wagi dla kilku da-
nych wej́sciowych jednoczésnie zamiast za ka˙zdym razem gdy pobieramy dan ˛a
wejściową. Zaletami tego trybu s ˛a większa stabilnósć procesu uczenia i wi˛eksza
prędkósć uczenia gdy danych treningowych jest du˙zo. Uczenie kónczymy gdy
macierz wag W przestanie si˛e zmieniác w sposób znacz ˛acy.

Neuronowe wersje algorytmu ICA s ˛a szeroko dyskutowane w (Oja i in., 1995;
Cichocki i in., 1998) oraz pracy przegl ˛adowej (Hyvärinen, 1999). Hyvärinen za-
proponował tak˙ze szybk ˛a nieneuronow ˛a wersję algorytmu dyskutowan ˛a w (Hy-
värinen i Oja, 1997).

Gotowe realizacje ró˙znych algorytmów ICA w Matlabie mo˙zna znale´zć w In-
ternecie na stronach A. Hyvärinena (FastICA) por. (WWW, a) lub T. Bella (Info-
MAX ICA) por. (WWW, b).

7 Rozkład PCA/ICA dla danych fMRI

Rozkład PCA nie wprowadza wiele nowego do analizy danych fMRI. Nie jest
uzyskiwana prawie ˙zadna separacja. Powodem tego jest bardzo mała amplituda
sygnału u˙zytecznego w danych. Typowo nie przekracza ona 5-10%. Tak mała am-
plituda sygnału oznacza jego mał ˛a wariancje, co z kolei powoduje, ˙ze zostanie
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on uwzględniony dopiero w dalszych składowych głównych. Algorytm ICA „wy-
równuje" wariancje zawarte w składowych niezale˙znych co widác na rysunku 1.

Rysunek 1: Procentowe wkłady do rekonstrukcji danych od składowych głównych
(czerwona linia) i niezale˙znych (niebieska linia)

McKeown (McKeown i in., 1998a) zaproponował u˙zycie algorytmu ICA dla
obrazów fMRI. Jako zbiór zmiennych losowych traktujemy tutaj szereg czasowy
skanów wykonanych na ustalonej gł˛ebokósci. Możliwe jest dwojakie podejście do
problemu ICA na danych fMRI: mo˙zemy poszukiwác składowych niezale˙znych
przestrzennielub składowych niezale˙znychczasowo. Przestrzenna niezale˙znósć
oznacza, ˙ze wygenerowane mapy b˛eda w większósci lokalne i nienakrywaj ˛ace
się. Proces ten wydaje si˛e dobrze opisywác rzeczy dziej ˛ace się w mózgu ludzkim,
gdyż korzysta z zało˙zenia,że neurony odpowiedzialne za jedn ˛a czynnósć są poło-
żone fizycznie blisko siebie. To podejście zastosowano w (McKeown i in., 1998a).
Pojedynczy obiekt jest tu dwuwymiarowym obrazem – poszukiwane składowe
niezależne będą zatem tak˙ze obrazami dwuwymiarowymi. Oczekujemy od algo-
rytmu ICA rozłożenia serii obrazów fMRI na zbiór niezale˙znych obrazów-map
neuronowych, oraz przebiegów czasowych aktywacji neuronów podczas ekspery-
mentu (rysunek 2). Na dalszym etapie obróbki mo˙zemy użyć konwencjonalnych
metod statystycznych lub metod klasyfikacji do separacji interesuj ˛acych nas prze-
biegów pokazuj ˛acych aktywnósć różnych obszarów mózgu.

Separacja jest tutaj „ślepa", gdy˙z informacja o eksperymencie pod postaci ˛a
np. funkcji przebiegu eksperymentu opisanej w podrozdziale 4.1 potrzebna jest
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dopiero na etapie selekcji interesuj ˛acych nas map neuronowych.

Rysunek 2: Wersja algorytmu ICA wyodr˛ebniającaprzestrzennieniezależne skła-
dowe

Rozkład na czasowo niezale˙zne składowe powoduje wyodr˛ebnienie map ak-
tywności wokseli wykazuj ˛acych niezale˙zną od innych grup aktywnósć w czasie
(rysunek 3). Takie grupy nie musz ˛a býc przestrzennie niezale˙zne od innych co
nie spełnia zało˙zenia o lokalizacji procesów zachodz ˛acych w mózgu. Poza tym
rozkład na czasowo niezale˙zne składniki jest obliczeniowo znacznie bardziej wy-
magaj ˛acy, głównie ze wzgl˛edu na rozmiary danych (ilość wokseli na płaszczy´znie
jest znacznie wi˛eksza ni˙z ilość skanów danej płaszczyzny w czasie, co powoduje
znacznie większe rozmiary macierzy kowariancji u˙zywanej w wybielaniu; obli-
czenie wartósci i wektorów własnych wi˛ekszej macierzy zabiera znacznie wi˛ecej
czasu).

Rysunek 3: Wersja algorytmu ICA wyodr˛ebniającaczasowoniezależne składowe
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Bazując na pakietach Hyvärinena i Bella/Sejnowskiego powstała w ramach
programu badawczego Instututu Maxa Plancka w Lipsku realizacja ICA (vica),
służąca dekompozycji serii obrazów tomograficznych z badań fMRI. Opracowany
program wchodzi w skład szerszego zbioru programówBRIAN por. (WWW, d)
opartego na pakiecie Vista por. (WWW, c).

Dla potrzeb algorytmu ICA ka˙zdy skan jest przekształcany do postaci wekto-
rowej przez zapis wartości wokseli linia po linii (rysunek 4).

Rysunek 4: Przekształcenie dwywymiarowego skanu do jednowymiarowego wek-
tora

Tak przygotowane dane zestawiane s ˛a w macierz, której kolumny odpowiadaj ˛a
kolejnym wokselom płaszczyzny skanu, zaś wiersze kolejnym skanom (momen-
tom czasu). Po zastosowaniu ICA otrzymujemy macierz, której wiersze zawieraj ˛a
składowe niezale˙zne, czyli mapy neuronowe. Poddaj ˛ac je teraz procesowi odwrot-
nemu do skanowania linia po linii otrzymujemy obraz dwuwymiarowy. Taki obraz
poddajemy standaryzacji (z-scoring), obcinaniu powy˙zej pewnego progu aktywa-
cji i rejestracji na odpowiadaj ˛acym mu obrazie anatomicznym.

8 Przykład zastosowania ICA w analizie fMRI

Dla przykładu przeanalizujemy dane z eksperymentu zwi ˛azanego z rozumieniem
języka. Zebrano 912 skanówT2∗ na czterech gł˛ebokósciach w 76 powtórzeniach
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Rysunek 5: Obrazy aktywności mózgu otrzymane za pomoc ˛a analizy korelacyjnej
i korelacji jednej z niezale˙znych składowych

testu oraz 4 skany anatomiczneT1. Jeden cykl eksperymentu trwał 24 sekundy, z
czego 6 sekund stanowiła prezentacja zdania, którego poprawność gramatyczn ˛a
miał za zadanie ocenić badany. Pozostałe 18 sekund stanowiło odpoczynek. Cały
eksperyment trwał około 30 minut. Rozdzielczość skanów wynosiła 128x64 wok-
sele dla skanów funkcjonalnych (1.9x3.8x5mm) i 128x128 wokseli dla skanów
anatomicznych (1.9x1.9x5mm).

Skutecznósć rozkładu pokazuj ˛a dwa przedstawione tu obrazy. Lewy to mapa
aktywnósci będąca rezultatem klasycznej analizy korelacyjnej. Prawy to jedna z
wielu niezale˙znych składowych, o najwi˛ekszym współczynniku korelacji z funk-
cją przebiegu eksperymentu (0.63).

Generalnie obydwa obrazy ukazuj ˛a aktywnósć tych samych regionów mózgu.
ICA jako „ślepa separacja" znajduje ponadto w tym przypadku a˙z 911 innych
map aktywnósci neuronów (zrezygnowano z redukcji wymiarowości danych me-
todą PCA), z których cz˛ésć może býc przypisana poruszeniom badanej osoby w
tomografie, oddychaniu czy biciu serca.

Szczegółowe badania algorytmu ICA na wycinkach obrazów MRI ze sztucz-
nie nałożoną aktywacj ˛a pokazuj ˛a jego przydatnósć w separacji sygnałów. Na ob-
raz nieaktywnego obszaru mózgu rozmiaru 10x10 została nało˙zona z pewn ˛a ma-
ską przestrzenn ˛a wymodelowana aktywacja neuronów. Nast˛epnie na tak spreparo-
wanych danych uruchomiomy został algorytm ICA InfoMAX. Otrzymane wyniki
pokazuje rysunek 7. Analiza PCA u˙zyta jako wstępny krok analizy (wybielanie)
rozłożyła dane na 912 składowych głównych, z których kilkanaście pierwszych
zawierało interesuj ˛ace kształty i kontury np. tzw. artefakty łukowe), zaś reszta
składowych niewiele odró˙zniała się wizualnie od szumu.

Korelacja najlepszej mapy ICA z sygnałem moduluj ˛acym wynosiła 0.97. Zna-
leziono tylkojedną mapę z tak wysokim współczynnikiem korelacji, co dowodzi

16



Rysunek 6: Maska i sygnał moduluj ˛acy (aktywacja)

poprawnej dekompozycji obrazu na przestrzennie niezale˙zne składowe.

9 Podsumowanie

Wraz z post˛epem fizyki technicznej, oferuj ˛acej coraz lepsze i szybsze urz ˛adzenia
dla medycyny, rósnie potrzeba konstruowania efektywnych algorytmów dla celów
analizy danych neurologicznych i ich obrazowania. ICA jest ograniczona do sepa-
racji liniowychkombinacjiźródeł. Algorytm ten zgodny jest„ogólnym modelem
liniowym" zaproponowanym przez Fristona:

X = Gβ+e (21)

gdzie X jest macierz ˛a obserwacji, G macierz ˛a zawieraj ˛acą przebiegi czaso-
we aktywacjiźródeł, macierzβ zawiera mapy ´zródłowe, zás e jest szumem re-
zydualnym. Oczywíscie takie zało˙zenie o liniowósci procesów w mózgu jest bar-
dzo restrykcyjne i uniemo˙zliwia modelom czysto liniowym, takim jak PCA czy
ICA, poprawn ˛a separacj˛e zjawisk nieliniowych, co zauwa˙za sam Friston (Friston,
1998).

Kolejne ograniczenie ICA, dotycz ˛ace niemo˙znósci separacji sygnałów o roz-
kładzie normalnym nie jest istotne dla wi˛ekszósci sygnałów. Rzeczywiste sygna-
ły mają albo rozkład sub-gaussowski (np. obrazy), albo super-gaussowski (np.
dźwięki). Mapy fMRI charakteryzuj ˛a się zwykle rozkładem super-gaussowskim z
dużą wartóscią ekscesu dzi˛eki silnej lokalizacji klastrów neuronowych.
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Rysunek 7: Najlepsza mapa ICA i jej aktywacja

ICA jest jeszcze bardzo młod ˛a technik ˛a obróbki danych. Pierwsze ekspery-
menty potwierdziły jej u˙zytecznósć w separacji ró˙znych rodzajów danych, nie tyl-
ko obrazów. Z sukcesem u˙zyto tej metody np. do separacji głosów ró˙znych osób
mówiących jednoczésnie (tzw.problem coctail party) (Lee i in., 1997). Martin
McKeown użył z powodzeniem algorytmu ICA do analizy danych EEG (McKe-
own i in., 1998b).

Praktyczne zastosowanie tych technik do analizy szeregu obrazów napoty-
ka jednak pewne trudności. Interpretacja poszczególnych składowych nie zawsze
jest jasna, a interesuj ˛ace (tj. skorelowane z przebiegiem czasowym eksperymentu)
składowe mog ˛a pojawíc się wśród kilkuset niezale˙znych składowych. Ró˙zne wer-
sje ICA dają różne rezultaty i nie ma kryterium, które pozwoliło by zdefiniować,
które z tak otrzymanych obrazów s ˛a najbardziej interesuj ˛ace (do pewnego stopnia
taką rolę spełniác może współczynnik korelacji z funkcj ˛a opisuj ˛acą przebieg eks-
perymentu). Nie przeprowadzono dotychczas badań porównawczych pomi˛edzy
różnymi metodami analizy czynników niezale˙znych ani nie opracowano zestawu
problemów, na których mo˙zna by oceníc zalety i wady poszczególnych rozwi ˛azán.

Lokalna Analiza Cech (Local Feature Analysis, LFA) (Penev i Atick, 1996)
jest ciekaw ˛a propozycj ˛a wstępnego przetwarzania obrazów, bardzo przydatn ˛a w
rozpoznawaniu obiektów. Jej zało˙zenia i realizacja s ˛a podobne do ICA. Zakła-
da się wstępny etap wybielania danych i dalsz ˛a obróbkę sieci ˛a neuronow ˛a, której
reguły uczenia (odpowiednie czynniki kary) powoduj ˛a otrzymanie nienakrywaj ˛a-
cych się wzajemnie map nazywanych tu detektorami cech. W zastosowaniu do
rozpoznawania twarzy znajduje lokalne cechy, takie jak nosy, oczy, usta czy po-
liczki, pozwalając nast˛epnie algorytmom klasyfikuj ˛acym skupíc się na klasyfika-
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cji istotnych cech obrazu. LFA jest obecnie bezkonkurencyjnym algorytmem w
rozpoznawaniu obiektów, nie była jednak stosowana do analizy obrazów medycz-
nych. W tej ważnej i trudnej dziedzinie pozostaje jeszcze du˙zo do zrobienia.

10 Podziękowania
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