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Abstrakt

Metody oparte na ocenie podobienstwa klasyfikowanych przypadkow do przypadkoéw
wzorcowych daja czesto doskonate rezultaty 1 maja liczne zalety. Ogolny schemat dziala-
nia metod opartych na podobienstwie oparty jest na parametryzacji prawdopodobienstwa
klasyfikacji i uwzglednia wybdr wektorow referencyjnych, optymalizacjg ich potozenia i
skalowanie ich wptywu, wybor funkcji oceniajacej podobienstwo, funkcji kosztu, sposo-
bu usredniania wynikéw lokalnych modeli, selekcj¢ cech i wiele innych procedur. Za-
réwno sieci neuronowe typu radialnych funkcji bazowych jak i typowe perceptrony wie-
lowarstwowe stanowia szczeg6lne przypadki tego schematu. Schemat ten pozwala row-
niez na tworzenie nowych metod klasyfikacji i aproksymacji, miedzy innymi metod po-
siadajacych naturalna realizacj¢ w postaci sieci neuropodobnych.

1. Wprowadzenie

Klasyfikacja jest jednym z glownych zastosowan systemow inteligentnych. Mozna do niej
sprowadzi¢ wiele innych zastosowan, takich jak rozpoznawanie obiektéw, diagnozowanie,

auto 1 hetero-asocjacj¢ a nawet aproksymacj¢ (w granicy nieskonczonej liczby klas). Badania
empiryczne wielu klasyfikatorow (statystycznych, indukcji regul, drzew decyz;ji, sieci neuro-
nowych,minimalnoodlegtosciowych itd.) w zastosowaniu do licznych baz danych, wykonane

np. w ramach projektu STATLOG (Michie i inni 1994) lub w pracy Rhowera i Morcinca
(1996), pokazuja, ze nie ma jednego, uniwersalnego klasyfikatora najlepszego dla wszystkich
danych — dla kazdego klasyfikatora mozna znalez¢ zbior danych, dla ktérego rezultaty beda
doskonate, jak i taki, dla ktorego wyniki bgda stabe. Wskazuje to na konieczno$¢ opracowania
metodologii oceny systemow klasyfikujacych, gdyz czesto rezultaty podawane sa dla jednego,
wybranego zbioru danych, dla ktérego uzyskano dobre wyniki. Czgsto metody oparte na po-
dobienstwie, do ktorych nalezy metoda najblizszych sasiadow (K-NN) dzialaja lepiej od in-
nych. Np. w projekcie STATLOG (Michie i inni 1994) w jednej trzeciej przypadkdéw metoda
k-NN daje najlepsze lub prawie najlepsze rezultaty i tckdlabez optymalizack. Algorytm
K-NN jest zatem cenna metoda i ze wzgledu na swoja prostotg powinien by¢ uzywany jako
metoda referencyjna dla innych klasyfikatorow. Tymczasem trudno jest znalez¢ dobry pro-
gram realizujacy ta metodg, nie brakuje natomiast darmowych 1 komercyjnych symulatoréw
neuronowych.

Metoda najblizszych sasiadow ma liczne zastosowania w rozpoznawaniu wzorcow (pattern
recognition) i budowie systemow ekspertowych opartych na prototypach (case-based reason-
ing expert systems). AlgorythaNN jest tak popularny, ze w sztucznej inteligencji podejscie



oparte na tym modelu nazywane jesttance-based reasoningrototypy w bazie danych
maja posta¢ wektoréw liczb, oblicza si¢ odleglosci od wszystkich wektorow — metoda brute-
force), memory-based reasonirty tym podejsciu ktadzie si¢ nacisk na zorganizowanie bazy
treningowej w pamigci w postaci drzewa 1 na szukanie obiektéw w pamigci w celu przyspie-
szenia dziatania systemu, postugujac si¢ rownoleglymi technikami programowania) oraz
case-based reasonirigrototypy maja posta¢ skomplikowanych struktur danych — najcze¢sciej
obiektow 1 sa przechowywane w wyspecjalizowanych bazach danych, wykorzystuje si¢ wie-
dz¢ ogodlna o naturze problemu - domain knowledge oraz w bardziej ztozonych systemach
stabo jeszcze rozwinigta technike adaptacji prototypu najbardziej podobnego do przypadku
nieznanego).

Metody oparte na podobienstwie (Similarity-Based Methods, SBMozwijaty si¢ dotychczas
niezaleznie od sieci neuronowych 1 innych metod przydatnych do klasyfikacji. W znaczne;j
mierze wynika to z odmiennych zrodet, z jakich wywodza si¢ te metody, jednakze proba zro-
zumienia zwiazkéw pomiedzy nimi 1 integracji r6znych metod uczenia si¢ z danych wydaje
si¢ by¢ bardzo obiecujaca. Poniewaz nie udalo si¢ dotychczas znalez¢ takiej charakterystyki
danych, ktéra pozwolitaby na okreslenie, jakie metody beda si¢ najlepiej nadawac do ich kla-
syfikacji, nalezy zaproponowa¢ inne podejscie, gwarantujace wyniki, ktéore powinny by¢ nie-
rozréznialne (przy statystycznej ocenie doktadnosci) od najlepszych mozliwych do osiagnig-
cia w danym przypadku wynikéw. Proponowana tu metodologia polega na uzyciu schematu
metod SBM o wzrastajacym stopniu komplikacji. W przestrzeni wszystkich metod, jakie
mozna wygenerowa¢ w ramach danego schematu, nalezy poszukiwaé najprostszego rozsze-
rzenia aktualnie uzywanej metody, ktore znaczaco poprawia wyniki. Startujac np. z metody
najblizszego sasiada mozna dokonaé¢ optymalizacji liczby sasiadow lub uzywanej funkcji od-
legtosci. Takie postgpowanie rownowazne jest gradientowej metodzie przeszukiwania, czyli
metodzie ,,pierwszy najlepszy”. Jeszcze lepsze rezultaty da¢ moze bardziej kosztowne obli-
czeniowo przeszukiwanie wiazka.

Optymalizacja jakosciowo roéznych parametréw adaptacyjnych powstajacej w efekcie konco-
wym metody daje gwarancje dobrania odpowiedniej metody dla analizowanych danych. Po-
mimo tego, ze sieci MLP z funkcjami sigmoidalnymi sa uniwersalnymi aproksymatorami zto-
zonos¢ sieci, liczba parametréw adaptacyjnych koniecznych do rozwiazania zadania, a tym
samym i czas uczenia, moze by¢ nawet w prostych przypadkach niepotrzebnie duza. Na przy-
ktad wydzielenie jednego rozktadu o gaussowskim charakterze z tta wymaga jednego proto-
typu z odpowiednia funkcja odlegtosci, lub pojedynczej funkcji Gaussa w sieciach z radial-
nymi funkcjami bazowymi, czyli okoto 2N parametréw WN-wymiarowej przestrzeni danych.
Natomiast najprostsza sie¢ MLP, ktora rozwiaze to zadanie musi mie¢ przynajmniej N+1 neu-
rondéw, czyli okoto (N+1)? parametréw. Wskazuje to na wazna role, jaka graé moze wybor
odpowiednich funkgcji transferu (Duch i Jankowski 1999).

W nastepnym rozdziale przedstawimy ogoélny schemat metod opartych na podobienstwie,
omawiajac mozliwos$ci parametryzacji i procedury optymalizacji parametrow rdéznego typu, w
tym zupetnie nowa metode typu ,,konsylium ekspertow”, taczaca wyniki wielu modeli ze so-
ba. Nastepnie przedstawimy kilka przyktadow znanych i nowych metod klasyfikacji, beda-
cych szczegolnymi przypadkami schematu opartego na podobienstwie. Zaproponujemy row-
niez naturalny sposob integracji metod typu SBM 1 sieci neuronowych, oraz sieciowe realiza-
cje niektorych algorytmow SBM. Chociaz dotychczas przetestowana zostata jedynie niewiel-
ka czgs¢ wszystkich mozliwosci rezultaty obliczen na prawdziwych 1 sztucznych bazach da-
nych, przedstawione w kolejnym rozdziale, sa bardzo zachg¢cajace.



2. Schemat metod opartych na podobienstwie

Zagadnienie klasyfikacji mozna sformutowaé¢ w nastepujacy sposob: majac dany zbior wekto-
row treningowych XP, C(XP)}, p=1 .. n gdzieC(XP) jest etykieta klasy wektora X" i wektor
X nalezacy do nieznanej klasy, nalezy okresli¢ prawdopodobienstwo p(C;,|X;M) zakwalifi-
kowania wektor&X do zadanych kla€;, gdzieM jest modelem klasyfikacyjnym, opisujacym
wszystkie parametry 1 wykonywane procedury. Nie jest to najbardziej ogolne sformutowanie,
gdyz zaktada jednakowa dtugos¢ wektorow X. Ogdlny model systemu adaptacyjnego uzywa-
nego dla potrzeb klasyfikacji moze zawiera¢ niektore lub wszystkie z parametréw danych po-
nizej:

M ={k,d(Ir,p),G(dD.{R"}, EL) K} (1)
gdzie:

e kjest liczba uwzglednianych wektorow referencyjnych w otoczeniu wektora X;

* d(GIr,p) jest funkcja odleglosci (podobienstwa), r jest maksymalnym promieniem sfery
obejmujacej otoczenie wektora X, p to pozostate parametry adaptacyjne.

*  G(d(X, RP)) jest funkcja wazaca wptyw wektoréw referencyjnych RP na prawdopodobie
stwo klasyfikacji;

« {R"} jest zbiorem wektoréw referencyjnych, wygenerowanym ze zbioru wektoréw tre-
ningowych {X};

e E[[jest calkowita funkcja kosztu minimalizowana podczas uczenia;

o K[ jest funkcja skalujaca wptyw bledu dla danego prototypu z bazy treningowej na cat-
kowita funkcje kosztu.

Oproécz wymienionych powyzej funkcji i parametrow metody klasyfikacji moga ro6zni¢ sig
procedurami selekcji cech, sposobem traktowania warto$ci brakujacych, algorytmami mini-
malizacji, uzywanymi w celu znalezienia optymalnych parametrow oraz sposobami realizacji
w postaci siecheuropodobnych. Mozna tez zbudowa¢ wigcej niz jeden model i uzywac roz-
nych procedur taczenia wynikdw. Omowimy teraz doktadniej wszystkie te mozliwosci.

Wybor k i prawdopodobienstwa aprioryczne

W najprostszym przypadku prawdopodobienstwo klasyfikacji p(C;,[X; M) jest sparametryzo-
wane przep(Ci,|X; k, d(DL{X}), co prowadzi do metod¥ najblizszych sasiadéw, k-NN, w
ktorej caty zbior treningowy jest uzyty jako zbior referencyjny. Ustalajac jakas metryke d(D),
np. metryke Euklidesowa, liczba najblizszych sasiadow k jest jedynym parametrem podlega-
jacym optymalizacji. Zwykle jest ona stosunkowo mata i zwigkszajac k dokonujemy wyboru
patrzac na liczbe btedow klasyfikacji otrzymywanych dla kolejnych k. W metodziek-NN
koszt obliczeniowy oceny doktadnosci klasyfikacji za pomoca procedury testowej, okreslaja-
cej dla wszystkichn wektorow zbioru treningowego klas¢ danego wektora, biorac za zbior re-
ferencyjny {XP} pozostale n-1 wektoréw (testeave-one-oyt réwny jest kosztowi jednokrot-
nej klasyfikacji wszystkichn wektorow. Ten niewielki koszt umozliwia dobry wybor k z
punktu widzenia najlepszej generalizacji metody. Prawdopodobienstwo klasyfikacji p(Ci|X;k)

= ki /k réwne jest liczbie wektoréw referencyjnych z kl&@Sydzielonej przez liczbg wszyst-
kich wektorow uwzglednianych w ocenie prawdopodobienstwa.

Pewne subtelnosci dotycza sposobu obliczania btedu klasyfikacji dla przypadkéw, w ktorych
wszystkie prawdopodobienstwa p(Ci|X;k) sa jednakowe. Czgsto zwigksza sig w takich przy-



padkachk by wybra¢ jedna z klas. Zat6zmy, ze mamy C klas i uporzadkujmy je tak, by ostat-
nia z nich byta klasa wigkszoSciowa. Interesujaca mozliwoscia, zapewniajaca przy okazji lep-
sza zgodno$¢ wynikow klasyfikacji z prawdopodobienstwami aprioryczymj jest wprowadze-
nie dodatkowych parametrény dla pierwszychC-1 klas:

Cc-1

p =k p(G[X;M), R =1‘Z P, K 0OI[01] (2)

Jesli k; =0 to otrzymamy zawsz® =1 dla klasy wigkszosciowej, a wiec wyniki nie moga by¢
gorsze od wynikow klasyfikatora wigkszosciowego; dla k; =1 otrzymamy poprzednie wyniki,
p(C [X;M). Optymalizujac parametry k; (dla dwodch klas jest to jednoparametrowa optymali-
zacja) maemy jedynie polepszy¢ otrzymane wyniki.

Metodak-NN ma liczne zalety:

1) Liczba klas nie jest ograniczona.

2) System moze pracowaé jako pamigc heteroasocjacyjna, wydzielajac dowolna podprze-
strzen znanych cech 1 przewidujac pozostate elementy wektora, a nie tylko klasg, chociaz
dla kazdej podprzestrzeni nalezy niezaleznie zoptymalizowac K.

3) Latwo jest doda¢ interpolacje liniowa, pozwalajaca na lokalne usrednienie wartosci i za-
stosowanie tej metody do aproksymaciji.

4) Stabilnosc¢: jak pokazat Breiman (1996) sieci neuronowe, drzewa decyzji i wiele innych
klasyfikatorow to systemy niestabilne — niewielka zmiana zbioru uczacego moze spowo-
dowa¢ drastyczna zmiang struktury klasyfikatora i realizowanych przez niego granic de-
cyzji. Metoda najblizszych sasiadow jest natomiast metoda stabilna (Breiman 1998), gdyz
lokalne zmiany danych zmieniaja granice decyzji tylko w niewielkim stopniu.

Parametryzacja miary podobienstwa

Wigkszo$¢ stosowanych miar podobiefstwa wywodzi si¢ z miar odlegtosci ktore, przeksztat-

cone za pomoca funkcji wazacej G(d(X, RP)), pozwalaja ocenié¢ podobienstwo. Wiele miar
podobienstwa opisanych zostato w pracach (Duch i Jankowski 1999) oraz (Wilson i Martinez
1997). W metodach minimalnoodle§ciowych najczesciej stosuje si¢ metryke Euklidesowa

dla danych ciagtych i miar¢ Hamminga dla cech binarnych. Dodatkowe parametry, ktére mo-
ga podlega¢ optymalizacji sa albo globalne (takie same w calej przestrzeni) albo lokalne (r6z-

ne dla kazdego wektora referencyjnego). Metryka Minkowskiego posiada jeden globalny pa-
rametr adaptacyjng. Uwzgledniajac czynniki skalujace (wagi) dla tej miary otrzymujemy:

d(A.B:s)" = z sd A B 3)

gdzie zad(A,B)) przyjmuje si¢ zwykle roznicg |A-Bi|. Dla a = 2 otrzymujemy metryke Eukli-
desowa a dla a = 1 miar¢ Manhattan. Poniewaz ksztalt granic decyzji jest odmienny dla roz-
nych warto$ci wyktadnika a warto go wigc zoptymalizowac.

W rozwijanym przez nas systemie zaimplementowalismy dwie grupy metod, ktore automa-
tycznie dobieraja czynniki skalujace S. Do pierwszej grupy naleza metody oparte na minima-
lizacji funkcji kosztu, do drugiej za§ metody oparte na szukaniu typu ,,najpierw najlepszy”
zdyskretyzowanych wartos$ci czynnikow skalujacych. Szczegdlnym przypadkiem takiego
szukania jest uwzglednienie tylko binarnych wartosci czynnikow skalujacych — odpowiada to
selekcji cech, omdwionej ponize;j.



Interesujaca funkcj¢ odlegtosci (Duch i1 Jankowski 1999) otrzymamy przez kombinacje kilku
funkcji sigmoidalnych (Rys. 1) dana wzorem:
N
d(A,B) =5 a,0(B|A-B-y% )i dAB =5 d AP (4)

] i=1
Parametrya, B, y pozwalaja na minimalizacj¢ odleglosci wewnatrz klas i maksymalizacje
odlegtosci pomigdzy klasami. Granice decyzji przy uzyciu tak sparametryzowanych funkcji
moga stac si¢ prostokatne, pozwalajac na interpretacje dziatania klasyfikatora za pomoca re-
gut logiki klasycznej.

Wazna kategoria funkcji odleglosci sa miary probabilistyczne. Mozna je zastosowa¢ dla da-
nych o cechach symbolicznych bez zamiany tych cech na warto$ci numeryczne. Miara znana
jako VDM (Value Difference Metricdana jest przez:

DY(AB) =3 S|HCIA)- #IB. bAA= NAA/ NA  ©

=1 1=1

gdzieN(Ci|A;) jest liczba wystapien wartosci atrybutu Aj w wektorach nalezacych do klasy C;
aN(A) jest liczba wystapien we wszystkich klasach. Uogolnienie tej miary dla wartosci cia-
gtych mozliwe jest po zdefiniowaniu funkcji rozktadu ggstosci prawdopodobienstwa. Miare
VDM i jej modyfikacje (Wilson iMartinez 1997) mozna tez potaczy¢ z innymi miarami, za-
stosowanymi do atrybutow o warto$ciach numerycznych. W szczegolnosci zamieniajac sym-
boliczne wartosci A na zbior prawdopodobienstw p(CilA) mozna odtworzy¢ odleglosci VDM
korzystajac z warto$ci numerycznych. Taka metod¢ mozna zastosowac dla dowolnego klasy-
fikatora.
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Rys. 1. Suma 3 funkcji sigmoidalnych —
uzyteczna funkcja odleglosci.
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Selekcja i skalowanie cech

Istnieje bardzo wiele metod selekcji cech (por. HernanBemandez 1999), ktére moga
znalez¢ zastosowanie w metodach opartych na podobienstwie. Teoretycznie rzecz biorac mi-
nimalizacja funkcji kosztu ze wzgledu na czynniki § skalujace wktad od poszczegolnych cech
powinna nada¢ cechom zbgdnym mate wartos$ci. Jedna z mozliwosci jest ustalenie wartosci
czynnika skalujacego dla najwazniejszej cechy na 1 i dodanie do funkcji kosztu cztonu regu-
laryzujacego, np. sumy kwadratdéw pozostatych czynnikéw skalujacych, w celu otrzymania
jak najwigkszej liczby zerowych s. Jesli w danej metodzie klasyfikacji mozna uzy¢ minimali-
zacji gradientowej takie podejscie moze da¢ dobre wyniki, w przeciwnym przypadku trzeba



stosowa¢ metody szukajace globalnego minimum bez wykorzystania gradientu (Duch 1 Kor-
czak 1999), co jest czasochtonne. Dlatego lepiej jest najpierw przeprowadzi¢ selekcj¢ cech i
wystartowa¢ z binarnych czynnikow skalujacych s.

Ponizej opisane zostaly proste metody selekcji cech oparte na wariantach szukania typu ,,naj-

pierw najlepszy” (Duch i Grudzinski, 1999a). Algorytmy selekcji cech powinny odrzuci¢ te
cechy, ktore niewiele wnosza do oceny podobienstwa. Dobrym testem takich metod jest do-
danie nowych cech, zawierajacych jedynie szum (powinny zosta¢ odrzucone), oraz dodanie
cechy bedacej liniowa funkcja klasy dla danego wektora (powinna zosta¢ jako jedyna, po-
zwalajaca na 100% klasyfikacjg). Taki test powinien by¢ uzyty dla wszystkich metod selekcji
cech.

Wstegpna oceng cech, nazywana dalej rankingiem, dokona¢ mozna sprawdzajac doktadno$¢
klasyfikacji przy uzyciu wszystkich cech, a nastgpnie stosujac kroswalidacj¢ na zbiorze tre-
ningowym wylacza¢ kolejne cechy jedna po drugiej, zapamigtujac za kazdym razem doktad-
no$¢ klasyfikacji 1 wariancj¢. Najwazniejsza cecha jest ta, ktora po eliminacji powoduje naj-
wigksza degradacje doktadnosci klasyfikacji. Nastgpnie startujac od jednoelementowych
wektoréw zawierajacych ceche uznana za najwazniejsza, sprawdza si¢ doktadnos¢ klasytika-
cji powigkszajac liczbg elementéw wektorow o kolejne, coraz mniej wazne cechy. Tylko te
cechy, ktore po dodaniu do rosnacej liczby cech powoduja wzrost doktadnosci klasyfikacji, sa
akceptowane. Podczas dodawania cech mozna optymalizowa¢ parametry klasyfikatora, co jest
oczywiscie bardziej kosztowne.

Doktadniejszy wybdr czynnikow skalujacych s dokona¢ mozna za pomoca metod opartych
na szukaniu, ktore cze¢sto sa szybsze i znajduja lepsze rozwiazania niz metody oparte na mi-
nimalizacji. RozwingliSmy trzy takie metody, oznaczane jako SO, S1 i1 ,,metoda dostrajania
wag”. Ta ostatnia startuje z rozwiazan otrzymanych przez metody minimalizacyjne lub meto-
dy SO czy S1 1 jest bardzo szybka. Stosujac metody szukania nalezy przyja¢ dyskretne warto-
sci czynnikow skalujacych, mozna to jednak zrobi¢ stopniowo zwigkszajac ich precyzje.

W metodzie SO najpierw wybieramy najwazniejsza cechg analizujac rezultaty otrzymane z
kroswalidacji na zbiorze testowym z wilaczona tylko jedna cecha. Cechy, dla ktorych osia-
gnigto najwyzsza doktadnos¢ klasyfikacji sa dobrymi kandydatami do uwzglednienia w
pierwszym rzedzie. Ich indeksy sa pamigtane w tablicy w kolejnosci od najlepszej do najgor-
szej. Dla najwazniejszej cechy ustala si¢ $=1, definiujac tym samym wzgledna skalg odlegto-
sci. Czynnik skalujacy dla nastepnej cechy wyznaczany jest na podstawie rezultatow otrzy-
manych przy dwoch cechach wiaczonych, zmieniajac s, z krokiemA (np.A=0.05) tak, ze s, =
mA [[0,1]. Najlepsza warto$¢ S, 1 doktadnos¢ klasyfikacji jest zapamigtywana i1 opisany pro-
ces powtarzamy dla kolejnej cechy wybranej zgodnie ze wstgpnym rankingiem przy ustalo-
nych wartosciach ;1 S,. Po zakonczeniu uczenia doktadnos¢ klasyfikacji sprawdzana jest na
zbiorze testowym ze skalowana funkcja odlegtosci.

Moze si¢ oczywiscie okazaé, ze testowanie pojedynczych cech nie da dobrego wyniku, bo
dopiero kombinacja kilku cech pozwala na klasyfikacje. Jesli algorytm SO nie daje dobrych
rezultatow nalezy zastosowac nieco bardziej kosztowny obliczeniowo algorytm S1, ktory
startuje od wszystkich cech po kolei je odrzucajac. W poczatkowym rankingu cech wszystkie
wagi ustawiane sa na § =1, i=1.N, gdzieN jest liczba cech, po czym ranking dokonuje si¢
przez kolejne wylaczanie pojedynczej cechy. W nastgpnym etapie czynnik skalujacy najwaz-
niejszej cechy ustala si¢ na 1, a optymalny czynnik skalujacy dla drugiej cechy znajdowany
jest przez poszukiwanie minimum dla dyskretnych wartosci §, utrzymujac wartosci pozosta-
tych czynnikéw jako 1. Takie szukanie czynnikoéw skalujacych powtarza si¢ dla kolejnych
cech z rankingu podczas gdy pozostate cechy maja wagi rowne 1. Odmiana tej metody star-
tuje z binarnego wektorg {0, 1} otrzymanego za pomoca jakiego$ algorytmu selekcji cech.



Po wyznaczeniu przyblizonego wektora optymalnych czynnikow skalujacych mozna je ,,do-

stroi¢” szukajac lepszego rozwiazania wokot wektora juz znalezionego. Do kazdego czynnika
skalujacego dodawana jest lub odejmowana stata warto§¢ d zadana z gory przez uzytkownika

(np. 0.5):5 < § £0. Jesli zmiana wagi prowadzi do polepszenia dziatania klasyfikatora,
czynnik ten zostaje uaktualniony, w przeciwnym przypadku pozostaje bez zmian. Gdy
wszystkie wagi zostana sprawdzone i zadna zmiana o czynnik 0 nie poprawia rezultatu po-
wtarza si¢ procedurg z 0 — 2. Procedura konczy si¢ jesli roznica w doktadnosci klasyfikacji

w dwach kolejnych iteracjach jest mniejsza od zadane] warto

Zaimplementowano rdzne warianty opisanych powyzej metod, np. zawgzajac procedurg szu-
kania tylko do podzbioru cech zidentyfikowanych jako istotne podczas rankingu. Chociaz sa
to proste metody w praktyce dziataja réwnie dobrze jak bardziej wyrafinowane (por. empi-
ryczne oceny algorytméw selekcji cech, Fernandez, Hernandez 1999).

Parametryzacja funkcji wazacych wplyw wektoréw referencyjnych

Wektory referencyjne, ktore sa najbardziej podobne do przypadku testowego X, powinny
mie¢ wigkszy wplyw na prawdopodobienstwo klasyfikacji od tych, ktore leza dale;j.
Uwzglednianie doktadnie k sasiadow odpowiada funkcjom transferu typu ,,twarda sfera”. Za-
miana tych funkcji na bardziej gladkie pozwala na uwzglednienie takiego skalowania. Na
przyktad wezmy stozkowa radialng funkcj¢ przynalezno$ci znana z logiki rozmytej: przyj-
muje ona warto$¢ zero na zewnatrz promienia I oraz rosnie liniowo do wartosci 1 wewnatrz
promienia. Prawdopodobienstwo klasyfikacji jest obliczane przez neurony wyjsciowe korzy-
stajac ze wzoru:

G(X;R",r

p(CIIX,r): ZpDCi ( )

5 Gl<R™T)
G(x;R,r):maX(O,l_W) .

G(X; R, r) gra tu rolg wagi skalujacej wptyw na prawdopodobienstwo klasyfikacji wektorow
referencyjnych umieszczonych w odlegtosci d(X;R). W przypadku algorytmu-NN parametr
r jest optymalizowany. Sieci typu RBF o gaussowskich funkcjach transferu stanowia szcze-
golny przypadek takiej skalowanej metody SBM. Inng uzyteczng funkcja skalujaca jest kom-
binacja dwoch funkcji sigmoidalnych:

G(d):a(d(X—R”)— r)—a(d(x -R")+ r) (7)

Jako funkcji skalujacej wektory wewnatrz promienia r mozna uzy¢ zmiennego I rOwnego
odlegtosci do k-tego sasiada. Jesli przez rx oznaczy¢ odlegtos¢ do k-tego sasiada i ry > rj, dla
i=1..k-1, wtedy stozkowa funkcja skalujaca G(d) = 1-d/ary, a >1, przyjmuje wartosci
G(0)=1 orazG(r)=1-1/a. Dla duzego «a stozek jest bardzo szeroki i wszystkie wektory we-
wnatrz sa uwzglednione jednakowo; dla o zmierzajacego do wartosci 1 sasiad najdalej poto-
zony ma wagg bliska zeru. Metoda opisana powyzej musi dziata¢ nie gorzej niz konwencjo-
nalnyk-NN.

Zamiast wymusza¢ doktadnie k sasiadow, mozna uzy¢ promienia sfery r wokot wektorow te-
stowych X jako parametru adaptacyjnego. W tym przypadku liczba btedow klasyfikacji lub
prawdopodobienstwo klasyfikacji p(Ci[X;r) = N; /3; N; jest optymalizowane na zbiorze tre-
ningowym za pomoca kroswalidacji. W neuronowej wersji tego algorytmu nalezy uzy¢ funk-



cji transferu typu ,.twarda sfera”. Jesli zaden wektor referencyjny nie wpada do sfery o pro-
mieniur lub osiagnigto takie samo prawdopodobienstwo klasyfikacji p(Ci|X;r) dla wszystkich
klas, wektor testowy moze by¢ przesunigty do zbioru przypadkow niemozliwych do sklasy-
fikowania. Aby unikna¢ takich problemow r powinno by¢ zwigkszona az zostanie przetamany
impas. Mozna tez wprowadzi¢ zmienne promienie r; dla kazdego wektora referencyjnego co
znacznie powigksza liczbg parametrow adaptacyjnych.

Selekcja i parametryzacja wektorow referencyjnych

W najprostszym przypadku wszystkie wektory treningowe mozna przyja¢ jako wektory refe-
rencyjne. Z kilku wzgledow moze to by¢ nienajlepsze rozwiazanie:

1) Jesli danych jest bardzo duzo wigkszos¢ wektordéw i tak nic nie wnosi, spowalniajac niepo-
trzebnie poszukiwanie najbardziej podobnych kandydatéw.

2) Jesli danych jest malo warto dostawi¢ wirtualne wektory referencyjne lub zoptymalizowaé
potozenie istniejacych.

3) Jesli dane sa zaszumione lub zawieraja btedy zmniejszenie liczby wektorow referencyjnych
moze polepszy¢ wyniki.

Dodatkowa zaleta redukcji liczby wektoréw referencyjnych jest mozliwo$¢ identyfikacji cie-
kawych prototypow, pozwalajaca lepiej zrozumie¢ struktur¢ danych. Wyboru wektorow refe-
rencyjnych dokona¢ mozna na wiele sposobow. Pierwsza grupa metod, dziatajaca dobrze dla
duzych baz treningowych, oparta jest na metodach klasteryzacji. Nalezy wybra¢ wzglednie
maty zbidr wektorow referencyjnych sposrod wektorow lezacych blisko centrow klastrow.
Nastepnie sprawdza si¢ doktadnos¢ klasyfikacji na zbiorze treningowym. Za kazdym razem,
kiedy system popeini btad przy klasyfikacji wektora treningowego jest on przesuwany do
zbioru referencyjnego.

Wariantem metodklasteryzacyjnych jest stopniowe zmniejszanie rozdzielczosci danych.
Przyjmujac rozdzielczos$¢ r nie rozrézniamy danych w przedziale [a, a+r). Uzywajac funkcji
zaokraglania mozemy otrzymac rozdzielczo§¢ C+1 przedzialdéw za pomoca wzoru

X, (X) = X, + rRound(( X = X;.) /1) ;1= Xpme= Xpo) /C

Dla C=1 wszystkie wartosci X; przechodza w Xmin lUb Xnaxa dla duzego C staja si¢ coraz bar-
dziej podobne do pierwotnych warto$ci, pozwalajac na utworzenie wigkszej liczby klastrow.

Druga grupa metod opiera si¢ na usuwaniu z calego zbioru treningowego tych wektorow, dla
ktorych k najblizszych sasiadow jest z tej samej klasy. Te wektory leza daleko od brzegow
obszarow decyzji 1 dlatego wszystkie nowe wektory z ich sasiedztwa beda 1 tak jednoznacznie
klasyfikowane. Dobry prototyp lezacy w $rodku klastra mozna znalez¢ poszukujac wektorow,
ktore maja najwigksza liczbe sasiadow z tej samej klasy, dopuszczajac pewien procent ble-
dow.

Metody z trzeciej grupy eliminuja ze zbioru referencyjnego kolejne wektory treningowe za
kazdym razem testujac klasyfikator na calym zbiorze treningowym. Jesli K<d, gdzieK to
osiagnigta doktadnos¢ klasyfikacji wyrazona w procentach, a 0 < & < 100 jest doktadno$cia
wymagana przez uzytkownika, obliczona np. za pomoca testu leave-one-ouha catym zbiorze
treningowym, to wybrany wektor musi pozosta¢ i stuzy¢ jako wektor referencyjny, w prze-
ciwnym przypadku wektor taki mozna odrzuci¢. Dobierajac odpowiednio warto§¢ 0 mozna w
przyblizony sposob regulowac liczbg wektoréw referencyjnych (im mniejsze 0 tym w zbiorze
referencyjnym pozostaje mniej wektoréw). Wada tej metody jest to, ze jest do$¢ kosztowna,



poniewaz trzeba przeprowadzi¢ tyle ocen blgdu ile jest wektorow treningowych. Do zalet za-
liczy¢ mozna to, ze metoda generuje bardzo male zbiory treningowe przy minimalnej degra-
dacji doktadnosci klasyfikacji, czasami nawet poprawiajac generalizacje.

Selekcja wektorow referencyjnych pozwala w znaczny sposob zmniejszy¢ zbior treningowy, a
nia wybranych wektoréw referencyjnych, co powinno zmniejszy¢ btad uczenia (Laaksonen,
Oja 1996). Prowadzi to do adaptacyjnych metod kwantyzacji wektorowej (LVQ). Potozenie
wektora referencyjneg® znajdujacego si¢ w otoczeniu wektora treningowego X powinno
by¢ uaktualniane zgodnie ze wzorem:

R nowy =R stary+ ’7(25(C(X)’C( star ) - 1)()( -R star) (8)

gdzien jest stala uczenia, ktéra moze by¢ stopniowo zmniejszana. Jest ona mnozona przez
(+1) jesli X i Rstary naleza do tej samej klasy, lub (-1) w przeciwnym przypadku. Wigcej na
temat roznych wersji metody LVQ znalez¢ mozna w pracy (LaaksonenQja 1996). Bledy w
wybranych obszarach przestrzeni cech mozna zlikwidowaé wprowadzajac dodatkowe, ,,wir-
tualne” wektory referencyjne, pomagaj wyostrzy¢ granice decyzji.

Funkcja kosztu i metody minimalizacji

Najprostsza funkcja kosztu jest liczba popetnianych btedow. Jest to oczywiscie funkcja zmie-
niajaca si¢ skokowo, co wyklucza stosowanie szybkich, gradientowych metod minimalizacji.
Jesli obliczone prawdopodobienstwa klasyfikacji zmieniaja si¢ w sposob ciagly mozemy sto-
sowa¢ funkcje oceniajaca ryzyko klasyfikacji:

B0 M)=3 RG @O #8XE M-a(¢ )] ©)

Nalezy jednak pamigta¢, ze minimum tej funkcji nie musi by¢ identyczne z minimum bigdu
klasyfikacji. Sieci neuronowe uczone sa najczesciej metoda wstecznej propagacji, ktora mi-
nimalizuje funkcje mierzaca $redni blad kwadratowy (MSE), ale metody gradientowe nie
gwarantuja znalezienia minimalnego biedu klasyfikacji, ktorego ocena podawana jest jako
wynik koncowy. To wilasnie z tego powodu dla niektérych baz danych lepsze rezultaty osia-

gna¢ mozna za pomoca prostej dyskryminacji liniowej, chociaz mogto by si¢ wydawac, ze te

same rezultaty powinna da¢ sie¢ MLP z jednym neuronem (Duch i Adamczak 1998). Inicjali-

zacja sieci wagami otrzymanymi z liniowej dyskryminacji (LDA) daje rownie dobre rezultaty
co LDA tylko dla duzych skosow funkcji sigmoidalnych. W wyniku uczenia neuronu btad

MSE moze male¢ przy rosnacym btedzie klasyfikacji.

W lokalnej regresji opartej nminimalno-odleglosciowych ocenach za funkcje btedu przyj-
muje sig:

E(% M)= K(d(R! XP)[F(x % M)-Y°] (10)

gdzieYP jest pozadana warto$cia funkcji w punkcie X, a funkcjaK(d) ocenia wptyw okolicz-
nych wektorow referencyjnych na miare btedu. Jesli funkcja ta ma ostre maksimum wokot
d=0 to wymusza ona przechodzenie doktadnie przez punkty (XP,Y"); jesli jest ona stata to
wszystkie punktu traktowane sa jednakowo. W przypadku klasyfikacji mozna w ten sposob
wymusi¢ rozmiary sasiedztwa wokot wektorow referencyjnych, w ktérych zadamy zwigkszo-
nej ddtadnosci klasyfikacji.

Metody gradientowe sa podstawa uczenia sieci neuronowych, jednakze nie nadaja si¢ do mi-
nimalizacji nieciagtych funkcji kosztu. W tym celu uzywali§my trzech metod minimalizacji:



lokalnej metody symplekséw (Nelder i Mead 1965), adaptacyjnej metody symulowanego wy-
zarzania ASA (Ingberg 1996; jest to globalna metoda minimalizacji) oraz globalnej metody
multisympleks Duan i inni 1993). Najszybsza metoda jest oczywiscie lokalna metoda sym-
pleksow, ktora zapewnia wzglednie szybka zbiezno$¢ nawet dla duzych baz danych. Jest to

cenna metoda, gdyz pozwala oceni¢ czy dla danej bazy danych skalowanie ma szansg dziala¢

1 czy warto stosowac kosztowniejsze metody optymalizacji. Jej wada jest duza wariancja wy-

nikow, co wiaze si¢ z lokalno$cia metody. Dla baz danych z osobno wydzielonym zbiorem te-
stowym metody ASA imultisimpleks daja podobne rezultaty dla wielu uruchomien systemu

(zaleta globalnej minimalizacji), sa to jednak metody bardzo kosztowne.

Mieszanie wielu modeli

Stabilizacj¢ r6znych metod osiagna¢ mozna na kilka sposobow: przez metody statystycznego
probkowania danych, takie jekrcing, bagging, stackingpozwalajace wygenerowac wiele
modeli dla tego samego klasyfikatora uczonego na réznych podzbiorach danych, lub przez
stworzenie ,.komitetu ekspertow”, ktorych wyniki usredniane sa dla wielu modeli. Zwykle
przyjmuje si¢ opini¢ wigkszosci ekspertoéw lub stosuje bardziej ztozone metody kombinacji
wynikow (Merz 1999).

Przy tworzeniu modeli korzystajacych z wynikow roznych klasyfikatorow nalezy wykorzy-
sta¢ wszystkie informacje, ktére mamy do dyspozycji. W przypadku modeli opartych na po-
dobienstwie informacja taka moze by¢ ocena kompetencji danego modelu w poblizu kazdego
z wektoréw referencyjnych. Dlatego zamiast zwyklej kombinacji liniowej wynikow wielu
modeli nalezy zastosowac¢ kombinacje ze wspotczynnikami pomnozonymi przez funkcje oce-
ny kompetencji w danym obszarze.

p(C 1XiM)= ¥ Wo(XiR) { CIx: ) 1)

gdzie funkcjag|(X;R) przyjmuje mate warto$ci w poblizu tych wektorow referencyjnych, kto-
re nie s3 klasyfikowane poprawnie, a w pozostalych obszarach jest stata. Wspdtczynniki W
dopasowa¢ mozna metoda najmniejszych kwadratow.

3. Sieci MLP a metody oparte na podobienstwie

Moze si¢ wydawac, ze pomigdzy sieciami neuronowymi opartymi na zlokalizowanych funk-
cjach radialnych, ktore w naturalny sposob uzna¢ mozna za wersj¢ metod opartych na podo-
bienstwie, a sieciami typu perceptronéw wielowarstwowych istnieje zasadnicza rdznica.
Dziatanie sieci pierwszego rodzaju blizsze jest metodom analizy skupien i polega na przybli-
zaniu rozkladu gestosci prawdopodobienstwa wektorow nalezacych do réznych klastrow, a
wigc obliczaniu warunkowego prawdopodobienstwa P(X|C). Sieci drugiego rodzaju blizsze sa
analizie dyskryminacyjnej, postuguja si¢ hiperptaszczyznami by dokona¢ podziatu przestrzeni
cech na roztaczne obszary, obliczajac przy tym prawdopodobienstwa a posteriori KC|X). Ko-
rzystajac z twierdzenia Bayesa:

P(X|C)P(C
P(C|X):—( F')()Z) (©

Zaktadajac dwie klasy C; i C; mozemy to zapisa¢ w postaci:
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P(X|C)P(C) _ 1

P X)= =
(G BTy P AX 6 R E) 1+ P(XIG) P(C)
P(X1G)P(C)
Przedstawiajac teraz
P(XIC,) P(G) _ AX1G) | POE o

P(X1C) P(G) ex‘” Ax1c) "ROH

mozemy formalnie zapisac:

P(GIX)=0(x)

Przyjmujac d-wymiarowa funkcje Gaussa dla prawdopodobienstwa warunkowego, oraz jed-
nakowe macierze kowariangidla obu klas:

1 (X -GJz
P(X|C)= e <ix C.2)

tatwo jest zapisa¢ prawdopodobienstwa posterioryczne w postaci funkcji logistycznej:

P(CIX)=0(W™ -6)
gdzie

= QG- G

P(Cz)

w=3%(C-C,), 6

NIH

W tym szczegdlnym przypadku mozna wigc przej$¢ od funkcji Gaussowskich do funkcji Sig-
moidalnych. Nietrudno zauwazy¢, ze dla diagonalnych macierzy kowariancji renormalizacja
funkcji Gaussowskich prowadzi do funkcji sigmoidalnych:

G(X;C.z)
G(X;C,2)+G(X; cz)

Gq(X;C,2)= a(w'x)

gdzieW=4Ci/Z;; Pary neuronow realizujace funkcje Gaussa moga wigc zastapic¢ funkcje logi-
styczna. Mozemy sig tu postuzy¢ prostszym i bardziej intuicyjnym argumentem, ukazujacym
zwiazek metod opartych na podobienstwie 1 analizy dyskryminacji. Hiperplaszczyzna, stano-
wiaca granicg decyzji migdzy klasami, jest rownoodlegta od dowolnych dwoch punktow, kto-
re leza na prostej do niej prostopadtej. Przyjmujac te punkty za wektory prototypowe dla
dwoch klas w metodzie najblizszych sasiadow i obliczajac odlegtos¢ Euklidesowa otrzymamy
wigc rownowazny system klasyfikujacy. Wybor najlepszej ptaszczyzny rozdzielajacej dwie
klasy za pomoca liniowej analizy dyskryminacyjnej lub uczenia perceptronu jest rOwnowazny

11



ustaleniu potozenia jednego z wektoréw prototypowych 1 poszukiwaniu najlepszego potoze-
nia drugiego z tych wektoréw.

Jesli zalozymy binarne sygnaly wejsciowe {Xj=+1} i wagi {Wi=x1}, to neuron d\ wejsciach
I progu @ realizuje nastgpujaca funkcje:

N 0 B if|w-X|>(N-6)/2
O WAL it jw-x|<(n-6)2 (12)

gdzie norma [J] jest zdefiniowana przez odleglos¢ Hamminga. Wagi neuronéw w pierwszej
warstwie ukrytej] mozna interpretowac jako adresy wektorow referencyjnych z przestrzeni
wejsciowej. Neurony progowe sa wzbudzane przez wektory wejsciowe wpadajace w sferg o
promieniu @ scentrowana w W. Zmieniajac wartosci binarne na rzeczywiste oraz progowa
funkcje transferu na sigmoidalna oraz dokonujac normalizacji || X||=|W||=1 mozna uzyskaé
migkkie wzbudzenie neuronow przez wektory wejsciowe bliskie W na sferze jednostkowe;.
W ogo6lnosci funkcja transferu neuronéw ma postac:

oW ) =af J(WI* K[ =W X [*)|=0(1 -0 %) a3

Dla znormalizowanych wektorow wejsciowych sigmoidalne (lub inne monotonicznie rasn
ce) funkcje transferu obliczaja wplyw wektoréw referencyjnych W na prawdopodobienstwo
klasyfikacji p(C,|X;{W, 6}) w zaleznosci od ich odlegtosci d(W,X). Jako funkcja odlegtosci,
funkcja transferuo (Imax —d(W,X)) monotonicznie maleje, osiagajac warto$¢ 0.5 dla
d(W,X)=lmax Dla znormalizowanych wag i wektorow wejsciowych

U(Imax_d(wax)) 0 [0-510(1)]1

przy czym O< d(W,X) < 1, co oznacza, ze tylko czg$¢ zakresu funkcji sigmoidalnej jest wy-
korzystana. Dla znormalizowanych i dowolnegoW zakres argumentsigmoidy lezy w
przedziale +|W|,+W/|]. Sigmoida unipolarna ma maksymalna krzywizng okoto wartosci 2.4
i dlatego wagi mniejsze od tej wartosci oznaczaja, ze sie¢ bedzie dziata¢ w obszarze prawie
liniowym. Metodyregularyzacji dodaja cztony kary do funkcji btedu spychajac wagi do ma-
tych wartosci 1 tym samym wygtadzajac dopasowanie sieci do danych treningowych. Dla nie-
ktorych danych polepsza to generalizacjg sieci. Jesli jednak potrzebne sa ostre granice decyzji
lub silne nieliniowo$ci regularyzacja moze pogorszy¢ generalizacjg.

W perceptronach wielowarstwowych funkgigmoidalne oceniaja wptyw wag zaleznie od
odlegltosci pomigdzy wagami a wektorami treningowymi. W sieciach typu RBF uzywane sa
Euklidesowe miary odlegtoéci d(R,X)=|lX-R|| i eksponencjalne funkcje wagowe exfj.
Zmieniajac funkcjg odleglosci w réwnaniu (13), np. uzywajac miarg odleglosci Minkowskie-
g0, mozna tworzy¢ nowe typy sieci neuronowych, nazwane przez nas (Duch i inni 1999) D-
MLP (odDistance-based MLRs

Na rysunkach przedstawiony jest efekt wprowadzenia dodatkowego wymiaru na ksztatt gra-
nic decyzji dla danyclhiris. Chociaz te dane maja 4 cechy dla wygody pokazano tylko dwie
ostatnie cechy, pozwalajace na znalezienie optymalnego (z punktu widzenia generalizacji)
rozwiazania, odpowiadajacego co najwyzej 3 btgdom. Minimalna sie¢ MLP ma w tym przy-
padku dwa wejscia, 3 neurony ukryte 1 3 wyjscia (po jednym dla klasy) a jej granice decyzji
pokazane sa na rysunku ponizej.
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Wprowadzenie dodatkowego wymiaru pozwala zrezygnowac z ukrytych neurondéw, pozosta-
wiajac tylko 3 neurony wejSciowe i 3 neurony wyjsciowe. Zastosujemy uogolniona miare
Minkowskiego

d(A,B;s)’ Zs,d

Dla a = 1 i B =2 dostajemy w rownaniu (13) kwadrat odlegtosci, odpowiadajacy zwyktym
hiperplaszczyznom; dla a = 3= 2 dostajemy odlegtos¢ Euklidesowa, odpowiadajaca powsta-
niu jednostek kotowych. Dla a =2 a3 duzego (np. = 7) ksztalt granic decyzji zbliza si¢ do
prostokatnego. Te dwa przypadki pokazane zostaty na rysunkach ponizej. Dla =1 lub mniej-
szego ksztalt granic decyzji robi si¢ poczatkowo romboidalny a pozniej przybiera ksztalt
wklgsty, jak pokazano na dwdch kolejnych rysunkach.

Granice decyzjidlar= =2 oraza=2,5=7
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Granice decyzjidlar=2,B8=1oraza=2,3=0.5

4. Pamiec€ asocjacyjna, dopetnianie wzorcow i brakujgce wartosci

Metody nalezace do schematu SBM, takie jak metody najblizszych sasiadow, mozna w natu-
ralny sposob wykorzysta¢ jako pamigc auto lub hetero-asocjacyjna. Majac dany wektor X=
(Xq, Xn), W ktdrym Xg4 to wartosci znane a X, to wartoéci szukane, mozemy szuka¢ najbar-
dziej podobnych wektoréw w podprzestrzeni znanych ¢&cHBrakujace wartosci cech X,
mozna okresli¢ za pomoca interpolacji biorac K najblizszych wektoréw referencyjnych. Jesli
znana jest klasa wektoba to mozna si¢ ograniczy¢ tylko do wektoréw referencyjnych z tej
klasy, jesli klasa nie jest znana to nalezy wybra¢ wektory z klasy dominujacej w poblizu Xg.
Liczbe sasiadow k mozna zoptymalizowa¢ w podprzestrzeni Xq wykonujac odpowiednie te-
Sty.

Uzupeianie brakujacych warto$ci zrealizowa¢ mozna na kilka sposobéw. W wielu przypad-
kach wektory zawierajace brakujace wartosci usuwane sa ze zbioru treningowego lub wsta-
wiane s3 usrednione lub najcze$ciej spotykane wartosci. Prowadzi to do utraty cennej infor-
macji lub wprowadza mylna informacjg. Na przyktad dane ,,echocardiogram” z repozytorium
UCI (Mertz i Murphy 1999) zawieraja 132 wektory o 12 cechach, z ktorych tylko cechy 1-9
sa uzyteczne (druga z nich to klasa). Brakuje 15 warto$ci dla cechy 6, 11 wartosci dla cechy 7
itd. Jesli cechy zawierajace brakujace wartosci zostana zignorowane, uzywajac sieci FSM z
gaussowskimi funkcjami transferu (Duch i Diercksen 1995; Duch i inni 1997) 10-krotna
stratyfikowanakroswalidacja daje doktadnos¢ 87.8% dla sredniej liczby neuronow rownej 24.
W konstruktywistycznym algorytmie, jakim postuguje si¢ FSM, powstaja rdzne liczby neuro-
noéw dla réznych podziatéw danych. Liczba tworzonych neuronow zalezna jest od ztozonosci
danych.

Wstawianie wartosci $rednich dla wszystkich klas zmniejszyto doktadno$¢ do 85.5% (przy
srednio 20 neuronach), a wstawianie nietypowych wartosci (np. —100) obnizylo doktadnos¢
jeszcze bardziej do 81.5% (przy $rednio 22 neuronach). Dane Hepatitis, z tego samego repo-
zytorium UCI, maja 155 wektorow o 18 cechach, 13 z nich to cechy binarne a pozostale
przyjmuja kilka wartosci catkowitych. Ostatnia cecha ma 67 brakujacych warto$ci, cecha 16
ma 29 brakujacych warto$ci itd. Ignorowanie cech zawierajacych brakujace wartosci dla 10-
krotnej stratyfikowanekroswalidacji daje doktadnos¢ 79.9% (przy s$rednio 19 neuronach),
wstawianie Srednich daje 81.0% (12 neurondéw) a wstawienie warto$ci nietypowej 79.1% (16
neurondw). Podobne zachowanie zaobserwowa¢ mozna na innych danych.

Zat6zmy, ze dwu-wymiarowe wektory skupione sa wokot dwoch centrow, (1,1) oraz (2,2), a
pierwsze skupienie zawiera dwa razy wigcej wektorow niz drugie. Wezmy wektor X dla kté-
rego pierwsza cech¥ = 1.9 a druga jest nieznana. Poszukujac sasiadow wektora X w pod-
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przestrzeniX; i interpolujac warto§¢ X, na podstawie wartosci znalezionych w wektorach re-
ferencyjnych znajdziemy przyblizona poprawna warto$¢ (okoto 2). Uzywajac wartosci $red-
nich lub wartosci najcze$ciej wystepujacych otrzymamy nieprawidlowa warto$¢ (bliska 1).
Mamy tu do czynienia ze znanym w statystyce dylematem: w oparciu o jaka grup¢ danych
mozna robi¢ przewidywania? Powinny to by¢ dane najbardziej specyficzne, tzn. dane doty-
czace lokalnych skupien, a nie srednie lub najczesciej wystepujace wartosci. Dylemat polega
na tym, ze im bardziej specyficzne skupienia rozpatrujemy, tym mniej liczne sa dane, na pod-
stawie ktorych mozemy dokona¢ interpolacji.

W wielu zastosowaniach dane zbierane sa w sposob hierarchiczny: poczatkowa grupa testow
pozwala stawia¢ hipotezy, ktore sa nastepnie potwierdzane lub odrzucane przez kolejne testy.
Odkrycie takiej hierarchicznej struktury na podstawie samych danych jest duzym wyzwa-
niem. Laczna analiza kwestionariuszy z r6znych badan powinna rozroznia¢ dwie sytuacje:
brak odpowiedzi na zadane pytania oraz brak odpowiedzi, poniewaz pytanie nie zostalo zada-
ne. W statystyce problem ten znany jest jako ,wielokrotna imputacja danyahtigle im-
putation) i rozpatrywany czgsto w kontekscie analizy preferencji politycznych, okreslanych za
pomoca kwestionariuszy przez rézne instytucje. Standardowa teoria pochodzaca od Rubina
(1996) opiera si¢ na zatozeniach o gaussowskim rozkladzie danych. Zalozenia te czgsto nie sa
spénione.

W kontekscie metod opartych na podobienstwie zastosowa¢ mozna uzupeinianie wartosci
wektorow treningowych oparte na interpolacji wartosci pobliskich wektorow. Po uzupetnieniu
wektory te wykorzystywane sa do uczenia modelu. Najbardziej prawdopodobne nieznane
wartosci oceni¢ mozna maksymalizujac:

P(X, [Xg;M)=maxP C (X, X ) M)

dla danego modelil, stopniowo doskonalonego dzigki dodawaniu do bazy referencyjnej co-
raz wigkszej liczby wektorow z uzupetnionymi brakujacymi wartosciami. Poszukiwania mak-
simum prawdopodobienstwa dokonywane sa w podprzestrzeni cech o nieznanych warto-
$ciach, dla ustalonych wartosci Xgq. Jesli brakuje tylko jedna warto$¢ mozna ja uzupetni¢ do-
konujac jednowymiarowego przeszukiwania lokalnego maksimum. Poczatkowy model M
oparty jest na wektorach nie zawierajacych brakujacych danych. Jesli takich wektorow nie ma
nalezy znalez¢ najwigkszy zbidr wektorow treningowych, ktére maja najwigcej znanych,
wspolnych cech. Tak wigc cecha, ktora nie ma dla wigkszosci wektorow okreslonych wartosci
nie jest brana pod uwage w konstrukcji poczatkowego modelu, jednakze na p6zniejszym eta-
pie znajdywane sa jej najbardziej prawdopodobne warto$ci i model korygowany jest przy
uzyciu wektorow zawierajacych wszystkie cechy. Na kazdym kroku nalezy jednak spraw-
dza¢, czy dodawanie nowej cechy istotnie polepsza aktualnie istniejacy model wykonujac te-
sty kroswalidacyjne, moze si¢ bowiem okazac, ze nowa cecha nie zawiera istotnych informa-
cjiijej uwzglednienie jedynie pogarsza wyniki.

Dla silnie za soba sprzgzonych cech problem wyboru poczatkowych cech, jak 1 porzadku, w
ktérym uzupetniane sa brakujace wartosci, moze by¢ bardzo ztozony. Nie ma wigc gwarancji,
ze uda si¢ znalez¢ model optymalny. W praktyce sieciowa realizacja modeli SBM znacznie
utatwia poszukiwanie maksymalnie prawdopodobnych warto$ci, gdyz zamiast kosztownych
procesOw szukania w wielowymiarowych przestrzeniach wystarczy sprawdzi¢ wielkos¢ po-
budzen poszczegdlnych weztdéw sieci 1 uzy¢ gradientowych metod w obszarze bliskim cen-
trum wezta najbardziej wzbudzonego. Poniewaz sieci oferuja analityczne przyblizenie do wy-
razen na gestosci prawdopodobienstwa mozna tez zastosowaé statystyczne metody probko-
wania danych (Neal 1996).
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Zastosowanie opisanej powyzej metody maksymalizacji prawdopodobienstwa dla echokar-
diogramow poprawilo wyniki testow kroswalidacyjnych, dajac doktadno$¢ 90.2% i zmniej-

szajac liczbg neurondéw do 18. Dla danych hepatitis otrzymujemy 83.4% dla $rednio 10 neu-

ronow. Zaréwno doktadnosé, jak 1 ztozono$¢ systemu ulegly wyraznej poprawie.

5. Implementacja i realizacja sieciowa

Liczba mozliwych wariantéw metod opartych na podobienstwie jest bardzo duza i na razie je-
dynie cze$¢ z opisanych tu algorytméw zostata zaimplementowana w rozwijanym przez nas
systemie. W najprostszej z nich, metodzie najblizszych sasiadéw, oblicza si¢ wszystkie odle-
glosci od wektora testowego do wektorow treningowych, wybierajac K najblizszych. Taki
system potrzebuje niewiele czasu na optymalizacj¢ parametrow (w najprostszym przypadku
jest to tylko liczba sasiadow k), ale jest stosunkowo wolny na etapie klasyfikacji. Chociaz La-
aksonen iOja (1996) twierdza, ze ,,... dla baz danych charakteryzujacych si¢ niezbyt duza
wymiarowos$cia danych trudno znalez¢ wariant metody K-NN, ktory bylby znaczaco szybszy
niz metoda brute forcé, rézne usprawnienia przyspieszajace dziatanie tego algorytmu zostaty
opisane w literaturze (np. Daelemans 1998).

W naszym systemie stosujemy buforowanie tablicy odlegtosci (planujemy zaimplementowaé
roOwniez inne usprawnienia). Pamigtana jest tablica z obliczonymi odlegtosciami migdzy
wektorami treningowymi (dla potrzeb testu leave-one-outkiteiswalidacji) oraz, jesli plik
testowy jest wydzielony, tablica odleglo$ci migdzy wektorami treningowymi a testowymi. W
przypadku wielokrotnych obliczen na tej samej bazie danych (np. w czasie optymalizacji pa-
rametréw klasyfikatora) juz dla kilkudziesigciu atrybutéw mozna znacznie zredukowaé czas
obliczen. Jesli klasyfikacji bedziemy dokonywaé czgsto na tych samych danych, innym roz-
wiazaniem jest zmniejszenie bazy treningowej za pomoca selekcji wektorow referencyjnych.

Realizacja sieciowa
Algorytm metody najblizszych sasiadow moze zosta¢ przedstawiony w postaci sieci, ktora ma
wezly ukryte, obliczajace odleglosci d(X, RP). k weztéw o najmniejszej odleglosci oblicza
etykiete klasy h(X, RP) = Cj a pozostate wezly daja hj(X, RP) = 0. Warstwa wyjsciowa sieci
oblicza prawdopodobienstwa korzystajac ze wzorow:

P(C,IX; M)
z P(C/|X; M)

P(C/|X; M) = ZWUDT](X) pC, K ;M)= (14)

Wagi Wj; dla polaczen z jednostkami wyjsciowymi, obliczajacymi prawdopodobienstwa dla
poszczegolnych kla€i, przyjmuja wartosci Wjj = (C;, C))/C;, gdzieS([) jest macierza oce-
niajaca podobienstwo pomigdzy klasami. W przypadku tradycyjnej metody k-NN zamiast tej
macierzy uzywa si¢ delty Kroneckera. Kazdy wektor nalezacy do k najblizszych sasiadéw
wnosi wklad o warto$ci §(C;, Cj) do prawdopodobienstwa dla klasy C;. Struktura sieci przed-
stawiona jest na rysunku powyzej. Jako funkcje kosztu podlegajaca optymalizacji mozna
przyjac:

E(W; M) =y 5 RC, C(X )(HC, X ; M)=8(C, S (X))’ (15)
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Rys. 1. Sieciowe uogélnienie metody k-NN.

gdzie modeM zawierak jako parametr 5(C;, C;) jest macierza podobiefstw migdzyklaso-
wych. Chcac zminimalizowa¢ liczbg btedow klasyfikacji, prawdopodobienstwa powinny by¢
zamienione na wartosci binarne 0, 1 przez procedurg ,,wygrywajacy bierze wszystko”. Wagi
wyjsciowe, rowne poczatkowo W = §(C;, C;j)/C; moga by¢ traktowane jako parametry adap-
tacyjne. Wprowadzenie skalowania wptywu wektorow referencyjnych G(d(D)) pozwala na za-
stosowanie gradientowych metod optymalizaciji.

Dla wielu baz danych (zwlaszcza dla obrazow) taka sie¢ powinna dziala¢ lepiej niz sieci typu
MLP 1 inne klasyfikatory, jako ze rezultaty powinny by¢ nie gorsze niz te, otrzymane z kla-
sycznej metodk-NN (por. Michie i inni 1994).

Pojedynczy neuron, dostarczajacy hiperptaszczyzny granicznej, mozna zastapi¢ odpowiednio
umiejscowionym wektorem referencyjnym. Uzywajac roznych funkcji odlegtosci mozemy w
znacznej mierze wplywacé na ksztatt granic decyzji. Jesli mamy tylko jeden wektor referen-
cyjny R; dla kazdej klasy przynaleznos¢ do danej klasy okreslona jest przez funkcje¢ dyskry-
minacyjna. Dla dwoch klas ma ona posta¢:

z(X)=WD(X,R,)-W DX R ,)-6

gdzie progl jest parametrem adaptacyjnym. Razem z wagami oraz potozeniami wektorow
referencyjnych daje tor3 parametry adaptacyjne (dlewymiarowych wektoréw). Przed-
stawiajac obliczenia funkcji dyskryminacyjnych w postaci sieci nalezy wprowadzi¢ wezet
wyjsciowy, sumujacy wartosci funkcji dyskryminujacych po prototypach przypisanych do po-
szczegolnych klas:
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z(X) :éw D(X,Ri)—i; WOX R;)-6

Skalowanie catej sumy zamiast poszczegolnych odleglos$ci zmniejsza liczbg parametrow ad-
aptacyjnych upraszczajac ksztatty mozliwych do otrzymania granic decyzji. Wektory referen-
cyjne mozna wybra¢ z bazy treningowej 1 zoptymalizowac¢ za pomoca algorytmu LVQ lub
minimalizujac odpowiednia funkcje kosztu. Na rysunku przedstawiono granice decyzji dla
przypadku dwuwymiarowego, w ktorym wyrézniono 3 prototypy, po jednym dla klasy. Waga
pierwszego prototypu jest 3 razy wigksza niz pozostate wagi. Poszczegdlne rysunki odpowia-
daja roznym wartosciom wyktadnikéw dla odlegtosci Minkowskiego.

6. Przyktadowe wyniki

Nawet w swojej najprostszej postaci metoda najblizszych sasiadow data w empirycznych po-
réwnaniach projektu STATLOG (Michie i inni, 1994) w 4 z 22 baz danych najlepsze rezultaty
1 w 3 nastgpnych prawie najlepsze rezultaty. Dotyczy to zwlaszcza baz danych zwiazanych z
obrazami. Proste modyfikacje tej metody, takie jak selekcja cech, optymalizacja liczby sasia-

dow 1 funkcji odleglosci pozwolily nam na osiagnigcie najlepszych rezultatow w ponad poto-

wie wszystkich przypadkow.
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Metoda %, z_biér %, zbior Uwagi

trening. testowy
IB2-1B4 81.2-85.5| 43.6-44.6 |WEKA, nasze obliczenia
Klasyfikator Bayesowski -- 46.6 |WEKA, nasze obliczenia
1R (regutowy) 58.4 50.3|WEKA, nasze obliczenia
T2 (reguty z drzewa decyzji) 67.5 53.3|WEKA, nasze obliczenia
FOIL (indukcja, logiczny) 99 60.1 |WEKA, nasze obliczenia
FSM’ 49 klasycznych regut 83.5 63.2|FSM, nasze obliczenia
Logicznych
LDA (liniowa dyskryminacja) 68.4 65.0 |nasze obliczenia
DLVQ (38 weztéw) 100 66.0 |nasze obliczenia
C4.5 — reguty z drzewa decyzji 64.5 66.3 |nasze obliczenia
Najlepsze rozmyte MLP 75.5 66.3 | Mitra i inni (1997)
MLP z algorytmem RPROP 68.0 [nasze obliczenia
MLP — Korelacja Kaskadowa 71.0|nasze obliczenia
Rozmyta sie¢ neuronowa 100 75.5|Hayashi i inni (1990)
C4.5 drzewo decyzji 94.4 75.5|nasze obliczenia
FSM, funkcje Gaussa 93 75.6 |[nasze obliczenia
FSM, 60 funkcji tréjkatnych 93 75.8 |nasze obliczenia
IB1c (minimalno-odlegtosciowa) -- 76.7 |WEKA, nasze obliczenia
1-NN, Manhattan 79.1 77.9|nasze obliczenia
K* method -- 78.5|WEKA, nasze obliczenia
1-NN, bez 4 cech, Manhattan 76.9 80.4 |nasze obliczenia, KG
1-NN, wazone (ASA) 83.4 82.8 |nasze obliczenia, KG

Dla niektorych baz danych, np. probleméw z watroba (,,hepatobiliary disorders”, zbior otrzy-
many z Tokyo Dental and Medical University (Hayashi i inni 1998\ierajacy 536 przy-
padkow, 163 wektory testowe, 9 cech i1 4 klasy) osiagnigte przez nas wyniki sa znacznie lep-

szy niz wyniki otrzymane za pomoca kilkunastu innych metod zastosowanych w tym przy-
padku (WEKA jest pakietem programow otrzymanym z Waikato University, Nowa Zelandia).
Najlepsze wyniki udato si¢ osiagnac stosujac najpierw selekcj¢ a potem skalowanie pozosta-

tych cech. Wynik o zblizonej doktadnos$ci dal tez komitet sieci FSM (Duch i inni 1997). Mo-

del ten miesci sie rowniez w schemacie metod SBM.

7. Podsumowanie

Schemat metod opartych na podobienstwie jest bardzo bogaty, zawiera w sobie w naturalny
sposOb wigkszos¢ modeli sieci neuronowych 1 innych klasyfikatorow. Jego zastosowania nie
ograniczaja si¢ do zagadnien zwigzanych z klasyfikacja. OpisaliSmy tu mozliwo$ci uzupet-
niania wzorcow fjattern completioy) pozwalajace wykorzysta¢ modele SBM jako pamiegci
hetero lubautoasocjacyjne. Modele SBM mozna réwniez zastosowac do zagadnien wymaga-
jacych wielowymiarowej aproksymacji, wprowadzajac rozne metody interpolacji przy wyko-
rzystaniu stosowanych metryk.

Mamy nadziej¢, ze badania prowadzone w tym kierunku przyniosa dwojakie korzysci. Z jed-
nej strony badania te powinny doprowadzi¢ do integracji i lepszego zrozumienia zwigzkow
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pomigdzy wieloma metodami inteligencji obliczeniowej, wyrastajacymi z technik rozpozna-
wania wzorcOw attern recognitiol metod statystycznych, uczenia maszynowego, logiki
rozmytej 1 sieci neuronowych. Z drugiej strony rozwijamy oprogramowanie, ktore dobierajac
najbardziej odpowiednia metode nalezaca do schematu SBM do analizowanych danych po-
winno daé rezultaty statystycznie nieodroznialne od najlepszych, jakie mozna uzyska¢. Przy-
czyna stosunkowo niewielkiej popularnosci metod opartych na podobienstwie jest przede
wszystkim brak powszechnie dostgpnego oprogramowania.

Podzigkowania: Za wsparcie finansowe w ramach grantu 8 T11F 014 14 jesteSmy
wdzigczni Komitetowi Badan Naukowych. Jestesmy réwniez wdzigczni Rafalowi Adamcza-
kowi za dostarczenie wynikéw dotyczacych uzupetniania danych za pomoca sieci FSM oraz
wykonanie obliczen poréwnawczych za pomoca pakietu WEKA.
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