Model FSM w zastosowaniu do klasyfikacji.
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Streszczenie

Sieci FSM maja prosta strukture, podobna do sieci RBF, jednak dzigki uzyciu separo-
walnych funkeji transferu, zamiast radialnych, maja szersze zastosowanie. Omoéwiono ar-
chitekture, inicjalizacje, konstruktywistyczny algorytm uczenia, optymalizacje sieci, ob-

roty zlokalizowanych funkcji transferu, rozpoznawanie wektorow w czasie klasyfikacji
oraz mozliwos$ci zastosowan do ekstrakeji regut.

1. Wprowadzenie

W dazeniu do zrozumienia ludzkiej inteligencji 1 umyshu wyrdzni¢ mozna dwa paradygmaty.
Pierwszy z nich, sztuczna inteligencja, bazuje na przetwarzaniu symbolicznym, a wigc zro-
dlem sa tu procesy poznawcze wysokiego poziomu, drugi, sieci neuronowe wywodza si¢ z
neurodynamiki i inspirowane sa przez struktur¢ neuronowa mozgu. Sieci neuronowe poprzez
swoja odmienno$¢ w podej$ciu do problemu inteligencji 1 umystu wnosza nowe mozliwosci
do dziedziny sztucznej inteligencji. Dotychczas sieci neuronowe wydaja si¢ by¢ najlepszym
rozwigzaniem dla zadan poznawczych niskiego poziomu, takich jak problemy widzenia czy
rozpoznawania mowy, lub tez dla prostych zadan klasyfikacyjnych, przez co sa one w pewien
sposob ograniczone w ich mozliwosciach realizacji predefiniowanych struktur wiedzy 1 w
uzyciu tych struktur w sekwencyjnym procesie przyczynowym. Nie ma watpliwos$ci, ze wyz-
sze funkcje poznawcze sa rezultatem aktywnosci mozgu, a wigc powinno by¢ mozliwe ich
odtworzenie przez sieci neuronowe [2], [4], [LElsnym jest, ze obecny rozwoj sieci neuro-
nowych jest powiazany z brakiem modularno$ci i raczej niewielka ztozono$cia modelu niz z
ich wewngtrznym ograniczeniem jako modelu. Duzo juz wiadomo o szczegotach procesow
neuronowych odpowiedzialnych za dziatanie mozgu i neurodynamikeg. Obecnie nawet niektO-
re dziaty psychologii korzystaja z osiagni¢¢ neurodynamiki [16].

Czy jest mozliwe zrozumienie procesoOw myslowych bezposrednio z proceséw neuronowych
w moézgu? Wydaje sig, ze nie. Nawet w chemii 1 fizyce koncepcje fenomenologiczne, ktdre
nie sg tatwo redukowalne do fundamentalnych oddziatywan wciaz sa w uzyciu. Teorie makro-
skopowe w zasadzie sa redukowalne do mikroskopowych, w praktyce jednak bardziej owocne
jest przyblizenie fenomenologiczne do ztozonych systemow. Jezyki neurologii i psychologii
sa zupetnie rézne. Wydaje si¢ jednak, ze musi istnie¢ teoria pozwalajaca uzyskaé koncepcje
psychologiczne jako aproksymacje neurodynamicznego podejscia do dzialania mozgu. Glow-
nymi celami takiej teorii sa:



1. Wprowadzenie aproksymacji do neurodynamiki, przy spetnieniu faktow neurobiologicz-
nych, prowadzacej do nowej (matematycznej) koncepcji bezposrednio opisujacej stany
poznawcze.

Uzycie tych koncepcji jako jezyka do zbudowania teorii systemu poznawczego.

3. Zastosowanie tej teorii do wyjasnienia cech procesu poznawczego cztowieka, takich jak
identyfikacja, asocjacja, generalizacja, rézne stany umyshu.

4. Konstrukcja systemu adaptacyjnego odpowiadajacego specyfikacjom, systemu, ktory be-
dzie uczyt si¢ z przyktadéw i ogdlnych praw, wnioskowat, uzywal naturalnego jezyka, i
ktory bedzie spetniat inne funkcje poznawcze

Zgodnie z duchem Allana Newella "Unified theories of cognition" teoria powinna by¢ wspo-

magana przez oprogramowanie pozwalajace zweryfikowaé przestanki i modele przez nia

utworzone. System SOAR stworzony przez Newella i jego wspotpracownikéw bazuje na two-
rzeniu regut, ale nie ma nic wspolnego z neurobiologia. Moze by¢ uzyteczny w modelowaniu

pewnych funkcji poznawczych ale nie pomoze nam zrozumie¢ powiazania tych proceséw z

dynamika zachodzaca w mézgu. System FSM [1] jest inspirowany na dziataniu moézgu i do-

starcza mozliwos$ci nie tylko modelowania ale rowniez rozumienia procesow poznawczych i

ich relacji z dynamika moézgu.

Modele funkcji moézgu wymagaja szeregu aproksymacji. W pierwszym kroku wprowadza si¢

model neuronu jako urzadzenia elektrycznego [15] przez co dokonuje si¢ drastycznego

uproszczenia z punktu widzenia proceséw biochemicznych i bioelektrycznych. Ta aproksy-
macja pozwala uzy¢ w modelu tylko kilku parametréw takich jak: prég wzbudzenia i wagi
synaptyczne. Jest roéwniez konieczna do zrozumienia procesOw poznawczych wyzszego po-
ziomu. Procesy poznawcze niskiego poziomu, realizowane najczesciej przez rézne mapy to-
pograficzne, definiuja cechy wewngtrznej reprezentacji. Te cechy reprezentuja wiele typow
danych: analogowe sygnaly sensorowe, zmienne lingwistyczne, liczby, obrazy. Prawdziwe
obiekty umystu sktadaja si¢ gtéwnie z przetworzonych wstepnie danych sensorowych, repre-
zentacji obrazkowej, dziatania percepcyjnego. Obiekty umystu znajduja si¢ w przestrzeni
umystu, ktora jest dla nich zbiornikiem. Naturalna praktyczna realizacja tej idei jest modular-
na sie¢ neuronowa z weztami specjalizujacymi si¢ w opisie grup obiektéw w przestrzeni umy-
shu. Wezly takiej sieci nie reprezentuja pojedynczych neurondéw ale raczej usredniong aktyw-
no$¢ zbioru komodrek neuronowych. Tego typu sie¢ moze by¢ traktowana jako sie¢ neuronowa
bazujaca na zlokalizowanym przetwarzaniu, lub tez jako rozmyty system ekspertowy, ktorego
wiedza zapisana jest w postaci zbiorow rozmytych.

N

2. FSM

Model FSM (Feature Space Mapping) oparty jest na estymacji gestosci rozktadu prawdopo-
dobienstwa prezentowanych danych. Patrzac z r6znych perspektyw mozna go uwazac za sie¢
neuronowa podobna do sieci z radialnymi funkcjami bazowymi (chociaz funkcje nie musza
by¢ radialne, tylko separowalne), system neurorozmyty (aktywnos¢ weztow sieci z separowal-
nymi funkcjami transferu mozna przeanalizowa¢ uzywajac koncepcji zbiorow rozmytych),
rodzaj systemu opartego na sladach pamigci (memory-based system), system samoorganizuja-
cy si¢ a nawet jadro systemu eksperckiego, wykorzystujacego wiedz¢ rozmyta lub oferujacego
przydatne heurystyki w procesie szukania rozwigzan. Sktadowe wektora wejSciowego i wyj-
sciowego definiuja razem przestrzen cech. Na podstawie danych treningowych, stanowiacych
prototypy, w przestrzeni cech tworzy si¢ rozmyte obiekty reprezentujace taczny rozktad praw-
dopodobienstwa dla wektoréw wejsciowych i1 wyjsciowych. Rozktad ten moze by¢ uzyty do
aproksymacji nieznanych zaleznosci lub do klasyfikacji.



Zastosowanie funkcji separowalnych pozwala na przeszukiwanie przestrzeni cech pomimo
wystepowania wartosci brakujacych. Umozliwia to wyszukanie wezta najbardziej odpowia-
dajacego aktualnym danym wejSciowym, jak réwniez dopetnienie brakujacej wartosci poprzez
uzupetnienie faktu na podstawie teorii opisywanej przez wyszukany wezet. Wiedza zapisana
w przestrzeni cech jest wigc uzywana w procesie przeszukiwania w taki sam sposob jak wie-
dza heurystyczna uzywana jest przez eksperta do zmniejszenia przestrzeni poszukiwan.

Model FSM moze by¢ réwniez zastosowany do odkrywania wiedzy, praw, ktore moga zostaé
wydedukowane z przyktadéw. Prawa te moga by¢ reprezentowane przez funkcje gaussowskie,
wowczas rozmycie funkcji gaussowskiej odpowiadajacej danemu faktowi jest miara zaufania
do tego faktu, gdzie zaufanie bazuje na liczbie zaprezentowanych przyktadow.

Topograficzna struktura przestrzeni cech moze podlega¢ ograniczeniom zwigzanym z symbo-
liczna wiedza aprioryczna (zalezno$ci pomigdzy elementami wektora wejSciowego). Szkielet
tej struktury tworzy sig korzystajac z metod inicjalizacji opartych na klasteryzacji, a szczegoty
ustalaja si¢ w wyniku procesu uczenia. W pewnym sensie jest to wigc meta-model, gdyz
mozliwa jest r6zna specyfikacja jego matematycznych aspektow. Pierwotng inspiracja do jego
stworzenia byla proba wprowadzenia posredniego poziomu opisu funkcji poznawczych jako
przyblizenia do neurodynamiki [2] wysoka aktywnos$¢ neurondw wysytajacych impulsy opi-
sywana jest przez duza gesto$¢ prawdopodobienstwa w tym obszarze przestrzeni, ktory od-
powiada kombinacji cech koniecznych do wywotania takiej aktywnosci. Probabilistyczny
punkt widzenia jest bardzo przydatny do opisu sieci neuronowych [3].

W tej pracy ograniczymy si¢ tylko do zastosowania modelu FSM do zagadnien klasyfikacji
pod nadzorem. Przez pojecie klasyfikacji rozumie si¢ dzielenie dowolnego zbioru elementéw
na grupy, do ktorych zalicza si¢ elementy rdézniace sig, ale podobne tj. majace wlasnosci wy-
roézniajace dana grupe. Zbior elementéw nalezacych do jednej grupy nazywany jest klasa, a
kazdy element klasy — obiektem. W klasyfikacji pod nadzorem struktura kategorii jest znana,
czyli dysponuje si¢ charakterystyka klas, z ktorych pochodza obiekty. Klasyfikatory oparte na
sieciach neuronowych na podstawie zadanego zblgtzypadkow, zwanego ciagiem trenin-
gowym (X;, G), i= 1..N, gdzie X jest m-wymiarowym wektorem cech opisujacym dany
obiekt, natomias€; jest odpowiednio zakodowana etykieta klasy, dopasowuja parametry ad-
aptacyjneWV (proces ten nazywa si¢ umownie ,,uczeniem”) w taki sposob, by dokonaé¢ poniz-
szego, przyblizonego mapowania
F(X;W) =G

gdzief jest funkcja, ktora realizuje sie¢. Jest to odwzorowanie przyblizone, gdyz nie wyma-
gamy zwykle by sie¢ dawata na wyjsciu doktadnie wartos¢ C; a jedynie warto$¢ pozwalajaca
wyraznie odrozni¢ C; od Cj. [lo§¢ parametrow adaptacyjnych jak i algorytm uczenia zaleza od
architektury sieci.

3. Architektura sieci FSM.

Powaznym problemem wielu algorytmow realizujacych modele sieci neuronowych jest taki
dobdr architektury sieci (liczby ukrytych neuronéw, liczby warstw ukrytych, topologii pola-
czen) aby uzyskac jak najlepsza generalizacjg. Istnieje wiele technik optymalizacji architektu-
ry prowadzacych do tego celu. Obszerna klasa metod oparta jest na algorytmach konstrukty-
wistycznych, probujacych wbudowaé optymalizacj¢ architektury sieci w algorytm uczenia.
Stosuje si¢ trzy techniki konstruowania sieci:



1. Rozpoczyna si¢ z siecia posiadajaca duza (nadmiarowa) liczbe weztow, ktore w miarg
mozliwos$ci sa usuwane podczas uczenia.

2. Tworzy si¢ sie¢ od zera tzn. na poczatku istnieje tylko warstwa wejSciowa i wyjSciowa,
natomiast warstwy ukrytej nie ma wcale, lub tez jest, ale z niewielka liczba weztow. W
trakcie uczenia stopniowo dostawiane sa kolejne neurony oraz ewentualnie kolejne war-
stwy ukryte. Do tej kategorii zaliczy¢ mozna takie modele sieci jak korelacja kaskadowa,
sie¢ RAN jak i wersj¢ modelu FSM (jesli nie stosujemy wstegpnej inicjalizacji).

3. Sie¢ dopasowuje swoja struktur¢ do naplywajacych danych, zmieniajac zlozono$¢ przez
dodawanie, usuwanie i faczenie neuronéw. Sie¢ FSM nalezy do tej kategorii.

W sieci FSM wystepuja tylko trzy warstwy neurondow: wejsciowa, ukryta i wyjsciowa. Liczba
weztow w warstwie wejsciowej jest ustalona na poczatku procesu uczenia i jest rOwna wymia-
rowi wektorow wejsciowych. W warstwie wyjSciowej wystarczy tylko jeden wezet (mozna tez
uzywac jednego wezla na jedna klase), ktérego zadaniem jest okreslenie na podstawie wzbu-
dzen neurondéw w warstwie ukrytej, do ktorej klasy nalezy wektor wejsciowy X. Wezty war-
stwy ukrytej potaczone sa ze wszystkimi neuronami warstwy wejSciowej oraz z weztem wyj-
$ciowym. Sie¢ FSM moze mie¢ struktur¢ modutowa, sktadajaca sig z kilku podsieci specjali-
zujacych si¢ w klasyfikacji danych wejSciowych okreslonych przez cechy jednego typu [4],
ale dla celéw tutaj przedstawionych nie jest ona wykorzystywana.

Informacje dodatkowe
Wspétczynnik zaufania

FSM(x)
—

Architektura sieci FSM

Wszystkie wezty w warstwie ukrytej realizuja dowolna funkcje faktoryzowalna G(X;D,0).
Warunek faktoryzowalnosci pozwala traktowac kazdy z wymiaréw jako niezalezny od pozo-
statych. Faktoryzowalne funkcje transferu maja postac:

G(GR,0) =[G (X: Ro)

gdzie kazdy ze skladnikow sparametryzowany jest przez potozenie i dodatkowy parametr,
ktéry dla funkcji zlokalizowanych petni role dyspersji. Cecha charakterystyczng funkcji zlo-
kalizowanych jest to, ze warto$¢ maksymalna osiagaja one w swoim centrum, w miar¢ odda-
lania si¢ od centrum warto$¢ ta maleje do zera. Najbardziej znanym przyktadem tego rodzaju
funkcji jest funkcja gaussowska. Chociaz teoretycznie nie ma innych ograniczen na funkcje



aktywacji w FSM, w praktyce jednak na razie stosowane byty tylko funkcje zlokalizowane, o
warto$ciach przeskalowanych do przedziatu [0,1]. Zmiana warto$ci aktywacji w miar¢ odda-
lania si¢ od centrum moze by¢ réwniez skokowa co ma miejsce w przypadku uzycia funkcji
prostokatnej. Dotychczas w FSM stosowane byty nastepujace funkcje aktywacji: gaussowskie,
trapezoidalne, bicentralne [Jjrostokatne i trojkatne.

Najlepsze rezultaty zarowno pod wzgledem liczby powstalych weztow jak i generalizacji uzy-
skiwane byty dla funkcji gaussowskiej. Wybor funkcji aktywacji zalezny jest od celu, ktory
chcemy uzyskac¢, np. do stworzenia klasyfikatora, ktérego dziatanie mozemy w prosty sposob
przesledzi¢ najlepiej nadaja si¢ reguty logiczne, ktére w FSM mozna uzyska¢ stosujac funkcje
prostokatne. Uzywajac natomiast funkcji gaussowskiej mozna roéwniez uzyskaé reguty, sa to
jednak reguly rozmyte, ktorych interpretacja jest znacznie trudniejsza od klasycznych regut
logicznych. Kazdy wezetl ukryty charakteryzowany jest przez potozenie R, i rozmycieo, ktore
potrzebne sa do wyliczenia funkcji aktywacji. Poza tym wystgpuja jeszcze wielkosci, ktore nie
maja wplywu na warto$¢ wzbudzenia, ale sa potrzebne w trakcie uczenia do okreslenia wiel-
ko$ci zmian pozostalych parametrow. Sa to: masa m okreslajaca liczbg wektorow klasyfiko-
wanych przez dany wezet i czas powstania T,, czyli numer epoki, w ktérejany wezet po-
wstat.

4. Inicjalizacja

Poniewaz algorytm uczenia w FSM jest algorytmem konstruktywistycznym to mozna przy-
spieszy¢ proces uczenia poprzez wstgpne oszacowanie liczby weztéw ukrytych i odpowiednie
ich zainicjowanie [6] Oszacowanie to powinno by¢ raczej optymistyczne tzn. liczba weztow
utworzona podczas inicjalizacji powinna by¢ zanizona. W przeciwnym wypadku wstgpna
inicjalizacja prowadzi do zbytniego rozdrobnienia i nawet po uzyciu optymalizacji nie uzyska
si¢ dobrych rezultatow.

Dzigki stosowaniu funkcji zlokalizowanych do ustalenia liczby weztow ukrytych jak 1 ich
zainicjowania mozna uzy¢ metod opartych na grupowaniu. W wyniku klasteryzacji otrzymu-
jemy zbidr skupisk, prototypow, w §rodku ktorych ustawiane sa wezty sieci. Polozenie kazde-
go z tak powstatych neuronéw obliczane jest jako $rednia z polozen (dla kazdego wymiaru
osobno) wszystkich wektorow wpadajacych do danego skupiska (klastra). Rozmycia tych
prototypow ustalane sa na podstawie wielkosci odpowiadajacych im klastrow. Gdy ktores z
rozmy¢ ma warto$¢ zero (wszystkie wektory maja t¢ sama warto$¢ jednej z cech) przyjmowa-
na jest minimalna warto$¢ niezerowa. Z uwagi na to, ze funkcja aktywacji jest iloczynem po
poszczegolnych wymiarach, jesli cho¢ jedna ze sktadowych ma wartos¢ 0 to cata funkcja ak-
tywacji jest zerowa. Tak ustalone rozmycia zostaja nastgpnie proporcjonalnie zwigkszone, po
to, aby sie¢ w poczatkowej fazie uczenia od razu klasyfikowala, bez wzgledu na poprawnos¢,
wszystkie wektory z ciagu treningowego. Dzigki temu unika si¢ przypadkowego wstawiania
weziow na poczatku uczenia.

Jednym z algorytmow stosowanych w FSM do inicjalizacji sieci jest drzewo decyzyjne budo-
wane na podstawie histogramu utworzonego dla kazdego wymiaru osobno.
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Dany wymiar dzielony jest nlaprzedziatéw (0§ X na rysunku). W kazdym przedziale zlicza-

na jest liczba wektoréw, ktora do niego wpada (0§ Y na rysunku). Kazdy z przedziatow moze

by¢ taczony z sasiednimi przedzialami tworzac w ten sposob skupisko w przestrzeni jedno-
wymiarowej. Jezeli w danym wymiarze wystgpuje wiele skupisk to beda one oddzielone pu-

stymi przedzialami lub tez migdzy kolejnymi przedziatami wystapi bardzo duza roéznica w
zawarto$ci wektorow (przedstawiono to na powyzszym rysunku, gdzie mozna wyrdzni¢ 3
skupiska). Zalozmy, ze klaster rozpoczyna si¢ od i tego przedziatu i zajmuje | przedziatow,
kazdy o szerokosci S. Wowczas pozycja oraz rozmiar skupiska w oryginalnej przestrzeni mo-
ze zosta¢ przedstawiona w nastgpujacy sposob

1
g, ==lIs
2
X =X
S: | max min |
k
[T
T2 = a2
T3 = as
Wi= Vo= V= Va=
{(a1,az2,a3)} {(a1,b2,a3)} {(b1,a2,b3)} {(b1,e2,b3)}
as by 13

Drzewo decyzyjne

Kazde z tych jednowymiarowych skupisk moze zosta¢ nast¢pnie zrzutowane na wiele roz-
separowanyciN-wymiarowych skupisk. Podczas inicjalizacji wektory analizowane sa w kaz-
dym wymiarze niezaleznie tak wigc w pierwszym wymiarze dany wektor moze naleze¢ np. do



skupiskaC, , w drugim wymiarze do skupisk@] az wreszcie w N-tym wymiarzeC,, . Kazdy
taki N-wymiarowy klaster moze by¢ przedstawiony jako tancuch nizej wymiarowych skupisk
C,->CJ->..->C,, stad tego typu procedura tworzy drzewo decyzyjne. W lisciach drzewa

zliczane sa wektory, ktore naleza do danego N-wymiarowego skupiska. Gdy w przypadku
ktéregokolwiek z wymiardéw liczba klastrow jest zbyt duza, zmniejszona zostaje rozdzielczos¢

k co powoduje zmniegjszenie liczby klastrow dla danego wymiaru. Gdy wszystkie klastry sa
juz utworzone obliczana jest odlegto$¢ migdzy nimi. Te skupiska miedzy ktorymi odleglos¢
jest mniegza od zadanego progu sa taczone w jeden.

W powyzszym drzewie decyzyjnym rozdzielczo$¢ histogramoéw jest stopniowo zwigkszana.
Innym rozwigzaniem opartym na metodzie dendrogramow, ktére czasem prowadzi do lep-
szych rezultatow, jest stopniowe zmniejszanie rozdzielczosci. Poczatkowo kazdy wektor cia-
gu treningowego jest oddzielnym skupiskiem. Wyznaczona zostaje macierz odlegto$ci migdzy
poszczegolnymi skupiskami, i na jej podstawie najblizsze skupiska sa ze soba taczone. Cala
procedura trwa tak dtugo az liczba skupisk jest wystarczajaco mata, lub tez az odlegtos¢ mig-
dzy skupiskami jest wigksza od zadanej progowej. Ponizszy rysunek przedstawia schematycz-
nie ide¢ dendrogramow.

d(ci, C]')

C1 C2 C3 Cq Cs Ce Cc7 c8

Clusters

Dendrogram

Wada metody dendrogramow jest koniecznos$¢ tworzenia macierzy odleglosci co w przypadku
duzej liczby wektorow treningowych prowadzi do znacznego spowolnienia procesu grupowa-
nia oraz duzego zapotrzebowania na pamigé. W takiej sytuacji dobrym rozwigzaniem jest
zmniejszaie rozdzielczosci danych.

Obliczenia z reguty wykonywane sa dla liczb zmiennoprzecinkowych majacych 4 bajtowa
reprezentacjg, co dla danych przenormalizowanych do przedzialu [0,1] daje rozdzielczos¢

r =107 . Dla rozdzielczosci r wszystkie dane z przedzialu [a,a+r] maja ta sama warto$¢.

Przed dokonaniem obcigcia doktadnosci wszystkie dane z ciagu treningowego przeskalowy-
wane sa do maksymalnego zakresu [0,2%°]

)C:Z—32
min /» X X

max min

X, =C(X, - X



Aby uzyskaé rozdzielczos¢ r :?mummy zostawi¢ K znaczacych bitow w X, . Mozna to

wykonaé przez przesunigcie bitow
X (K) = X +é§?oun%%~ 2%

Dla k =1wszystkie daneX sa mapowane do dwoch klastrow, dla k=32 otrzymujemy dane
oryginalne. Liczba znaczacych bitow jest zwigkszana tak dtugo az osiagnigta zostanie dopusz-
czalna liczba skupisk.

W fazie grupowania dazy si¢ do tego aby powstate klastry opisywaly jedynie oddzielne, wy-
razne skupiska dla danej klasy, a nie ich ztozona struktur¢ wewngtrzna. Zapewnia to, ze sto-
sowane oszacowanie bedzie ,,optymistyczne”. Algorytm inicjalizacji automatycznie wyznacza
liczbe skupisk dla danego problemu. Proces grupowania moze by¢ przeprowadzony dla kazde;j
klasy osobno, co pozwala znalez¢ skupiska charakterystyczne dla tej klasy oraz zainicjowaé
sie¢ w taki sposob, aby kazda z klas byla reprezentowana przez co najmniej jeden wezet.
Mozna tez proces grupowania przeprowadzi¢ dla wszystkich klas jednocze$nie. W tym przy-
padku podczas grupowania wykorzystuje si¢ dodatkowa informacj¢ (przynalezno$¢ do klasy) 1
budujac skupisko, analizuje si¢ jego doktadnos¢ tzn. liczbg wektorow z interesujacej nas klasy
w stosunku do wszystkich wektoréw nalezacych do tego skupiska. W momencie gdy jakos¢
skupiska znacznie si¢ pogarsza przerywa si¢ taczenie grup do tego skupiska. Jest to bardzo
wygodny punkt stopu dla metody dendrogramow.

Tak wigc proces uczenia, ktdry nastgpuje po inicjalizacji odbywa si¢ zawsze dla sieci, ktora
posiada juz jakie$ wezty ukryte.

5. Algorytm Uczenia

Na wejscie sieci podawany jest wektor wybierany losowo z ciagu treningowego. Wybodr do-
konywany jest w taki sposob, aby kazdy z wektoréw w danej serii pojawit si¢ doktadnie raz.
Gdy caly ciag treningowy zostanie juz pokazany, procedura zostaje powtdrzona. Kazda taka
seria nazywana jest epoka. Proces uczenia trwa tak dhugo, az spelnione zostanie kryterium
zakaczenia opisane pargj. Caly proces uczenia podzieli¢ mozna na dwie fazy:

Faza 1: Modyfikacja parametrow istniejacych prototypow tj. potozen neuronéw, ich rozmy¢,
mas i czasOw powstania.
Faza 2: Dostawianie nowych neuronéw.

5.1. Fazal

Jesli wektor wejsciowy jest dostatecznie podobny do istniejacego wezta wystarczy zmodyfi-
kowa¢ parametry, opisujace ten wezel. Podobienstwo wyznaczane jest na podstawie odlegto-
sci euklidesowej migdzy wektorem wejsciowym a poszczegdlnymi neuronami w sieci lub tez
na podstawie pobudzenia weztow. W przypadku gdy dwa wezly reprezentujace roézne klasy
maja ta sama wartos¢ funkcji aktywacji (w przypadku funkcji gaussowskich moze si¢ to zda-
rza¢ rzadko, jednak w przypadku funkcji prostokatnych bardzo czgsto), wybierany jest ten,
ktéry nalezy do innej klasy niz wektor wejsciowy, przez co w obliczaniu koncowej klasyfika-
cji mamy dla takiego wektora wejsciowego btad. Za najbardziej podobny uznawany jest ten
wezel, ktory jest najblizszy (w sensie euklidesowym, czyli min, (|| X =R [])) do wektora wej-

sciowego X. Jezeli najblizszy jest wezet z tej samej klasy co wektor wejsciowy, dokonujemy
optymalizacji jego parametrow. Jezeli jest to neuron reprezentujacy inna klas¢ niz wektor



wejsciowy poszukujemy wezta, ktory ulega najwickszemu wzbudzeniu. Jesli ten wezet nalezy
do klasy wektora wejsciowego to przeprowadzamy jego optymalizacje, w przeciwnym razie
rozpoczyna si¢ druga faza uczenia, czyli dostawianie nowego neuronu.

W obliczaniu funkcji aktywacji skalowanie danych nie ma wplywu na wartosc¢ tej funkcji po-
niewaz kazdy z wymiarow rozpatrywany jest niezaleznie. Dzigki temu wktad kazdego z wy-
miaréw do funkcji aktywacji zawsze nalezy do przedziatu [0,1]. Poniewaz jednak do okresle-
nia poddienstwa migdzy weztem a wektorem wejSciowym uzywana jest odleglosé euklide-
sowa to przeskalowanie danych moze mie¢ wptyw na proces uczenia, gdyz nowe wezty moga
by¢ wstawiane w innym miejscu niz przed przeskalowaniem. Dlatego tez przed rozpoczgciem
uczenia dokonuje si¢ standaryzacji danych.

Adaptacja parametrow polega na takim ich dopasowaniu, by zwigkszy¢ warto$¢ wzbudzenia
wezta. Dokonujemy tego poprzez zmiang potozenia wezla tak, aby w kazdym wymiarze z
osobna zmniejszy¢ odlegtos¢ miedzy nim a wektorem wejsciowym:

R=R+(X-R)

Jednoczes$nie zwigkszamy rozmycie we¢zta proporcjonalnie do odlegtosci z wektorem wej-
sciowym (podobnie jak potozenie, dla kazdego wymiaru osobno) oraz do aktualnego wzbu-
dzenia tego wezla, 1 odwrotnie proporcjonalnie do czasu jego zycia T-T, :

A-G(X;Ro)) [ X - R|

1+(t-1,) /A
Czas zycia jest to roznica aktualnego numeru epoki T i czasu powstania wezta T, (Czyli nume-
ru epoki, w ktorej wezet powstat). Im starszy wezel, tym trudniej jest zmienia¢ jego parametry
adaptacyjne. Oczywiscie w trakcie uczenia numer epoki (7 ) ulega ciaglemu zwigkszeniu, tak
wigc rdznica T— T, jest zawsze dodatnia lub, jesli wezet powstat w aktualnej epoce, réwna jest
0. Parametry uczenig, y dopasowywane sa w sposob automatyczny indywidualnie dla kaz-
dego wezta

0, =0ty

= =K
4 1+(t-1,)IN "’ 1+(t-1,) /N

Parametr\ okresla szybko$¢ zmniejszania si¢ parametrow uczenia (parametr ten ustalony jest
na poczatku uczenia 1 wlasciwie we wszystkich dotychczasowych zastosowaniach mial zaw-
sze taka sama warto$¢, 100), natomiast ' i K sa poczatkowymi warto$ciami parametrow
uczenia, ktore trzeba ustali¢ przed rozpoczgciem uczenia.

Poniewaz zmiana rozmycia jest proporcjonalna do (1-G), natomiast wartos¢ maksymalnego
wzbudzenia wynosi 1, to im wigksza warto$¢ wzbudzenia tym mniejsze zwigkszenie rozmy-
cia. Stad rowniez ograniczenie co do funkcji aktywacji aby jej wartosci byly z przedzialu
[0,1]. Jesli wezet klasyfikuje poprawnie nowy wektor to jego masa zostaje zwigkszona o je-
den:m=mt1. Na poczatku nowej epoki masa wszystkich weztow jest ustalana na wartos¢ 1.

W celu uniknigcia zbyt silnego naktadania si¢ weztéw reprezentujacych rézne klasy na siebie,
w czasie optymalizacji podejmowana jest rowniez proba zmniejszenia podobienstwa do wezta
bedacego najwigkszym zagrozeniem. Wezel, ktory byt optymalizowany (czyli wezel najbar-
dziej podobny do wektora wejSciowego) zostaje wytaczony z obliczen, 1 poszukiwany jest



wezel najbardziej wzbudzajacy sig. Jezeli jest on z innej klasy niz wektor wejsciowy nalezy
zmniejszy¢ jego podobienstwo poprzez zmniejszenie przypisanego mu rozmycia:

| X —R|
0,=0-UG(X;RO)—————
( ) 1+(t-7,) /N
Warto$¢ parametru U dla duzych wbudzen (G>0.6) wynosi 1.5 dla matych 1, w przypadku gdy
rozmycie przyjmuje ujemna warto$¢, brana jest warto§¢ bezwzgledna.

Czasami moze si¢ zdarzy¢, ze rozmycie ulega gwaltownemu zmniejszeniu, dlatego tez w celu
ulatwienia ponownego poézniejszego dopasowania parametréw odmtadzamy dany neuron,
czyli zwigkszamy jego czas powstania.

T,=1,+(1-1,)/2
Jezeli jest on z tej samej klasy to nie trzeba dokonywa¢ dalszych zmian. Jest to rdwnoznaczne
ze zgoda na to, by wezly reprezentujace t¢ sama klasg¢ nakladaty si¢ na siebie. Mozna wigc

stwierdzi¢, ze podczas tej fazy uczenia nastgpuje samoorganizacja [6],[7] z nadzorem czyli z
uwzglednieniem informaciji o klasach.

5.2. Fazall

Nowy wezel wstawiany jest do sieci wtedy, gdy dla istniejacego wektora wejsciowego zarow-
no najblizszy w sensie euklidesowym jak i najbardziej wzbudzajacy si¢ wezet sa z innej klasy
niz wektor na wejsciu sieci. Wspodirzedne potozenia nowego wezta sa takie same jak wektora
wejsciowego. Natomiast jego rozmycie ustawiane jest na podstawie potozenia najblizszego
neuronu. Tak wigc podstawowe parametry nowo powstalego wezta maja postac:

R=X m=1r1,=1

Liczba tworzonych weztow w jednej epoce jest ograniczona i rowna jest liczbie klas znajduj
cych si¢ w zbiorze terningowym. Takie ograniczenie umozliwia maksymalny rozrost weztom
istniejacym. Jak pokazuje do$wiadczenie, bez ograniczenia powstaje wigksza liczba weziow,
a co za tym idzie jako$¢ generalizacji jest mniejsza, oraz wydiuza sig czas uczenia.

Po kazdej epoce sprawdzana jest jako$¢ klasyfikacji Q kazdego z istniejacych weztow, okre-
Slona przez stosunek liczby poprawnie sklasyfikowanych wektorow do liczby wszystkich
wektorow, ktore ,,wpadaja” w dany wegzet. Sprawdzenie klasyfikacji polega na wyszukaniu
wsrod istniejacych wezlow takiego, ktérego wzbudzenie jest najwigksze, a jednoczesnie jest
wigksze od zadanej warto$ci minimalnej (progu). Jezeli wzbudzenia wszystkich weztow sa
ponizej zadanego progu to dany wektor wejsciowy nie jest klasyfikowany. Parametr wartosci
minimalnej jest na poczatku uczenia duzy, przez co tylko wektory blisko centrum neuronu
brane sa pod uwageg. W trakcie trwania uczenia parametr ten jest automatycznie zmniejszany.

Jezeli dany neuron klasyfikuje ponizej wymaganej doktadnosci wowczas nastgpuje zmniej-
szenie jego rozmycia proporcjonalnie do procentowej wartosci btedu.

o=0-A(1-Q)o



Wartos¢ parametru A jest mata (0.3) dla nowych weztow, gdyz te dopiero adaptuja sig, nato-
miast w przypadku starszych weztow parametr ten ma duza wartos¢ (0.9).

Z uwagi na to, ze powstawanie nowych weztow, jak roéwniez optymalizacja weztow istnieja-
cych, zalezne sa od kolejnosci podawania wektorow treningowych na wejscie sieci, za kaz-
dym razem, gdy sie¢ uczona jest na tych samych danych otrzymuje si¢ konfiguracje sieci, kto-
re roznig si¢ od siebie. W wigkszosci przypadkow te roznice sa niewielkie, co tatwo zauwazy¢
na zbiorze testowym, gdyz wynik w poszczegdlnych probach na zbiorze testowym jest bardzo
podobny. Gdy zbior treningowy jest jednak niewielki wariancja modelu moze by¢ duza, co
przejawia si¢ duza réznica w klasyfikacji na zbiorze testowym dla poszczegdlnych prob.

Prostym sposobem na rozwiazanie tego problemu jest zastosowanie tzw. komitetu sieci. Me-

toda ta polega na tym, Zze na danym zbiorze treningowym uczy si¢ sie¢ wielokrotnie. Majac M
modeli sieci klasyfikacji wektorow ze zbioru testowego dokonuje si¢ przez gtosowanie wigk-
szosciowe, wybierajac klaseg, ktdra najczgsciej wystgpuje, lub przez wazona kombinacje roz-
wiazan z poszczegolnych sieci [9]. Metoda ta powoduje znaczne zmniejszenie wariancji mo-
delu 1, jak pokazuje doswiadczenie, doskonale nadaje si¢ do sieci FSM.

5.3. Obroty

W celu lepszego dopasowania we¢ziow sieci do danych w FSM stosuje si¢ neurony, ktorych
funkcje transferu v wymiarowej przestrzeni daja mozliwos¢ obrotu realizowanych przez nie
hiperpowierzchni statych wartosci, czyli granic decyzji, wyznaczonych przez neuron. Wyko-
nanie petnego obrotu jest obliczeniowo bardzo kosztowne i powoduje gwattowne zmniejsze-
nie si¢ szybko$ci uczenia. Dlatego tez zastosowano obroty bedace zlozeniem obrotéw dwu-
wymiarowych. Dla przykladu przedstawiony zostanie obrot w przestrzeni trojwymiarowe;.
Najpierw dokonujemy obrotu uktadu wspoétrzednych dla pierwszych dwéch wymiaréw o kat
a, w wyniku czego z wektora(Y) otrzymujemy wektorX,Y):

EX'D_ [tos(a) —sin(a)[QY O
Oy O [sin(a) cos(a) COY O

W nastgpnym kroku
X=X ;Y=Y

i powtarzamy operacje tym razem uwzgledniajac kat 8 potozenia danego wezta migdzy trze-
cim wymiarem i ptaszczyzna (X,Y). W ogolnym przypadku cata procedura powtarzana jest dla
wszystkich kolejnych wymiaréw. Katy obrotu dla poszczegdlnych weztéw ustalane sa pod-
czas uczenia dla kazdego wezla niezaleznie.

Zmiana katéw nachylenia neuronu do odpowiednich osi nastgpuje za kazdym razem, gdy wy-
konywana jest adaptacja potozenia i innych parametrow tego wezta. Najpierw wyznaczane sa
poszczegodlne katy nachylenia 6 wektora majacego swoj poczatek w srodku wezta (a wige jest
to potozenie tego wezla) a koniec w miejscu, gdzie znajduje si¢ aktualny punkt wejsciowy (w



Przyklad obroconych dwoch neuronow

wielowymiarowej przestrzeni wektor wejsciowy moze by¢ traktowany jako punkt). Nastepnie
aktualne katy neuronu @ sa przesuwane w kierunku wyznaczonych wartosci.

P=p+y0-9)

parametry jest to ten sam parametr, ktory wystapil podczas uczenia rozmy¢

Jezeli w danych wystepuja wyraznie nachylone skupiska to wigkszos¢ katow wyznaczonych
dla poszczegdlnych wektorow wpadajacych do tego wezla bedzie do siebie podobnych, przez
co fatwo jest uzyska¢ optymalny kat. Jednak gdy nie ma wyr6znionego kierunku dla skupiska,
to nastgpuje ciagla zmiana wartosci kata ¢ co moze powodowac trudnosci w uczeniu si¢. Dla
skupisk wyznaczonych podczas inicjalizacji sieci katy znajdowane sa za pomoca prostej
X, =a, X, dopasowanej na podstawie wszystkich wektoroéw nalezacych do tego wezta, stad

1

poszczegoblne parametry

Z XX
- Z X KX

Wspotczynniki te rowne sa tangensowi kata pomigdzy gtowna osia skupiska a osia X;. Tak
wigc poszczegdlne katy mozna wyznaczy¢ ze wzoru

ai

@ = arctanfy)

Nowy wezel, ktory powstaje podczas uczenia ma poczatkowo katy zerowe, poniewaz tylko
jeden wektor nalezy do tego wezla i jest on jego srodkiem. Inicjalizacja z uwzglednieniem
niezaleznych obrotow dla poszczegdlnych weztow jest bardziej precyzyjna niz zastosowanie
analizy czynnikow glownych (PCA) lub innych globalnie okreslonych transformacji danych.
Nawet jesli w czasie uczenia parametry obrotu nie podlegaja adaptacji warto wprowadzi¢ ma-
cierze obrotu w opisany powyzej sposob. Inne metody tworzenia obroconych konturéw decy-
zji opisano w pracy [5].



5.4. Optymalizacja

W koncowym etapie uczenia tzn. gdy osiagnigta jakos¢ klasyfikacji zgodna jest z pozadana,
nastepuje optymalizacja polegajaca na odrzuceniu weztéw, ktore maja bardzo mate rozmiary
tzn. do ktorych wpada niewielka liczba (np. 1 lub 2) wektoréw z ciagu treningowego. Po-
wstaja one na skutek zadania zbyt wysokiej doktadnosci klasyfikacji lub tez niewystarczajace-
go rozmycia duzych weztéw istniejacych w sieci. Jezeli przyczyna tworzenia matych weztow
jest zbyt szybkie ich tworzenie to po ich odrzuceniu proba douczenia istniejacych weziow
spowoduje zwigkszenie ich rozmy¢. W przeciwnym przypadku ponownie zostana utworzone
mate wezly. Proba odrzucania i douczania powtarzana jest kilkakrotnie, po czym etap uczenia
jest zakonczony. Jako$¢ klasyfikacji po tym etapie moze by¢ mniejsza od Zzadanej poniewaz
cze$¢ weztdw zostata odrzucona.

Etap kolejny to koncowa optymalizacja sieci, po ktdrej nie nastgpuje juz douczanie. Odrzuca-
ne sa wezly, ktorych likwidacja nie powoduje zmiany poziomu aktualnej klasyfikacji. Aby
unikna¢ sprawdzania kazdego wezta z osobna, tzn. odrzucania go 1 sprawdzania klasyfikacji
na catym zbiorze treningowym (co byloby bardzo kosztowne) dla kazdego wektora treningo-
wego obliczana jest aktywacja wszystkich weztow 1 zapamigtywana warto$¢ aktywacji wezla
najbardziej wzbudzajacego si¢. Ten wezet zostaje wytaczony. Wyszukiwany jest kolejny we-
zel najbardziej wzbudzajacy sig 1 zapamigtywana jest warto$¢ jego wzbudzenia. Mamy wigc
macierz z liczba elementow dwa razy wigksza niz liczba wektorow w ciagu treningowym,
natomiast warto$ci tych elementow réwne sa maksymalnym wzbudzeniom dla odpowiednich
wektorow treningowych. W macierzy tej usuwamy jeden wezetl. Dla wektora, dla ktorego we-
zet ten mial najwigksza warto$¢ aktywacji wstawiana jest do macierzy warto$¢ zero. Nastep-
nie na podstawie pozostatych wartosci wyliczana jest jakos$¢ klasyfikacji. Jezeli jakos¢ klasy-
fikacji nie pogorszyta si¢ to analizowany wezel jest usuwany, w przeciwnym przypadku
wstawiane sa do macierzy pOprzednie wartosci.

5.5. Selekcja cech

Dla kazdego z we¢ztow ukrytych mozna rowniez zastosowaé eliminacje cech. W tym celu
wybieramy kolejno wezty i dla kazdego z nich odrzucamy z ciagu treningowego wektory, kto-
re do danego wezta wpadaja, czyli ktére sa przez niego klasyfikowane. Mozemy to uczynié,
gdyz wylaczenie cechy w danym wezle, z uwagi na to, ze stosujemy funkcje separowalne,
moze by¢ traktowane jak wstawienie do iloczynu wartosci 1, a wigc maksymalnej wartos$ci
aktywacji dla danego wymiaru. Moze to spowodowac tylko zwigkszenie aktywacji wezta dla
wszystkich wektorow treningowych. Nie moze si¢ wigc zmieni¢ klasyfikacja wektorow, ktore
byty poprawnie klasyfikowane, bo dla tych wektoréow ten wezet i tak miat najwigksze wzbu-
dzenie. Dlatego obliczamy macierz wzbudzen tylko dla pozostatych wektorow treningowych.
Kazda z cech dla danego wezta zostaje kolejno odrzucana. Powoduje to wzrost funkcji akty-
wacji tego wezta. Jesli aktywacja ta dla wektorow z innej klasy niz optymalizowany wezet nie
przekracza aktywacji weztow poprawnie je klasyfikujacych, zapisanych w tablicy aktywacji,
to taka cecha nie jest potrzebna.

Procedury odrzucania weztéw oraz eliminacji cech powtarzane sa tak dlugo az zaden wezet
nie moze juz zosta¢ odrzucony. Alternatywna metoda selekcji cech, polegajaca na modyfikacji
funkcji btedu, opisana zostata w pracy [13].



5.6. Rozpoznawanie

Testowanie sieci FSM polega na wyszukiwaniu dla danego wektora wejsciowego wezta, ktory
ulega najwigkszemu wzbudzeniu. Wektor wejsciowy jest przypisany do klasy, ktora repre-
zentuje najlepszy neuron. Jezeli jednak Zzaden z weztow nie ulega wzbudzeniu wowczas
wektor wefciowy nie zostaje sklasyfikowany.

Do oszacowania jakosci klasyfikacji stuza dwa parametry: warto$¢ wzbudzenia oraz wspot-
czynnik zaufania. Warto$¢ wzbudzanie G jest z zakresu [0,1]; im jest wigksza tym wektor
wejsciowy blizszy jest istniejacemu prototypowi, ktory powstat podczas uczenia.

Wspodtezynnik zaufania natomiast mozna traktowac jako prawdopodobienstwo poprawnego
zaklasyfikowania wektora w&jiowego X do danej klasy
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W liczniku sumowanie przebiega po wszystkich weztach reprezentujacych klasg¢ zwycigzey, w
mianowniku suma biegnie po wszystkich weztach ukrytych w sieci. Wezty przechowywacé
moga rowniez informacje symboliczne, ktore moga by¢ przedstawiane na wyjsciu.

6. Przykiadowe rezultaty

Do testowania sieci FSM uzyto standardowych zagadnien klasyfikacyjnych, wzigtych z repo-
zytorium baz danych Uniwersytetu Kalifornijskiego w Irvine,[8{izie znalez¢ mozna do-
ktadniejszy opis danych. Wszystkie ponizsze przyktady przedstawiaja wyniki, ktére powstaty

w wyniku usrednienia kilku rezultatéw dla danej bazy.

Wszystkie dane zostaty najpierw zestandaryzowane. W ponizszych tabelach podana zostata
procentowa poprawnos¢ klasyfikacji na zbiorze testowym, lub tez jesli zbior testowy nie wy-
stgpowal przedstawiony jest wynik z 10 krotnej kroswalidacji. W przypadku gdy istniaty ze-
brane wyniki r6znych klasyfikatorow dla danego zbioru, FSM zostat porownany z najlepszy-

mi z nich. Jesli takie wyniki nie istnialy dokonaliSmy poréwnania FSM z najlepszym mode-

lem MLP, jaki udato si¢ znalez¢ w literaturze (byta to zwykla wsteczna propagazcja, Rprop,
Quickprop lub — dla danych ,hypothyroid” — genetyczna optymalizacja parametréw), metody
najblizszych sasiadow k-NN [9] oraz drzewa decyzji C4.5 [10]. We wszystkich tabelach re-
zultat otrzymany z sieci FSM przedstawiony jest w ostatniej kolumnie wszystkie pozostate
rezultaty sa w kolejnosci malejacej doktadnosci klasyfikacji. We wszystkich przypadkach
wyniki osiagnigte za pomoca FSM sa zblizone do najlepszych. Wigcej wynikow znalez¢ moz-

na na stronie internetowej: http://www.phys.uni.torun.pl/kmk/projects/datasets.html

e Dane DNA zawieraja 2000 wektorow w zbiorze treningowym i 1186 wektorow w zbiorze
testowym. Wystepuje 180 binarnych atrybutow i trzy klasy, o nastepujacym rozktadzie
procentowym: w zbiorze treningowym 23.2%, 24.3%, 52.5%, w zbiorze testowym 25.6%,
23.6%, 50.8%.



Radial | Dipol92| Alloc80 | QuaDisq Discrim FSM
Doktadnos¢ na 95.9% 95.2% 94.3% 94.1% 94.1% 94.3%
zbiorze testowym

Dane ,,jonosfera” zawieraja 351 wektoréw, z czego pierwszych 200 uzywa si¢ do treno-
wania, natomiast pozostale do testowania. Dane te reprezentuja sygnat radarowy odbity od
jonosfery. Kazdy z wektoréw zawiera 34 atrybuty o warto$ciach ciagtych. Wystepuja dwie
klasy, pierwsza $wiadczaca o wystgpowaniu w jonosferze pewnych struktur i druga,
Swiadczaca o braku tych struktur. Obie klasy w zbiorze treningowym sa prawie rowno-
liczne.

k-NN MLP C45 FSM
Doktadnos¢ na zbiorze 98.7% 96.0% 94.9% 97.7%
testowym

Dane ,,hypothyroid” zawieraja 3772 wektory w zbiorze treningowym i 3428 w zbiorze
testowym. Sa to dane z dwéch kolejnych lat badan przesiewowych, zawierajace informa-
cje o niedoczynno$ci, nadczynnos$ci lub normalnie dziatajacej tarczycy. Procentowy roz-
ktad tych trzech klas jest nastgpujacy: w pliku treningowym 2.5%, 5.1%, 92.4%, testowym
2.1%, 5.2%, 92.7%. Wystegpuje 21 atrybutdéw, 15 binarnych i 6 ciagtych.

C4.5 C-MLP2LN CART FSM
Doktadnos¢ na zbiorze 99.5% 99.36% 99.36% 99.1%
testowym

Dane ,,satimage” sktadaja si¢ z intensywnosci pikseli znajdujacych si¢ w sasiedztwie 3x3,
otrzymanych z czterech zdje¢ satelitarnych w roznych zakresach spektralnych, stad wyste-

puje 36 atrybutdw majacych wartosci z przedziatu 0-255. W bazie jest 4435 wektorow
treningowych i1 200 testowych. Dane podzielone sa na sze$¢ klas (chodzi o rézne po-
wierzchnie odbijajace) majacych nastepujaca procentowa liczebnos¢ w poszczegdlnych
zbiorach: zbiér treningowy 24.2%, 10.8%, 21.6%, 9.4%, 10,6%, 23.4%, testowym 23.1%,
11.2%, 19.9%, 10.5%, 11.8%, 23.5%.

k-NN LVQ Dipol92 Radial FSM
Doktadnos¢ na zbiorze 90.6% 89.5% 88.9% 87.9% | 89.8%
testowym

Dane ,,sonar” zawieraja 208 wektorow, ktore podzielone réwno na zbidr treningowy i te-
stowy. Wystepuja dwie klasy. Kazdy z wektorow posiada 60 ciagtych atrybutéw. Celem
jest odoznienie sygnatu sonaru odbitego od metalu od sygnatu odbitego od skaty.

MLP+BP k-NN C4.5 FSM
Doktadnos¢ na zbiorze 90.4% 84.2 65.4 88.8%
testowym

Dane ,,shuttle” zawieraja 43500 wektorow w zbiorze treningowym i 14500 w zbiorze te-
stowym. Wystepuje siedem klas majacych nastgpujacy udzial procentowy w poszczegol-



nych zbiorach: zbior treningowy 78.41%, 0.09%, 0.3%, 15.51%, 5.65%, 0.01%, 0.03%,
testowym 79.16%, 0.09%, 0.27%, 14.86%, 5.58%, 0.03%, 0.01%. Dane posiadaja 9 cia-
glych atrybutow.

Newld BayTree Cn2 Cal5| FSM
Doktadno$¢ na zbiorze 99.99% 99.98% 99.97%| 99.97%99.97%
testowym

Dane ,,letters” zawieraja wektory opisujace 26 duzych liter z alfabetu jezyka angielskiego.
Wystepuje 20000 wektorow, z czego 16000 przeznaczonych zostato do trenowania sieci a
pozostate 4000 do testowania. Dane te utworzone zostaly z 20 r6znych fontéw. Do kazdej
litery sposrdd tych 20 fontow dodany zostat szum. Utworzono czarno biate prostokatne
obrazy, ktore nastgpnie przedstawiono w postaci wektora sktadajacego si¢ z 16 cech nu-
merycznych. Wszystkie cechy zostaly przeskalowane tak aby wartosci tych cechy byly
calkowite w zakresie od O do 15.

Alloc80 k-NN LVQ QuaDisc| FSM
Dokladnos¢ na zbiorze 93.6% 93.2% 92.1% 88.7% 92.2%
testowym

Dane ,,galaxies”, zawieraja opis galaktyk z katalogu ESO-LV [12]. Celem jest wykonanie
automatycznej klasyfikacji, ktéra poréwnywalna jest do klasyfikacji eksperta. Zbior ten
zawiera ponad 5000 wektorow. Sie¢ trenowana jest na zbiorze zawierajacym 1700 ele-
mentow i testowana na zbiorze 3517 wektorow. Kazdy wektor sktada si¢ z 13 cech, i mo-

ze naleze¢ do jednej z dwoch klas: galaktyki wezesnego typu, lub tez galaktyki pdznego

typu.

k-NN C4.5 MLP+BP FSM
Doktadno$¢ na zbiorze testo- 92.82% 92.4% 89.6% 93%

wym

Dane ,,hepatitis” dotycza choréb watroby otrzymane z Tokijskiego uniwersytetu medycz-
nego [13] Dane te zwieraja 536 przypadkow, w tym 163 uzyte zostaly do testowania a
pozostale do trenowania sieci. Kazdy przypadek opisany zostat przez 9 cech. Wystepuja 4
klasy.

k-NN C45 MLP FSM
Doktadno$¢ na zbiorze testo- 82.8% 75.5% 68% 82.2%

wym

Dane ;segmentation” zawieraja 210 wektorow w zbiorze treningowym i 2100 w zbiorze
testowym. Wystepuje 7 klas, kazda z klas w zbiorze treningowym posiada 30 wektoréow a
w zbiorze testowym 300. Wszystkie wektory opisane sa przez 19 cech o wartosciach cia-
ghych.



k-NN C4.5 MLP FSM

Doktadno$¢ na zbiorze testo- 90.33% 89.8% 88.33% 91.2%
wym

e Dane ,breast cancer wisconsin” zawieraja 699 przypadkéw, wsrod ktorych wystepuje 458
chorych oraz 245 zdrowych przypadkow. Kazdy przypadek opisywany jest przez 9 cech
majacych warto§¢ w zakresie od 1-10. Dla 16 przypadkéw jedna wartos¢ jest brakujaca. W
miejsca warto$ci brakujacej wstawiona zostata warto$¢ srednia dla danej cechy.

IncNet k-NN FDA FSM

Doktadnos¢ obliczona z 10- 97.1% 97.1% 96.8% 96.5%
krotnej kroswalidaciji

* Dane ,appendictis” [14}awieraja 106 przypadkow, opisanych za pomoca 8 cech. Wyste-
puja dwie klasy majace nast¢pujacy udzial procentowy: 80.2%, 19.8%

k-NN MLP C45 FSM

Dokladnos¢ obliczona z 10- 89.3% 83.9% 83.5% 84.2%
krotnej kroswalidaciji

7. Podsumowanie

Chociaz opisany tu algorytm wydawac si¢ moze poczatkowo skomplikowany 1 trudny w uzy-
ciu w rzeczywisto$ci wykonuje si¢ niemal automatycznie, nie wymagajac ingerencji uzytkow-
nika w proces uczenia si¢ lub wybierania architektury.

Sie¢ startuje z prototypow utworzonych podczas grupowania, a nast¢pnie dodaje, jesli jest to
konieczne, nowe neurony. Dodanie nowych neuronow uzaleznione jest od odlegtosci migdzy
wektorem znajdujacym si¢ na wejsciu sieci 1 aktualnymi prototypami utworzonymi przez sie¢
oraz od reakcji sieci na ten wektor (wzbudzenia istniejacych weztéw). Poczatkowe prototypy
znajdowane sa za pomoca wstepnej inicjalizacji opartej na grupowaniu. Inicjalizacja taka po-
zwala wystartowa¢ z optymalnych prototypdw co powoduje czgsto przyspieszenie procesu
uczenia oraz utworzenie sieci o niewielkiej liczbie wezléw. Tak wigc cala architektura sieci
zalezy tylko 1 wylacznie od danych, ktore zostaja uzyte do jej uczenia.

Poza architektura, istotnym czynnikiem wplywajacym na jako$¢ klasyfikacji jest zdolnosé¢
wytwarzania przez model réznorodnych obszaréw decyzyjnych przy utrzymanej sensownej
ztozono$ci tego modelu. Wtasno$¢ ta umozliwia lepsze dopasowanie si¢ klasyfikatora do da-
nych, a co za tym idzie osiagnigcie lepszej generalizacji.

W sieci FSM zmiang ksztattu obszaréw decyzyjnych mozna uzyskaé poprzez stosowanie r6z-
nych funkcji aktywacji oraz mozliwo$¢ wykonania obrotow w wielowymiarowej przestrzeni.
Stosowanie roznych funkcji aktywacji otwiera rowniez rozne drogi analizy danych np. inter-
pretacj¢ za pomoca regul logicznych (wystarczy w tym celu zastosowaé funkcje prostokatne,
przechodzac stopniowo od funkcji bicentralnych lub gaussowskich), czy tez interpretacje
oparta o logike rozmyta (funkcja trojkatna, gaussowska). Ta gigtko$¢é tworzenia réoznych ob-
szarow decyzyjnych umozliwia zastosowanie sieci FSM w wielu dziedzinach co potwierdzaja
przedstawione wyniki.



Zastosowania tego modelu do aproksymacji, jako pamigci asocjacyjnej oraz jako funkcji heu-
rystycznej w problemach optymalnego spetniania wielu ograniczen [1], nie zostaly jeszcze
podjete.

Podzigkowania: Za wsparcie finansowe w ramach grantu nr 8 TI11F 014 14 jestesmy
wdzigczni Komitetowi Badan Naukowych.
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